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EINLEITUNG

Die Mathematik beschéftigt sich damit, aus klar definierten Strukturen logisch notwendige
(nicht-triviale) Eigenschaften abzuleiten. Da sich viele Situation in der realen Welt durch
solche Strukturen abbilden lassen (bzw. die Mathematik sich tiber Jahrtausende entwickelt
hat, um moglichst viele Situationen so abzubilden), ist sie ein allgegenwertiges méchtiges
Werkzeug in Physik, Technik, Wirtschafts-, und Sozialwissenschaften.

Nun ist leider in der Realitat nicht immer klar, welche Situation konkret vorliegt. Nur mit
partiellen Informationen bleiben also Unsicherheiten zuriick, und statt mit Gewissheiten
muss man mit Wahrscheinlichkeiten schlieffen. Solche Situationen kommen héufig vor:

im Gliickspielen: Zwar folgt ein Miinz- oder Wiirfelwurf den Gesetzen der Mechanik,
aber die fiir eine exakte Vorhersage notwendigen Informationen iiber den Wurf, die
Luft, und die Beschaffenheit des Tisches sind nur im Physikunterricht zu erreichen;’

in der Physik: Viele beobachtbare Phanomene etwa in der Warmeleitung oder der
Gasdynamik ergeben sich aus der Interaktion unzéhliger mikroskopischer Zustande
— viel zu vielen, um sie einzeln zu verfolgen;

in der Finanzwirtschaft: Der Verlauf von Aktienkursen setzt sich aus zahllosen Kauf-
und Verkaufsentscheidungen zusammen, die aus den verschiedensten (nicht immer
gleichen und nicht immer rationalen) Griinden erfolgen;

in der Bildgebung: Zum Beispiel in der Computertomographie mdchte man aus
(partiellen, verrauschten) Rontgenmessungen auf die Dichteverteilung im Korper
schlief3en;

in der Wettervorhersage: Der Zustand der Atmosphiare — und damit das Wetter —
ist durch ein kompliziertes System partieller Differentialgleichungen vollstandig
beschrieben; um daraus das Wetter morgen abzuleiten, miissten wir aber das Wetter
heute bereits perfekt (iiberall auf der Welt) kennen;

in der Quantenmechanik ist schlieflich nicht mal klar, ob eine objektive, determinis-
tische, Beschreibung der Welt moglich ist.

"Tatsachlich motivierten Fragen des Gliicksspiels — nicht nur aus hehren akademischen Interessen — viele
der frithzeitlichen Mathematiker, die sich mit Wahrscheinlichkeitssrechnung beschéaftigt haben.
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INHALTSVERZEICHNIS

Die mathematische Theorie fiir den rigorosen Umgang mit Unsicherheiten nennt man
Wahrscheinlichkeitstheorie; ihre Anwendung auf konkrete Fragestellung sowie — hier be-
sonders wichtig — der verantwortungsvolle Umgang mit den mathematischen Antworten
ist die Statistik. Zusammen bezeichnet man dies als Stochastik (aus dem Griechischen,
sinngemaf} ,scharfsinniges Vermuten®).

Wihrend Statistiker trefflich dariiber streiten konnen, was nun ,Wahrscheinlichkeiten“ oder
- allgemeiner — ,Zufall® eigentlich ist, hilt sich der Mathematiker wie tiblich fein heraus und
definiert sich rein axiomatisch, wie sich verniinftige Wahrscheinlichkeiten zu verhalten
haben. Der heute verwendete Zugang geht auf Andrei Nikolajewitsch Kolmogorow zuriick,
der diesen in den 1930er Jahren aufgestellt hat, und basiert auf den beiden Saulen der
Mengenlehre und der Mafitheorie (die auch der modernen Integrationstheorie zugrunde
liegt). Dies mag auf den ersten Blick (zu) abstrakt erscheinen, hat aber wesentlich dazu
beigetragen, viele der naiven Behandlung entstammenden Paradoxa aufzuldsen, indem sie
implizite Modellannahmen tiber die Art der Unsicherheiten offenlegt.

Dieses Skriptum basiert vor allem auf den folgenden Werken:

« H.-O. GEeoRrall (2015), Stochastik, Einfiihrung in die Wahrscheinlichkeitstheorie und
Statistik, 5. Aufl., Berlin: De Gruyter, polI: 10.1515/9783110359701

+ N. HENzE (2021), Stochastik fiir Einsteiger, 13. Aufl., Berlin: Springer Spektrum, poi: 10.
1007/978-3-662-63840-8

« A. EBERLE (2022), Stochastik, Vorlesungsskript, Institut fir Angewandte Mathematik,
Universitat Bonn

« M. HUTZENTHALER (2015), Stochastik, Vorlesungsskript, Fakultit fiir Mathematik,
Universitat Duisburg-Essen

« U. KRENGEL (2005), Einfiithrung in die Wahrscheinlichkeitstheorie und Statistik, 8. Aufl.,
Vieweg Stud. Wiesbaden: Vieweg, DoI: 10.1007/978-3-663-09885-0 (erganzend)

« G. KERSTING & A. WAKOLBINGER (2010), Elementare Stochastik, 2. Aufl.,, Mathematik
Kompakt, Basel: Birkhauser, pol1: 10.1007/978-3-0346-0414-7 (erganzend)

« W. LINDE (2014), Stochastik fiir das Lehramt, De Gruyter Studium, Berlin: De Gruyter,
DOI: 10.1524/9783110362411 (erganzend)

« A. KLENKE (2020), Wahrscheinlichkeitstheorie, 4. Aufl., Masterclass, Berlin: Springer
Spektrum, pol: 10.1007/978-3-662-62089-2 (vertiefend)
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1 ERGEBNISSE, EREIGNISSE, WAHRSCHEINLICHKEITEN

Wir beginnen mit der mathematischen Formalisierung von Zufallssituationen nach Kolmo-
gorov durch den Ergebnismenge der moglichen Ausgénge, der Ereignisraum der sinnvoll
betrachtbaren Aussagen, und dem Wahrscheinlichkeitsverteilung, die jedem Ereignis(!) eine
Wahrscheinlichkeit zuordnet. Die Unterscheidung zwischen ,Ergebnis“ und ,Ereignis” mag
zwar auf den ersten Blick unnétig kompliziert erscheinen, ist aber wesentlich dafiir, dass
die Theorie auch mit unendlich vielen moglichen Ergebnissen (etwa im Intervall [0, 1])
umgehen kann. Wir werden uns jedoch schnellstmoglich auf diskrete Wahrscheinlichkeiten
beschranken, wo wir noch ohne diese technischen Schwierigkeiten auskommen. Dieser
Rahmen ist aber notwendig, um auf Fragen wie ,Wie lange muss ich den Tumor bestrahlen,
um ihn mit iber 95% Wahrscheinlichkeit zu zerstoren? eine sinnvolle mathematische
Antwort geben zu kdnnen.

1.1 ERGEBNISMENGEN

Der erste Schritt ist festzulegen, welche Ergebnisse in der Situation auftreten konnen und
relevant sind; diese fast man zusammen in einer Menge Q, genannt Ergebnismenge (auch
Grundraum oder Grundmenge).

Beispiel 1.1. (i) einmaliges Wiirfeln: Bei einem Wiirfelspiel kommt es in der Regel
nur auf die Anzahl der Augen an; der naheliegende Ergebnismenge ist daher

Q=1{1,2,34,5,6}.
(In manchen Situationen kann aber auch
Q ={1,2,3,4,5,6, Wiirfel unter dem Tisch“}
relevant sein...)

(ii) mehrmaliges Wiirfeln: Werden n Wiirfel hintereinander geworfen, gibt es verschie-
dene Méglichkeiten. Ist man nur an der Summe der Augenzahlen interessiert, so
wahlt man

Q={n,...,n-6}.
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Ist dagegen interessant, an welcher Position welche Augenzahl vorkam, ist der
Ergebnismenge

Q={(wy,...,00) |wi €{1,...,6},i=1,,...,n} ={1,...,6}".

(iii) unendlich viele Miinzwiirfe: Theoretisch interessant (wenn auch nicht praktisch
relevant) ist das wiederholte Werfen einer Miinze ohne aufzuhoren. Nach Kon-
vention bezeichnet man ,Kopf mit 0 und ,,Zahl® mit 1 und erhélt so den (iberab-
zéhlbaren) Ergebnismenge

Q = {{wn}nen| @; € {0,1},n € N} = {0,1}".

Mit diesem Grundraum kann man zum Beispiel Spiele modellieren, bei denen
der Spieler gewinnt, der zum ersten Mal ,Zahl® wirft — den fiir jede endliche
Ergebnismenge basierend auf n Wiirfen kann es ja passieren, dass n Mal ,,Kopf™
geworfen ist und kein Gewinner feststeht.

Wichtig ist nur, dass der Ergebnismenge alle Ergebnisse enthalt, die tatsdchlich auftreten
konnen; er kann ohne Schaden immer grofler gewahlt werden. Zum Beispiel kann man fiir
das einmalige Wiirfeln auch

0 ={0,12,34,5,6}

wahlen.

1.2 EREIGNISRAUME

Der zweite Schritt ist bereits der Kern der modernen Wahrscheinlichkeitstheorie: Wir sind
nicht primar an einzelnen Ergebnissen interessiert, sondern daran, welche (beliebig kom-
plizierten) Aussagen liber ein Ergebnis zutreffen. (Damit ersparen wir uns, fiir jede Frage
einen neuen Ergebnismenge definieren zu miissen.) Eine Aussage, die fiir ein konkretes
Ergebnis eintreffen kann, nennt man Ereignis; mathematisch wird dies beschrieben durch
eine Menge A von mdglichen Ergebnissen w € Q, fiir die die Aussage zutrifft.

Beispiel 1.2 (Wiirfeln). Wir betrachten fiir den einfachen Wiirfelwurf wieder den Ergeb-
nismenge Q = {1, 2,3,4,5,6}. Mogliche Ereignisse sind dann

(i) »es wurde ein Sechser gewurfelt®: A = {6};
(ii) ,es wurde eine gerade Zahl gewurfelt™: A = {2,4,6};
(iii) ,es wurde mindestens eine Vier gewurfelt: A = {4,5,6};

(iv) ,es wurde kein Sechser gewurfelt: A = {1,2,3,4,5}.
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Fiir den doppelten Wiirfelwurf kénnen wir den Ergebnismenge Q = {1, ..., 6} betrach-
ten. Mogliche Ergebnisse sind dann

(i) »es wurden zwei Sechser gewiirfelt: A = {(6,6)};
(ii) ,die Augenzahlsumme betragt 10“: A = {(4,6), (5,5), (6,4)};
(iii) ,die Augenzahlsumme betragt 9“: A = {(3,6), (4,5), (5,4), (6,3)};

(iv) ,der zweite Wurf ist hoher als der erste Wurf™“: A = {(1, 2), (1,3),...,(5,6)}.

Offensichtlich kann es beliebig aufwendig sein, Ereignisse durch die komplette Auflis-
tung von Ergebnissen anzugeben. Man mochte daher die iiblichen Mengenoperationen
verwenden, um aus einfachen Ereignissen kompliziertere zu konstruieren. Als ,einfache®
Ereignisse bieten sich an

« die Elementarereignisse A = {w} fir v € Q;
« das sichere Ereignis A = Q;
« das unmdgliche Ereignis A = 0.
Hat man nun Ereignisse A und B, kann man fragen, wann bei einem Ergebnis v € Q

« A oder B eintreten: das ist dann der Fall, wenn w € A oder w € Bgilt,d h.w € AUB
gilt;

« A und B eintreten: das ist dann der Fall, wenn v € Aund w € Bgilt,dh.w € ANB
gilt;

« A nicht eintritt: das ist dann der Fall, wenn w ¢ A gilt, d. h. 0 € A° := Q \ A gilt.

In anderen Worten: AU B ist das Ereignis, dass A oder B eintreten; AN B ist das Ereignis, dass
A und B gleichzeitig eintreten; A° ist das Ereignis, dass A nicht eintritt. Analog kann man
tiber das alternative oder gleichzeitige Eintreten von mehr als zwei Ereignissen sprechen.
Koénnen A und B nicht gleichzeitig eintreten, d. h. gilt AN B = 0, dann nennen wir die
Ereignisse disjunkt.

Nun kommt die wesentliche Schwierigkeit: Es ist im Allgemeinen nicht méglich, fiir jedes
beliebige Ereignis A € P(Q) := {A| A C Q} sinnvoll tiber dessen Wahrscheinlichkeit zu
sprechen. (Konkret ist dies nicht méglich, wenn Q tiberabzéhlbar ist, z. B. Q = [0, 1] oder
Q = {0,1}N; wir werden das weiter unten sehen.) Wir miissen uns daher vorab auf eine
Menge von ,verniinftigen® Ereignissen einschranken, wobei wir garantieren mochten, dass
die oben genannten Operationen auf verniinftigen Ereignissen wieder verniinftig sind. Das
motiviert die folgende Definition.

Definition 1.3 (0-Algebra). Sei Q eine nichtleere Menge. Ein Mengensystem A C P (Q)
heif3t o-Algebra, falls gilt
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(i) Qe A;
(ii) A € A impliziert A® € A;
(iii) A, € A fur alle n € N impliziert U,en An € A

Eine Menge A € A wird auch messbar (bezuglich A) genannt. Das Paar (Q, A) heif3t
Ereignisraum. Ist Q hochstens abzahlbar, so nennt man den Ereignisraum diskret.

Dass wir in (iii) die Vereinigung abzahlbar viele Mengen betrachten ist wesentlich, um auch
unendliche Ergebnismengen — wie etwa bei unendlich vielen Miinzwiirfen - betrachten zu
konnen. Direkt aus der Definition folgt, dass fiir eine o-Algebra stets gilt

« 0 e A,
« A, € A fur alle n € N impliziert N,en An € A;
« A, Be Aimpliziert AUB€ Aund ANB e A.
Man priift leicht nach, dass die folgenden Mengensystem o-Algebren sind:
o« A ={Q,0} (die kleinstmogliche o-Algebra);

o« A =P(Q) (die groBBtmogliche o-Algebra, die fiir das weitere Vorgehen zu grofi sein
kann).

Auch sonst kann es von Vorteil sein, sich einzuschrianken.

Beispiel 1.4. Wir betrachten das Werfen von n Miinzen mit Ergebnismenge Q = {0,1}".
Dann ist fur k < n

A ={Ac{0,1}"|A=Bx{0,1}"* firein B c {0,1}*}

eine o-Algebra (warum?); ihre Ereignisse sind genau die, die noch eintreten konnen,
wenn wir nur die ersten k Wirfe beobachtet haben.
Konkretistfirn =2und k =1

A ={0,{(0,0), (0,1}, {(1,0), (1, D}, {(0,0), (0, 1), (1,0), (1, 1)}} .

Dies ist echt kleiner als die Potenzmenge, da z.B. {(0,1), (1, 1)} ¢ A gilt. Das Ereignis,
dass im zweiten Wurf nur die 1 auftritt — d. h. dass wir bereits wissen, dass in jedem
Fall Zahl geworfen wird — ist also nicht verniinftig.

Ublicherweise wird man die komplette o-Algebra nicht explizit angeben; stattdessen spezi-
fiziert man nur die eigentlich ,interessanten” Ereignisse und nimmt dann alles dazu, was
laut der Definition einer o-Algebra dazugehort:
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Definition 1.5 (erzeugte o-Algebra). Sei Q eine nichtleere Menge und & c P(Q) ein
beliebiges Mengensystem. Dann ist

(&) := m A

ECA o-Algebra

(die kleinste o-Algebra, die & enthalt), die von & erzeugte o-Algebra.

Man nennt in diesem Fall & auch ein Erzeugendensystem; wie wir spater sehen werden,
spielen eine besondere Rolle Erzeugendensysteme, die schnittstabil sind, d. h. fiir die aus
A, B € & nicht disjunkt auch AN B € & folgt.

Da P(Q) eine o-Algebra ist und der Schnitt von o-Algebren wieder eine o-Algebra ist
(warum?), existiert immer eine erzeugte o-Algebra. Es ist aber nicht offensichtlich, dass
die so erzeugte o-Algebra eindeutig ist; fiir einen Beweis siehe [Georgii 2015, Bemerkung
1.6]. Umgekehrt konnen aber verschiedene & die selbe o-Algebra erzeugen!

Diese Konstruktion fithrt auf die kanonischen Beispiele von o-Algebren.

Beispiel 1.6. (i) Fur Q abzahlbar betrachten wir die Sammlung
E={{w}|we Q}

der Elementarereignisse. Dann ist (&) = P(Q), da jedes A € P(Q) abzahlbar
ist und daher als abzdhlbare Vereinigung von Elementarereignissen dargestellt
werden kann. Wie wir sehen werden, konnen wir fiir abzahlbare Ergebnismengen
stets die Potenzmenge wéhlen.

(ii) Fur Q = R betrachten wir die Sammlung
E:={(a,b)|abeR, a<b}

aller offenen Intervalle. Dann heifit 8 := 0(&) die Borel-Algebra. Sie enthalt alle
offenen, abgeschlossenen, und halboffenen Intervalle, aber auch alle Mengen, die
durch (beliebig viele!) Vereinigungen mit abzahlbar vielen solchen Intervallen
konstruiert werden kénnen. Trotzdem gibt es Mengen (die man nicht explizit
angeben kann), die nicht in der Borel-Algebra enthalten sind — darunter genau
die, die spater zu Problemen fithren wiirden.

Die Borel-Algebra kann auf viele andere Arten erzeugt werden; besonders niitzlich
ist

& ={(-oo,c]|c € R},
fir das ebenfalls 8 = ¢(&’) gilt. Man vergewissert sich auch leicht, dass &’
schnittstabil ist.

(iii) Sei I eine beliebige Menge und
Q=X Q= {(wi)ier | @; € Q fiir alle i € I}

iel
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das kartesische Produkt von beliebig vielen Mengen Q;, und A; € P(Q;) jeweils
eine o-Algebra. Bezeichne 7; : Q — Q; die Projektion auf j-te Koordinate, d. h.
7w = wj fir @ = (w;);e;. Betrachte

E={AcCcQ|{mw|we A} € A;fireini € I},

d. h. das System aller Teilmengen von Q, fir die ,verniinftige” Aussagen moglich
sind, wenn man nur eine beliebige Komponente betrachtet. Dann ist ®;c; A; :=
0(&) die Produkt-o-Algebra (warum?).

Damit kann insbesondere eine o-Algebra fiir den unendlich oft wiederholten
Miinzwurf konstruiert werden. In diesem Fall kann nach (i) A; = P ({0, 1}) fir
alle i € N gewahlt werden; entsprechend wahlen wir

E={AcCcQ|A={weQ|lw =a,i<n},neNay,...,a, € {0,1}},

d. h. alle Ereignisse, fiir die das Ereignis der ersten endlich vielen Wiirfe ,verninf-
tig" ist.

1.3 WAHRSCHEINLICHKEITSVERTEILUNGEN

Wir kommen nun zum letzten und wichtigsten Schritt: Wir legen fiir alle verniinftigen
Ereignisse (und nur diese!) eine Wahrscheinlichkeit fest. Dabei interessiert uns nicht, wo
diese herkommt; wir wollen nur, dass sie sich verniinftig verhalt, d. h. sowohl unsere
Intuition widerspiegelt als auch mathematisch konsistent ist. Was ist uns dabei wichtig?

(i) Wahrscheinlichkeiten sollten niemals negativ sein.

(ii) Die Wahrscheinlichkeit, dass zwei disjunkte Ereignisse gleichzeitig eintreffen, sollte
gleich der Summe der Wahrscheinlichkeiten der beiden Ereignisse sein (also weder
grofler noch kleiner).

(iii) Die Wahrscheinlichkeit des sicheren Ereignisses normieren wir auf 1 (,100%").

Damit das auch fiir unendliche Ergebnismengen funktioniert, miissen wir in (ii) nicht nur
zwei, sondern abzahlbar viele paarweise disjunkte Ereignisse betrachten. Damit erhalten
wir die folgende mathematische Definition.

Definition 1.7 (Wahrscheinlichkeitsverteilung). Sei Q eine nichtleere Menge und A eine
o-Algebra. Eine Funktion P : A — [0, o] hei3t Wahrscheinlichkeitsverteilung (oder
Wahrscheinlichkeitsmaf3) auf A, wenn gilt

(i) P[Q] =1;
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(ii) Furalle A, € A,n e N mit A; NA; =0 firi # j gilt

P

J

neN

= > P[A,].
n=1

Das Tripel (Q, A, P) wird Wahrscheinlichkeitsraum genannt.

Die Eigenschaft (ii) nennt man o-Additivitdit. Beachten Sie, wie durch die Definition der
o-Algebra garantiert ist, dass die Eigenschaften (i) und (ii) sinnvoll sind. Weiter sind
die Summanden auf der rechten Seite von (ii) alle nichtnegativ. Die Reihe konvergiert
also genau dann, wenn sie absolut konvergiert; insbesondere ist der Wert nicht von der
Reihenfolge abhédngig. (Ansonsten divergiert sie bestimmt gegen co, wieder unabhéngig
von der Reihenfolge; da wir das bislang nicht ausschliessen konnen, miissen wir in der
Definition auch den Wert oo zulassen.) Wir schreiben daher auch oft >,y P[A,].

Direkt aus der Definition folgen weitere niitzliche Eigenschaften.

Satz 1.8 (Rechenregeln fir Wahrscheinlichkeitsverteilungen). Sei P eine Wahrscheinlich-
keitsverteilung auf der o-Algebra A. Dann gilt:

(i) P[0] =0;
(ii) Fiir alle A,B € A ist
P[ANB] + P[AU B] =P[A] + P[B]
und damit insbesondere P[A°] =1 - P[A];

(iii) Fiir alle A,B € A mit A C B ist P[A] < P[B] und damit insbesondere P[A] < 1;
(iv) Fiir alle A, € A, n € N, gilt

P

A

neN

< > P[A,].

neN

Beweis. Zu (i): Es gibt kein w € 0 und damit insbesondere kein w € @NO und kein w € ONQ,
d. h. die leere Menge ist disjunkt sowohl zu sich selbst als auch zu Q. Aus der o-Additivét
von [P folgt daher

1=P[Q] :IP[QU(Z)U(Z)U...]:1+§]P[(Z)].

n=2

Das ist wegen P[Q] > 0 aber nur moéglich fiir P[0] = 0.
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Zu (ii): Wir nehmen zunéchst an, dass A und B disjunkt sind. Dann folgt aus (i)

P[AUB] =P[AUBUOUOU...] = P[A] + P[B] + P[0] + P[0] +...
- P[A] + P[B].

Analog zeigt behandelt man den Fall von drei oder mehr Mengen, d. h. PP ist auch endlich
additiv.

Sind A und B nicht disjunkt, dann kénnen wir disjunkt zerlegen (beachte A\ B,B\ A € A!)

" P[A] + P[B] = (P[A\ B] + P[AN B]) + (P[B\ A] + P[AN B])

=P[A\ B] + P[B\ A] + 2P[A N B]
=P[AUB] + P[ANB].
Fir B = A° folgt daraus mit (i) sofort

P[A] + P[A°] =P[AUA] + P[ANA] =P[Q] + P[0] =1+ 0 = 1.

Zu (iii): Ist A C B, dann folgt aus der endlichen Additivitit nach (ii) fir B=AU (B \ A)
P[B] = P[A] + P[B\ A] > P[A]

wegen der Nichtnegativitat von P. Speziell mit B = Q gilt dann wegen A C Q fir alle
AeA
P[A] <P[Q] =1.

Zu (iv): Auch wenn die A, nicht disjunkt sind, konnen wir ihre Vereinigung trotzdem
schreiben als Vereinigung disjunkter Mengen: Wir ersetzen A, einfach durch die Teilmenge
der Elemente, die nicht schon in einem ,fritheren” A; mit j < n enthalten sind. Aus der
o-Additivitat und (iii) folgt dann

U

neN

P =P

U4,

neN

:Zp

neN

< > P[A,] !

neN

A\ A,

j<n

A\ A

j<n

Aussage (ii) lasst sich auf endlich viele Ereignisse verallgemeinern. Fur drei Ereignisse
A, B,C € A erhilt man zum Beispiel durch zweimaliges Anwenden von (ii)

P[AUBUC] =P[AUB] +P[C] -P[(AUB) N C]
=P[AUB]+P[C]-P[(ANC)U(BNCO)]
= P[A] + P[B] - P[A N B] + P[C]
-P[ANC]-P[BNC]+P[ANBNC].

Durch Induktion erhélt man daraus die folgende Rechenregel (die wir spater deutlich
einfacher beweisen werden).
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Folgerung 1.9 (Einschluss-Ausschluss-Prinzip). Fiirallen € N und Ay, ..., A, € A gilt

P

n
LA
k=1

=kzn](—1)’<—1 > P
=1

1<iy<<ix<n

k
ﬂ A
j=1

Fiir folgende, noch recht triviale, Beispiele lasst sich leicht nachpriifen, dass sie die Definition
erfullen.

Beispiel 1.10 (Wahrscheinlichkeitsverteilungen). (i) Ist Q eine nichtleere Menge und
w € Q beliebig, dann ist fiir jede o-Algebra A durch

P[A] =

1 fallsw € A,
0 sonst,

eine Wahrscheinlichkeitsverteilung (warum?), genannt Dirac-Maf3, definiert. Sie
driickt aus, dass das Ergebnis w sicher ist, d. h. dass der Ausgang gar nicht zufallig
ist.

(ii) Wir betrachten mal wieder den Minzwurf. Fiir jedes p € [0,1] wird auf der
o-Algebra

A =P ({0,1}) ={0,{0}, {1}, {0,1}}

durch die Zuweisung

Po] =0, PH{o,1}] =1, P[{1}]=p, P[0} =1-p,

eine Wahrscheinlichkeitsverteilung (warum?), genannt Bernoulli-Verteilung mit
Parameter p, definiert. Ist p = %, so ist der Minzwurf fair.

Fir den Minzwurf hat es offensichtlich gereicht, die Wahrscheinlichkeit der Elementarer-
eignisse anzugeben. Das ist allgemein fiir abzdhlbare Ereignisrdume moglich.

Satz 1.11. Sei Q eine abzdihlbare Menge und p : Q — R eine Zahldichte, d. h. erfiillt
(i) 0 < p(w) <1 firallew € Q;
(it) Zpea p(@) =1.

Dann wird durch

P[A] = D] p(w), AcQ,

WEA

eine Wahrscheinlichkeitsverteilung auf P (Q) definiert. Umgekehrt hat jede Wahrscheinlich-
keitsverteilung auf P (Q) eine Zdhldichte p(w) := P[{w}].

10



1 ERGEBNISSE, EREIGNISSE, WAHRSCHEINLICHKEITEN

Beweis. Zunéchst sind wegen (i) alle Summanden nichtnegativ, so dass die Reihen kon-
vergieren genau dann, wenn sie absolut konvergieren, und ihr Wert hangt nicht von der
Reihenfolge der Summanden ab; dies rechtfertigt auch die Schreibweise. Weiter gilt nach
Definition

P[Q] = > p(w) =1,

we)

also ist [® normiert, und alle Reihen sind absolut konvergent.

Fiir die o-Additivitat seien A, C Q,n € N, paarweise disjunkt. Da die Vereinigung abzéhlbar
vieler Mengen wieder abzahlbar ist, konnen wir schreiben

Uddl= D1 p@) =313 p(w) = DI PIA

neN WEUnen An neN weA, neN

P

Ist umgekehrt P eine Wahrscheinlichkeitsverteilung auf £ (Q), dann gilt insbesondere
{w} € P(Q) fir alle w € Q. Also folgt fiir alle A ¢ Q aus der o-Additivitat

Utw}

w€eA

P[A] =P = 2 PH{w}l,

w€eEA

da A auch héchstens abzdhlbar und die Vereinigung offensichtlich paarweise disjunkt ist.
Insbesondere gilt fiir A = Q

2 Pl{w}] =P[Q] =1

weQ

Auflerdem folgt aus Satz 1.8 (iii) auch
0<P{w}] <P[Q] =1 furallew € Q.

Also ist p(w) := P[{w}] eine Zahldichte. O

Eine Wahrscheinlichkeitsverteilung, die durch eine Zihldichte definiert ist, nennt man
diskrete Wahrscheinlichkeitsverteilung.

Beispiel 1.12. Fir Q = N betrachte auf P (Q) die Zahldichte (warum?)
p(n) =27", n e N.

Dann gilt fiir die entsprechende diskrete Wahrscheinlichkeitsverteilung zum Beispiel
fiir die Menge der geraden Zahlen A = {2,4, 6, ... } mit Hilfe der geometrischen Reihe

11
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Dagegen ist es nicht moglich, auf N eine konstante Zahldichte p(n) = ¢ € [0,1] fur alle
n € N zu wihlen, denn dann miisste gelten

1=P[N] = > p(n)=>c=

neN neN

0 fallsc =0,
co fallsc > 0.

Dies impliziert, dass es keine Gleichverteilung auf (beliebigen) unendlichen Mengen geben
kann. Fir endliche Mengen kann man die Zéhldichte aber sehr wohl konstant wiahlen;
dies definiert eine eindeutige diskrete Wahrscheinlichkeitsverteilung, die in der naiven
Wahrscheinlichkeitsrechnung oft implizit angesetzt wird.

Definition 1.13 (diskrete Gleichverteilung). Sei Q endlich. Dann definiert

p(w) = w € Q,

1
QI
eine Zahldichte, wobei |Q| die (endliche) Anzahl der Elemente von Q bezeichnet. Die
dadurch definierte Wahrscheinlichkeitsverteilung

1 A
(1.1) P[A] = — = u AcCQ,
salel 19

wird Gleichverteilung oder Laplace-Verteilung auf £ (Q) genannt und auch mit U (Q) (fur
y2uniform®) bezeichnet.

Die Definition (1.1) begriindet die bekannte Rechenformel ,Anzahl giinstiger Ergebnisse
dividiert durch Anzahl aller Ergebnisse” — allerdings nur fiir gleichverteilte Ereignisse!

Beispiel 1.14 (Gleichverteilungen). (i) Miinzwiirfe: Fir das Werfen von n Miinzen hat
der Ergebnismenge Q = {0, 1}" genau 2" Elemente; die Gleichverteilung auf £ (Q)
hat also die Zahldichte p(w) = 27".

Damit hat fiir k < n das Ereignis
A = {(w1, ..., 0n) € {0,1}" | =1}
im k-ten Wurf ,Zahl® zu erhalten, die Wahrscheinlichkeit
A a1 1
Q| an 2’
denn durch Festlegen von wy bleiben noch jeweils zwei Moglichkeiten fiir die
n — 1 anderen Wiirfe tibrig.

P[A«]

(ii) Wiirfeln: Wir betrachten wieder den doppelten Wiirfelwurf aus Beispiel 1.2 mit
Ergebnismenge Q = {1,...,6}% Die Gleichverteilung auf P (Q) hat also die
Zahldichte p(w) = %. Wir erhalten dann die Wahrscheinlichkeit fiir das Ergebnis

12



1 ERGEBNISSE, EREIGNISSE, WAHRSCHEINLICHKEITEN

(i) ,die Augenzahlsumme betragt 10“: A = {(4, 6), (5,5), (6,4)},

(iii) ,der zweite Wurf ist hoher als der erste Wurf“: A = {(1, 2), (1,3),...,(5,6)},

C5+4+3+2+1 15 1

P[A] =— < -
36 36 2

Diese Beispiele kann man verallgemeinern zu beliebigen Wahrscheinlichkeitsverteilungen
auf endlichen Produkt-o-Algebren, siehe Beispiel 1.6 (iii).

Definition 1.15 (Produktverteilung). Seien Q;,i = 1,...,n € N, abzidhlbare Mengen und
Wahrscheinlichkeitsverteilungen P; auf £ (Q;) definiert durch Zahldichten p;. Sei weiter

Q= ><Q, = {(a)l,...,a)n) |C<)l' c Qi,i :1,...,1’1}.
i=1
Dann definiert die Zahldichte (warum?)
n
Q=101  ploy....00) =] [pi(w),
i=1

die Produktverteilung auf der Produkt-o-Algebra @7, P (Q;) = P(Q) (warum?).

Fir Wahrscheinlichkeitsverteilungen auf iberabzdhlbaren Mengen kann man nur schwa-
chere Aussagen machen. Fiir den Beweis etwa der folgenden Aussage sei auf [Georgii 2015,
Satz 1.12] verwiesen.

Satz 1.16. Sei Q eine nichtleere Menge und & C P(Q) ein schnittstabiles Mengensystem. Seien
weiter P, P’ zwei Wahrscheinlichkeitsverteilungen auf o(&). Gilt dann P[A] = P'[A] fir
alle A€ &E,s0istP =P’ (d h. P[A] =P’'[A] firalle A € o(E)).

Zum Abschlufl geben wir noch ein Resultat an, das zeigt, dass es unmoglich ist, fiir den
fairen Minzwurf ohne Aufhoéren eine sinnvolle Wahrscheinlichkeitsverteilung fir alle
Ereignisse zu definieren.

13
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Satz 1.17 (Vitali). Sei Q = {0,1}"N. Dann existiert keine Abbildung P : P(Q) — [0,1] mit
(i) P(Q) =1;
(ii) P ist o-additiv;
(iii) Fiiralle A ¢ Q undn € N gilt P(A) = P(T,A) fiir

T.A ={(w1,...,0n-1,1— Op, Opy1,...) |0 € A}.

Die letzte Bedingung sagt aus, dass fiir jeden einzelnen Wurf sowohl Kopf als auch Zahl
mit gleicher Wahrscheinlichkeit auftauchen kénnen und driickt damit die Fairness und
Unabhéngigkeit der einzelnen Wiirfe aus. Den Beweis findet man z. B. in [Georgii 2015,
Satz 1.5]; die Idee ist, mit Hilfe des Auswahlaxioms eine Menge A C Q zu erhalten, fir
die man jedes w € Q durch endlich viele Anwendungen von T, erzeugen kann; aus den
Annahmen an P kann man dann daraus einen Widerspruch analog zu Beispiel 1.12 ableiten.
(Dies ist eine einfache Version des Banach-Tarski-Paradoxons.) Da das Auswahlaxiom
nicht konstruktiv ist, kann so eine Menge aber nicht explizit angegeben werden. Man
muss sich daher zwingend auf eine strikt kleinere o-Algebra (z. B. die aus Beispiel 1.6 (iiii))
einschranken.

Analog kann man zeigen, dass z. B. auf £ ([0,1]) keine Gleichverteilung existieren kann,
was die Einschrankung auf die Borel-Algebra motiviert.

14



2 DISKRETE ZUFALLSVARIABLEN

Oft ist es nicht klar, welche Wahrscheinlichkeitsverteilung auf einem Ereignisraum die
richtige ist, um eine bestimmte Situation zu beschreiben. Ein moglicher Ansatz ist dann zu
versuchen, die Situation auf einen bekannten Wahrscheinlichkeitsraum zuriickzufuhren,
indem wir mit Hilfe einer geeigneten Abbildung die Ereignisse in der neuen Situation auf
passende Ereignisse in der bekannten Situation zuriickfithrt; die Wahrscheinlichkeit eines
,neuen” Ereignisses wird dann bestimmt durch die (hoffentlich unstrittige) Wahrscheinlich-
keit des entsprechenden ,bekannten” Ereignis. (Implizit sind wir bereits in Beispiel 1.14 so
vorgegangen, als wir die Wahrscheinlichkeit der Augenzahlsummen mit Hilfe der Gleich-
verteilungen von Wiirfelwiirfen berechnet haben; der Unterschied ist, dass wir jetzt die
komplette Verteilung bestimmen méchten, und nicht nur die Wahrscheinlichkeit einzelner
Ereignisse.) Damit das funktioniert, diirfen dabei nur ,verninftige” bekannte Ereignisse
auftreten, denn nur fir diese konnen wir die Wahrscheinlichkeit berechnen. Das fuhrt auf
die folgende Definition.

Definition 2.1 (Zufallsvariable). Seien (Q, A) und (S, S) zwei Ereignisraume. Eine Funktion
X:Q—>S
heiflt Zufallsvariable von (Q, A) nach (S, S), wenn gilt
XYB)={weQ|X(w) eB}eA  firalleBeS.

Ist S abzahlbar, so nennt man die Zufallsvariable diskret.

Wir schreiben fiir X~'(B) in Folge oft auch einfach {X € B}.

In anderen Worten: eine Abbildung ist eine Zufallsvariable genau dann, wenn das Urbild
jeder messbaren Menge messbar ist.' Da die Potenzmenge nach Beispiel 1.6 (i) durch die
Elementarereignisse erzeugt wird, geniigt es fiir diskrete Zufallsvariablen, Mengen der
Form

X '{s}) ={w € Q| X(w) =s} = {X =5} furalles e S

zu betrachten (warum?).

Einfache Beispiele von Zufallsvariablen sind die folgenden.

Vergleiche: eine Abbildung ist stetig genau dann, wenn das Urbild jeder offenen Menge offen ist; analog
spricht man daher auch von messbaren Abbildungen.

15



2 DISKRETE ZUFALLSVARIABLEN

Beispiel 2.2. (i) Fir jeden Ereignisraum (Q, A) ist die Identitdt
IdQ :QQ — Q, IdQ(a)) = w,
eine Zufallsvariable von (Q, A) nach (Q, A) (warum?).

(ii) Fir jeden Ereignisraum (Q, A) und jedes A € A ist die Indikatorfunktion

1 w€eA,

T] g Q O, 1 5 ]] =
A4:Q—{0,1} alw) { 0 DEA
eine diskrete Zufallsvariable von (Q, A) nach ({0,1}, £ ({0,1})) (warum?).

(iii) Ist Q abzahlbar, so ist jede Funktion X : Q — S eine Zufallsvariable von (Q, P (Q))
nach (S, P(S)) (warum?).

Die Indikatorfunktion erlaubt insbesondere, ,mit Ereignissen zu rechnen®. Zum Beispiel
verifiziert man durch Fallunterscheidung, dass gilt

Tac =1-1Ty4, Tang =min{l4, I} =14 - 15, Taup =max{l4, 1} < T4+ 15,

wobei letztere Ungleichung mit Gleichheit gilt genau dann, wenn A und B disjunkt sind.

Wir kommen nun zum wesentlichen Schritt: die Wahrscheinlichkeitsverteilung auf (Q, A)
definiert Giber die Zufallsvariable X : Q — S eine Wahrscheinlichkeitsverteilung auf

(S, S).

Satz 2.3 (Verteilung einer Zufallsvariablen). Sei (Q, A, P) ein Wahrscheinlichkeitsraum und
X eine Zufallsvariable von (Q, A) nach (S, S). Dann wird durch

Py : S — [0, 0], Px(B) := P[X'(B)] = P[{X € B}] fiiralle B € S,

eine Wahrscheinlichkeitsverteilung auf (S, S) definiert, genannt Verteilung von X.

Der Ubersichtlichkeit halber ldsst man oft die Mengenklammern weg und schreibt

P[X € B] :=P[{X € B}], P[X =s] :=P[{X =s}], etc.

Beweis. Zuerst halten wir fest, dass nach der Definition von Zufallsvariablen {X € B} €
A fir alle B € S gilt; Py ist also wohldefiniert. Wir miissen nun nur noch die beiden
Eigenschaften aus Definition 1.7 iiberpriifen.

Zu (i): Da P eine Wahrscheinlichkeitsverteilung auf (Q, A) ist, folgt sofort

Px[S] = P[X € S] = P[Q] = 1,

16



2 DISKRETE ZUFALLSVARIABLEN

da X(w) € S fur alle w € Q gilt.
Zu (ii): Seien B, € S, n € N, paarweise disjunkte Ereignisse. Dann gilt fiir alle i # j
X (B)NX(B)) ={w € Q| X(») € Bj} N {w € Q|X(w) € B;}
={o € Q| X(») € B; und X(w) € B;}
={w € Q|X(w) € B;n B}
={w e Q| X(w) €0} =0,

d.h. auch die X"!(B,) sind paarweise disjunkt. Weiter gilt analog

X! kJNBn) = {a) € Q|X(w) € LJNBn}
= J{w € Q|X(») € B} = ) X'(B,).
neN neN

Da P Wahrscheinlichkeitsverteilung ist, folgt dann

Px [(B.| =P [x7' | B,,) =P || JX7'(Bn)
neN neN neN
:ZP[X_l(Bn)] :ZPX[Bn]- o
neN neN

Gilt insbesondere Px = U(S), so sagt man, X ist gleichverteilt und schreibt X ~ U (S). Sind
X und Y Zufallsvariablen nach (S, S) mit Px = Py, dann nennt man X und Y identisch
verteilt und schreibt X ~ Y. Beachte, dass X und Y weder die selbe Abbildungsvorschrift
noch den selben Definitionsbereich haben miissen — es ist lediglich die Verteilung der
Werte zu vergleichen. (Beachte auch den Unterschied zwischen gleichverteilt und identisch
verteilt!)

Wir betrachten beispielhaft die Zufallsvariablen aus Beispiel 2.2.
Beispiel 2.4. Sei (Q, A, P) ein Wahrscheinlichkeitsraum.
(i) Fur die Identitat Idg auf (Q, A) gilt offensichtlich fiir alle A € A
Puao[A] = P[ldy' (A)] = P[{w € Q|w € A}] =P[4],
d.h. Py, =P.
(ii) Fur die Indikatorfunktion 1,4 auf (Q, A) fur A € A gilt offensichtlich

Pq,[{1}] =P[14 =1] = P[A],
Py, [{0}] =P[14 = 0] =P[A"].

17
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Fir den Fall diskreter Zufallsvariablen folgt aus Satz 1.11, dass die Verteilung von X eine
Zahldichte besitzt.

Folgerung 2.5 (Zahldichte von diskreten Zufallsvariablen). Ist X : Q — S eine diskrete
Zufallsvariable von (Q, A) nach (S, P(S)), dann ist die Verteilung Px eindeutig festgelegt
durch

Px[B] = > px(s),  BCS,

sEB
fiir die Zdhldichte
px(s) =Px[{s}] =P[X =5] fiir alles € S.
Beispiel 2.6. Betrachte zum Beispiel den dreifachen fairen Miinzwurf, beschrieben

durch den Wahrscheinlichkeitsraum (Q, P(Q), P) fiir Q = {0,1} und P = U(Q) die
Gleichverteilung, und als Zufallsvariable

X :Ho, 1}3 — {0,1,2,3}, X(w) = w1 + wy + ws,

d. h. die (zufillige) Anzahl, wie oft Zahl geworfen wurde. Wegen [{0,1}3| = 8 ist dann

Px[{0}] = P[X = 0] =P[{(0,0,0}] = -,
Px[{1}] =P[X =1] =P[{(1,0,0), (0,1,0), (0,0, )}] = 3,
Px[{2}] = P[X =2] =P[{(11,0),(1.0,1), (0L D}] =,
Px[{3}] = PIX =3] = P[{(LLD}] = .

Also ist Px nicht mehr die Gleichverteilung! Mit Folgerung 2.5 kann daraus aber die
Wahrscheinlichkeit jedes beliebigen Ereignisses (z. B. ,mindestens einmal Kopf™) be-
rechnet werden.

DISKRETE WAHRSCHEINLICHKEITSVERTEILUNGEN

Durch Betrachten geeigneter Zufallsvariablen konnen wir nun aus der bereits bekannten
(und leicht anzugebenden) Gleichverteilung weitere Wahrscheinlichkeitsverteilungen kon-
struieren. Wir beginnen mit den klassischen Urnenmodellen. Angenommen, in einer Urne
liegen Kugeln, die von aufien nicht unterscheidbar sind, von denen aber ein gewisser Anteil
p € (0,1) irgendwie markiert ist. Aus dieser Urne entnehmen wir nun blind n Kugeln,
wobei wir dies entweder mit Zuriicklegen oder ohne tun konnen.

18
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URNENMODELLE MIT ZURUCKLEGEN

Sei K die Menge der Kugeln in der Urne (die wir uns z. B. durchnummeriert vorstellen
konnen, so dass K = {1,..., m} gilt fur ein m € N). Wenn wir n Kugeln daraus ziehen, ist
der Ergebnismenge

Q=K"={(wy,...,0n) |w; e Kfuri=1,...,n},

da eine Kugel durch Zuriicklegen mehrfach gezogen werden kann. Dies ist eine endliche
Menge mit |Q| = |K|"; wir kénnen als Ereignisraum also die Potenzmenge P (Q) wahlen.
Da die Kugeln von aufen nicht unterscheidbar sein sollen, nehmen wir als Wahrschein-
lichkeitsverteilung die Gleichverteilung

Al
PIA] = =,
2]
an. Nun seien M C K dieser Kugeln markiert, und wir fragen uns, wie viele davon unter
den n gezogenen Kugeln sind. Dafiir betrachten wir die Zufallsvariable

X:Q—{0,1,...,n}, X(w) =|{i|w; € M}|.

AcC Q,

Dann hat X nach Satz 2.3 die Verteilung

PX[B]:P[XEB]=%, B c{o0,1,...,n},

fiir die wir nach Satz 1.11 nur die Z&hldichte px (k) := Px[{k}] = P[X = k] kennen miissen.
Dazu berechnen wir

{X =k}| = {(w1,...,0n) | w; € M fir genau k verschiedene i } = (Z)|M|k|K \ M|k,

denn (Z) ist die Anzahl der Moglichkeiten, k Indizes aus {1, ..., n} zu wahlen. Fir diese k
Indizes gibt es |M |k Moglichkeiten, markierte Kugeln zu wihlen; fir die restlichen n — k
Indizes gibt es dann |K \ M|"* Méglichkeiten, unmarkierte Kugeln zu wihlen. Wegen
|Q| = |K|" folgt

C EIMEIKAMIE ) (M RAMNTE ()
Pxlt) = "1 ‘(k)(uq)( K] ) ‘(k)” (L=p)™

da p = [M|/|K| genau der Anteil der markierten Kugeln ist.

Die dadurch definierte Wahrscheinlichkeitsverteilung Bin(n, p) auf £ ({0, . .., n}) mit Z&hl-
dichte by, (k) := (7) p*(1 - p)"* wird Binomialverteilung mit Parametern n und p genannt.
(Beachten Sie, dass wir nicht von Hand nachweisen mussten, dass dies tatsdchlich eine
Wahrscheinlichkeitsverteilung ist, da das nach Konstruktion durch Satz 1.11 garantiert
ist!)

Aus der Kenntnis der Zahldichte lassen sich nun mit Satz 1.1 und den Rechenregeln aus
Satz 1.8 die Wahrscheinlichkeiten beliebiger Ereignisse berechnen.
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Beispiel 2.7. Angenommen, die Hélfte der Kugeln in der Urne ist markiert, d. h. p =
Was ist die Wahrscheinlichkeit, dass von n = 10 gezogenen Kugeln mindestens
markiert sind? Dies entspricht dem Ereignis

1
2"
3

B=1{3,4,5,6,782910} = {0,1, 2}°.

Dann gilt

2 2
1 10 1+10 + 45 56
Phin(10,05 [{0.1,2}] = D bioos(k) = == > ( ) = =
S 210 < | k 1024 1024

und damit o
PBin(10,0.5) [B] =1~ Pgin(10,0.5[{0,1,2}] = 1024 > 0.94.

URNENMODELLE OHNE ZURUCKLEGEN

Wir betrachten nun den Fall, dass keine Kugel zweimal gezogen werden kann (entweder,
weil sie nach dem Ziehen beiseite gelegt wird, oder weil alle n Kugeln mit einem Griff
gezogen werden). Hier ist also der Ergebnismenge

Q= {(col,...,a)n) EK"|a)i # w;j fur alle i ij} c K".
Dies ist wieder eine endliche Menge mit |Q| = n! (II: |) Elementen (genau der Anzahl von
Moglichkeiten, n verschiedene Elemente aus K zu wahlen, multipliziert mit der Anzahl der
moglichen Reihenfolgen dieser Elemente), und wir konnen auf £ (Q) wieder die Gleich-
verteilung annehmen. Was ist nun die Wahrscheinlichkeitsverteilung von

X:Q—-{01...,}, X(w) =|{i|w; € M}|,
der Anzahl der markierten Kugeln, die wir gezogen haben? Wieder miissen wir

Px[{k}] = P[X = k] =%, k=0,....n

berechnen. Fiir den Zahler tiberlegen wir uns, dass um genau k markierte Kugeln zu ziehen,
wir k verschiedene Kugeln aus den |M| markierten und n — k verschiedene Kugeln aus
den |K \ M| unmarkierten ziehen miissen. Wieder gibt es n! verschiedene Reihenfolgen, in
denen diese Kugeln gezogen werden konnen. Also gilt

(M (1K M
o=t =nt ) 1),
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wobei wir (UZ”) = 0 fir k > |M| definieren (mehr als die vorhandenen |M| markierten
Kugeln zu ziehen ist ohne Zuriicklegen ja unmoglich). Setzen wir m := |K| und r := |M|,
so folgt damit

r m-—r

() (i)

(2)
n
Hier ist also die konkrete Anzahl der markierten Kugeln und nicht nur ihr Anteil relevant!

Dafiir erhalten wir die selbe Wahrscheinlichkeitsverteilung, egal ob wir die Reihenfolge
der gezogenen Kugeln beriicksichtigen oder nicht.

Px[{k}] =

Die dadurch definierte Wahrscheinlichkeitsverteilung H(m, r, n) auf £ ({0,...,n}) mit
Zahldichte hy,, (k) := (")(T")‘k wird hypergeometrische Verteilung mit Parametern m, r,

und n genannt.

POISSONVERTEILUNG

Aus der Binomialverteilung lasst sich eine weitere Verteilung ableiten, die die Haufigkeit
seltener zufalliger Vorfalle beschreibt wie zum Beispiel Unfalle, Naturkatastrophen, (damit
verbundene) Schadensmeldungen bei Versicherungen, oder dem Zerfall radioaktiver Teil-
chen. Letzteres ist am einfachsten zu modellieren, daher betrachten wir diese Situation.
Angenommen, wir haben eine Laborprobe mit radioaktivem Material, die wir fiir eine
Zeitspanne — die wir ohne Beschrankung der Allgemeinheit als Intervall [0, 1] annehmen -
beobachten. Was ist die Wahrscheinlichkeit, in dieser Zeit k radizakt}(ve Zerfalle zu messen?
-1

Dazu zerlegen wir das Intervall in n gleichlange Teilintervalle -, E]’ k=1..., n,die wir

separat betrachten. Wir machen nun folgende intuitive Modellannahmen:

(i) In jedem Teilintervall findet hochstens ein Zerfall statt. Dies ist plausibel, wenn die
Intervalle klein genug und die Zerfille selten genug sind.

(ii) Die Wahrscheinlichkeit, dass ein Zerfall stattfindet, ist proportional zur Linge des
Teilintervalls. Dies ist plausibel, wenn der Zerfall prinzipiell zu jedem Zeitpunkt
gleich wahrscheinlich ist. (Dies entspricht intuitiv einer Gleichverteilung der Zer-
fallszeitpunkte, die wir aber wie im letzten Kapitel beschrieben nicht so einfach direkt
verwenden konnen!)

(iii) Was in jedem Teilintervall passiert, hdngt nicht von den anderen Teilintervallen ab. Das
ist plausibel, wenn die einzelnen Zerfalle (kausal) unabhangig voneinander sind.

Dies entspricht aber genau dem Urnenmodell mit Zuriicklegen: Fiir jedes der n Teilintervalle
der Lange % ziehen wir blind eine Kugel, die mit Wahrscheinlichkeit p = % fir einen
Proportionalitatsfaktor A > 0 (der von dem speziellen radioaktiven Material und der
Probengrofie abhingt) als ,Zerfall® markiert wurde. Die Anzahl der gemessenen Zerfille
ist also binomialverteilt mit Zghldichte b, i
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2 DISKRETE ZUFALLSVARIABLEN

1

Da die Einteilung in Teilintervalle willkiirlich war, lassen wir nun - =0, dhn— oo,

gehen.

Lemma 2.8. Fiiralle A > 0 undk € NU {0} gilt

Beweis. Nach Definition ist

n! AT A
bt (K) = = (Z) (1 - E)

M’nn-1)--(-k+1) [ 2\"( A\ A _,
S )

fir n — o0, da
e n(n=1)---(n—k+1) =n* + O(n*7?) ist und daher der zweite Bruch gegen 1 geht;
« bekanntermaflen (1 + %)" — e geht;

+ die letzte Klammer und damit der gesamte letzte Term fiir beliebige k gegen1geht. O

Bleibt noch nachzuweisen, dass dies tatsachlich eine Zahldichte ist und damit eine Wahr-
scheinlichkeitsverteilung definiert (da wir diesmal keine Zufallsvariable fiir die Konstrukti-
on verwendet haben, mit der dies nach Satz 2.3 immer der Fall ist).

Satz 2.9 (Poissonverteilung). Fiir alle A > 0 wird durch

ﬂ.k
pa(k) = Fe‘l, k=012,...,

eine Zdhldichte definiert. Die zugehirige Wahrscheinlichkeitsverteilung P auf P (N U {0})
wird Poissonverteilung mit Parameter (oder Intensitat) A genannt.

Beweis. Wegen A > 0 und e* > 0 fir alle x € R ist stets p; (k) > 0. Weiter gilt

) ~ ) /1k ~
ZpA(k) =e AZE =etet =1
k=0 k=0 ™"
Damit folgt die Behauptung aus Satz 1.11. m]
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3 ERWARTUNGSWERT UND VARIANZ

Wir beschaftigen uns nun mit dem Vergleich von verschiedenen Zufallssituationen (z. B.
Glicksspielen) um zu entscheiden, welches giinstiger ist. Da wir allgemeine Ergebnisse
(,Kopf* oder ,,Zahl®; ,Apfel oder ,Birne®; ...) nicht direkt vergleichen konnen, fithren
wir eine Bewertung ein, die jedem Ereignis eine Zahl zuordnet (z. B. mit der Konvention,
dass grofiere Zahlen eine ginstigere Bewertung ausdriicken) — was mathematisch natiir-
lich genau auf Zufallsvariablen fithrt. Nun sind Zufallsvariablen als Funktionen wieder
nicht direkt vergleichbar (auch wenn sie es punktweise sind); wir suchen daher méglichst
aussagekriftige ,Kenngrofien®, die einen direkten Vergleich erlauben.

Wieder beschrianken wir uns erstmal auf die Situation, dass die Menge der moglichen
Bewertungen hochstens abzdhlbar ist. Als Motivation betrachten wir das folgende Beispiel.
Angenommen jemand bietet uns zwei Wiirfelspiele an:

(i) Es wird ein Wiirfel gewtirfelt; bei gerader Augenzahl zahlen wir ein Euro, bei unge-
rader Augenzahl bekommen wir einen Euro.

(ii) Es wird ein Wiirfel gewiirfelt; wir miissen einen Einsatz von drei Euro zahlen, be-
kommen dann aber fiir jedes Auge einen Euro.

Welches Spiel wiirden wir wihlen? Beide Spiele konnen wir als Zufallsvariable X bzw. Y,
modellieren, die die Augenzahl w € Q :={1,2,3,4,5,6} auf den Gewinn X (), Y(w) € S :=
Z (negativer Gewinn heif3t dabei, dass wir zahlen miissen) abbildet. Wir fragen uns dann
in welchem Spiel wir

(i) einen hoheren Gewinn erwarten konnen;
(ii) die Schwankung des erwarteten Gewinns hoher ist.

Ersteres wird durch den Erwartungswert, Letzteres durch die Varianz der entsprechenden
Zufallsvariable beschrieben.

3.1 ERWARTUNGSWERT DISKRETER ZUFALLSVARIABLEN

Sei also (Q, A, P) ein Wahrscheinlichkeitsraum, S € R abzihlbar, und X eine diskrete
Zufallsvariable von (Q, A) nach (S, P(S)) mit Zahldichte px.
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3 ERWARTUNGSWERT UND VARIANZ

Definition 3.1 (Erwartungswert). Ist die Summe
=D s PIX =51 =27 s px(s)
SES SES

wohldefiniert, so nennt man E[X] Erwartungswert von X (beziiglich P).

Dies ist insbesondere dann der Fall, wenn gilt

DUlsl-PIX =] < oo

seS

wir schreiben dafiir kurz X € £!(P) (oder nur ¢!, falls die Wahrscheinlichkeitsverteilung
aus dem Kontext klar ist).

Der Erwartungswert ist also wohldefiniert, falls die Reihe absolut konvergiert (in diesem
Fall unabhingig von der Reihenfolge). Ist X ¢ ', so kann der Erwartungswert immer noch
wohldefiniert sein, wenn X (w) > 0 fir alle 0 € Q gilt; in diesem Fall ist E[X] = oo, wieder
unabhéngig von der Reihenfolge.

Eine wichtige Beobachtung ist, dass die Definition des Erwartungswerts nicht vom zugrun-
deliegenden Ereignisraum abhangt sondern nur von der (durch P definierten) Wahrschein-
lichkeitsverteilung von X; der Erwartungswert ist also (nur) verteilungsabhdngig.

Folgerung 3.2. Seien X, Y zwei diskrete Zufallsvariablen mit Wertebereich S. Gilt X ~Y (d. h
Px = Py), dann ist E[X] = E[Y].

Wir betrachten nun einige einfache aber niitzliche Beispiele.

Beispiel 3.3 (Gleichverteilungen). Sei S = {s;,...,s,} € R endlich und X ~ U(S)
gleichverteilt. Dann ist
1 n
Z S - ; IZ:; Sn,

seS

d. h. das arithmetische Mittel (Mittelwert) der s;.

Beispiel 3.4 (Bernoulli-Verteilung). Sei X ~ B, Bernoulli-verteilt mit Parameter p € (0, 1).
Dann ist

E[X]=1-P[X=1+0-P[X=0]=p+0(1-p) =p.

Beispiel 3.5 (Poisson-Verteilung). Sei X ~ #, Poisson-verteilt mit Parameter A > 0.
Dann ist

00 00 Ak (o) Ak = 00 Ak P
[E[X]:Zk-P[X:k]:Zk Z = - _AZF:— =
k=0 k=1 k=0 ™°
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3 ERWARTUNGSWERT UND VARIANZ

Der Parameter A gibt also die zu erwartende Anzahl der Ereignisse pro Zeiteinheit an.

Beispiel 3.6 (konstante Zufallsvariablen). Sei ¢ € R beliebig. Wir identifizieren ¢ mit
der konstanten Zufallsvariable X, : Q — {c}, X(w) = ¢ fiir alle v € Q. Dann ist

Ele] =E[Xc] =c-P[Q] =

Beispiel 3.7 (Indikatorfunktion). Sei A € A beliebig. Dann ist
E[14] =1-P[X =1]+0-P[X =0] =P[X =1] = P[A].

Letzteres erlaubt, Wahrscheinlichkeiten mit Hilfe von Erwartungswerten zu berechnen.
Dafiir leiten wir nun fundamentale Rechenregeln her.

Satz 3.8 (Transformationssatz). Sei X eine diskrete Zufallsvariable von (Q, A,P) nach
(S,P(S)) und g : S — R eine beliebige Funktion. Dann ist auch

g(X)=goX:Q—-g(S)cR

eine diskrete Zufallsvariable mit Erwartungswert

E[g(X)] = > g(s) - P[X =5],

seS

falls diese Summe wohldefiniert ist.

Beweis. Zunichst gilt fiir alle z € g(S)
(3-1) gX)=21= |J X=steA,
seg~'({z})

da X eine Zufallsvariable, die Vereinigung hochstens abzahlbar, und A eine o-Algebra
ist. Also ist g(X) wieder eine Zufallsvariable. Weiter ist mit S auch ¢g(S) = {g(s) | s € S}
abzahlbar und damit g(X) eine diskrete Zufallsvariable.

Auflerdem ist die Vereinigung in (3.1) disjunkt, so dass aus der o-Additivitat von [P folgt

E[gX)] = D) z-PlgX)=z]= D>,z >, P[X=s]

2€9(S) z€9(S)  seg~'({z})

=3 X 96 -Plx=s]

z€g(S) seg!({z})
:Zg(s)~P[X:s]. O

seS

Damit kann man nun einige niitzliche Eigenschaften beweisen.
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3 ERWARTUNGSWERT UND VARIANZ

Folgerung 3.9. Es ist X € ¢! genau dann, wenn gilt E[|X|] < oo.
Beweis. Wende Satz 3.8 an auf g(s) = |s|. O

Folgerung 3.10. Ist Q abzdhlbar, so gilt
E[X] = > X(0) - P{w}],

WEQ
falls die Summe wohldefiniert ist. Ist Q endlich und P = U(Q) die Gleichverteilung, so gilt

insbesondere .

= @ ZX((A))

we

E[X]

Beweis. Fiir alle Zufallsvariablen gilt X = X o Idg und damit nach Satz 3.8 (mit X an Stelle
von g)

E[X] =E[X oIdo] = D X(0) - P[ldg = w] = D X(0) - P[{w}]. O

Wwe 119

Wir kommen nun zur zentralen Eigenschaft des Erwartungswerts: der Linearitat.

Satz 3.11. Seien X : Q@ — Sx C RundY : Q — Sy C R diskrete Zufallsvariablen auf
(Q, A,P) mit X,Y € £'. Dann gilt fiir alle &, f € R auch aX + Y € ¢! und

E[aX + BY] = « E[X] + BE[Y].

Beweis. Wir betrachten
(X,Y) : Q — Sx X Sy, 0~ (X(w), Y(w)).

Da X, Y diskrete Zufallsvariablen sind, ist auch (X, Y) eine diskrete Zufallsvariable von
(Q, A) nach (Sx X Sy, P(Sx X Sy)) (warum?). Wir kénnen also Satz 3.8 anwenden auf

g:Sx XSy - R, (s,t) — as + ft,
und erhalten (falls alle Reihen absolut konvergieren)

ElaX +BY] =E[g(X. V)] = > g(s1) - P(X,Y) = (5, )]

(s,t)ESx XSy

:ZZ(as+ﬂt)-|P[X=s,Y=t]

seSx teSy
=a > s>, PX=sY=t]+f Dt > P[X=5Y=t]
seSx teSy teSy seSx
=a > s PX=s]+pD> t-P[Y=t]
seSx teSy

= a E[X] + BE[Y],
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3 ERWARTUNGSWERT UND VARIANZ

wobei wir im vorletzten Schritt die o-Additivitat von P benutzt haben.

Es bleibt zu zeigen, dass fiir X,Y € ¢! die Summe wohldefiniert (und damit die obige
Rechnung gerechtfertigt) ist. Aber das folgt analog aus

DD las+ ptl-P[X =s,Y =t] <|a| D Is|-P[X =s] + 8] D It|-P[Y =t]

SESx teSy SESx teSy

= lal E[IX]] + [BIE[]Y]] < oo

nach Voraussetzung. O

Daraus folgt direkt eine weitere fundamentale Eigenschaft des Erwartungswerts: die Mo-
notonie. Wir zeigen zuerst einen einfachen Spezialfall.

Lemma 3.12. Sei X : Q — S eine diskrete Zufallsvariable mit X (w) > 0 fiir alle € Q. Dann
gilt

(i) E[X] > 0;

(ii) E[X] = 0 genau dann, wenn P[X = 0] =1 gilt.

Beweis. Aus X(w) > 0 folgt P[X =s] = 0 fir alle s < 0. Damit enthalt

E[X] =D s P[X=s]=>\s€S, s>0s-P[X =5]

seS

nur nichtnegative Summanden und ist daher selber nichtnegativ. Die zweite Aussage folgt
analog aus P[X =s] = 0 fiir alle s # 0 wegen der o-Additivitat. ]

Folgerung 3.13. Seien X : Q — Sx C RundY : Q — Sy C R diskrete Zufallsvariablen auf
(Q,A,P) mitX,Y € £. Gilt X(w) > Y(w) fiir alle w € Q, dann gilt auch

E[X] > E[Y].

Beweis. Wir wenden Satz 3.1 an mit « = 1 und f = —1 und erhalten X — Y € ¢! sowie
X —Y > 0 und daher
E[X]-E[Y]=E[X-Y]>0

nach Lemma 3.12 (i). O
Die Linearitat liefert auch einen eleganten Beweis fiir das Einschluss-Ausschluss-Prinzip.

Folgerung 3.14 (Einschluss-Ausschluss-Prinzip). Fiir allen € N und A, ..., A, € A gilt

n n k
A =220 >0 P4,
k=1 k=1 Jj=1

1<iy<-<ig<n

P
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3 ERWARTUNGSWERT UND VARIANZ

Beweis. Wir verwenden Beispiel 3.7 zusammen mit Satz 3.11. Aus den de Morganschen
Gesetzen und den Rechenregeln fiir Indikatorfunktionen folgt direkt mit Hilfe der multino-
mischen Formel

n ¢ n n n
P UAk =P ﬂAi :[E[ﬂmz_lAZ]:[E[l—[ﬂAi =E n(l_ﬂAk)]
k=1 k=1 k=1 k=1
n
k k
=20F Y B[O, |
k=0 1<ip<-<ixg<n
n k
= Z(_l)k Z P mAij .
k=0 1<ij<--<ix<n j=1
Also ist

C
n

A

k
k=1 =1

ﬂ Aij

J

k
4

j=

=1- i(—l)k >, P
k=0

1<ip<--<ig<n

=3 > P
k=1

1<ij<--<ix<n

. O

Mit Hilfe der Linearitat konnen wir bequem Erwartungswerte von Verteilungen fiir Urnen-
modelle ausrechnen.

Beispiel 3.15 (Binomialverteilung). Wir betrachten wieder die Situation, dass aus einer
Urne mit m Kugeln, von denen r markiert sind, n Kugeln mit Zuriicklegen gezogen
werden. Die Zufallsvariable X, die die Anzahl der markierten gezogenen Kugeln angibt,
ist binomialverteilt mit Zahldichte

bip(K) := (Z)pk<1 -p)"

fir p := 7. Mit den Rechenregeln fiir Binomialkoeffizienten und einiger Mithe kann
man ausrechnen, dass gilt

E[X] = D k- bny(k) =np.
k=0

Es geht aber auch leichter: Wir betrachten jeden Zug separat. Sei X; : Q — {0,1} die
Zufallsvariable die angibt, im i-ten Zug eine markierte Kugel (aus M) zu ziehen. Dann
gilt

 HoeQlwojeM}| m---m-r-m---m

PX; =1] =p,

’
m” m" m
da wir fir den ite Zug r markierte Kugeln und fir alle anderen n (markierte oder
unmarkierte) zur Auswahl haben. Daraus folgt auch P[X; = 0] = 1 — p. Fur alle
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3 ERWARTUNGSWERT UND VARIANZ

i =1,...,nist X; also Bernoulli-verteilt mit Parameter p. Die Anzahl der gezogenen
Kugeln ist dann also gegeben durch

X=X+ +X,
so dass nach Satz 3.11 und Beispiel 3.4 gilt
E[X] =E[Xi] + -+ E[X,] =np.

Dies gilt, obwohl die Binomialverteilung nicht die Summe von Bernoulli-Verteilungen
ist!

Beispiel 3.16 (Hypergeometrische Verteilung). Wir betrachten nun die Situation ohne
Zurucklegen. Hier ist die Zufallsvariable X hypergeometrisch verteilt mit Zéhldichte

() (o)
G)

Wieder rechnet man mit einigem Aufwand nach, dass gilt

hm,r,n (k) =

E[X] = D k- hppn(k) = n% —np
k=0

fir p := . Auch hier kommt man mit etwas Nachdenken schneller zum Zug: Wir
haben bereits gesehen, dass die Reihenfolge der Ziige keine Rolle spielt; die Wahrschein-
lichkeit, im i-ten Zug eine markierte Kugel zu erhalten (egal was in den restlichen
Zugen passiert!), ist also fiir alle Ziige die selbe — insbesondere fiir den ersten Zug,
wo Zuriicklegen keinen Unterscheid macht. (Dies ist kein rigoroser Beweis, kann aber
analog zu Beispiel 3.15 gerechtfertigt werden.) Es gilt also wieder P[X; = 1] = p und
damit
E[X] = E[X] + -+ E[X,] = np,

obwohl die Verteilungen sehr verschieden sind.
Wir werden die Frage, wie man die Verteilung von Summen von Zufallsvariablen aus den

einzelnen Verteilungen erhalt, spater noch genauer untersuchen.

3.2 VARIANZ UND KOVARIANZ

Wir kommen nun zur zweiten Kenngrofie, die fiir eine Zufallsvariable X die zu erwartende
Abweichung X —E[X] vom Mittelwert E[X] angibt. Da uns das Vorzeichen der Abweichung
hier nicht interessiert, betrachten wir den Betrag oder - einfacher — das Quadrat der
Abweichung.
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3 ERWARTUNGSWERT UND VARIANZ

Sei wieder (Q, A, P) ein Wahrscheinlichkeitsraum, S ¢ R abzédhlbar, und X eine diskre-
te Zufallsvariable von (Q, A) nach (S, P(S)). Dann fithrt dies direkt auf die folgenden
Definition.

Definition 3.17 (Varianz). Sei X eine Zufallsvariable mit Erwartungswert E[X] < oco. Ist

VIX] == E[(X - E[X])?] = D (s — E[X])*px(s)

seS
wohldefiniert, so nennt man V[X] Varianz von X (beztglich P).
Genau wie der Erwartungswert ist also die Varianz (nur) verteilungsabhingig; X ~ Y

impliziert daher V[X] = V[Y]. (Verschiedene Verteilungen konnen aber zur selben Varianz

fithren.)

Aus der Linearitat des Erwartungswerts folgt sofort die fundamentale Gleichung

(3.2) E[(X - E[X])*] = E[X*] - 2 E[X - E[X]] + E[X]?
= E[X?] - 2 E[X] E[X] + E[X]?
= E[X?] - E[X]%

die Varianz ist also endlich genau dann, wenn E[X?] < oo ist. Wir schreiben in dem Fall
auch kurz X € 2.

Wir betrachten mit Hilfe dieser Darstellung nun wieder einfache Beispiele.

Beispiel 3.18 (Gleichverteilungen). Sei S = {sy,...,s,} € R endlich und X ~ U(S)
gleichverteilt. Dann ist E[X] = 1 3" s, =:  und damit

1 n
- 15w
nio
d. h. die mittlere quadratische Abweichung vom Mittelwert.

Beispiel 3.19 (Bernoulli-Verteilung). Sei X Bernoulli-verteilt mit Parameter p € (0,1).
Dann ist E[X?] = E[X] = p wegen X (w) € {0,1} und damit

V[X] = E[X?*] -E[X]* =p—p* =p(1-p).

Beispiel 3.20 (Poisson-Verteilung). Sei X ~ $, Poisson-verteilt mit Parameter A > 0.
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3 ERWARTUNGSWERT UND VARIANZ

Dann ist E[X] = A, und aus dem Transformationssatz Satz 3.8 folgt

V[X] = E[X?] - E[X]? = ik —e - )2

=A-A+2-1-22=1.

Der Parameter A gibt also nicht nur die zu erwartende Anzahl der Ereignisse pro Zeit-
einheit sondern auch ihre zu erwartende Streuung an.

Aus (3.2) erhilt man auch eine analoge Rechenregel fiir die Varianz.
Lemma 3.21. Sei X € £? und a,b € R. Dann gilt
V[aX +b] = a* V[X].

Beweis. Aus (3.2) folgt zusammen mit der Linearitat des Erwartungswerts direkt

V[aX + b] = E[(aX + b)?] — (a E[X] + b)?
= a’ E[X?] + 2ab E[X] + b* — a® E[X]? - 2abE[X] - b*
= a’(E[X?] - E[X]?). O

Da Quadrate stets nicht-negativ sind, erhalten wir aus der urspriinglichen Definition der
Varianz mit Lemma 3.12 die folgenden Eigenschaften.

Lemma 3.22. Sei X € ¢2. Dann gilt stets
(i) VIX] = 0;
(ii)) V[X] = 0 genau dann, wenn P[X = E[X]] =1 gilt.

Ist X nicht deterministisch, erhalten wir die folgende sehr niitzliche Abschatzung.

Satz 3.23 (Chebyshev-Ungleichung). Sei X € £* und ¢ > 0. Dann gilt

V[X]

PIX - E[X]] 2 ] < —
&
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3 ERWARTUNGSWERT UND VARIANZ

Beweis. Sei e > 0. Dann gilt fiir alle 0 € Q

(X@»—Emnz>{_ﬁmﬂx@0—ﬂxuzg
g2 -

0 sonst,
= Ty x-E[x]|2e} (®)-

Mit Beispiel 3.7 folgt daraus zusammen mit der Monotonie und Linearitat des Erwartungs-
werts

VIX]

P[IX - EX]| 2 ] =E [1gx-epxeg] < Bl (X -EIX]D?] = —

Lemma 3.22 (i) erlaubt auch die folgende Definition, die manchmal handlicher ist als die
Varianz.

Definition 3.24 (Standardabweichung). Die Standardabweichung von X € ¢* ist definiert

als o(X) = yV[X].

Wir mochten nun, analog zum Erwartungswert, eine Summenformel fiir Varianzen herleiten.
Diese kann im Allgemeinen nicht linear sein; ist X € ¢£? mit V[X] > 0, so folgt aus
Lemma 3.21 sofort

VX + X] =V[2X] =4V[X] > V[X] + V[X],
VX - X] =V[0] =0 < V[X] +V[X] =V[X] + V[-X].
Wir miissen daher mogliche Abhdngigkeiten zwischen den zu summierenden Zufallsvaria-

blen beriicksichtigen. Dies fiithrt auf die folgende Definition.

Definition 3.25 (Kovarianz). Seien X, Y € £2. Dann ist die Kovarianz von X und Y definiert

als
Cov[X,Y] :=E[(X —E[X])(Y —E[Y])]

Gilt Cov[X, Y] = 0, dann nennt man X und Y unkorreliert.

Aus X, Y € ¢? folgt nach der Cauchy-Schwarz-Ungleichung fiir Reihen XY € ¢!, so dass die
Kovarianz unter der Voraussetzung wohldefiniert ist. Direkt aus der Definition erhalten
wir die folgende niitzliche Charakterisierung unkorrelierter Zufallsvariablen.

Folgerung 3.26. Zwei Zufallsvariablen X,Y € ¢? sind unkorreliert genau dann, wenn gilt

E[XY] = E[X] E[Y].
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3 ERWARTUNGSWERT UND VARIANZ

Beweis. Dies folgt sofort aus

E[(X-E[XD(Y -E[Y])] =E[XY] - E [XE[Y]] - E[E[X]Y] + E[X] E[Y]
= E[XY] - E[X] E[Y]. O

Fir korrelierte Zufallsvariablen ist die Richtung der Korrelation interessant.

Definition 3.27 (Korrelationskoeffizient). Sind V[X], V[Y] > 0, dann heif3t

Cov[X, Y]

p(X,Y) =
V[X]V[Y]

Korrelationskoeffizient von X und Y. Man nennt X und Y
+ positiv korreliert, wenn gilt p(X,Y) > 0;

« negativ korreliert, wenn gilt p(X,Y) < 0.

Die Kovarianz hat einige niitzliche Eigenschaften, die aus der linearen Algebra bekannt
sein sollten.

Lemma 3.28. Die Kovarianz ist
(i) symmetrisch, d. h. Cov[X, Y] = Cov[Y, X] fiiralle X,Y € £%;
(ii) bilinear, d. h. firalle X,Y,Z € 22 und a, B e R gilt

Cov[X,aY + fZ] =aCov[X, Y] + fCov[X, Z];

(iii) positiv semidefinit, d. h.
Cov[X,X] =V[X] >0 fiir alle X € ¢°.
Beweis. (i) folgt direkt aus der Definition.

(ii) folgt aus der Linearitat des Erwartungswerts:

Cov[X,aY + fZ] = E [(X — E[X])(aY + BZ — E[aY + BZ])]
=E[(X - E[X]) (a(Y - E[Y]) + f(Z - E[Z]))]
=aE[(X -E[X])(Y -E[YD] + FE [(X - E[X](Z - E[Z])]
=aCov[X,Y] + fCov[X, Z];

(iii) folgt wieder aus der Definition zusammem mit Lemma 3.22 (ii). O
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3 ERWARTUNGSWERT UND VARIANZ

Wie ein Skalarprodukt erfiillt daher auch die Kovarianz eine Cauchy-Schwarz-Ungleichung.

Lemma 3.29 (Cauchy-Schwarz-Ungleichung). Fiir alle X, Y € ¢ gilt

| Cov[X, Y]| < VV[X] V[Y].

Beweis. Ist V[X] =0, so folgt aus Lemma 3.22 (ii) dass X = E[X] mit Wahrscheinlichkeit
1 und damit auch Cov[X,Y] = E[0 - (Y — E[Y])] = 0 gilt. Damit gilt die Ungleichung
trivialerweise.

Wir kénnen also annehmen, dass V[X] > 0 ist. Wir setzen nun

__ Cov[X,Y]
~V[X]

Dann folgt aus Lemma 3.28 durch quadratisches Ergénzen

0 <Cov[Y —aX,Y —aX]
= a’ Cov[X, X] — 2aCov[X, Y] + Cov[Y, Y]

Cov[X, Y] Cov[X, Y]?
= [avV[X] - 1-
V[X] V[X]
Cov[X, Y]?
=VI[Y] -
und damit nach Wurzelziehen die Behauptung. O

Auf dhnliche Weise folgt aus Lemma 3.28 auch die gesuchte Summenformel: Fiir X, Y € ¢2
gilt
VIX+Y]=Cov[X+Y,X+Y] =Cov[X,X] +2Cov[X,Y] + Cov|[Y, Y]
=V[X] +V[Y] +2Cov[X,Y].

Allgemein gilt die folgende Formel.

Satz 3.30. Fiiralle X, ..., X, € £* gilt

\Y [ZHLXI] = ZHJ\/[XI] +2 an COV[Xi,Xj].
i=1 i=1

i,j=1
i<j

Sind die X; paarweise unkorreliert, gilt insbesondere die Bienaymé-Formel

i=1 i=1
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3 ERWARTUNGSWERT UND VARIANZ

Beweis. Aus der Bilinearitat und Symmetrie der Kovarianz folgt

V [i Xl] = Cov
i=1

n n
22X 20X
i=1 j=1

n n n
= > Cov[X;, X;] = > V[Xi] +2 > Cov[X;, X;]. O
i,j=1 i=1 i,j=1

i<j

Beispiel 3.31 (Binomialverteilung). Wie in Beispiel 3.15 betrachten wir wieder eine
binomialverteilte Zufallsvariable X ~ Bin(n, p) als Summe von n Bernoulli-verteilten
Zufallsvariablen X;. Die X; sind paarweise unkorreliert, da ein Zug nicht von dem
Ergebnis eines anderen abhéngt: Seien X;, X; mit i # j. Dann gilt

1 falls Xj(0) = Xj(w) =1,

0 sonst.

XiXj(w) = {
und damit
[E[XIX]] =1- P[Xl = 1>Xj = 1] = [FD[X[ = 1] P[XJ = 1] :pZ = [E[Xl] [E[XJ]
(Dies ist eine Modell-Annahme!) Also folgt aus der Bienaymé-Formel

V[X] =V [Z Xl-] =2, VIXi] =np(1-p)

nach Beispiel 3.4.

3.3 GESETZ DER GROSSEN ZAHL

Wir haben bereits gesehen, dass man den Erwartungswert sowohl der Binomialvertei-
lung als auch der hypergeometrischen Verteilung als Summe von Bernoulli-Verteilungen
berechnen kann; in beiden Fallen gilt

E[X] =E

i Xl] = np,
i=1

wenn n die Anzahl der gezogenen Kugeln und X; die Zufallsvariable ,,i-te gezogene Kugel
ist markiert” ist. Dies kann man auch andersherum auffassen: fiir alle n € N gilt

1 n
[E - Xi = :|EX,' f ':1,..., 5
[n; ] P [Xi] ur i n

d. h. der Erwartungswert des Mittelwerts der Zufallsvariablen ist gleich dem Erwartungswert
der einzelnen Zufallsvariablen.
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3 ERWARTUNGSWERT UND VARIANZ

Was kénnen wir nun iiber den Mittelwert selber (der dann ja wieder eine Zufallsvariable ist)
aussagen? Die Antwort auf solche Fragen geben die Gesetze der grofien Zahl, die Aussagen
machen tiber den Grenzwert n — oo solcher Mittelwerte. Wir betrachten hier ein einfaches
Beispiel.

Satz 3.32 (schwaches Gesetz der grof3en Zahl). Sei (Q, A, P) ein Wahrscheinlichkeitsraum
und {X, }nen C €2 eine Folge von diskreten Zufallsvariablen. Gilt

(i) Cov[Xi, X;] =0 fiir allei # j (d. h. die X, sind unkorreliert);

(ii)) V[X,] < M fiir allen € N (d. h. die X,, haben beschrdnkte Varianz),
dann gilt fiir allee > 0 undn € N

1< 1<
;izzllxi—[E[;ZXi

i=1

P

Beweis. Sein € N und ¢ > 0 beliebig. Aus der Chebyshev-Ungleichung (Satz 3.23) ange-
wendet auf die diskrete Zufallsvariable % *, X; folgt dann

P > €

1< 1

1 1&
S—z\/ -> . Xi|.
€ =

Weiter folgt aus Lemma 3.21 und Satz 3.30 mit Annahme (i)
1< 1 & 1 < M
\/ —ZXl' :—2\/ ZXl :_ZZW[XI]S_
= n i=1 n" g n
nach Annahme (ii) und damit die Behauptung. O

Fiir n — oo geht die Wahrscheinlichkeit, dass der Mittelwert der X; weiter als ein beliebiges
¢ > 0 vom Erwartungswert entfernt ist, wie % gegen Null. Ein besonderer Spezialfall ist,
wenn — wie bei der Binomialverteilung — alle X; den gleichen Erwartungswert und die
gleiche Varianz besitzen.

Folgerung 3.33. Sei (Q, A, P) ein Wahrscheinlichkeitsraum und {X,}nen C £? eine Folge
von unkorrelierten diskreten Zufallsvariablen mit E[X,] = m und V[X,] = M fiir allen € N.
Dann gilt

lim P

n—oo

>¢e|=0 fiir alle e > 0.

1M
;;X,-—m
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3 ERWARTUNGSWERT UND VARIANZ

Man sagt in diesem Fall auch, die Mittelwerte konvergieren stochastisch gegen den Erwar-
tungswert m.

Beachten Sie, dass das schwache Gesetz der Grofien Zahl keine Aussage iiber den Grenzwert
lim, — 00% 2.1, X; selber macht. Dafiir braucht man ein starkes Gesetz der grofen Zahl,
welches aufwendiger zu beweisen ist. Den Beweis der folgenden Aussage findet man z. B.
in [Krengel 2005, Satz 12.4].

Satz 3.34 (starkes Gesetz der grofien Zahl). Sei (Q, A, P) ein Wahrscheinlichkeitsraum und
{Xu}nen C €2 eine Folge von unkorrelierten diskreten Zufallsvariablen mit E[X,] = m und
V[X,] = M fiir allen € N. Dann gilt

n
P[lim 1ZXI- :m] =1

(e =
Man sagt in diesem Fall auch, die Mittelwerte konvergieren fast sicher gegen den Erwar-
tungswert m. (Aus fast sicherer Konvergenz folgt stochastische Konvergenz, aber nicht
umgekehrt; siehe z. B. [Krengel 2005, Satz 12.1].) Andere Gesetze der grofien Zahl zeigen
analoge Aussagen unter anderen, teils schwiacheren, Voraussetzungen an die Zufallsvaria-

blen.

Beispiel 3.35 (Schatzen von Erwartungswerten). Angenommen, wir wollen wissen,
ob eine gegebene Miinze fair ist, d. h. ob der Parameter p einer Bernoulli-verteilten
Zufallsvariable X gleich 0.5 ist. Wegen E[X]| = p entspricht dies der Aufgabe, den
Erwartungswert zu schdtzen. Dafiir konnen wir wie folgt vorgehen: Wir werfen die
entsprechende Miinze n mal und mitteln das Ergebnis, d. h. analog zu Beispiel 3.15
betrachten wir die einzelnen Minzwiirfe als (unkorrelierte) Bernoulli-verteilte Zufalls-

variablen Xj, . . ., X,, und bilden daraus die Zufallsvariable
_ 1 -
Xn==> X
n-io

Nach Satz 3.32 gilt dann wegen E[X,] = E[X;] = pund V[X;] = p(1-p) < i fur alle
i=1...,n

— 1
P[|Xn—p|28]sm—>0 fir alle e > 0,

d.h. X, konvergiert stochastisch gegen p. Je 6fter wir werfen, desto sicherer kénnen
wir also sein, dass der empirische Mittelwert X, — obwohl er zufillig ist — mit hoher
Wahrscheinlichkeit nicht weit weg von p liegt. (Man nennt daher X, einen konsistenten
Schdtzer.)

Dies kann man wie folgt quantifizieren: Fiir gegebenes ¢ > 0 wahlt man n € N (oder
umgekehrt) so, dass z. B. # < 0.05 ist. Dann ist

Plpe Xn—eXn+e)| =1-P[[X,—pl >e] >1-0.05=0.95
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3 ERWARTUNGSWERT UND VARIANZ

d.h. der echte Erwartungswert p liegt mit mindestens 95% Wahrscheinlichkeit in
dem (zufilligen!) Intervall (X, — €, X, + ¢). (Man spricht daher auch von einem 95%-
Konfidenzintervall fir p.)
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4 BEDINGTE WAHRSCHEINLICHKEITEN UND
UNABHANGIGKEIT

Eine zentrale Frage in der Stochastik ist, ob und wie verschiedene Ereignisse (und, in Folge,
Zufallsvariablen) von einander abhangen. Diese Information ist zentral in der Statistik und
kann helfen, um Wahrscheinlichkeitsverteilungen von mehrstufigen Zufallsexperimenten
mit bekannter Abhangigkeit zu bestimmen (wie wir es schon naiv fiir die Urnenmodelle
betrachtet haben). Ist dagegen bekannt, dass die einzelnen Ereignisse nicht voneinander
abhéngen, so sind starkere Aussagen moglich.

4.1 BEDINGTE WAHRSCHEINLICHKEITEN

Seien (Q, A, P) ein Wahrscheinlichkeitsraum und A, B € A zwei verschiedene Ereignisse
mit Wahrscheinlichkeit P[A] bzw. P[ B]. Angenommen, wir wissen bereits, dass das Ereig-
nis B eintritt. Wie beeinflusst diese Zusatzinformation unsere Einschiatzung, ob auch A
eintritt? Anschaulich bedeutet dass, das wir nur die Ergebnisse w € B betrachten miissen,
fir die auch w € A und damit w € A N B gilt. Dies motiviert die folgende Definition.

Definition 4.1 (Bedingte Wahrscheinlichkeit). Seien A, B € ‘A mit P[B] # 0. Dann heif3t

P[AN B]

P[A | B] := PIB]

die bedingte Wahrscheinlichkeit von A gegeben B.

Beachten Sie, dass bedingte Wahrscheinlichkeiten gegeben unmogliche Ereignisse nicht
wohl-definiert sind. Da Zéhler und Nenner immer nichtnegativ sind, ist auch P[A | B] > 0.
Aus Satz 1.8 (iii) folgt wegen A N B C B weiter P[A | B] < 1. Auflerdem gilt P[A | B] =0,
falls A = 0 oder AN B = () ist. Von fundamentaler Wichtigkeit fiir die korrekte Anwendung
in der Statistik ist auch im Kopf zu behalten, dass eine hohe bedingte Wahrscheinlichkeit
keinerlei Aussage tiber einen kausalen Zusammenhang der beiden Ergebnisse erlaubt!

Beispiel 4.2 (Gleichverteilung). Angenommen, Q ist endlich und P ~ U (Q) die Gleich-
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4 BEDINGTE WAHRSCHEINLICHKEITEN UND UNABHANGIGKEIT

verteilung auf P (Q). Dann ist fiir A, B C Q,B # 0

P[A N B] e |A N B|
_ _ e
P[A | B] = PIB] ||£ =B

Dies entspricht genau der Motivation fiir unsere Definition.

Beispiel 4.3. Wir betrachten den einfachen Wiirfelwurf, d. h. die Gleichverteilung auf
P({1,2,3,4,5,6}). Angenommen, wir wissen, das die geworfene Augenzahl hochstens
4 ist. Was ist dann die Wahrscheinlichkeit, dass die Augenzahl 3 ist? Dies entspricht
der bedingten Wahrscheinlichkeit
{3} 1
P[{3 ,2,3,4j| = ——— = -
HEHL 23 = o547
nach Beispiel 4.2. Anschaulich sind also alle unter der Zusatzannahme verbliebenen
Ergebnisse gleich wahrscheinlich.

Das folgende Beispiel illustriert die Schwierigkeit im Umgang mit bedingten Wahrschein-
lichkeiten in der Anwendung: Es ist nicht immer offensichtlich, welche Zusatzinformation
genau durch eine Beobachtung eingebracht wird.

Beispiel 4.4. Angenommen, eine Familie hat zwei Kinder. Wir wissen, dass mindes-
tens eins der Kinder ein Madchen ist. Wie hoch ist die Wahrscheinlichkeit, dass beide
Maédchen sind? Der Ergebnismenge ist hier (beachte, dass wir die beiden Kinder unter-

scheiden miissen)
Q = {MMs M]’JM9]]}’

und wir nehmen der Einfachheit halber an, dass jedes Ergebnis gleich wahrscheinlich
ist. Die gesuchte bedingte Wahrscheinlichkeit ist nach Beispiel 4.2 dann
1 1
P [{MM} | (MM, MJ,JM}] = 2 > 7 =P [{MM)].

Wir modifizieren die Situation nun leicht. Anstatt nur durch Hérensagen zu wissen, dass
mindestens ein Kind ein Madchen ist, treffen wir eins davon auf der Strafle und sehen,
dass es ein Madchen ist. Was ist dann die Wahrscheinlichkeit, dass beide Kinder Madchen
sind? Hier wird nun wichtig, dass die Kinder unterscheidbar sind — wir haben bereits
eines getroffen; nehmen wir der Einfachheit an, dass es das erste ist. Das Ergebnis {JM}
kann also ebenfalls ausgeschlossen werden; damit ist die bedingte Wahrscheinlichkeit

P [{MM} | {MM, MJ}] =~

Dies entspricht genau der Wahrscheinlichkeit fiir das zweite Kind, ein Madchen zu sein.
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Die Annahme, dass wir das erste Kind treffen, kann einschrinkend wirken. Stattdessen
konnen wir das Modell erweitern, indem wir in der Ergebnismenge festhalten, welches
Kind wir getroffen haben; das Ereignis ,wir treffen das erste von beiden Madchen® ist
dann {M*M} (der Stern zeigt an, welches Kind wir getroffen haben) usw. Wir erhalten
dann die erweiterte Ergebnismenge

Q = {M*M, MM*, M*J, MJ*, J*M, JM*, J*J, JT*}.

Nehmen wir wieder an, dass alle Ergebnisse gleich wahrscheinlich sind (d. h. wir jedes
Kind mit der gleichen Wahrscheinlichkeit treften). Dann ist die bedingte Wahrschein-
lichkeit wieder

2 1

DER SATZ VON DER TOTALEN WAHRSCHEINLICHKEIT

Bedingte Wahrscheinlichkeiten konnen sehr niitzlich fiir die Berechnung von konkreten
Wahrscheinlichkeiten sein.

Satz 4.5 (totale Wahrscheinlichkeit). Sei {H;}ic; C A eine hochstens abzdhlbare disjunkte
Zerlegung (d. h. Ujer H; = Q und HiNH; = O fiir allei # j € I, und I ist hochstens abzdhlbar)
mit P[H;] > 0 fiir allei € I. Dann gilt

P[A] = D \P[A | H]-P[H]  firalle A€ A.

iel

Beweis. Sei A € A beliebig. Da die H;, i € I, disjunkt sind, sind auch A N H;, i € I, disjunkt.
Weiter folgt aus der Zerlegungseigenschaft

A=AnQ=An(JH) =/JJAnH).
i€l iel
Also ist {A N H;}ier eine hochstens abzéahlbare disjunkte Zerlegung von A. Aus der o-
Additivitat von P und P[H;] > 0 folgt dann mit der Definition der bedingten Wahrschein-
lichkeit
P[A] = D P[ANH] = > P[H]P[A| H. O

iel iel
Die H; werden — besonders im Kontext der Statistik — auch als Hypothesen bezeichnet.

Um den Satz von der totalen Wahrscheinlichkeit anwenden zu kénnen, braucht man eine
vollstandige(!) Zerlegung, fiir die man die bedingten Wahrscheinlichkeiten gut angeben
kann; sind diese nicht durch die Modellierung vorgegeben, ist das Auffinden oft nicht
trivial.
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Beispiel 4.6. Wir betrachten eine Urne mit zwei weifen und drei schwarzen Kugeln. Wie
grof} ist die Wahrscheinlichkeit, bei zweimaligem Ziehen ohne Zuriicklegen zwei Kugeln
der selben Farbe zu erhalten, wenn jede Kugel mit der gleichen Wahrscheinlichkeit
gezogen wird? Wir wahlen als Hypothesen

« Hi: ,die erste Kugel ist wei3“ mit Wahrscheinlichkeit (unter der angenommenen
Gleichverteilung) P[H;]| = % ;

« H,: ,die erste Kugel ist schwarz“ mit Wahrscheinlichkeit P[H,| = %

Sei A das Ereignis ,beide Kugeln haben die selbe Farbe®. Da wir bedingt auf den ersten
Zug den Zustand der Urne genau kennen, konnen wir analog die bedingten Wahrschein-
lichkeiten berechnen:

+ Unter Hypothese H; enthalt die Urne noch eine weifle und drei schwarze Kugeln;
um zweimal die selbe Farbe zu erhalten, miissen wir also die verbleibende weifse
Kugel ziehen, was mit Wahrscheinlichkeit P[A | H;] = % passiert;

« unter der Hypothese H; enthélt die Urne noch zwei weifle und zwei schwarze
Kugeln; diesmal miissen wir eine der verbleibenden schwarzen Kugel ziehen, was
mit Wahrscheinlichkeit P[A | Hy] = % = % passiert.

Nach Satz 4.5 ist daher

1 2 1 3 2

PlA] =P[A | Hi] - P[Hi] + P[A | Hp] - P[Ho] = - -+ 5 - - = £

4 5 2 5 5
Zur Probe berechnen wir die gleiche Wahrscheinlichkeit mit Hilfe der hypergeometri-
schen Verteilung: Betrachten wir die weiflen Kugeln als markiert, so entspricht A dem
Ereignis ,entweder zwei markierte oder keine markierten Kugeln werden gezogen®, d. h.
der Wert der Zufallsvariable X, die die Anzahl der gezogenen Kugeln ohne Zuriicklegen

beschreibt, ist 2 oder 0. Also ist

BED . BED
5 0

P[A] =P[X =2] + P[X =0] = h532(2) + hs22(0) =

1 3 2

10 10 5

Ein interessanter (und unintuitiver) Effekt ist, dass bei einem Wechsel der grundlegenden
Wahrscheinlichkeitsverteilungen die totale Wahrscheinlichkeit abnehmen kann, selbst
wenn alle bedingten Wahrscheinlichkeiten zunehmen.

Beispiel 4.7 (Simpson-Paradoxon). Dieses Beispiel basiert auf einer tatsichlichen me-
dizinischen Studie [Charig u.a. 1986], in der zwei Behandlungen von Nierensteinen
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verglichen werden:

« Behandlung A hat bei einer Probandengruppe eine (empirische) Erfolgswahr-
scheinlichkeit von P4 [{Behandlung erfolgreich}] ~ 0.78.

+ Behandlung B hat bei einer (anderen!) Probandengruppe eine Erfolgswahrschein-
lichkeit von Pg[{Behandlung erfolgreich}] ~ 0.83.

Also scheint Behandlung B den besseren Erfolg zu haben.

Bei genauerer Betrachtung ist jedoch das Gegenteil der Fall: Unterteilt man die Proban-
den weiter in eine Gruppe, bei der der behandelte Nierenstein grofy war und eine, bei der
der Nierenstein klein war, so entnimmt man der Studie folgende Wahrscheinlichkeiten
fir E = {Behandlung erfolgreich}, G = {grofler Stein}, K = {kleiner Stein}:

« PA[E|K] ~093,  PA[E|G] ~0.73;
. PR[E|K] ~ 087, Py[E|G] ~ 0.69.

Behandlung A ist also in beiden Fallen besser!

Die Erklarung liegt darin, dass die beiden Hypothesen in den verschiedenen Proban-
dengruppen sehr unterschiedliche Wahrscheinlichkeiten haben: P4 [G] ~ 0.75, aber
Pp[G] = 0.22 — und die Erfolgswahrscheinlichkeit hangt starker von der Grofle des
Steins ab als von der angewendeten Behandlung: die schlechtere Behandlung hat fiir
kleine Steine eine hohere Erfolgswahrscheinlichkeit als die bessere Behandlung fiir
grofle Steine. (Dies ist kein Zufall; die Arzte, die die Studie ausgefiithrt haben, haben bei
schwererer Krankheit natiirlich eher die vielversprechendere Behandlung angewandt.)
Dieses Beispiel unterstreicht, wie wichtig eine sorgfaltige und unvoreingenommene
Modellierung ist, um sinnvolle statistische Resultate zu erhalten.

DER SATZ VON BAYES

Direkt aus der Definition der bedingten Wahrscheinlichkeit erhalt man die folgende niitzli-
che Formel.

Satz 4.8 (Bayes). Seien A, B € ‘A mit P[A] > 0. Dann gilt

P[A | B] - P[B]

P[B | A] = PLAT

Beweis. Ist P[B] =0, so gilt wegen P[B | A] = 0 die Gleichung trivialerweise. Ist dagegen
[P[B] > 0, dann folgt aus der Definition der bedingten Wahrscheinlichkeiten P[B | A] und
P[A | B] direkt

P[BNA] P[ANB] P[A]|B]-P[B]

PIBIAl = =5 = “pra; - P[A]
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Der Nenner wird dabei oft iiber den Satz 4.5 der totalen Wahrscheinlichkeit berechnet.

Folgerung 4.9. Sei {H;};c; C A eine hochstens abzihlbare disjunkte Zerlegung mit P[H;| >
fiir allei € 1. Sei A € A beliebig. Dann gilt

P[A | H)] - P[H;]

(4.1 PI; Al = S T PIa]

fiiralle j € I.

Diese Formel ist unscheinbar, bildet aber die Grundlage fiir einen grof3en Teil der Statis-
tik: dem Entscheiden zwischen verschiedener Hypothesen aufgrund von beobachteter
bedingter Wahrscheinlichkeiten; man spricht auch von Inferenz. Das folgende Beispiel —
dessen praktische Relevanz mittlerweile leidlich bekannt sein diirfte — soll die Rolle der
verschiedenen vorkommenden Wahrscheinlichkeiten illustrieren.

Beispiel 4.10. Wir betrachten einen diagnostischen Test fiir eine Krankheit, der die
folgenden Eigenschaften hat:

« kranke Personen werden mit 95% Wahrscheinlichkeit (korrekt) als infiziert er-
kannt (Sensitivitdt von 95%);

« gesunde Personen werden mit 10% Wahrscheinlichkeit (falschlicherweise) als
infiziert erkannt (Spezifizitit 9o%).

Angenommen, ein Test ist positiv. Was ist die Wahrscheinlichkeit, tatsachlich erkrankt
zu sein? Kennen wir die generelle Wahrscheinlichkeit, dass eine beliebige Person in der
Bevolkerung infiziert ist (Prdvalenz) — und nur dann! — so kdnnen wir diese mit Hilfe
der Bayes-Formel (4.1) berechnen.

Sei H; die Hypothese ,infiziert“ und H; entsprechend ,nicht infiziert”. Nehmen wir eine
Préavalenz von 2% an, so entspricht dies

P[H;] = 0.02, P[H,] = 0.98.

Die bedingten Wahrscheinlichkeiten sind gegeben durch die Testgiite: Ist T das Ereignis
JTest positiv®, so gilt

P[T | Hi] =0.95, P[T | H,] = 0.1

Nach Folgerung 4.9 ist dann die Wahrscheinlichkeit, infiziert zu sein gegeben dass der
Test positiv ist (,positive Korrektheit®),

P[T | Hi] - P[H] 0.95 - 0.02

“P[T |Hy] -P[H] + P[T | Hy] - P[Hy] _ 0.95-0.02 + 0.1- 0.98
~ 0.16,

P[H; | T]
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also gerade einmal 16%! Dagegen ist wegen P[T¢ | H;] =1—- P[T | H;] (warum?)
P[T¢ | Hy] - P[H;] 0.9-0.98

[T¢ | Hi] - P[Hi] + P[T° | Hy] - P[Hz] _ 0.05-0.02 + 0.9 - 0.98
~ 0.99,

PlH, | T] = 3

d. h. die Wahrscheinlichkeit, nicht infiziert zu sein, wenn der Test negativ ist (,negative
Korrektheit®), ist 99%. Dieser Test ist offensichtlich nur niitzlich, um eine Infektion
auszuschliefSen, nicht um sie nachzuweisen!

Der Grund, warum die positive Korrektheit trotz hoher Sensitivitat so klein ist, liegt
in der niedrigen Pravalenz der Krankheit — der Test ist sensitiv, wir versuchen damit
aber ,aus dem Rauschen zu schitzen®. Bei einer Pravalenz von 10% lage die positive
Korrektheit zum Beispiel schon tiber 50%.

Beachten Sie, dass die gewahlte Hypothesenwahrscheinlichkeit einer Gleichverteilung
auf der Gesamtbevolkerung entspricht (,die Wahrscheinlichkeit, dass ein zufallig ge-
wahlter Mensch krank ist”); dies mag im Rahmen einer Routinevorsorgeuntersuchung
angemessen sein. Die Situation dndert sich aber grundlegend, wenn der Test wegen
bereits vorliegender Symptome gemacht wird! Dann ist ist nicht mehr die Pravalenz
in der Gesamtbevolkerung entscheidend, sondern die relative Pravalenz der Krankheit
unter allen Personen, die diese Symptome haben — und diese kann (muss aber nicht!)
signifikant hoher sein, wodurch sich auch die positive Korrektheit deutlich erhoht. (Die
Frage ist dann nicht mehr ,Bin ich krank?“ — das ist aufgrund der Symptome schon klar
— sondern nur noch ,Habe ich genau diese Krankheit?“) Dies illustriert noch einmal die
fundamentale Bedeutung einer sorgféltigen Modellierung der Hypothesen und ihrer
Wahrscheinlichkeiten.

Der Satz von Bayes ist also kein Wunderwerkzeug, um verborgene Wahrheiten offenzulegen,
sondern erlaubt lediglich, bekanntes Wissen durch neue Zusatzinformationen zu verbessern
- und je préziser die Zusatzinformationen, desto aussagekraftiger das Ergebnis.

Beispiel 4.1 (Monty Hall-Problem, Ziegenproblem). Die folgende Knobelaufgabe (die
auf der realen Spielshow ,,Let’s Make a Deal“ basiert, dessen Moderator der Aufgabe ihren
Namen im englischen Sprachgebrauch spendiert hat und die fiir das deutsche Fernsehen
als ,,Geh aufs Ganze!“ adaptiert wurde) hat in den 1990er Jahren fiir handfesten Streit
gesorgt. Die Situation ist folgende: Angenommen, man hat in einer Spielshow drei
Tiren zur Auswahl: hinter einer Tir ist ein Preis (iblicherweise ein Auto), hinter den
anderen beiden eine Niete (iiblicherweise Ziegen; daher der deutsche Name). Der Spieler
wéhlt nun eine Tiir, sagen wir Tiir 1, ohne sie zu 6ffnen. Daraufhin 6ffnet der Moderator
eine andere Tiir (sagen wir Tir 3), hinter der sich eine Niete befindet. Nun bietet er dem
Spieler an, seine Wahl zu dndern (naheliegenderweise auf Tiir 2). Soll er dies machen?
Schnell kamen zwei verschiedene Antworten auf:

« Die erste Antwort basiert auf der Argumentation, dass nach dem Offnen der Tir
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3 noch zwei Turen zur Auswahl stehen; da hinter jeder der beiden Tiiren der
Preis sein konnte, haben beide die Wahrscheinlichkeit % und damit lohnt sich
ein Wechsel nicht.

« Die zweite Antwort bezieht sich darauf, dass der Moderator sicher nicht die Tur
mit dem Preis 6ffnen wird, und ebenfalls nicht die vom Spieler gewahlte Tiir (er
offnet ja ,eine andere®). Es verbleiben also nur die beiden Moglichkeiten, dass der
Preis hinter Tiir 1 oder hinter Tiir 2 liegt. Da wir fiir Tiir 1 die Wahrscheinlichkeit
% angesetzt haben, muss die Wahrscheinlichkeit fiir Tiir 2 also % sein. Wir sollten
also wechseln.

Welche Antwort ist nun die richtige? Tatsachlich widersprechen sich die Antworten
nicht, sondern basieren einfach auf unterschiedlichen Modellannahmen (fiir das Verhal-
ten des Moderators). Wir sind uns tiber zwei Dinge unsicher, wenn wir selber spielen:

(i) hinter welcher Tir sich der Preis befindet;

(if) welche Tur der Moderator 6ffnet, gegeben welche Tiir wir wahlen und hinter
welcher Tir der Preis ist (was der Moderator ja weif3).

Beides beschreiben wir durch Zufallsvariablen mit Werten in {1, 2,3}. Da wir keine
Informationen haben, wo sich der Preis befindet, nehmen wir fur die Zufallsvariable P
(,Preis hinter Tir k) eine Gleichverteilung an:

Wir wiahlen nun enstprechend dieser Verteilung eine zufallige Tiir, die wir (notfalls
durch Umnummerieren, was die Wahrscheinlichkeiten ja nicht dndert) als Tiir 1 anneh-
men konnen. Daraufhin 6ffnet der Moderator eine Tiir, die wir analog (nach eventuellem
Umnummerieren) als Tiir 3 annehmen konnen. Wie dndert sich dadurch unsere Ein-
schiatzung, hinter welcher Tir der Preis sein konnte — in anderen Worten, was ist
P[P =k | M = 3] fir k = 1,2,3, wenn die Zufallsvariable M angibt, welche Tiir der
Moderator geoffnet hat?

Dafiir verwenden wir die Bayes-Formel: Nach Folgerung 4.9 ist fiir k =1,2,3

P[M=3|P=k]-P[P=k]
X PIM=3|P=i]-P[P=i]
P[M=3|P=k]
P[M=3|P=1]+P[M=3|P=2]+P[M=3|P=3]

P[P=k|M=3] =

wegen P[P = j] = % fir j =1, 2,3 nach Grundannahme. Es bleiben also die bedingten
Wabhrscheinlichkeiten zu bestimmen, die die Strategie des Moderators beschreiben
und in denen sich auch die wesentliche Modellierung (und damit der Unterschied in
den Antworten) versteckt. Offensichtlich 6ffnet der Moderator nicht die Tir mit dem
Preis (sonst ist das Spiel langweilig); also ist P[M = 3 | P = 3] = 0 und damit auch
P[P =3 | M =3] = 0. Interessanter sind die anderen beiden Falle:
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« Istder Preis hinter Tur 1, so hat der Moderator zwei Tiiren mit Nieten zur Auswahl;
ohne weiteres Wissen nehmen wir fiir die Wahl der geoffneten Tiir ebenfalls eine
Gleichverteilung an, d. h. insbesondere

1
PM=3|P=1]=.

« Ist der Preis hinter Tiir 2, kommen die zwei Varianten ins Spiel, die einer unter-
schiedlichen Auslegung der Aufgabenstellung entsprechen:

(i) Die Aufgabenstellung beschreibt (nur) eine Spielsituation: Der Moderator
kann eine der beiden Turen Tiren mit Nieten wahlen — darunter auch die
von uns gewdhlte Tiir — hat unsere Tiir aber in diesem Fall nicht gewahlt;
ohne weiteres Wissen nehmen wir an, dass beide gleich wahrscheinlich sind
mit insbesondere

1
P[M=3|P=2]=_.

(ii) Die Aufgabenstellung beschreibt eine Spielregel: Der Moderator darf nur
die von uns nicht gewéhlte Tiir 3 6ffnen (da Tir 2 wegen dem Preis dahinter
ausgeschlossen ist), so dass gilt

PM=3|P=2] =1

(Beachten Sie: Bedingte Wahrscheinlichkeiten summieren sich tiber eine disjunkte
Zerlegung nicht zu 1, siehe Satz 4.5.) In Variante (i) gilt also

1

5 1
_ 2l pp_oyyp=y),
§+§+0 2

P[P=1|M=3] =

es lohnt sich also nicht unbedingt zu wechseln. (Dies ist die genau erste Antwort).
Dagegen ist in Variante (ii)

1
2 1
P[P=1|M=3]=—2— ==
3+1+0 3
1 2
P[P=2|M=3]=1——=1,
3+1+0 3

so dass sich das Wechseln sehr wohl lohnt. (Dies ist genau die zweite Antwort.)

Der Unterschied mag unintuitiv sein, lasst sich aber wie folgt plausibel machen: In
Variante (ii) wissen wir schon im Voraus (bzw. glauben zu wissen), dass der Moderator
niemals Tiir 1 6ffnet; wir erhalten durch das Offnen von Tiir 3 keine neue Information
dariiber, was hinter Tiir 1 lie;gt. Also bleibt die Preiswahrscheinlichkeit bei % und die

Restwahrscheinlichkeit von £ muss sich auf Tiir 2 konzentrieren (da ein Preis hinter Tiir
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3 nun ausgeschlossen ist.) In Variante (i) hdtte der Moderator prinzipiell Tiir 1 6ffnen
konnen, hat dies aber nicht gemacht — was auch daran liegen konnte, dass dahinter der
Preis ist. Also ist die (subjektive) Preiswahrscheinlichkeit fiir Tiir 1 etwas gestiegen.

Dieses Problem lasst sich beliebig abwandeln, um es noch interessanter zu gestalten.
Was ist zum Beispiel, wenn wir keine Gleichverteilung fiir P annehmen (da wir als
langjahriger Fan beobachtet haben, dass das Auto etwas 6fter hinter Tir 3 liegt, und
vielleicht auch Tir 2 6fter vorkommt als Tur 1 — vermutlich, weil es dort einfacher zu
parken ist)? Was ist, wenn der Moderator eine Praferenz fiir eine der Nietentiiren hat
(z.B. die mit kleinerer Zahl, weil er da weniger laufen muss um sie zu 6ffnen)? Was ist,
wenn es auch sein kann, dass hinter keiner Tur ein Preis ist? Was ist, wenn wir uns
beziiglich der Strategie des Moderators (Variante (i) oder (ii)) unsicher sind und diese
ebenfalls durch eine Zufallsvariable beschreiben méchten?

4.2 BEDINGTER ERWARTUNGSWERT

Wir haben bislang bedingte Wahrscheinlichkeiten von einzelnen Ereignissen betrachtet.
Solange diese wohldefiniert ist, konnen wir damit eine neue bedingte Wahrscheinlichkeits-
verteilung definieren.

Satz 4.12. Sei (Q, A, P) ein Wahrscheinlichkeitsraum. Ist B € A mit P[B] > 0, so definiert
Pg: A — [0,1], Pg[A] :=P[A | B],

eine Wahrscheinlichkeitsverteilung auf A.

Beweis. Wegen P[B] > 0 ist auch P[A | B] > 0 fiir alle A € A. Weiter ist natiirlich

_P[QnB] P[B]
ol = =5 = pay =t

Sind schlieB3lich {A; },en C A paarweise disjunkt, dann sind es auch {A, N B},eny € A
(vergleiche Beweis von Satz 4.5), und aus der o-Additivitdt von P folgt

P[(UnenAn) N Bl P [Upen(AnNB)]  Xpen P[A, N B]
P[B] B P[B] - P[B]
= Z Ps[An]. d

neN

Pg

4

neN

Dies erlaubt es, bedingte Wahrscheinlichkeiten beziiglich bedingter Wahrscheinlichkeiten
zu bilden. Gilt zum Beispiel Pg[C] > 0 fiir ein C € A (wann gilt dies?), so ist die bedingte
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Wahrscheinlichkeit von A € A gegeben C, gegeben B

P[(ANC)NB]

Ps[ANC]  — . P[ANBN C]
Al|C = = A|BNnC
Prlalcl= P5[C] PS@? P[BNC] Plal I

Seinun X : Q@ — S C R eine diskrete Zufallsvariable. Dann konnen wir — wieder fir B € A
mit P[B] > 0 — die bedingte Wahrscheinlichkeit von Ereignissen der Form A = {X = s},
s € S, gegeben B betrachten. Insbesondere konnen wir den bedingten Erwartungswert von
X gegeben B berechnen als

E[X | B] ZSPB ZSI]:D =s | B],

seS seS

falls diese Summe wohldefiniert ist. Intuitiv ist der bedingte Erwartungswert die beste
Vorhersage fiir X, die wir machen konnen, falls wir bereits wissen dass das Ereignis B
eintritt.

Da die bedingte Wahrscheinlichkeit Pg nach Satz 4.12 eine Wahrscheinlichkeitsverteilung
ist, hat der bedingte Erwartungswert alle Eigenschaften eines Erwartungswerts, insbeson-
dere Linearitdt und Monotonie. Aus Folgerung 3.10 folgt weiter, dass fiir abzahlbare Q
gilt

(4.2) E[X | B] = > X(0) - Pg[{w}] ——ZX(w) P[{w}]

we weB

wegen P[{w} N B] =0 fir o ¢ B.

Beispiel 4.13. Wir betrachten den zweifachen fairen Wiirfelwurf,dh. Q = {1,2,3,4,5, 6}
mit der Gleichverteilung. Was ist der bedingte Erwartungswert des ersten Wurfs, wenn
die Summe der Augenzahlen hochstens 5 ist? Wir beschreiben dafiir den Ausgang
der beiden Wiirfe jeweils durch eine Zufallsvariable X;, : Q — {1,2,3,4,5,6}. Das
gegebene Ereignis ist dann

B={Xi+X; <5} = {(11), (L 2), (13),(L4),(21),(22), (23),(3,1), (32), (4 1)}

Aufgrund der Gleichverteilung ist P[B] = % = % > 0. Also gilt

=(1+14+1+1+2+2+2+3+3+4)

E(X: | B] = 0 =2

36

Analog zu Satz 4.5 erhalten wir daraus auch eine Formel zur Berechnung von Erwartungs-
werten mit Hilfe bedingter Erwartungswerte.
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Satz 4.14. Sei (Q,P(Q),P) ein Wahrscheinlichkeitsraum mit Q héchstens abzihlbar und sei
{Hi}ier € P(Q) eine disjunkte Zerlegung mit P[H;| > 0 fiir alle i € 1. Dann gilt fiir jede
Zufallsvariable X € £'

= > E[X | Hj] - P[H]].

iel

Beweis. Da Q (und damit auch die Zerlegung) hochstens abzéhlbar ist und alle Reihen nach
Annahme absolut konvergieren, folgt aus Folgerung 3.10 und (4.2) fir B = H;

=2 X(0) - PH{w}] = 2]

WER iel

ZX(Q))IP{Q)}) DIE[X | Hj]-P[H]. O

w€eH, iel

Ist Z: Q — T c R eine diskrete Zufallsvariable, so konnen wir insbesondere auch fur die
Bedingung Ereignisse der Form B = {Z = t} betrachten. In einem weiteren Schritt konnen
wir nun die Abhéngigkeit von t betrachten; da der Wert von Z zufillig ist, gilt dies auch
fiir den durch sie bedingten Erwartungswert! Die so definierte Zufallsvariable nennt man
bedingte Erwartung

EX[Z]: QR E[X|Zl) = {f[x | Z = Z(w)] falls P[Z = Z(w)] > 0

sonst.

Von dieser Zufallsvariable kann man nun wieder die Wahrscheinlichkeitsverteilung un-
tersuchen. Speziell enthilt man aus Satz 4.14 mit Hy := {Z =t} fiir t € T (nach Annahme
abzahlbar) mit P[Z = t] > 0 zusammen mit der Definition des Erwartungswerts die
folgende eingéngige Formel:

Folgerung 4.15. Sei (Q, P(Q),P) ein Wahrscheinlichkeitsraum mit Q hochstens abzdhlbar
undZ : Q — T C R eine diskrete Zufallsvariable. Dann gilt fiir jede Zufallsvariable X € ¢!

= > E[X|Z=t]-P[Z=t] =E[E[X | Z]].

teT

Schlief}lich kann man ganz analog die bedingte Varianz einer Zufallsvariablen (gegeben
ein Ereignis oder eine andere Zufallsvariable) definieren, was wir uns hier aber sparen.

4.3 UNABHANGIGKEIT

Wir kénnen uns nun fragen, was es bedeutet, wenn uns das Wissen, dass ein Ereignis B
eintritt, keine neuen Informationen iiber ein Ereignis A liefert — d. h. dass gilt

P[A | B] = P[A].
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Umgekehrt kann uns Eintreten von A keine neuen Informationen iiber B liefern, d. h.

P[B | A] =P[B].
Nach Definition der bedingten Wahrscheinlichkeit sind beide Falle dquivalent zu
(4-3) PANB] =P[A] - P[B],

was auch fiir P[A] = 0 oder P[B] = 0 sinnvoll ist. Ereignisse, fiir die (4.3) gilt, nennt man
(stochastisch) unabhdngig; wollen wir die Wahrscheinlichkeitsverteilung betonen, sagen
wir unabhdngig beziiglich P. Beachten Sie, dass dies nur eine Aussage iber gemeinsame
Informationen (oder proportionale Uberschneidung von Wahrscheinlichkeiten) bzw. deren
Fehlen ist, nicht tiber kausale Zusammenhange!

Beispiel 4.16. Wir betrachten wieder den fairen doppelten Wiirfelwurf, d. h. die Gleich-
verteilung auf P ({1, 2, 3, 4, 5, 6}?) sowie die Ereignisse

A := {Augensumme ist 7} = {(1,6), (2,5), (3,4), (4,3), (5,2), (6,1)},
B := {erster Wurf zeigt 1} = {(1,1), (1, 2), (1,3), (1,4), (1,5), (1,6) }.

Dann ist offensichtlich AN B = {(1,6)} und damit

1 6
P[ANB] =

Also sind die beiden Ereignisse stochastisch unabhéngig, obwohl die Augensumme
kausual vom ersten Wurf abhéngt.
(Dies ist nur zufallig der Fall, da wir 7 als Augensumme gew#hlt haben.)

Die stochastische Unabhiangigkeit ist also nichts weiter als eine Modellannahme, die uns
bequeme Rechnungen ermoglicht, da wir nur die Wahrscheinlichkeiten der einzelnen
Ereignisse kennen miissen. (In der Tat hat die falsche Annahme der Unabhangigkeit aus
Bequemlichkeit schon viel Unheil angerichtet, darunter — grob vereinfacht — die globale
Finanzkrise von 2007.)

Wir kénnen auch Unabhangigkeit von mehr als zwei Ereignissen definieren.

Definition 4.17 (unabhéngige Ereignisse). Sei (Q, A, P) ein Wahrscheinlichkeitsraum. Eine
Familie {A;}ie; € A fiir eine nichtleere Menge I heif3t unabhdngig beztiglich P, falls fur
jede nichtleere endliche Teilmenge J C I gilt

mAi = l_[P[A,]

ie] ie]

P

(Im Gegensatz zur — immer geltenden - o-Additivitat fordern wir also eine endliche Multi-
plikativitiat der Wahrscheinlichkeiten.) Beachten Sie, dass eine rein paarweise oder totale
Unabhiangigkeit nicht ausreicht!
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Beispiel 4.18. Wir betrachten den doppelten fairen Minzwurf, d. h. die Gleichverteilung
auf P ({0,1}?) sowie die Ereignisse

A; := {erster Wurf ergibt Zahl} = {(1,0), (1, 1)},
Aj := {zweiter Wurf ergibt Zahl} = {(0,1), (1, 1)},
As := {beide Wiirfe haben das gleiche Ergebnis} = {(0,0), (1,1)}.

Dann ist A; N A; = {(1,1)} fur alle i, j =1, 2,3 mit i # j und daher
1
P[Al ﬂAJ] = Z =

d.h. die Ereignisse sind paarweise unabhéngig. Dagegen sind alle drei Ereignisse zu-
sammen nicht unabhangig, denn es gilt

P[AlnAz ﬂA?,] = B =o0=o0= :P[Al]P[Az]P[Ag]

Umgekehrt gilt fir den dreifachen Minzwurf und

By :={(1,0,0),(1,1,0),(1,1,1),(1,0,1)},
B, :={(1,0,0),(1,1,0),(1,1,1),(1,0,1)},
Bs :={(1,0,0),(0,0,0),(0,0,1), (0,1,0)}

wegen BN B, N B; ={(1,0,0)}
1
P[B; N B, N B3] = i P[B:] - P[B:] - P[Bs],

aber L1
P[Bl nt] = E * 5 : E = [FD[B1] . P[Bg]

Auch diese drei Ereignisse sind also nicht unabhangig.

Sind A und B unabhéngige Ereignisse, so sind es auch ihre Komplemente: Zum Beispiel
folgt aus der disjunkten Zerlegung A = (A N B) U (A N B°), dass gilt

P[AN B] = P[A] — P[AN B] = P[A] - P[A] P[B] = P[A](1 - P[B])
= P[A] P[B‘].

Allgemein kann man analog zum Einschluss-Ausschluss-Prinzip (Folgerung 3.14) das fol-
gende Stabilitdtsresultat beweisen.

Lemma 4.19. Seien die Ereignisse Ay, ... A, € A unabhingig und gelte B; € {Aj,Aj} fir
j =1,...,n. Dann sind auch By, ..., B, unabhdngig.
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Wir iibertragen nun auf bereits bekannte Weise den Begriff der Unabhangigkeit auf diskrete
Zufallsvariablen: Zwei diskrete Zufallsvariablen X : Q@ — Sund Y : Q — T heiflen
unabhdngig, wenn die Ereignisse {X = s} und {Y = t} unabhéingig sind fiiralles € S, t € T.
Im allgemeinen Fall erhalt man daraus die folgende Definition.

Definition 4.20 (unabhangige Zufallsvariablen). Sei (Q, A, P) ein Wahrscheinlichkeits-
raum. Eine Familie {X;};c; von diskreten Zufallsvariablen X; : Q — §; fiir eine nichtleere
Menge I heiflt unabhdingig beztglich P, falls fiir jede nichtleere endliche Teilmenge J C I
gilt

P

m{Xi =si}| = 1—[ P[X; = si] furalles; € S;, i € J.
ie] ie]

Unabhéngige Zufallsvariablen sind insbesondere paarweise unkorrelliert.

Satz 4.21. Seien {Xi}ier C £* unabhdngige diskrete Zufallsvariablen. Dann gilt Cov[X;, X;] =
0 fiir allei # j und damit
E[XiX;] = E[Xi] - E[X;],
\/[Xl + X]] = \/[Xl] + \/[X]]

Beweis. Nach Folgerung 3.26 und Satz 3.30 miissen wir nur die erste Gleichheit zeigen.
Seien X; : Q — Sjund X; : Q — §; mit 5;,S; C R abzéhlbar. Dann folgt aus dem
Transformationssatz 3.8 zusammen mit der Unabhéngigkeit

E[X,X]] = Z Z SiSj P[Xl = S,',Xj :Sj]

S;€S; SjESj
= Z Z SiSj H:D[Xl = Si] P[XJ = Sj]
Si€S; SjESj
= Z SiP[Xj :Sj] . Z SjP[Xi :Si]
S;€S; SjGSj
:E[Xl][E[XJ] O

Dagegen sind unkorrelierte Zufallsvariablen nicht notwendigerweise unabhangig!

Beispiel 4.22. Sei X gleichverteilt auf S = {-1,0,1} und Y = X?2. Dann sind X und Y
unkorrelliert wegen

[HXY]:%G&J+O-O+1&):Ozo-ngDQEH@

aber

P[X=0Y=0]=P[X=0] == %

W | =
[SCRII
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und damit sind X und Y nicht unabhangig.

Mit dieser Definition konnen wir die Konstruktion aus Beispiel 3.15 und Beispiel 3.31 sauber

begriinden.

Beispiel 4.23 (Binomial-Verteilung). Wir betrachten die Situation, dass aus einer Urne mit
m Kugeln, von denen r markiert sind, n Kugeln mit Zuriicklegen gezogen werden. Wir
definieren wieder die Zufallsvariable X; : Q — {0, 1}, die angibt, dass im i-ten Zug eine
markierte Kugel gezogen wurde. Nach Annahme, dass jede Kugel gleichwahrscheinlich
gezogen wird, ist P[X; =1] =p := # fur alle i = 1,...n. Weiter nehmen wir an(!), dass
die Ziige (stochastisch) unabhangig voneinander sind. Dann gilt fiir die Zufallsvariable

X=X+ +X,:Q—>{0,...,n},

die die Anzahl der markierten Kugeln, die gezogen wurden, angibt, fir allek =0,...,n

P[X =k] =P U({Xizl,iel}ﬂ{Xi:O,ieEI})]

7=k

:Zp

m{Xi =1} N m{Xi = 0}]

1=k iel i¢l
=> [ IPxi=1] [PIXi =0]
|I|=k i€l i¢l
= > pfa-p*
[1|=k

N

denn die Anzahl der Summanden entspricht den (Z) Moglichkeiten, Teilmengen I von
k Elementen aus der Menge {1, ..., n} mit n Elementen zu wihlen. Also ist X in der Tat

binomialverteilt.

Im Allgemeinen kénnen wir auf dahnliche Weise fiir unabhangige(!) Zufallsvariablen die
Verteilung ihrer Summe berechnen: Sind X : Q - S c RundY : Q@ — T C R unabhingige
diskrete Zufallsvariablen, dann ist fiir alle k im Wertebereich von X + Y

PIX+Y=kl= >, P[X=sY=t]

seS,teT,s+t=k

= > PX=sY=k-s]
s€S,k—seT

= >, P[X=s]P[Y=k-s].
s€S,k—seT

Hat X die Zahldichte px und Y die Zahldichte py (jeweils mit 0 fortgesetzt auf R), dann
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konnen wir also schreiben

px+y (k) = ZPX(S)PY(IC -s)

seS

(wobei nach Annahme hochstens abzahlbar viele Summanden von Null verschieden sind).
Die Reihe auf der rechten Seite nennt man Faltung von px und py.

Beispiel 4.24. Seien X, Y unabhéngig und Poisson-verteilt mit Parameter Ax und Ay.
Dann gilt fur alle k > 0

k
PIX +Y =k] = > pay(m)ps, (k — m)
m=0

k—
_ o A_)r?e—/lx Aym e—ly
“= m! (k—m)!
£ 1 k (x+y)
= —/V”A -m| ,—(Ax+Ay
n;)m!(k—m)! X%y )€

_ (Ax + AY)ke—(AXMy)

k!
= Pax+iy (K)
nach der binomischen Formel (a + b)¥ = er(nzo mambk”". Also ist X + Y ebenfalls

Poisson-verteilt mit Parameter Ax + Ay.

Im Allgemeinen hat jedoch die Summe selbst von unabhangigen identisch verteilten Zu-
fallsvariablen nicht die gleiche Verteilung; betrachte zum Beispiel die Summe der gleich-
verteilten Augenzahlen zweier Wiirfel, die bekanntermafien nicht gleichverteilt ist.
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Bislang haben wir uns auf diskrete Zufallsvariablen konzentriert, die héchstens abzahlbar
viele verschiedene Werte annehmen. In der Praxis tauchen jedoch oft Situationen auf,
in der prinzipiell beliebige reelle Werte auftreten konnen (z. B. der Zeitpunkt des ersten
Telefonanrufs an einem Tag, Gewicht von Neugeborenen, ...). Dafiir benétigt man reell-
wertige oder auch kurz reelle Zufallsvariablen. Da der Wertebereich nun tiberabzahlbar ist,
braucht man dafiir einen technisch anspruchsvolleren Ansatz. Wir beschrianken uns hier
darauf, diesen (sauber) darzustellen, verzichten dafiir aber auf Beweise. (Dies kann auch
als willkommene Auffrischung der Inhalte der ersten vier Kapitel dienen.)

5.1 WAHRSCHEINLICHKEITSRAUM

Wir beginnen zunéchst mit dem grundlegenden Wahrscheinlichkeitsraum. Naheliegender-
weise wahlen wir als Ergebnismenge Q = R (den Fall Q@ C R betrachten wir in Kiirze). Da
R tberabzahlbar ist, konnen wir als Ereignisraum nicht mehr die Potenzmenge wéhlen;
stattdessen wihlen wir die Borel-Algebra aus Beispiel 1.6 (ii).

Definition 5.1 (Borel-Algebra). Sei
E:={(a,b)|a,beR, a<b}.
Dann ist die Borel-Algebra auf R definiert als

B:=0(E) = ﬂ A,
ECA o-Algebra

d. h. die von & erzeugte o-Algebra (die kleinste o-Algebra, die & enthélt. Eine Menge A € 8B
nennt man Borel-Menge.

Man verifiziert leicht anhand der Definition, dass 8 als Schnitt von o-Algebren wieder
eine o-Algebra ist. Diese enthélt

+ alle offenen Mengen (als abzéhlbare Vereinigung von offenen Intervallen);

» alle abgeschlossenen Mengen (als Komplement von offenen Mengen);
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« praktisch alle explizit angebbaren Mengen (als beliebig oft iterierte Vereinigung und
Komplementbildung von offenen und abgeschlossenen Mengen).

Trotzdem existieren Mengen - die man nicht explizit angeben kann — die keine Borel-
Mengen sind. Fiir unsere Zwecke ist wichtig, dass man die Borel-Algebra auch auf andere
Weise erzeugen kann.

Lemma 5.2. Sei

& :={(-oo,c]|c e R}.
Dann gilt B = o(&).

Wir werden sehen, dass diese halboffenen Intervalle fiir reelle Zufallsvariablen die selbe
Rolle spielen wie die Elementarereignisse fiir diskrete Zufallsvariablen.

Ist Q € R nichtleer, dann erhalten wir durch
B(Q) ={ANQ|Ac B}

eine o-Algebra auf Q, ebenfalls genannt Borel-Algebra auf Q. Offensichtlich gilt 8(Q) c B
fur Q € B.

Wir kommen nun zum wesentlichen — und schwierigen — Punkt: Der Definition von
Wabhrscheinlichkeitsverteilungen, die hier nur mit Mitteln der Maf3- und Integrationstheorie
moglich ist. Wir skizzieren dies wegen ihrer Wichtigkeit kurz; Details findet man zum
Beispiel in [Brokate & Kersting 2019]. Das zentrale Resultat ist das folgende.

Satz 5.3. Es gibt genau eine o-additive Abbildung A : B — [0, oo], genannt Lebesgue-Maf3,
mit
Al(a,b)) =b-a firallea < b € R.

Die Einschrankung auf Borel-Mengen ist hier wesentlich! Der schwierige Teil ist hier die
Existenz; da sowohl & als auch &’ schnittstabil sind (d. h. A, B € & impliziert AN B € &),
folgt die Eindeutigkeit aus Satz 1.16. Durch Normierung erhilt man daraus sofort die
Existenz einer Gleichverteilung auf Borel-Mengen (und nur diesen!)

Folgerung 5.4 (reelle Gleichverteilung). Sei Q € B mit A(Q) € (0, o). Dann wird durch

P[(a,b)] = i(_Q‘)’ firallea,b € R mita < b

eine eindeutige Wahrscheinlichkeitsverteilung auf B(Q) definiert. Die so definierte Verteilung

P: B(Q) — [0, ), P[A] := % fiir alle A € B(Q),

wird (reelle) Gleichverteilung auf B(Q) genannt und mit U(Q) bezeichnet.
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Die Existenz des Lebesgue-Mafl kann genutzt werden, um analog zu Satz 1.11 weitere
Wahrscheinlichkeitsverteilungen zu konstruieren. Da Q nicht mehr abzahlbar ist, kommen
wir dafiir nicht mehr mit einer Summe bzw. Reihe aus, sondern benétigen einen passenden
Integralbegriff: das Lebesgue-Integral. Ansatz ist hier — anders als im Riemann-Integral
— eine Zerlegung des Wertebereichs einer Funktion. Sei zunéchst f : R — [0, ) eine
einfache Funktion, die auf Q C R hochstens abzahlbar viele verschiedene Werte annimmt,

d.h.
f(x) = Z ¢ Tip=ey(x) fur alle x € Q,

wobei die Summe tiber hochstens abzahlbar viele ¢ € R geht. Gilt nun Q € 8B und
{f =c}={xe Q| f(x) =c} € B(Q) fur alle ¢, so definiert man das Lebesgue-Integral
von f als

Lﬁummw:ZoMU:dy

Durch Approximation und Grenziibergang erhélt man daraus den folgenden allgemeinen
Integralbegriff, zunachst nur fiir nichtnegative Funktionen.

Satz 5.5 (Lebesgue-Integral). Sei Q € B und f : Q — [0, o) so, dass gilt
(5.1) {xeQ|f(x) <c} e B(Q) fiir alle ¢ > 0.
Dann existiert das Lebesgue-Integral fQ f(x)dA(x) € [0, 00] und es gilt

(i) ist f Riemann-integrierbar, so ist/ f(x)dA(x) = /f(x) dx;
Q Q

(ii) erfiillen f, : Q — [0, 0), n € N die Bedingung (5.1), so ist
[Shwaw =3 [ 0 dew.
Q7 7 JQ

Die Bedingung (5.1) wird auch als MefSbarkeit bezeichnet; sie ist insbesondere fiir alle
stetigen Funktionen erfiillt. Eigenschaft (i) erlaubt, fiir konkrete Berechnungen mit ,,typi-
schen Funktionen® auf die Techniken aus Analysis 1 zuriickzugreifen; die o-Additivitat in
Eigenschaft (ii) ist aber wesentlich, um das Analogon zu Satz 1.16 beweisen zu konnen.
Satz 5.6 (Wahrscheinlichkeitsdichte). Sei Q € B und p : Q — [0, 00) so, dass gilt

(i) {x € Q| p(x) <c} € B(Q) fiir allec > 0;

(i) [, p(x)dA(x) =1.
Dann wird durch

P[A] ::/Ap(x) di(x), AeB(Q),

eine eindeutige Wahrscheinlichkeitsverteilung auf B(Q) definiert. In diesem Fall nennt man
p Wahrscheinlichkeitsdichte oder Dichtefunktion von P.
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Die Gleichverteilung entspricht hier genau dem Fall p(x) = A(Q)~". Allerdings hat anders
als im diskreten Fall nicht jede Wahrscheinlichkeitsverteilung eine Dichtefunktion; auch
entspricht p(x) nicht mehr unbedingt der ,Wahrscheinlichkeit von x“; tatsichlich gilt
oft P[{x}] = 0 auch fir p(x) > 0. Sinnvolle Aussagen sind also in der Regel nur iiber
Ereignisse moglich, die durch ,echte” Intervalle beschrieben werden.

Eine besondere Rolle (nicht nur) in der Wahrscheinlichkeitstheorie spielt die folgende
Wahrscheinlichkeitsdichte.

Definition 5.7 (Normalverteilung). Sei m, o € R. Die durch die Wahrscheinlichkeitsdichte
1 _ (x—m)2
e 202
V2ro?

definierte Wahrscheinlichkeitsverteilung wird Normalverteilung mit Mittelwert m und
Varianz o2 auf R genannt und mit N, , bezeichnet. Ist m = 0 und ¢ = 1, so spricht man
von der Standardnormalverteilung.

Pm,c (x) =

(Dass pm, eine Wahrscheinlichkeitsdichte ist, folgt aus der offensichtlichen Stetigkeit
sowie der — nicht-trivialen — Berechnung von f_ O; e 2* dx = V27 zusammen mit der
Substitutionsformel.)

Weitere durch Dichtefunktionen definierte Wahrscheinlichkeitsverteilungen, die man
manchmal in freier Wildbahn antrifft, sind die folgenden:

Beispiel 5.8 (Wahrscheinlichkeitsdichten).

(i) die Cauchy-Verteilung mit Parametern s > 0 und t € R, definiert durch

S .
m(s? + (x —1)2)’

ps(x) =

(ii) die Gamma-Verteilung mit Parametern a € N und b > 0, definiert durch

a,.a—1
DX o=bx  falls x > 0,

Pap(x) = { @

0 sonst.

Den allgemeinen Fall f : Q — R koénnen wir durch Zerlegung von f = f* — f~ mit
f*,f~ = 0 behandeln. Ist fQ f(x)dA(x) < oo und /Qf_ (x) dA(x) < o0, so nennt man f

(Lebesgue-)integrierbar und setzt

/Q £ dAx) = /Q () dA(x) - /Q () dA).

Aus dieser Konstruktion folgen sofort die vom Riemann-Integral bekannten Eigenschaften
wie Linearitat und Monotonie.
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5.2 ZUFALLSVARIABLEN UND VERTEILUNGSFUNKTIONEN

Wir haben nun alles zur Hand, um reelle Zufallsvariablen zu definieren. Sei in Folge stets
(Q, A, P) ein Wahrscheinlichkeitsraum.

Definition 5.9 (reelle Zufallsvariable). Eine Funktion
X: Q- R
heif3t reelle Zufallsvariable auf (Q, A), wenn gilt

{X<ct={weQ|X(w) € (-0,c]} e A fir alle ¢ € R.

Hier haben wir wieder Beispiel 1.6 verwendet, um die allgemeine Definition 2.1 auf die
schnittstabile Erzeugendenmenge &’ einschrianken zu diirfen. (Vergleiche auch (5.1)!) Nach
Satz 2.3 (der fiir allgemeine Zufallsvariablen gilt) definiert eine reelle Zufallsvariable X
eine Wahrscheinlichkeitsverteilung Px auf 8 durch

Px : B — [0,0], Px [(—oo,c]] :=P[X < ¢] fur alle c € R.

Die Wahrscheinlichkeitsverteilung Py wird also eindeutig charakterisiert durch die Werte
Fx(c) := Px[(—o0,c]] fiir alle ¢ € R. Dies legt die folgende Definition nahe.

Definition 5.10 (Verteilungsfunktion). Sei X eine reelle Zufallsvariable auf (Q, A). Dann
heif3t

Fx : R — [0,1], Fx(c) :=P[X < c],

die (kumulative) Verteilungsfunktion von X.

Lemma 5.11. Seien X, Y reelle Zufallsvariablen auf (Q, A). Dann ist X ~ Y genau dann, wenn
Fx =Fy gilt.

Direkt aus den Eigenschaften von Wahrscheinlichkeitsverteilungen erhélt man die folgen-
den Eigenschaften.

Lemma 5.12. Sei X eine reelle Zufallsvariable auf (Q, A) mit Verteilungsfunktion Fx. Dann
gilt

(i) Fx ist monoton wachsend;
(ii) lim.—,_o Fx(c) = 0 und lim._,o, Fx(c) = 1;
(iii) Fx(b) — Fx(a) =Pla < X < b] fiir allea,b € R mita < b;

(iv) Fx ist rechtsseitig stetig, d. h. lim;_,.4 Fx(t) = Fx(c) fiir allec € R.
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Dagegen gilt fiir den linksseitigen Grenzwert nur
lim Fx (1) = Fx(c) - P[X = ]

d.h. Fx ist stetig in ¢ genau dann, wenn P[X = c] = 0 ist.

Wir kommen nun zum versprochenen Analogon der Zahldichte fiir reelle Zufallsvaria-
blen.

Definition 5.13. Sei X eine reelle Zufallsvariable auf (Q, A). Existiert eine integrierbare
Funktion px : R — [0, c0) mit

F(c) = / " px(x) dA(),

o0

so nennt man X (absolut)stetig und px Dichtefunktion von X.

Nach Satz 1.16 und Definition der Verteilungsfunktion gilt fiir eine absolutstetige Zufallsva-
riable stets

P[X € B] =Px|[B] = /px(x) dA(x) fur alle B € 8.
B

In Gegensatz zu diskreten Zufallsvariablen hat aber nicht jede reelle Zufallsvariable eine
Dichtefunktion; reelle Zufallsvariablen ohne Dichtefunktion sind aber schwierig zu kon-
struieren und in der Praxis selten anzutreffen. Eine Dichtefunktion existiert insbesondere
immer, wenn die Verteilungsfunktion stetig differenzierbar ist; nach den Hauptsatz der
Differential- und Integralrechnung und Lemma 5.12 (ii) gilt dann namlich

c

Fe(e) = Fe(0) - lim Fe() = [ Pt dx

—00

d. h. F§ ist Dichtefunktion von Fy.

Beispiel 5.14 (Dichtefunktionen).

(i) Ist X eine gleichverteilte reelle Zufallsvariable auf (a, b), so ist X absolutstetig
mit Dichtefunktion
L falls x € (a,b),

b
0 sonst,

0 firc < a,
Fx(c) = ;=% fira<c<b,
1 fur ¢ > b.
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(ii) Ist X normalverteilt mit Mittelwert m und Varianz ¢?, so ist X nach Definition
absolutstetig mit Dichtefunktion

1 _(x—m)2
e 20?2

pX(x) = pm,a(x) =
2mo?

Die Verteilungsfunktion hat keine bekannte geschlossene Darstellung und kann
nur naherungsweise (z. B. numerisch) ausgewertet werden; Statistik-Biicher (und
Ubungszettel) enthalten oft seitenweise Tabellen fur diesen Zweck.

Beispiel 5.15 (Exponentialverteilung). Die Exponentialverteilung beschreibt die Wartezeit
auf seltene Vorfille (z. B. den nachsten Telefonanruf). Fiir die Herleitung gehen wir
vor wie in Kapitel 2 und unterteilen fiir beliebiges ¢t > 0 das Intervall (0, ¢] in n gleich
lange Teilintervalle (@, %], k =1,...,n. Sei Ay das Ereignis, dass der Vorfall im
k-ten Intervall eintritt. Wieder machen wir die Modellannahme, dass die Ereignisse
stochastisch unabhangig sind und ihre Wahrscheinlichkeit nur von der Intervallldnge
abhangt, d. h. dass P[A¢] = /‘l% firein A > 0 gilt. Seinun T : Q — (0, ) eine reelle
Zufallsvariable, die den Eintrittszeitpunkt angibt. Dann folgt aus der angenommenen

Unabhéngigkeit und Lemma 4.19
P[T>t]=P[{T € (0,¢]}] =P [(AU---UA,)T=P[A{n---NA]
=P [A]] - P[A)] = (1= P[A]) - (1~ P[A4])
= (1 - E)n e M

n

Also hat T die Verteilungsfunktion

1—e ™ fallst >0,

0 sonst.

Fr(t) =P[T <t] = {

Diese Funktion ist stetig und sowohl auf (—oo, 0] als auch auf (0, o) stetig differenzierbar,
und daher hat T die Dichtefunktion

de™™ fallst > 0,

0 sonst.

pr(t) = pa(t) := Fp(t) = {

Eine reelle Zufallsvariable mit Dichtefunktion p, heif3t exponentialverteilt mit Parameter
A > 0, geschrieben T ~ Exp(A). (Dies ist ein Spezialfall der Gamma-Verteilung fir a = 1
und b = 1.)
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5.3 ERWARTUNGSWERT UND VARIANZ

Fiir reelle Zufallsvariablen mit Dichtefunktion kann man den Erwartungswert analog zum
diskreten Fall definieren.

Definition 5.16 (Erwartungswert fuir absolutstetige Zufallsvariablen). Sei X eine reelle
Zufallsvariable auf (Q, A) mit Dichtefunktion px. Ist das Lebesgue-Integral

LX) = [ wpx(0) A

wohldefiniert, so nennt man E[X] Erwartungswert von X (beziiglich dem Lebesgue-Maf).
Dies ist insbesondere dann der Fall, wenn gilt

/ |x| px (x) dA(x) < oo;
R
wir schreiben dafiir kurz X € L.

Wieder sieht man aus der Definition sofort, dass der Erwartungswert (nur) verteilungsab-
hangig ist. (Tatsdchlich kann man den Erwartungswert noch allgemeiner definieren, um
sowohl diskrete als auch reelle Zufallsvariablen gemeinsam behandeln zu konnen; dies ist
aber endgiiltig zu technisch fiir den Rahmen dieser Vorlesung.)

Beispiel 5.17 (Erwartungswerte).
(i) Ist X gleichverteilt auf (a, b), dann gilt wegen px (x) = 0 fur alle x ¢ (a, b)

b
1 1 1 1 1
E[X] = = b ——g?| == :
[X] lxb_adx b—a(zb za) 2(b+a)

(if) Ist X normalverteilt Mittelwert 0 und Varianz 1, dann gilt wegen der Symmetrie
des Integranden

1 /°° 1,2 1 / _1 / 1
= — xe ¥ dx = — xe 2xdx+— xe 2 dx
VZﬂ' —00 \/27[ —

_ L(—x)? 12
- —xe 2 dx + — xe 2* dx
\/27‘[/0 V2

=0.

(iii) Ist X exponentialverteilt mit Parameter A > 0, dann folgt mit partieller Integration

E[X] = /Ooox-ﬂte_’lx dx = /m(—x) (—)Le_ﬂx) dx
o= Ax 7=

= [(=x) - e ™)) / (1) (e ™) dx =0+ | &

> =
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Ahnlich wie in Satz 3.8, allerdings mit erheblich héherem technischen Aufwand, erhilt man
einen Transformationssatz fiir den Erwartungswert von absolutstetigen Zufallsvariablen.

Satz 5.18 (Transformationssatz). Sei X eine reelle Zufallsvariable auf (Q, A mit Dichtefunk-

tion px und g : R — R eine beliebige Funktion. Dann ist auch g(X) := g o X eine reelle
Zufallsvariable mit Erwartungswert

Elg(X)] = /R 9(x)px (x) dA(x),

falls dieses Integral wohldefiniert ist.

Daraus folgt wie im diskreten Fall die Linearitit des Erwartungswerts fiir integrierbare
Zufallsvariablen.

Satz 5.19. Seien X, Y € L! absolutstetige Zufallsvariablen. Dann gilt fiir alle o, B € R auch
aX + BY € L' und

E[aX + fY] = « E[X] + BE[Y].

Beispiel 5.20. Ist X normalverteilt mit Mittelwert 0 und Varianz 1, so ist Z := m + ¢X

normalverteilt mit Mittelwert m und Varianz o2. Aus Satz 5.19 und Beispiel 5.17 folgt
dann sofort

E[Z] =m+ o E[X] =m.

Der Erwartungswert einer normalverteilten Zufallsvariable ist also genau ihr Mittelwert.

Aus den Eigenschaften des Lebesgue-Integrals folgt auch fiir absolutstetige Zufallsvariablen
die Monotonie des Erwartungswerts.

Lemma 5.21. Sei X eine nichtnegative absolutstetige Zufallsvariable. Dann gilt
(i) E[X] = 0;
(ii) E[X] = 0 genau dann, wenn P[X = 0] =1 gilt.
Folgerung 5.22. Seien X,Y € L' absolutstetige Zufallsvariablen. Gilt X > Y, dann gilt auch

E[X] > E[Y].

Genau wie fiir diskrete Zufallsvariablen konnen wir nun fiir absolutstetige Zufallsvariablen
die Varianz tiber den Erwartungswert definieren:

V[X] :=E [(X - E[X])?] = E[X?] - E[X]%,
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falls gilt
ELXC] = [ xpu() dhx) < oo
0
wir schreiben in dem Fall X € L?. Ebenso definieren wir fiir X, Y € L? die Kovarianz
Cov[X,Y] =E[(X —E[X])(Y - E[Y])]
und nennen X und Y unkorrelliert, falls Cov[X, Y] = 0.

Da wir fiir die Beweise jeweils nur die Definition sowie die Linearitat des Erwartungswerts
verwendet haben, bleiben alle fiir diskrete Zufallsvariablen in #2 bewiesenen Eigenschaf-
ten wie Translationsformel, Nichtnegativitit, Chebyshev-Ungleichung, Cauchy-Schwarz-
Ungleichung, und Bienaymé-Formel auch fiir absolutstetige Zufallsvariablen in L? giiltig.

Beispiel 5.23 (Varianzen).
(i) Ist X gleichverteilt auf (a, b), dann gilt mit Substitution

b 2 b—1(a+b)
\/[X]=/ (x—a+b) ! dx = ! / x% dx
7 2 b-a b-a a-1(a+b)

1 |1(b-a)\’ 1({a-b\| 1(b-a)? 1(b-a)
“b-a 5( 2 )_E(T) 3 8 '3 3
(b - a)?

12

(ii) Ist X normalverteilt auf R mit Mittelwert 0 und Varianz 1, dann erhalten wir mit
partieller Integration

VIX] = E[x?] - E[X]? = \/% /wxze-%xz dx -
I J —00

= \/%_ﬂ ‘[:(—x) (—xe_%xz) dx
el o
Vs —o J oo

=1

1.2

da der erste Term fiir x — +oo gegen Null geht und f_ o; e~2* dx = V2 ist.

Aus der Translationsformel folgt dann fiir Z = m + 60X ~ N, wie nicht anders

Zu erwarten,
V[Z] = ¢® V[X] = o°.

Eine Normalverteilung ist also durch ihren Erwartungswert und ihre Varianz
eindeutig festgelegt!

65



5 REELLE ZUFALLSVARIABLEN

(iii) Ist X exponentialverteilt mit Parameter A > 0, dann folgt mit partieller Integration
E[X?] = / X% de ™ dx = / (—x?) (—Ae—M) dx
0 0
= [(—xz)elx]iz:’ —/ (—=2x)e ™ dx
0

_2 ® —Ax _E
—/_1‘/0 x(Ae )dx—A[E[X].

Also ist )
2 1 1 1
V[X] =E[X?] -E[X]?==-=-|=| ==.
[][][]AA(A)M
Je langer die mittlere Wartezeit ist, desto grof3er ist also die Unsicherheit, wie
lange man warten muss.

5.4 BEDINGTE WAHRSCHEINLICHKEIT UND UNABHANGIGKEIT

Da wir bedingte Wahrscheinlichkeiten fiir allgemeine Wahrscheinlichkeitsraume definiert
haben, bleiben alle Definitionen und Satze (insbesondere der Satz 4.8 von Bayes) fiir reelle
Wahrscheinlichkeitsraiume unverdndert giiltig.

Beispiel 5.24 (Gedachtnislosigkeit der Exponentialverteilung). Sei T exponentialverteilt
mit Parameter A > 0 und beschreibe den Zeitpunkt eines erwarteten Telefonanrufs.
Angenommen, wir haben schon s > 0 Stunden gewartet. Was ist die Wahrscheinlichkeit,
dass wir noch weitere t > 0 Stunden warten miissen? Wir suchen also die bedingte
Wahrscheinlichkeit
PIT>s+1|T>s| = P{T >s+t}N{T > s}] _ P[T > s + t] _ 1—Fr(s+1t)
P[T > s] P[T > s] 1— Fr(s)
oA (t+s)

= =eM=1-Fr(t) =P[T > t].
e—).s

Egal wie lange wir also bereits gewartet haben, die Wahrscheinlichkeit fiir das Eintreten
ist nicht grofler als am Anfang! (Die Exponentialverteilung ,merkt sich” also nicht, wie
lange schon gewartet wurde.)

Auch die Unabhangigkeit von Ereignissen definieren wir vollig analog: Zwei Ereignisse
Ay, A, € B heiflen unabhingig, wenn gilt
P[A1 N Az] = P[A] P[A:].

Speziell fiir reelle Zufallsvariablen konnen wir dabei wieder verwenden, dass die Borelal-
gebra von den Intervallen der Form (—oo,c], ¢ € R, erzeugt wird.
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Definition 5.25 (unabhangige Zufallsvariablen). Sei (Q, A, P) ein Wahrscheinlichkeitsraum.
Eine Familie {X;};c; von reellen Zufallsvariablen X; : Q — R fiir eine nichtleere Menge I
heif3t unabhdngig beziiglich P, falls fiir jede nichtleere endliche Teilmenge J C I gilt

[FD m{X’ < Ci}

ie]

= 1—[ P[X; < ci] fir alle ¢; € R.
ie]

Durch Grenziibergang erhélt man mit Hilfe der Rechnung aus Satz 4.21 das folgende
Resultat.

Satz 5.26. Seien {X;}ier C L* unabhdngige reelle Zufallsvariablen. Dann gilt Cov[X;, X;] = 0
fiir alle i # j und damit

E[XiX;] = E[X:] - E[X]],
\/[Xl +XJ] :\/[Xl] +\/[XJ]

Damit erhélt man nun ganz analog Gesetze der grof3en Zahl.

Satz 5.27 (schwaches Gesetz der grofien Zahl). Sei (Q, A, P) ein Wahrscheinlichkeitsraum
und {X, }nen C L? eine Folge von unabhdngigen reellen Zufallsvariablen mit E[X,] = m und
V[X,] = M fiir allen € N. Dann gilt

1 n
Iim P —ZXi—m
n =

n—oo

>¢e|=0 fiir alle e > 0.

Satz 5.28 (starkes Gesetz der grofien Zahl). Sei (Q, A, P) ein Wahrscheinlichkeitsraum und
{Xu}nen C L? eine Folge von unabhdngigen reellen Zufallsvariablen mit E[X,] = m und
V[X,] = M fiir allen € N. Dann gilt

[P’[lim lzn:Xi :m] =1.

nmee N

Fiir den Beweis der letzten Aussage — der auf allgemeinen Resultaten fiir Zufallsvaria-
blen basiert — siehe wieder [Krengel 2005, Satz 12.4]. Wir kdnnen also auch fiir reelle
Zufallsvariablen empirische Schdtzer fir Erwartungswert und Varianz verwenden.

Wir betrachten nun unabhangige reelle Zufallsvariablen genauer tiber ihre Dichten. Dafiir
brauchen wir etwas Vorarbeit. Seien X; : Q — R, i = 1,...,n, reelle Zufallsvariablen
mit Verteilung Px, : 8 — [0,1]. Dann ist auch X := (Xj,...,X,) eine Zufallsvariable
von (Q, A) nach (R", B"), wobei die Borel-Algebra auf R" erzeugt wird von Mengen der
Form

A = (—00,¢1] X -+ X (—09,c¢p], C,...,Ch € R,

67



5 REELLE ZUFALLSVARIABLEN

Daraus folgt, dass X eine Zufallsvariable ist genau dann, wenn die X; Zufallsvariablen sind.
Die gemeinsame Verteilung der X; ist dann definiert durch

Px.. x,[Al =P [{Xi <ci}n---N{Xy <cn}l, €, ...,cp € R,

Die gemeinsame Verteilung heifit absolutstetig, wenn eine integrierbare Funktion px :
R™ — [0, 00) existiert mit

Py, [A] = / / px (et s dA(x) .. dA(x).

Aus der Vertauschbarkeit von Integralen nach dem Satz von Fubini erhalten wir damit die
folgende Charakterisierung von Unabhéngigkeit absolutstetiger Zufallsvariablen.

Satz 5.29. Seien X; : Q — R, i =1,...,n absolutstetige Zufallsvariablen mit Dichtefunktion
px; : R = [0,1]. Dann sind die X; unabhdngig genau dann, wenn die gemeinsame Verteilung
Px,...x, absolutstetig ist mit Dichtefunktion

px(x1, ..., xn) = px, (x1) - - px, (xn), X1, ...,%x, € R.

Wir wenden dies nun auf die Summe von absolutstetigen Zufallsvariablen an. Wieder aus
dem Satz von Fubini erhalt man die folgende Darstellung.

Satz 5.30. Seien X und Y unabhdngige absolutstetige Zufallsvariablen mit Dichtefunktion px
bzw. py. Dann ist auch X + Y absolutstetig mit Dichtefunktion

provx) = [ px@pr(x -2 dica)

Beweis. Seic € R beliebig. Wegen der Unabhéngigkeit von X und Y und der Vertauschbar-
keit von Integralen erhalten wir daraus mit Hilfe der Substitution z = x + y

PIX+Y <] = /{ e PN )
[ [ sntn i
[ omm ) ae)
- [ [ xwprc-na@ac
[ e -n i ara),

Vertauschen von x und z im letzten Integral ergibt die Behauptung. m]

Analog zum diskreten Fall nennt man das Integral auf der rechten Seite Faltung von px
und py.
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Beispiel 5.31 (Faltung von Standardverteilungen). Seien X und Y unabhéangig gleichver-
teilt auf (0, 1) mit Dichtefunktion px(x) = py(x) = T(g1)(x). Durch Fallunterscheidung
erhélt man daraus

o min{x,1} o8 xe (0’ 1]’
px+y (x) :/ T01)(2) 101y (x — 2)dz = / ldz=42-x x¢€(12],
-0 max{0,x—1}
0 sonst.

Mit etwas mehr Aufwand rechnet man auf dhnliche Weise nach, dass fiir unabhéangige
normalverteilte X; ~ N'(m;, 62) und Xp ~ N (my, o?) gilt

1 _ (x=(mg+my))?
D2
pX1+X2 (x) = e 2(0-1 +02) dx:

\[27(0? + 02)

dhX+Y ~ N(my+my, o +02).

Zusammen mit den Rechenregeln fiir die Normalverteilung (aus der Substitutionsformel)
folgt daraus, dass fiir unabhingige X;, ..., X, ~ N (m, o?) gilt

X1+ -+ X, —nm
Sy = L N z ~ N(0,0%).

Seien nun Xj, ... X, beliebige unabhingige reelle Zufallsvariablen mit E[X;] = m und
V[X;] = o fiiralle i = 1,...,n. Dann folgt aus Satz 5.26 ebenfalls

Dies sagt natiirlich noch nichts iiber die gesamte Verteilung von S, aus. Mit Hilfe der Fal-
tungsformel, Taylor-Entwicklung, und einer sorgfaltigen Abschatzung der Rest-Terme kann
man aber zeigen, dass S, in einem geeigneten Sinn tatséchlich gegen eine Normalverteilung
konvergiert. Das folgende Resultat ist einer der zentralen Satze in der Wahrscheinlichkeits-
theorie und erklart, warum die Normalverteilung so hiufig anzutreffen ist (ndmlich immer
dann, wenn sehr viele unabhéngige, identische, Prozesse irgendwie ,gemittelt” werden).

Satz 5.32 (zentraler Grenzwertsatz). Sei {X,}nen eine Folge von unabhdngigen und identisch
verteilten Zufallsvariablen mit E[X,] = m und V[X,] = o? fiir allen € N. Dann gilt fiir
Sy = %(X1+'--+Xn—nm) und allea < b

b
1 x?
lim[FD[aSSnSb]zf e 2% dx.
n—oo a V2ro?
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Bisher haben wir Zufallssituationen mathematisch modelliert, indem wir einen festen
(hoffentlich passenden) Wahrscheinlichkeitsraum (Q, A, [P) gewahlt haben und, darauf
aufbauend, Wahrscheinlichkeiten von Ereignissen bestimmt haben (meistens mit Hilfe
geeigneter Zufallsvariablen). In der Realitat ist es jedoch oft so, dass die ,richtige® Wahr-
scheinlichkeitsverteilung nicht oder nicht vollstandig bekannt ist; stattdessen hat man nur
Beobachtungen von tatsachlich auftretenden Ergebnissen zur Hand und méchte daraus auf
die zugrundeliegende Wahrscheinlichkeitsverteilung — oder zumindest daraus abgeleitete
Informationen wie z. B. Erwartungswerte — schlieffen. Dies ist Aufgabe der Statistik.

Die typische Situation ist die folgende: Angenommen, wir haben eine Zufallsvariable X,
deren Verteilung wir nicht kennen, fiir die wir aber n ,Auswertungen® oder Stichproben
zur Hand haben. Typische Fragestellungen - fiir die wir schon Beispiele gesehen haben —
sind:

(i) Wir wissen, dass X Bernoulli-verteilt ist, kennen aber den Parameter p € (0,1) nicht.
Da in dem Fall gilt p = E[X], konnen wir diesen Parameter durch eine Schdtzung
des Erwartungswert bestimmen, etwa durch den empirischen Mittelwert; siehe Bei-
spiel 3.35. (Da die Schatzung ein einziger Wert ist, spricht man auch von einem
Punktschdtzer.)

(if) Wir wollen zusatzlich eine Fehlerangabe haben, etwa durch ein Konfidenzintervall,
siehe ebenfalls Beispiel 3.35. (Hier spricht man von einem Intervallschdtzer.)

(iii) Wir sind eigentlich nur an der Frage interessiert, ob der Minzwurf fair ist, d. h. ob
p= % ist oder nicht — wir wollen also zwischen der Hypothese, dass die Miinze fair
ist, und der Alternative entscheiden. Hier spricht man von einem Hypothesentest;
vergleiche Beispiel 4.10.

Hierbei ist es wichtig zu beachten, dass die Antworten auf diese Fragen auf der — zu-
falligen! — Realisierung der Stichproben, die wir fir die Rechnung verwenden, beruhen,
und daher selber wieder Zufallsvariablen mit einer (nicht vollstandig bekannten) Wahr-
scheinlichkeitsverteilung sind. Dies erfordert einen passenden mathematischen Rahmen.
Dafiir sind wir bereits gut vorbereitet; da sich die Statistik in gewisser Hinsicht parallel
zur mathematischen Wahrscheinlichkeitstheorie entwickelt hat, ist die Terminologie aber
eine eigene.

71



6 SCHATZER

Wir beginnen wieder mit den moglichen (Beobachtungs-)Ergebnissen, die den Stichpro-
benraum E bilden; aus diesem wird durch eine Beobachtung ein zufalliges Element x € =,
genannt Stichprobe ausgewahlt. Dies konnte zum Beispiel sein

(i) die Anzahl der Wiirfe ,,Zahl® bei n Minzwirfen — dann ist £ = {0, 1,...,n};

(ii) die n verschiedenen, mit einem zufélligen Messfehler behafteten, wiederholten Mes-
sungen einer reellen physikalischen Grole — dann ist = = R™.

Auf diesem Stichprobenraum definieren wir wieder eine o-Algebra A; dafiir wahlt man
kanonischerweise

(i) die Potenzmenge P (Z), falls = hochstens abzahlbar ist;
(ii) die Borelalgebra 8", falls = = R" ist.

SchlieBlich zur Wahrscheinlichkeitsverteilung und damit zum wesentlichen Unterschied
zur Wahrscheinlichkeitstheorie. Anstelle einer festen Wahrscheinlichkeitsverteilung P
missen wir hier eine ganze Familie von Verteilungen betrachten. Dafiir betrachten wir eine
nichtleere, mindestens zweielementige, Menge ©, genannt Parameterraum, und fiir jeden
Parameter 3 € © eine Wahrscheinlichkeitsverteilung Py : A — [0,1]. Beispielsweise
konnten wir betrachten

(i) ® =(0,1) und Py = Bin(n, ) die Binomialverteilung fiir ein festes n € N;
(i) © = R? und Py = N (9, 93) fiir 9 = (1, 9,);
(iii) ® ={1,2} und P; = U((0,100)) und P, = Exp(1).

Um die Abhangigkeit von ¢ zu verdeutlichen, schreiben wir auch Ey und Vy fiir den daraus
abgeleiteten Erwartungswert bzw. Varianz.

Das Tripel (2, A, {Pg| 9 € O©}) nennt man statistisches Modell. Ist © c R?, so spricht man
von einem (d-)parametrischen Modell. Ist E hochstens abzahlbar, nennt man das Modell
diskret; in diesem Fall hat jedes Py eine Zdhldichte py : £ — [0,1]. Ist = ¢ R" und hat
jedes Py eine Dichtefunktion p§ : & — [0,1], so spricht man analog von einem stetigen
Modell. Gilt in letzterem Fall speziell

Po(x1, ..., xn) = pa(x1) -+ py(xn), (x1,...,%,) € E,

fir ein pg : R — [0, 1], so spricht man von einem Produktmodell.

Das Produktmodell ist nun der geeignete Rahmen, um die eingangs beschriebene Situation
zu beschreiben: Fir eine Zufallsvariable X definiert auf einem Wahrscheinlichkeitsraum
(Q, A, ) mochten wir die Verteilung Px anhand von n verschiedenen Realisierungen
x = (X(w1),...X(wp)) mitwy, . ..,w, € Q bestimmen. Da man in der Statistik leider tiberli-
cherweise nicht angibt, auf welchem Wahrscheinlichkeitsraum die Zufallsvariable definiert
ist, bedienen wir uns eines Tricks: wir beschrieben die Stichprobe als eine Realisierung
von n Zufallsvariablen x = (Xj(w),...X,(0)) = X(w) fir o € X, und behandeln die
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Zufallsstichprobe X als die Identitat auf =, d.h. X (x) = x fiir alle x € E. Das Produktmodell
entspricht dann nach Satz 5.29 genau der Situation, dass die einzelnen Komponenten X; ~ X
unabhéngig und identisch verteilt sind mit Dichtefunktion pj fiir einen (unbekannten)
wahren Parameter 3 € ©; in diesem Fall gilt Px = P3. (Das Modell muss also die ,wahre
Situation® beschreiben konnen; sonst erhalt man potentiell unsinnige Antworten!)

6.1 PUNKTSCHATZER

Auf Basis eines statistischen Modells betrachten wir nun die einleitenden typischen Frage-
stellungen, beginnend mit Punktschétzern. Sei (Z, A, {Py | J € ©}) ein statistisches Modell
und (Z, S) ein weiterer Ereignisraum. Dann nennt man eine beliebige Zufallsvariable von
(2, A) nach (2, S) auch Statistik. Konkret ist man an Statistiken T : & — X fiir Abbildun-
gen 7 : © — ¥ interessiert, die jedem Parameter 3 € © eine Kenngrofie 7(J) € ¥ zuweisen.
Maogliche Beispiele sind

(i) X =0 und 7(J) = I (insbesondere fir © C R);
(ii) X D> ©®und 7(J) = 9 (z.B. fur ©® = (0,1) aber T(E) = [0,1]);
(iii) ¥ = R und 7(J) = Ey[X].

Solch eine Statistik wird (Punkt-)Schdtzer fiir r genannt, um zu verdeutlichen, dass wir
uns dafiir interessieren, wie verlasslich dieser Schétzer fiir 7 ist. (Die Definition von T
nimmt ja keinen Bezug auf 7.) Ist wie in (i) und (ii) 7 die Identitét — die gesuchte Kenngrofie
also der unbekannte Parameter selber — spricht man auch von einem Parameterschdtzer.
Beachten Sie, dass ein Schatzer nichts anderes als eine Zufallsvariable T : = — ¥ ist; in der
Praxis wird man fiir eine konkrete Stichprobe x € = den konkreten Schditzwert T(x) € %
berechnen.

Wie man von der sehr abstrakten Definition erwarten kann, existieren zahlreiche verschie-
dene Punktschétzer mit verschiedenen Eigenschaften. (Einen gemeinsamen Rahmen fiir
all diese verschiedenen Schéitzer zu haben ist genau der Grund, warum die Definition so
abstrakt ist.) Eine spezielle Klasse von Punktschitzern fir 7(J3) = & sind die Maximum-
Likelihood-Schdtzer, die fur eine konkrete Beobachtung x € = den ,plausibelsten” (Englisch:
~most likely”“) Parameter berechnen — namlich den, fiir den die Beobachtung ,am wahr-
scheinlichsten® ist. Um das Maximum dieser Wahrscheinlichkeit zu berechnen, definiert
man sich fiir gegebenes x € E eine geeignete Likelihood-Funktion L, : © — [0,1], und
zwar

(i) fur ein diskretes statistisches Modell L, (&) := Py[X = x] = py(x);
(ii) fur ein stetiges statistisches Modell L, (3) = pgy(x).

(Beachten Sie, dass fiir stetige Zufallsvariablen in der Regel Py[X = x| = 0 gilt!)
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Ein Schatzer T : Z — ¥ D O heif3t nun Maximum-Likelihood-Schdtzer (fiir die Likelihood-
Funktion L,), falls gilt

Ly (T(x)) = sup Ly (9) fur alle x € E.
J€0

Beachten Sie, dass das Supremum nicht unbedingt in ©® angenommen werden muss, und
dass der Schétzer nicht eindeutig sein muss.

Speziell fir Produktmodelle kann es giinstiger sein, die log-Likelihood-Funktion

log pj(x) =log (pg(x1) - - ps(xn)) = > log pa(x:)
i=1

zu maximieren; wegen der Monotonie des Logarithmus hat sie den selben Maximierer
(wenn auch nicht das selbe Maximum) wie die Likelihood-Funktion.

Beispiel 6.1 (Binomial-Modelle). Wir wollen den Parameter in einer Binomialverteilung
schitzen, z. B. die Wahrscheinlichkeit, dass eine geworfene Miinze auf ,Zahl” landet.
Wir werfen dafiir die Miinze n Mal und beobachten die Anzahl der Wiirfe mit ,Zahl®.

Dies entspricht dem diskreten statistischen Modell
({0,1,...,n},P({0,1,...,n}),{Bin(n, J) | 3 € (0,1)}).

Wir wiahlen als Likelihood-Funktion also die Zahldichte

n X n—x

py(x) = ( )19 (1-9)

x

mit log-Likelihood-Funktion
log ps(x) =log (n) + xlogd + (n —x) log(1—9).
x

Einen Kandidaten fiir den Maximierer iiber alle & € (0, 1) erhalten wir durch die Lésung
von

0 d 1 ) X n-—-x
=—1lo x) = — — ,

do 8P =9 Ty
die gegeben ist durch 9 = = € [0,1]. Man verifiziert leicht z. B. mit Hilfe der zweiten
Ableitung, dass dies in der Tat ein Maximierer ist.
Mit der Zufallsstichprobe X(x) = x, x € E, ist der gesuchte Maximum-Likelihood-

Schitzer also T = &£ mit Schitzwert T(x) = @ =,

n n

Beispiel 6.2 (gleichverteilte Modelle). Als etwas konstruiertes Beispiel wollen wir den
Zahlenbereich eines Zufallszahlengenerators schatzen. Unsere Beobachtung dafiir sind
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n Zufallszahlen, die auf einem Intervall (0, a) mit a > 0 unbekannt unabhangig gleich-
verteilt sind. Dies entspricht dem stetigen statistischen Produktmodell

((0,00)", B, {U((0,9)") | & € (0,00)}).
Hier wahlen wir als Likelihood-Funktion die Dichtefunktion

" % fur x = (x,...,x,) € (0,9)",
Pg(x) =
0 sonst.

Man iiberlegt sich leicht, dass hier das Supremum in

A

& := max{xy,...,x,} € [0,0)

angenommen wird. Mit der Zufallsstichprobe X = (X, ..., X)), X(x) = x, erhalten wir
also den Maximum-Likelihood-Schatzer T = max{Xj, ..., X, } mit Schiatzwert T (x) =
max{xiy,...,Xn}.

Beispiel 6.3 (normalverteilte Modelle). Wir messen eine physikalische Grofie X, z. B.
eine Temperatur, was wegen zufalliger Messfehler niemals den exakten Wert ergeben
kann. Nimmt man an, dass die Messfehler durch Mittelung vieler unabhangiger Prozesse
(z.B. thermisches Rauschen, Brownsche Bewegung) entstehen, kann man diese Messung
als normalverteilt mit Mittelwert m € R (dem wahren Wert) und Varianz 62 > 0 (dem
unbekannten Fehlerniveau) modellieren. Wir wiederholen nun die Messung n-mal und
wollen daraus den exakten Wert und das Fehlerniveau schétzen. Dies entspricht dem
stetigen statistischen Produktmodell

(Rn, Bn, {N(l?l, 192)” | 191 € R, 192 > 0})
Hier wahlen wir als Likelihood-Funktion also die Dichtefunktion

n
1 o2 _ 1 _ gy T (em)*

ph(x) = ];[ N —(m)

mit der log-Likelihood-Funktion

n

n 1
log p3(x) = —3 (log 9, + log(2m)) — 25, Z(xi — )P,
2 =1

Glicklicherweise erlaubt uns diese Struktur, das Maximum beziiglich ¢, und &, der
Reihe nach zu bestimmen. Wir betrachten zuerst die Losung von

d 1 &
=—1 o = —— E h = .
0 dl91 0og pﬁ (x) 192 < (x '91)
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Wegen J; > 0 genligt es, dass die Summe verschwindet, was unabhéngig von 9, fiir
s 2 .
0= — Zx,- = M(x)
=

mit M = %Z?zl Xi, d.h. den empirischen Mittelwert, der Fall ist (zweite Ableitung
priifen!)

Wir halten nun & = 91 fest und maximieren nach J,. Wir nehmen zuerst an, dass
X # M(x) fireini =1,...,n gilt und 16sen

d n 1 X .
= —log p"(x) = —— + — L= 9)?
a5, 108Ps(X) =~ + o 25(xi =)

2 i=1

(=)

Multiplikation mit ¢, > 0 und Aufldsen ergibt dann mit & = M(x)
« i . 9 o
Oy 1= 0 Z(xi - M(x))* =V(x)
i=1

mit V := % 20 (X = M)? > 0 nach Annahme, was genau die empirische Varianz ist. Ist
x; = M(x) furallei =1...,n, soist V(x) = 0, was wegen

n n
log p(él)gz)(x) == (log 9 + log(271)) — oo

fir 9, — 0 auch in dem Fall das Supremum der Dichtefunktion ergibt.
Also ist unser gesuchter Maximum-Likelihood-Schatzer bzw. Schétzwert

T = (M, V), T(x) = (M(x),V(x)) € R X [0, o).

Wir fragen uns jetzt nach der Giite von Schitzern. Eine Moglichkeit, diese zu beurteilen,
ist zu prifen, ob der Schétzer ,,im Mittel® iber alle moglichen Stichproben den richtigen
Wert liefert. Wir nennen deshalb einen Schatzer T : = — R erwartungstreu fir die reelle
Kenngrofle 7 : © — R, falls gilt

Es[T] =(9)  firalle 9 € ©.

Wir betrachten beispielhaft die beiden Schétzer aus Beispiel 6.3.

Beispiel 6.4. Zunachst schauen wir uns T = M = %Z?ﬂ X; an als Schatzer fir die

Kenngrofle 7(3) = Eg[X] fur die normalverteilte Zufallsvariable X an. Dann folgt aus
der Linearitat des Erwartungswerts und der identischen Verteilung der Stichproben fiir
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beliebiges ¢ € © sofort
I 1
Eg[M] = — > EylXi] = ~(nEs[X]) = Ey[X].
i=1

Dieser Schitzer ist also erwartungstreu.

Wir betrachten nun T = V = % (X - M)? als Schitzer fiir 7(9) = Vy[X]. Aus der
Linearitat des Erwartungswerts, der Definition der Varianz, der Erwartungstreue von
M, und der Unabhingigkeit der identisch verteilten Stichproben folgt dann

Ea[7] =~ D Egl (X = M%) = = 3 Vpl; — W] + (Ea X, ~ M])
i=1 i=1

n—1 1
Xi+_ZXj
e N iz

Also ist V nicht erwartungstreu; dafiir aber (wieder wegen der Linearitit des Erwar-
tungswerts) der korrigierte Schdtzer

Ist T nicht erwartungstreu, so nennt man
Br:0 — R, Br(9) = Ey[T] — 7(9) = Ey[T — z(9)],

die Verzerrung (Englisch: bias) von T. Diese ist niitzlich, ein weiteres Giitekriterium zu
untersuchen: den mittleren Fehler

Er:@ >R,  Er(9) :=Eg [(T—1(9)?] =Vs(T) + Br (9?2,

wobei die zweite Gleichung wieder aus der Definition der Varianz folgt; man spricht daher
auch von einer Bias-Varianz-Zerlegung des mittleren Fehlers. Ein guter Schatzer hat also
sowohl kleinen Bias als auch kleine Varianz fur alle 3 € ©, wobei eine kleine Varianz oft
einen grofleren Bias bedingt — in diesem Fall wird die Summe minimal, wenn beide Terme
die selbe Grofie haben.

Abschlieflend untersuchen wir die Frage nach der Abhéangigkeit von der Stichprobengrofie.
Dazu betrachten wir fiir jedes n € N wieder ein Produktmodell mit £ = R" und einen
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entsprechenden Schitzer T, : = — R. Dann heif3t die Folge {T,},en konsistent fiir die
Kenngrofle 7 : © — R, wenn gilt

Py |lim T, =7(9)| =1 fur alle J € ©.
n—o0

Beispiel 6.5. Fiir den Schitzer T = M aus Beispiel 6.3 folgt die Konsistenz fiir den
Erwartungswert direkt aus dem starken Gesetz der grof3en Zahl (Satz 5.28). Mit etwas
Basteln und der Subadditivitat und der Monotonie von Wahrscheinlichkeitsverteilungen
erhilt man daraus auch die Konsistenz von V und V*.

6.2 BEREICHSCHATZER

Auch fiir einen erwartungstreuen und konsistenten Punktschétzer kann der einzelne
Schatzwert beliebig schlecht sein (wir konnen ja immer ,Pech® mit der Stichprobe ha-
ben). Um zu wissen, wie verldsslich der Schitzer ist, benétigen wir Fehlerschranken - d. h.
Intervallschatzer.

Sei (2, A, {Py| 9 € O}) ein statistisches Modell und (2, S) ein weiterer Ereignisraum. Sei
weiter 7 : © — X eine Kenngrofle und « € (0,1). Eine Abbildung C : = — S heif3t dann
Bereichschdtzer fur die Kenngrofle 7 zum Konfidenzniveau 1 — a, wenn gilt

Py[r(I) €eCl =Py [{xeZ|1(d) eC(x)}]>21-a fur alle J € ©.

Ist ¥ ¢ R und C(x) ein Intervall (und damit eine Borelmenge) fiir alle x € Z, so spricht
man auch von einem Intervallschdtzer. Die Menge C(x) fiir eine konkrete Stichprobe x € =
nennt man Konfidenzbereich bzw. Konfidenzintervall.

Wir verlangen also, dass — unabhangig vom (unbekannten) wahren Parameterwert — die
Wahrscheinlichkeit, dass die wahre Kenngrofie nicht im Konfidenzbereich C(x) liegt, klei-
ner ist als das Irrtumsniveau a. Naturlich ist nicht die Kenngrofle sondern der Konfidenz-
bereich zufallig; es ist also besser zu sagen, dass C(x) die wahre Kenngrof3e mit einer
Wahrscheinlichkeit von mindestens 1 — « ,iiberdeckt®. Man spricht daher auch von einer
Uberdeckungswahrscheinlichkeit 1 — . Typische Werte von « sind 0.1, 0.05, oder 0.01.

Auch hier ist die Definition extrem allgemein gehalten, um einen gemeinsamen Rahmen
fur sehr verschiedene, in der Praxis verwendete, Bereichsschatzer zu haben. Naturlich
ist nicht jeder Bereichschatzer sinnvoll: z. B. definiert offensichtlich C(x) := ¥ fiir alle
x € E einen Schétzer zu jedem Konfidenzniveau. Die Herausforderung besteht darin, fiir
moglichst groles Konfidenzniveau 1 — o einen moglichst kleinen Konfidenzbereich C(x)
zu konstruieren. Je mehr Informationen uiber das statistische Modell wir in den Schéatzer
stecken, desto besser wird das moglich sein (um den Preis, dass dieser Schatzer nur fir
dieses Modell funktioniert).
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6 SCHATZER

Beispiel 6.6. Wir betrachten zum Beispiel 7(J) = Ey[X] fiir eine beliebige reelle Zu-
fallsvariable X mit dem Produktmodell

(R", B" {Py| 9 € B}),

wobei wir annehmen, dass Vy[X] < M fiir ein bekanntes M > 0 ist. Als Schétzer fiir 7
verwenden wir wieder den empirischen Mittelwert M := % 2%, X;. Aus der Chebyshev-
Ungleichung (siehe Satz 3.23) folgt dann fiir jedes ¢ > 0 und beliebiges J € ©
R M
Ps [lM - Ey[X]| = 8] < —.
ne
Wir wahlen nun fiir z. B. ein Konfidenzniveau 1 — @ = 0.95 ein ¢ > 0 so, dass % <a=
0.05 gilt. Dann ist

Py [M—e < Eg[X] <M+e| =1-Py [IMEg[X]| > ¢] > 1-0.05=0.95,

d.h. (M — e M+ ¢) ist ein Konfidenzintervall zum Konfidenzniveau 0.95; vergleiche
Beispiel 3.35. Hier ist nur die Lage abhiangig von der Stichprobe, wiahrend die Lange
nur von «, M und n abhéngt: je grofier n und je kleiner M, desto kleiner das Intervall;
umgekehrt wird das Intervall umso grofier, desto kleiner o gewahlt ist.

Ein allgemeines Konstruktionsprinzip basiert wieder auf einer Likelihood-Funktion L, (9),
z.B. der Zahldichte py(x) fur diskrete Modelle und der Dichtefunktion pg(x) fir stetige
Modelle. Fiir ein gegebenes Irrtumsniveau « € (0,1) geht man dafiir wie folgt vor:

(i) Fur jedes J € © bestimme eine Menge
Cy :={x € 2| Ly(I) = ¢y},

wobei ¢y gerade so grofl gewihlt ist, dass Py[Cy] > 1 — « ist.

(ii) Fir gegebenes x € = wihle dann

C(x):={9€0®|xeCy}.

Fiir (hinreichend kleine) diskrete Modelle ist dies durch Erstellung einer Tabelle, fiir die fiir
alle Paare (&, x) die Zahldichte pg(x) eingetragen wird, moglich; im ersten Schritt markiert
man dann fiir jedes ¢ so lange Eintrdge in der entsprechenden Zeile — beginnend mit dem
grofiten Wert von py(x), dann weiter der absteigenden Grofie nach — bis die Summe der
markierten Zahldichten grofler als 1 — « ist. Danach kann man dann fiir gegebenes x die
markierten Eintrage in dieser Spalte ablesen und erhalt dadurch einen Konfidenzbereich.

Fiir stetige Modelle verwendet man stattdessen die Verteilungsfunktion.
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6 SCHATZER

Beispiel 6.7. Wir betrachten wieder das statistische Modell
(Rn, Bn, {N(l?l, 192)” | 191 S R, 192 > 0})

fiir eine normalverteilte Zufallsvariable mit unbekanntem Mittelwert und Varianz. Um
speziell fur den Mittelwert m := §; = 7(J) einen Bereichsschétzer zu definieren, gehen
wir wie folgt vor. Wir nehmen zuerst an, die Varianz o := §;, wire bekannt. Wir
betrachten dann den (erwartungstreuen und konsistenten) Punktschétzer M = % > X
fiir m. Aus Beispiel 5.31 zusammen mit den Rechenregeln des Erwartungswerts und der
Varianz folgt wegen der Unabhéngigkeit

. 1 . 1 2
M~N(h6%) fir m=E[M]=-(m)=m, & =V[M]=—(no?) ="
n n n

Daraus folgt umgekehrt, dass fir alle m € R
. M-
Sm 1= —— ~ N(0,1)

n o

standardnormalverteilt (beziiglich Py!) ist. Mit Hilfe der Verteilungsfunktion Fy der
Standardnormalverteilung konnen wir also fiir beliebiges ¢ > 0 schreiben

Py [t < $m <t]| = Fn(t) = Fx(=t) = 2Fn(2) - 1,

wegen der Symmetrie der Dichtefunktion. Zu vorgegebenem o € (0, 1) konnen wir also
ein t, > 0 mit 2Fn(ty) —1=1—-a (d. h. t, = F;,l(l — %)) finden so dass (nach Einsetzen
der Definition von S, und Umformen) gilt

A o 2 o}
Pg[M—ta—£m£M+ta—]=l—a

v v
fiir alle m € R. Unser gesuchtes Konfidenzintervall ist also

C(x) = [M(x) — 1 N(x) + tai] .

a Vn

Ist nun ¢? auch unbekannt, verwenden wir stattdessen den (erwartungstreuen und

konsistenten) Schatzer
1

n—1

Z(Xi - M)*

i=1

V=

und betrachten analog

A

A M—-—m
Sm = —— -
Vn Vv
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6 SCHATZER

Man kann nun zeigen, dass auch S, eine von m und ¢? unabhingige Verteilung hat, die
sogenannte Studentsche t-Verteilung mit n — 1 Freiheitsgraden. Diese ist absolutstetig mit
explizit angebbarer (wenn auch komplizierter) Dichtefunktion, so dass man wieder mit
Hilfe ihrer Verteilungsfunktion zu vorgegebenem « € (0, 1) ein t, > 0 finden kann, so

dass gilt
\ v . v
Po[M—-t,2—=<m<M+t,—|=1-«
3 l o4 \/ﬁ o4 \/ﬁ]
fir alle m € R, d. h. unser gesuchtes Konfidenzintervall ist

C(x) = |M(x) — ty——=2, M(x) + ty

\n n

V*(x) - V*(x)]
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7 HYPOTHESENTESTS

Oft ist man nicht an einer konkreten Kenngrofle interessiert, sondern mochte anhand einer
Stichprobe blof3 entscheiden, ob diese Grofie ,im griinen Bereich® ist oder eine kritische
Situation vorliegt. Das kanonische Beispiel ist die Frage, ob eine geworfene Miinze fair
ist; aber auch andere Situationen im Handel (,Ist die gelieferte Ware fehlerhaft?), in der
Medizin (,Liegt eine Krankheit vor?“) oder in der Produktion (,,Sind alle Schrauben korrekt
angezogen?“) haben diese Struktur.

Wieder betrachten wir einen sehr allgemeinen Rahmen, ausgehend von einem statistischen
Modell (£, A, {Py|J € ©}). Wir zerlegen nun den Parameterraum © in zwei disjunkte
Teilmengen:

« die Nullhypothese ©y C © (der ,gute” Fall; z.B. ©) = {%} ,die Miinze ist fair®);

« die Alternative ®; = © \ © (der ,schlechte” Fall; z.B. ®; = (0,1) \ {%} ,die Miinze ist
nicht fair®).

Besteht © nur aus einem Element, spricht man von einer einfachen Hypothese. Eine
Statistik ¢ : & — [0, 1] heif3t dann Test von © gegen ©, wenn wir ¢ als Entscheidungsregel
interpretieren: Fiir eine gegebene Stichprobe x € =

« akzeptieren wir die Nullhypothese, wenn ¢(x) = 0 ist, und

« verwerfen wir die Nullhypothese, wenn ¢(x) =1 ist.
Entsprechend nennt man

« {x € E|p(x) =0} den Akzeptanzbereich und

« {x € 2| p(x) =1} den Verwerfungsbereich.

Ist p(x) € {0,1} fur alle x € =, so nennen wir den Test nichtrandomisiert (es gibt immer eine
klare Entscheidung), ansonsten randomisiert (fiir ¢ (x) € (0,1) miissen wir uns uiberlegen,
ob das Ergebnis fiir das Verwerfen ausreicht). (Fiir einen nichtrandomisierten Test ist ¢
genau die charakteristische Funktion des Verwerfungsbereichs!)

Wieder ist das Ergebnis fiir eine einzelne Stichprobe nicht aussagekraftig; um die Qua-
litat eines Tests zu bewerten, interessieren wir uns fur die Wahrscheinlichkeit iber alle
Stichproben von zwei verschiedenen Fehlern:
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7 HYPOTHESENTESTS

o Fehler 1. Art, dass wir die Nullhypothese zu Unrecht verwerfen (p(x) = 1 obwohl
d € ©p);

o Fehler 2. Art, dass wir die Nullhypothese zu Unrecht annehmen (¢(x) = 0 obwohl
J€ @1)

Dafiir definieren wir fiir einen Test ¢ die Giitefunktion

und nennen
* SUpye, Gp(?) den Umfang oder das Niveau von ¢;
+ G,(9) die Macht oder Schiirfe von ¢ bei 9 € ©;.

In anderen Worten, der Umfang ist die Wahrscheinlichkeit fiir einen Fehler 1. Art, wahrend
die Scharfe die Wahrscheinlichkeit angibt, die Alternative korrekt zu erkennen (bzw. 1 —
G, (9) ist die Wahrscheinlichkeit fiir einen Fehler 2. Art in ¢ € ©,). Offensichtlich wollen
wir gleichzeitig ein niedriges Niveau und eine hohe Schérfe, wobei sich beides in der
Regel widerspricht. Wir nennen einen Test ¢ daher einen gleichmdfig besten Test zum
Signifikanzniveau o € [0, 1], wenn gilt

- SUpge, Gy(9) <

« Gy(9) = Gy(9) fiir alle & € ©; und alle Tests § mit supgeg, Gy(9) < a.

Wir geben zum Abschluss zwei Konstruktionsprinzipien fiir Tests mit einfachen Hypothe-
sen, d.h. ©9 = {9}, an. In diesem Fall besteht ein enger Zusammenhang zu Bereichsschét-
zern: Haben wir einen Bereichsschatzer C fir 3, so konnen wir als Test wahlen

0 falls 9 € C(x),
o(x) =
1 falls dy ¢ C(x),

d. h. wir verwerfen die Nullhypothese, falls &, nicht im Konfidenzbereich liegt und akzep-
tieren sie sonst.

Beispiel 7.1. Wir betrachten wieder die Normalverteilung mit unbekanntem Mittelwert
9 = m € R und fester Varianz o?. Als Nullhypothese wihlen wir ®y = {m,} fiir
ein my € R (z.B. my = 0). Haben wir wie in Beispiel 6.7 ein Konfidenzintervall zum
Konfidenzniveau 1 — « gegeben durch

C(x) = |M(x) - t,

Vi(x) ~ V*(x)
W,M(X) + t, \/ﬁ
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7 HYPOTHESENTESTS

fir das empirische Mittel M, dann ist

0 falls [N(x) — mo| < £, V:/(-’“),
‘P(x = A V*(nx)
1 falls |M(x) — mg| > taﬁ’

ein Test mit Niveau a: Da ©y = {my} einfach und ¢ die charakteristische Funktion des
Verwerfungsbereichs ist, gilt nach Konstruktion von C namlich

Gq)(mo) =[Emo[§0] :Pmo[m0¢c] zl_Pmo[mO €eCl=1-(1-a)=a.

Umgekehrt ist fiir jeden Test mit Signifikanzniveau « der zugehorige Verwerfungsbereich
ein Konfidenzbereich mit Konfidenzniveau 1 — a.

Ist auch die Alternative einfach, d. h. ©; = {J;}, spricht man von einem Alternativtest. Ein
klassisches Beispiel ist, zwischen zwei verschiedenen Verteilungen zu entscheiden (z. B.
der Nullhypothese ,Standardnormalverteilung” und der Alternative ,Gleichverteilung auf
(—10,10)%). In diesem Fall konnen wir wieder die Likelihood-Funktion verwenden, um
einen Test zu konstruieren: Gegeben Likelihood-Funktionen Ly, fiir Py, und Ly, fiir Py,
betrachten wir das Likelihood-Verhdltnis

_ Ly(x)
R(x) := Ly ()’

X € E.

(Ist Ly, (x) = 0, so setzen wir R(x) = 0.) Je grofier dieses Verhaltnis, desto eher glauben wir,
dass die Stichprobe nach Py, verteilt ist. Wir wéhlen daher als Test fiir einen gegebenen
Schwellwert ¢ € R

0 fallsR(x) <c,
o(x) =
1 falls R(x) > c.

(Ist Ly,(x) = 0, ist R(x) = co und wir verwerfen die Nullhypothese sofort.) Dieser Test
wird Neymann—Pearson-Test genannt. Dabei ist der Schwellwert so zu wihlen, dass ein
vorgegebenes Signifikanzniveau erreicht wird.

Beispiel 7.2. Wir betrachten wieder das Produktmodell fiir die Normalverteilung mit

unbekanntem Mittelwert m und bekannter Varianz o® > 0, wobei wir die Nullhypothese
m = my gegen die Alternative m = m; > my testen wollen. Als Likelihood-Funktionen
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verwenden wir die entsprechenden Dichtefunktionen und erhalten so

1~ (e

n
MmZMﬂ:HM@Ee
po(x) no_ 1,52 (immo)’
i=1 Vorg?

n n

= exp (- (Zm )t = (i - mo>2))

i=1 i=1

= exp L (2 anxi(mo - m) + n(mf - mg)))

2
20 i=1

= exp _ZT; <2nM(x)(mo —my) +n(m? - mg))) .

Also ist R(x) > ¢ genau dann, wenn gilt log R(x) > log(c), was der Fall ist fiir

M) > n(mg — m?) — 20% log(c) _

2n(mgy — my)

Wir suchen nun fiir gegebenes Signifikanzniveau a € (0, 1) die Konstante C so, dass
gilt (beachte ®y = {my})

a = Gy(mg) = Epy[@] =Ppy [M>C|] =P

M- C- C-
:n0> m0]=1—FN( mo),

wieder durch Transformation der Zufallsvariable M ~ N (mg, n"'0?) auf die Standard-
normalverteilung NV (0,1) und Verwendung ihrer Verteilungsfunktion Fy. Wir verwer-
fen also die Nullhypothese m = m( mit Signifikanzniveau «, wenn fiir das empirische
Mittel gilt

Mm>qwzm+%mm—m

(vergleiche den Verwerfungsbereich in Beispiel 7.1!)

Man kann zeigen, dass fiir jedes Signifikanzniveau ein Neymann-Pearson-Test existiert,
und dass dieser ein gleichméaflig bester Test zu diesem Signifikanzniveau ist.
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