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1 OPTIMIERUNG VON ERWARTUNGSWERTEN

Die stochastische Optimierung beschäftigt sich mit der Optimierung von Funktionalen, die

von zufälligen Variablen abhängen. Das prototypische Beispiel ist das Trafikantenproblem:

Ein Trafikant muss im Voraus die Zeitungen ordern, die er am nächsten Tag verkaufen

will. Angenommen, der Einkaufspreis für eine Zeitung ist 𝑝𝑒 > 0, der Verkaufspreis ist

𝑝𝑣 > 𝑝𝑒 , und 𝑥 ≥ 0 ist die Anzahl der verkauften Zeitungen. Dann ist der Verlust (da wir

minimieren möchten) offensichtlich 𝑓 (𝑥) = (𝑝𝑒 − 𝑝𝑣 )𝑥 < 0. Allerdings wird diese Anzahl

bestimmt von der tatsächlichen Nachfrage 𝜉 , so dass der Verlust gegeben ist durch

𝑓 (𝑥, 𝜉) =
{
𝑝𝑒𝑥 − 𝑝𝑣𝑥 falls 𝜉 ≥ 𝑥,
𝑝𝑒𝑥 − 𝑝𝑣𝜉 sonst,

und das Minimum wird in 𝑥 = 𝜉 angenommen. Nun ist die Nachfrage im Voraus nicht

bekannt; wie üblich wird diese Unsicherheit durch eine Zufallsvariable modelliert. Die

Zielfunktion ist nun ebenfalls zufällig und wir können nur versuchen, den erwarteten
Verlust zu minimieren. Nehmen wir an, dass die Verteilung der Zufallsvariable 𝜉 eine

Dichtefunktion 𝜌 : ℝ → [0,∞) besitzt, führt das auf die Funktion

𝐹 (𝑥) =
∫ 𝑥

0

(𝑝𝑒𝑥 − 𝑝𝑣𝜉)𝜌 (𝜉) 𝑑𝜉 +
∫ ∞

𝑥

(𝑝𝑒 − 𝑝𝑣 )𝑥𝜌 (𝜉) 𝑑𝜉

= (𝑝𝑒 − 𝑝𝑣 )𝑥 + 𝑝𝑣
∫ 𝑥

0

(𝑥 − 𝜉)𝜌 (𝜉) 𝑑𝜉

= (𝑝𝑒 − 𝑝𝑣 )𝑥 + 𝑝𝑣
∫ ∞

0

max{0, 𝑥 − 𝜉}𝜌 (𝜉) 𝑑𝜉

= (𝑝𝑒 − 𝑝𝑣 )𝑥 + 𝑝𝑣 𝔼[max{0, 𝑥 − 𝜉}] .

Dies zeigt bereits die typische mehrstufige Struktur eines stochastischen Optimierungspro-

blems: In einer ersten Stufe muss eine deterministische Entscheidung getroffen werden, die

mit deterministischen Kosten verbunden ist; in unserem Beispiel der (negative) Verlust pro

bestellter Zeitung, beschrieben durch den ersten Term. In einer zweiten Stufe trifft dann

ein unsicheres Ereignis ein, das verbunden ist mit unsicheren Rekurs-Kosten; in diesem

Fall der Verkaufsausfall durch zu geringe Nachfrage, beschrieben durch den zweiten Term.

(In einem komplizierteren Modell könnte der Rekurs darin bestehen, Zeitungen kurzfris-

tig zu einem höheren Preis nachzuordern.) Entsprechend bezeichnet man die Funktion

𝑧 ↦→ max{0, 𝑧} hier auch als Rekursfunktion.
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1 optimierung von erwartungswerten

Wir beschäftigen uns daher in diesem Kapitel mit Optimierungsproblemen der Form

(1.1) min

𝑥∈𝑋
𝔼[𝑓 (𝑥, 𝜔)]

für eine Teilmenge 𝑋 ⊆ ℝ𝑁
und eine Funktion 𝑓 : ℝ𝑁 × Ω → ℝ, abhängig von der

Entscheidungsvariable 𝑥 ∈ ℝ𝑁
und einem zufälligen Ereignis 𝜔 ∈ Ω. Wir nehmen in Folge

an, dass (Ω,A, 𝜇) ein Wahrscheinlichkeitsraum ist.

1.1 erwartungswertfunktionale

Wesentlich dabei ist, welche Eigenschaften das Erwartungswertfunktional

𝐹 : ℝ𝑁 → ℝ, 𝐹 (𝑥) = 𝔼[𝑓 (𝑥, 𝜔)] =
∫
Ω
𝑓 (𝑥, 𝜔) 𝑑𝜇 (𝜔),

von 𝑓 erbt. Ein wichtiger – und der mit Abstand technischste und komplizierteste – Aspekt

dabei ist, wann der Integrand auf der rechten Seite messbar und damit 𝐹 wohldefiniert

ist. Wir beschränken uns hier auf eine einfache Situation, lassen dafür aber (zunächst)

zu, dass die Entscheidungsvariable ebenfalls zufällig sein kann. Wir betrachten daher für

1 ≤ 𝑝 ≤ ∞ und Ω ⊂ ℝ𝑑
offen und beschränkt

𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → ℝ, 𝐹 (𝑢) =
∫
Ω
𝑓 (𝑢 (𝜔), 𝜔) 𝑑𝜇 (𝜔).

Lemma 1.1. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑁 .

Dann ist für alle 1 ≤ 𝑝 ≤ ∞ auch

𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → ℝ, 𝑢 ↦→
{∫

Ω
𝑓 (𝑢 (𝜔), 𝜔) 𝑑𝜇 (𝜔) 𝑓 ◦ 𝑢 ∈ 𝐿1(Ω),

∞ sonst,

konvex und unterhalbstetig.

Beweis. Zunächst können wir durch äquivalente Betrachtung von
˜𝑓 (𝑥, 𝜔) := 𝑓 (𝑥,𝜔) +

𝑔(𝜔) ≥ 0 annehmen, dass 𝑓 nicht-negativ ist.

Für𝑢, 𝑣 ∈ dom 𝐹 (sonst ist (a.1) trivialerweise erfüllt) und 𝜆 ∈ [0, 1] folgt aus der Konvexität
von 𝑓 , dass für fast alle 𝜔 ∈ Ω gilt

0 ≤ 𝑓 (𝜆𝑢 (𝜔) + (1 − 𝜆)𝑣 (𝜔), 𝜔) ≤ 𝜆𝑓 (𝑢 (𝜔), 𝜔) + (1 − 𝜆) 𝑓 (𝑣 (𝜔), 𝜔).
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1 optimierung von erwartungswerten

Da 𝐿1(Ω;ℝ𝑁 ) ein Vektorraum ist, gilt wegen 𝑢, 𝑣 ∈ dom 𝐹 auch 𝜆𝑓 (𝑢, ·) + (1 − 𝜆) 𝑓 (𝑣, ·) ∈
𝐿1(Ω;ℝ𝑁 ); damit ist der mittlere Ausdruck ebenfalls in 𝐿1(Ω), und durch Integration der

Ungleichung über Ω folgt die Konvexität von 𝐹 .

Für die Unterhalbstetigkeit verwenden wir Lemma a.5. Sei dafür {(𝑢𝑛, 𝑡𝑛)}𝑛∈ℕ ⊂ epi 𝐹 mit

𝑢𝑛 → 𝑢 in 𝐿𝑝 (Ω;ℝ𝑁 ) und 𝑡𝑛 → 𝑡 in ℝ. Dann existiert eine Teilfolge {𝑢𝑛𝑘 }𝑘∈ℕ mit 𝑢𝑛𝑘 → 𝑢

punktweise fast überall. Wegen der Unterhalbstetigkeit und Nichtnegativität von 𝑓 folgt

mit dem Lemma von Fatou

𝐹 (𝑢) =
∫
Ω
𝑓 (𝑢 (𝜔), 𝜔) 𝑑𝜇 (𝑥) ≤

∫
Ω

lim inf

𝑘→∞
𝑓 (𝑢𝑛𝑘 (𝜔), 𝜔) 𝑑𝜇 (𝑥)

≤ lim inf

𝑘→∞

∫
Ω
𝑓 (𝑢𝑛𝑘 (𝜔), 𝜔) 𝑑𝜇 (𝑥)

= lim inf

𝑘→∞
𝐹 (𝑢𝑛𝑘 ) ≤ lim sup

𝑘→∞
𝑡𝑛𝑘 = 𝑡,

d. h. (𝑢, 𝑡) ∈ epi 𝐹 . Also ist epi 𝐹 abgeschlossen und damit 𝐹 unterhalbstetig nach Lem-

ma a.5 (iii). □

Ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) fast sicher stetig und |𝑓 (𝑥,𝜔) | ≤ 𝑔(𝜔) für alle 𝑥 ∈ ℝ𝑁
und fast alle 𝜔 ∈ Ω,

so zeigt man analog mit dem Satz von Lebesgue die Stetigkeit von 𝐹 . Beachten Sie, dass wir

noch keine Aussage gemacht haben, dass 𝐹 eigentlich ist; dies erfordert stärkere Annahmen.

Zum Beispiel genügt es, dass Ω beschränkt ist und ein 𝑥0 ∈ ℝ𝑁
existiert, so dass 𝑓 (𝑥0, ·)

fast sicher endlich ist; in diesem Fall gilt wegen 𝐿∞(Ω;ℝ𝑁 ) ⊂ 𝐿𝑝 (Ω;ℝ𝑁 ) für die konstante
Funktion 𝑢0(𝜔) = 𝑥0, dass 𝐹 (𝑢0) < ∞ ist.

Die zentrale Frage ist nun, inwieweit wir Integration und Optimierung vertauschen kön-

nen; insbesondere, ob der Erwartungswert des punktweisen Minimums von 𝑓 auch das

Minimum von 𝐹 ergibt. Auch hier ist der wesentliche Punkt die Messbarkeit des punktwei-

sen Minimums, die wir nur unter bestimmten Annahmen erhalten. Der folgende Satz ist

prototypisch.

Satz 1.2. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) für fast alle 𝜔 ∈ Ω hat dom(𝑓 (·, 𝜔)) nichtleeres Inneres.

Sei 1 ≤ 𝑝 ≤ ∞. Ist 𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → ℝ wie in Lemma 1.1 definiert eigentlich, dann gilt

inf

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )

∫
Ω
𝑓 (𝑢 (𝜔), 𝜔) 𝑑𝜇 (𝜔) =

∫
Ω

inf

𝑣∈ℝ𝑁
𝑓 (𝑣, 𝜔) 𝑑𝜇 (𝜔).

Beweis. Wegen der Monotonie des Integrals gilt sicher

inf

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )

∫
Ω
𝑓 (𝑢 (𝜔), 𝜔) 𝑑𝜇 (𝜔) ≥

∫
Ω

inf

𝑣∈ℝ𝑁
𝑓 (𝑣, 𝜔) 𝑑𝜇 (𝜔).
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1 optimierung von erwartungswerten

Für die umgekehrte Ungleichung genügt es, eine Folge zu konstruieren mit

lim

𝑘→∞
𝐹 (𝑢𝑘) = lim

𝑘→∞

∫
Ω
𝑓 (𝑢𝑘 (𝜔), 𝜔) ≤

∫
Ω

inf

𝑣∈ℝ𝑁
𝑓 (𝑣, 𝜔) 𝑑𝜇 (𝜔).

Sei dafür {𝑎𝑘}𝑘∈ℕ dicht inℝ𝑁
(z. B.ℚ𝑁

mit der Abzählung aus [Calkin &Wilf 2000]). Nach

Annahme an 𝐹 existiert zunächst ein 𝑢0 ∈ 𝐿𝑝 (Ω;ℝ𝑁 ) so, dass 𝑓 (𝑢0(𝜔), 𝜔) integrierbar ist.
Wir definieren nun rekursiv eine Folge {𝑢𝑘}𝑘∈ℕ ⊂ 𝐿𝑝 (Ω;ℝ𝑁 ) punktweise fast überall mit

𝑢𝑘 (𝜔) :=

{
𝑢𝑘−1(𝜔) falls 𝑓 (𝑢𝑘−1(𝜔), 𝜔) ≤ 𝑓 (𝑎𝑘 , 𝜔),
𝑎𝑘 sonst.

Dann ist 𝑢𝑘 für alle 𝑘 ∈ ℕ messbar (da nur auf einer messbaren Menge modifiziert) und in

𝐿𝑝 (Ω;ℝ𝑁 ) (da die Modifikation eine Konstante und damit in 𝐿∞(Ω;ℝ𝑁 ) ist). Außerdem
{𝑓 (𝑢𝑘 (𝜔), 𝜔)}𝑘∈ℕ ist nach Konstruktion monoton fallend. Damit ist 𝑢𝑘 ∈ dom 𝐹 für alle

𝑘 ∈ ℕ.

Wir zeigen nun, dass lim𝑘→∞ 𝑓 (𝑢𝑘 (𝜔), 𝜔) = inf𝑣∈ℝ𝑁 𝑓 (𝑣, 𝜔) fast überall gilt. Sei 𝜔 ∈ Ω
fest. Nach Konstruktion ist dann lim𝑘→∞ 𝑓 (𝑢𝑘 (𝜔), 𝜔) = inf𝑣∈𝐸 𝑓 (𝑣, 𝜔) für 𝐸 := {𝑎𝑘}𝑘∈ℕ ∪
{𝑢0(𝜔)}. Angenommen, dieses Infimum ist strikt größer als das über alle 𝑣 ∈ ℝ𝑁

. Dann

existiert ein 𝑣 ∈ ℝ𝑁
mit

inf

𝑣∈ℝ𝑁
𝑓 (𝑣, 𝜔) < 𝑓 (𝑣, 𝜔) < inf

𝑣∈𝐸
𝑓 (𝑣, 𝜔).

Da dom 𝑓 (·, 𝜔) nichtleeres Inneres hat, ist 𝐸 ∩ (dom 𝑓 (·, 𝜔))𝑜 dicht in dom 𝑓 (·, 𝜔). Wir

finden also eine Folge {𝑣𝑘}𝑘∈ℕ ⊂ 𝐸 ∩ (dom 𝑓 (·, 𝜔))𝑜 mit 𝑣𝑘 → 𝑣 . Nun ist 𝑥 ↦→ 𝑓 (𝑥,𝜔) nach
Satz a.9 auf (dom 𝑓 (·, 𝜔))𝑜 stetig, woraus folgt

𝑓 (𝑣, 𝜔) = lim

𝑘→∞
𝑓 (𝑣𝑘 , 𝜔) ≥ inf

𝑣∈𝐸
𝑓 (𝑣, 𝜔),

im Widerspruch zur Annahme.

Daraus folgt insbesondere, dass inf𝑣∈ℝ𝑁 𝑓 (𝑣, 𝜔) als punktweiser Grenzwert messbarer

Funktionen messbar ist. Aus dem Satz von der monotonen Konvergenz folgt nun

inf

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )

∫
Ω
𝑓 (𝑢 (𝜔), 𝜔) 𝑑𝜇 (𝜔) ≤ lim

𝑘→∞

∫
Ω
𝑓 (𝑢𝑘 (𝜔), 𝜔) 𝑑𝜇 (𝜔)

=

∫
Ω

lim

𝑘→∞
𝑓 (𝑢𝑘 (𝜔), 𝜔) 𝑑𝜇 (𝜔)

=

∫
Ω

inf

𝑣∈ℝ𝑁
𝑓 (𝑣, 𝜔) 𝑑𝜇 (𝜔).

und damit die behauptete Gleichheit. □
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1 optimierung von erwartungswerten

Die in dem Beweis konstruierte dichte Folge nennt man einen Castaing-Repräsentanten der

mengenwertigen Abbildung 𝑥 ↦→ dom 𝑓 (𝑥, 𝜔). Die Existenz einer solchen Folge (die man

mit etwas mehr Aufwand unter noch etwas schwächeren Voraussetzungen zeigen kann)

ist die wesentliche Voraussetzung für die Vertauschbarkeit von Infimum und Integral.

Aus diesem fundamentalen Resultat können wir nun weitere „Vertauschungsregeln“ ablei-

ten.

Satz 1.3. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) für fast alle 𝜔 ∈ Ω hat dom(𝑓 (·, 𝜔)) nichtleeres Inneres.

Sei 1 ≤ 𝑝 < ∞. Ist 𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → ℝ wie in Lemma 1.1 definiert eigentlich, dann gilt für
𝑢∗ ∈ 𝐿𝑞 (Ω;ℝ𝑁 ), 1

𝑝
+ 1

𝑞
= 1,

𝐹 ∗(𝑢∗) =
∫
Ω
𝑓 ∗(𝑢∗(𝜔), 𝜔) 𝑑𝜇 (𝜔) .

Beweis. Erfüllt 𝑓 die Annahmen (i) und (ii), so auch

𝑔(𝑥, 𝜔) := 𝑓 (𝑥,𝜔) − 𝑢∗(𝜔) · 𝑥

für alle 𝑢∗ ∈ 𝐿𝑞 (Ω;ℝ𝑁 ), wobei · das Skalarprodukt im ℝ𝑁
bezeichnet. Aus Satz 1.2 folgt

daher sofort

𝐹 ∗(𝑢∗) = sup

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )
⟨𝑢∗, 𝑢⟩𝐿𝑝 (Ω;ℝ𝑁 ) − 𝐹 (𝑢)

= sup

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )

∫
Ω
𝑢∗(𝜔) · 𝑢 (𝜔) − 𝑓 (𝑢 (𝜔), 𝜔) 𝑑𝜇 (𝜔)

= − inf

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )

∫
Ω
𝑓 (𝑢 (𝜔), 𝜔) − 𝑢∗(𝜔) · 𝑢 (𝜔) 𝑑𝜇 (𝜔)

=

∫
Ω
− inf

𝑥∈ℝ𝑁
𝑓 (𝑥, 𝜔) − 𝑢∗(𝜔) · 𝑥 𝑑𝜇 (𝜔)

=

∫
Ω

sup

𝑥∈ℝ𝑁

𝑢∗(𝜔) · 𝑥 − 𝑓 (𝑥, 𝜔) 𝑑𝜇 (𝜔)

=

∫
Ω
𝑓 ∗(𝑢∗(𝜔), 𝜔) 𝑑𝜇 (𝜔). □

Für das nächste Resultat verwenden wir die Schreibweise 𝜕𝑓 (𝑥 ;𝜔) für das Subdifferential
der Abbildung 𝑥 ↦→ 𝑓 (𝑥, 𝜔) für festes 𝜔 ∈ Ω.

Satz 1.4. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

5



1 optimierung von erwartungswerten

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) für fast alle 𝜔 ∈ Ω hat dom(𝑓 (·, 𝜔)) nichtleeres Inneres.

Sei 1 ≤ 𝑝 < ∞. Ist 𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → ℝ wie in Lemma 1.1 definiert eigentlich, dann gilt für
𝑢 ∈ dom 𝐹 und 1

𝑝
+ 1

𝑞
= 1

𝜕𝐹 (𝑢) =
{
𝑢∗ ∈ 𝐿𝑞 (Ω;ℝ𝑁 )

��𝑢∗(𝜔) ∈ 𝜕𝑓 (𝑢 (𝜔);𝜔) für fast alle 𝜔 ∈ Ω
}
.

Beweis. Aus der Fenchel–Young-Ungleichung folgt zusammen mit Satz 1.3 für alle 𝑢∗ ∈
𝐿𝑞 (Ω;ℝ𝑁 )

0 ≤ 𝐹 (𝑢) + 𝐹 ∗(𝑢∗) − ⟨𝑢∗, 𝑢⟩𝐿𝑝 (Ω;ℝ𝑁 )

=

∫
Ω
𝑓 (𝑢 (𝜔), 𝜔) + 𝑓 ∗(𝑢∗(𝜔), 𝜔) − 𝑢∗(𝜔) · 𝑢 (𝜔) 𝑑𝜇 (𝜔),

mit Gleichheit nach Satz a.21 genau dann, wenn 𝑢∗ ∈ 𝜕𝐹 (𝑢) gilt. Da der Integrand – eben-

falls nach der Fenchel–Young-Ungleichung, diesmal für 𝑓 (·, 𝜔) und 𝑓 ∗(·, 𝜔) – punktweise

nichtnegativ ist, kann das Integral nur verschwinden, wenn der Integrand punktweise

fast überall verschwindet. Das ist aber, wieder nach Satz 1.3, genau dann der Fall, wenn

𝑢∗(𝜔) ∈ 𝜕𝑓 (𝑢 (𝜔);𝜔) fast überall gilt. □

1.2 optimalitätsbedingungen

Wir kehren nun zurück zu dem Problem (1.1) mit deterministischer Entscheidungsvaria-

ble.

Satz 1.5. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) es existiert ein 𝑥0 ∈ (dom 𝑓 (·, 𝜔))𝑜 für fast alle 𝜔 ∈ Ω;

(iii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑁 .

Sei
𝐹 : ℝ𝑁 → ℝ, 𝐹 (𝑥) := 𝔼[𝑓 (𝑥,𝜔)] .

Dann gilt für alle 𝑥 ∈ dom 𝐹

𝜕𝐹 (𝑥) =
{
𝔼[𝑢∗]

��𝑢∗ ∈ 𝐿1(Ω;ℝ𝑁 ), 𝑢∗(𝜔) ∈ 𝜕𝑓 (𝑥 ;𝜔) für fast alle 𝜔 ∈ Ω
}
.
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1 optimierung von erwartungswerten

Beweis. Wir kombinieren Satz 1.4 mit der Kettenregel Satz a.16. Sei dafür 1 ≤ 𝑝 < ∞
beliebig und

𝐴 : ℝ𝑁 → 𝐿𝑝 (Ω;ℝ𝑁 ), [𝐴𝑥] (𝜔) := 𝑥 für fast alle 𝜔 ∈ Ω.

Dann ist𝐴 offensichtlich linear und stetig (wegen 𝜇 (Ω) = 1 < ∞). Weiter ist nach Annahme

𝐴𝑥0 ein innerer Punkt von dom 𝐹 . Da 𝐹 nach Lemma 1.1 konvex und unterhalbstetig ist,

können wir Satz a.16 anwenden und erhalten

𝜕(𝐹 ◦𝐴) (𝑥) = 𝐴∗𝜕𝐹 (𝐴𝑥).

Es bleibt also nur noch, die Adjungierte 𝐴∗
zu bestimmen. Dazu sei 𝑥 ∈ ℝ𝑁

und 𝑢∗ ∈
𝐿𝑞 (Ω,ℝ𝑁 ) mit 1 < 𝑞 ≤ ∞ beliebig. Dann gilt

⟨𝑢∗, 𝐴𝑥⟩𝐿𝑝 =
∫
Ω
𝑢∗(𝜔) · 𝑥 𝑑𝜇 (𝜔) = 𝑥 ·

∫
Ω
𝑢∗(𝜔) 𝑑𝜇 (𝜔) = 𝑥 · 𝔼[𝑢∗]

und damit 𝐴∗𝑢∗ = 𝔼[𝑢∗]. Da 𝑝 > 1 beliebig war, folgt die Behauptung nun aus Satz 1.4. □

Wirwenden dieses Resultat auf das eingangs beschriebene Trafikantenproblem an.

Beispiel 1.6. Betrachte für 𝑝𝑣 > 𝑝𝑒 > 0 das Problem

min

𝑥≥0

(𝑝𝑒 − 𝑝𝑣 )𝑥 + 𝑝𝑣 𝔼[max{0, 𝑥 − 𝜉}] .

Offensichtlich ist 𝑓 (𝑥, 𝜉) := max{0, 𝑥 −𝜉} ≥ 0 konvex und stetig bezüglich 𝑥 . Nach Lem-

ma 1.1 ist 𝐹 (𝑥) = 𝔼[𝑓 (𝑥, 𝜉)] also konvex und unterhalbstetig. Weiter ist dom 𝑓 (·, 𝜉) = ℝ

für alle 𝜉 ∈ ℝ und damit 𝐹 eigentlich. Damit ist das gesamte Funktional eigentlich,

konvex, und unterhalbstetig; aus Sätze 1.5, a.10, a.12 und a.15 erhalten wir daher für

einen Minimierer 𝑥 ≥ 0 die Optimalitätsbedingung

0 ∈ 𝜕𝛿 [0,∞) (𝑥) + {𝑝𝑒 − 𝑝𝑣 } + 𝑝𝑣 𝔼[𝜕𝑓 (𝑥 ; 𝜉)] .

Für den ersten Term erhalten wir direkt aus der Definition

𝜕𝛿 [0,∞) (𝑥) =
{
(−∞, 0] falls 𝑥 = 0,

{0} sonst.

Für den letzten Term gilt zunächst nach Satz a.17

𝜕𝑓 (𝑥 ; 𝜉) =


{0} falls 𝑥 < 𝜉,

{1} falls 𝑥 > 𝜉,

[0, 1] falls 𝑥 = 𝜉 .
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1 optimierung von erwartungswerten

Um den Erwartungswert zu berechnen, nehmen wir an, dass 𝜉 ∈ {0, 1, . . . , 𝑀} für𝑀 ∈ ℕ

uniform verteilt ist, so dass gilt

𝔼[𝑓 (𝑥, 𝜉)] = 1

𝑀 + 1

𝑀∑︁
𝑖=0

𝜕𝑓 (𝑥 ; 𝑖).

Man sieht nun leicht, dass gilt

𝑀∑︁
𝑖=0

𝜕𝑓 (0; 𝑖) = [0, 1] + {0} + {0} + {0} + · · · = [0, 1]

𝑀∑︁
𝑖=0

𝜕𝑓 (1; 𝑖) = {1} + [0, 1] + {0} + {0} + · · · = [1, 2],

...

𝑀∑︁
𝑖=0

𝜕𝑓 (𝑛; 𝑖) = [𝑛, 𝑛 + 1], 𝑛 ≤ 𝑀,

und analog

∑𝑀
𝑖=0

𝜕𝑓 (𝑥 ; 𝑖) = {⌈𝑥⌉} für 𝑀 > 𝑥 ∉ ℕ sowie

∑𝑀
𝑖=0

𝜕𝑓 (𝑥 ; 𝑖) = {𝑀 + 1} für
𝑥 > 𝑀 .

Wir können die Optimalitätsbedingung daher umformen in

(𝑀 + 1)𝑝𝑣 − 𝑝𝑒
𝑝𝑣

∈


(−∞, 1] falls 𝑥 = 0,

[𝑥, 𝑥 + 1] falls 𝑥 ∈ {1, . . . , 𝑀},
{𝑀 + 1} falls 𝑥 > 𝑀,

{⌈𝑥⌉} sonst.

Der vorletzte Fall kann wegen der Annahme 𝑝𝑣 − 𝑝𝑒 > 𝑝𝑣 ausgeschlossen werden, was

zusammen mit der Zulässigkeit 0 ≤ 𝑥 ≤ 𝑀 impliziert. Die restlichen Fälle implizieren,

dass das optimale 𝑥 so zu wählen ist, dass gilt

𝑥 ≤ (𝑀 + 1)𝑝𝑣 − 𝑝𝑒
𝑝𝑣

≤ 𝑥 + 1

(z. B. 𝑥 = 7 für 𝑝𝑒 = 1, 𝑝𝑣 = 3, und 𝑀 = 10). Insbesondere ist für (𝑀 + 1) (𝑝𝑣 − 𝑝𝑒) < 𝑝𝑣
die einzige Lösung 𝑥 = 0. (Ist der Gewinn selbst bei𝑀 + 1 verkauften Zeitschriften nicht

größer als der Verlust einer einzigen nicht verkauften Zeitschrift, lohnt sich also das

Trafikantengeschäft nicht.) Ist der mittlere Term zufällig ganzzahlig, so ist die Lösung

nicht mehr eindeutig, und jedes 𝑥 ∈ [(𝑀 + 1) 𝑝𝑣−𝑝𝑒
𝑝𝑣

− 1, (𝑀 + 1) 𝑝𝑣−𝑝𝑒
𝑝𝑣

] ist optimal.
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2 MONTE-CARLO-APPROXIMATION

Die Berechnung von Erwartungswerten ist im Allgemeinen schwierig, da nur in wenigen

besonderen Fällen eine geschlossene Formel bekannt ist; oft ist auch die Verteilung 𝜇 der

Zufallsvariable 𝜉 nicht bekannt. Die Frage ist daher, inwiefern das stochastische Optimie-

rungsproblem (1.1) mit Hilfe der empirischen Verteilung 𝜇𝑁 :=
∑𝑁
𝑖=1
𝛿𝜉𝑖 für 𝑁 > 0 Stichproben

𝜉1, . . . , 𝜉𝑁 von 𝜉 – z. B. aus historischen Daten oder über Monte-Carlo-Verfahren erzeugt –

approximiert werden kann. Wir betrachten also statt 𝐹 (𝑥) = 𝔼[𝑓 (𝑥, 𝜉)] die Monte-Carlo-

Approximation

(2.1) 𝐹𝑁 (𝑥) :=
1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖).

Wir nehmen hier und in Folge an, dass die 𝜉𝑖 unabhängig und identisch verteilt sind nach

der selben Verteilung wie 𝜉 .

Beachte, dass die Stichproben zufällig sind und damit 𝐹𝑁 (𝑥) selber wieder eine Zufalls-
variable (auf dem Produkt-Wahrscheinlichkeitsraum (Ω𝑁 ,

⊗𝑁
𝑛=1

A, 𝜇𝑛)) ist. Diese hat den
Erwartungswert

𝔼[𝐹𝑁 (𝑥)] =
1

𝑁

𝑁∑︁
𝑖=1

𝔼[𝑓 (𝑥, 𝜉𝑖)] =
1

𝑁

𝑁∑︁
𝑖=1

𝔼[𝑓 (𝑥, 𝜉)] = 𝔼[𝑓 (𝑥, 𝜉)] = 𝐹 (𝑥)

wegen der Linearität des Erwartungswerts sowie der Annahme an die Stichproben. (In der

Statistik nennt man 𝐹𝑁 einen verzerrungsfreien Standardschätzer des Erwartungswerts.)
Für die Varianz gilt analog für 𝑥 ∈ dom 𝐹

𝕍 [𝐹𝑁 (𝑥)] = 𝔼[(𝐹𝑁 (𝑥) − 𝔼[𝐹𝑁 (𝑥)])2] = 𝔼[(𝐹𝑁 (𝑥) − 𝐹 (𝑥))2]

= 𝔼


(

1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) −
1

𝑁

(
𝑁∑︁
𝑖=1

𝐹 (𝑥)
))

2
=

1

𝑁 2

𝑁∑︁
𝑖=1

𝕍 [(𝑓 (𝑥, 𝜉𝑖)] =
1

𝑁
𝕍 [𝑓 (𝑥, 𝜉)]

da die Stichproben unabhängig verteilt und damit die 𝑓 (𝑥, 𝜉𝑖) unkorreliert mit dem sel-

ben Erwartungswert 𝐹 (𝑥) sind. Insbesondere erhalten wir daraus eine Darstellung des
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2 monte-carlo-approximation

punktweisen 𝐿2-Approximationsfehlers

(2.2) ∥𝐹𝑁 (𝑥) − 𝐹 (𝑥)∥𝐿2 =

∫
Ω
| [𝐹𝑁 (𝑥)] (𝜔) − 𝐹 (𝑥) |2 𝑑𝜇 (𝜔) = 𝑁 −1/2

√︁
𝕍 [𝑓 (𝑥, 𝜉)] .

Nun kann man sich fragen, ob unter diesen Annahmen das Infimum der Monte-Carlo-

Approximation 𝐹𝑁 ebenfalls ein unverzerrter Schätzer des Infimums von 𝐹 ist. Das ist im

Allgemeinen aber nicht der Fall.

Lemma 2.1. Es bezeichne 𝐹 ∗ := inf𝑥∈ℝ𝑁 𝐹 (𝑥) und 𝐹 ∗
𝑁

:= inf𝑥∈ℝ𝑁 𝐹𝑁 (𝑥). Dann gilt für alle
𝑁 ∈ ℕ

𝔼[𝐹 ∗𝑁 ] ≤ 𝔼[𝐹 ∗𝑁+1
] ≤ 𝐹 ∗.

Beweis. Aus der Definition des Infimums und der Monotonie des Erwartungswerts folgt

direkt

𝔼[𝐹 ∗𝑁 ] = 𝔼

[
inf

𝑥∈ℝ𝑁
𝐹𝑁 (𝑥)

]
≤ 𝔼[𝐹𝑁 (𝑥)] = 𝐹 (𝑥) für alle 𝑥 ∈ ℝ𝑁 ,

und Infimum über alle 𝑥 ∈ ℝ𝑁
ergibt 𝔼[𝐹 ∗

𝑁
] ≤ 𝐹 ∗ für alle 𝑁 ∈ ℕ.

Für die Monotonie zeigt man zunächst per Induktion, dass gilt

𝐹𝑁+1(𝑥) =
1

𝑁 + 1

𝑁+1∑︁
𝑖=1

(
1

𝑁

𝑁+1∑︁
𝑗≠𝑖

𝑓 (𝑥, 𝜉 𝑗 )
)
.

Daraus folgt

𝔼[𝐹 ∗𝑁+1
] = 𝔼

[
inf

𝑥∈ℝ𝑁
𝐹𝑁+1(𝑥)

]
= 𝔼

[
inf

𝑥∈ℝ𝑁

1

𝑁 + 1

𝑁+1∑︁
𝑖=1

(
1

𝑁

𝑁+1∑︁
𝑗≠𝑖

𝑓 (𝑥, 𝜉 𝑗 )
)]

≥ 𝔼

[
1

𝑁 + 1

𝑁+1∑︁
𝑖=1

(
inf

𝑥∈ℝ𝑁

1

𝑁

𝑁+1∑︁
𝑗≠𝑖

𝑓 (𝑥, 𝜉 𝑗 )
)]

=
1

𝑁 + 1

𝑁+1∑︁
𝑖=1

𝔼

[
inf

𝑥∈ℝ𝑁

1

𝑁

𝑁+1∑︁
𝑗≠𝑖

𝑓 (𝑥, 𝜉 𝑗 )
]

=
1

𝑁 + 1

𝑁+1∑︁
𝑖=1

𝔼[𝐹 ∗𝑁 ] = 𝔼[𝐹 ∗𝑁 ],

da nach Annahme an die Stichproben die innere Summe eine Realisierung des Schätzers

𝐹𝑁 (𝑥) liefert. □

Der Schätzer 𝐹 ∗
𝑁
von 𝐹 ∗ hat also stets eine negative Verzerrung, die monoton steigend ist.

10



2 monte-carlo-approximation

2.1 konsistenz

Wir untersuchen nun die Konvergenz 𝑁 → ∞. Dazu kombinieren wir das Gesetz der

Großen Zahl mit der Epikonvergenz aus Anhang a.5. Da 𝐹𝑁 selber wieder eine Zufallsva-

riable auf Ω ist, hängt die Konvergenz von 𝜔 ∈ Ω ab. Wir sagen 𝐹𝑁 epikonvergiert fast
sicher gegen 𝐹 , wenn gilt [𝐹𝑁 ] (𝜔) →𝑒 𝐹 für 𝜇-fast alle 𝜔 ∈ Ω.

Lemma 2.2. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑁 .

Hat dom 𝐹 nichtleeres Inneres, dann gilt 𝐹𝑁 →𝑒 𝐹 fast sicher.

Beweis. Aus den Annahmen folgt nach Lemma 1.1, dass 𝐹 eigentlich, konvex, und unter-

halbstetig ist. Weiter ist 𝐹𝑁 als endliche Summe konvexer und unterhalbstetiger Funktionen

ebenfalls fast sicher konvex und unterhalbstetig. Weiter ist 𝑓 (𝑥, 𝜉𝑖) ∈ 𝐿1(Ω) für jede Stich-
probe 𝜉𝑖 . Nach dem Starken Gesetz der Großen Zahlen (Satz b.7) gilt daher für festes 𝑥 ∈ ℝ𝑁

(2.3)

1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) → 𝔼[𝑓 (𝑥, 𝜉)] mit Wahrscheinlichkeit 1,

d. h. es existiert eine 𝜇-Nullmenge 𝑁𝑥 ⊂ Ω mit [𝐹𝑁 (𝑥)] (𝜔) → 𝐹 (𝑥) für alle 𝜔 ∈ Ω \ 𝑁𝑥 .
Das genügt nach Satz a.25 schon fast für die Behauptung; allerdings darf für die fast sichere

Epikonvergenz die Nullmenge nicht von 𝑥 abhängen.

Sei nun 𝐸 ⊂ ℝ𝑁
eine abzählbare dichte Teilmenge. Da 𝐸 abzählbar ist, muss auch 𝑁 :=⋃

𝑥∈𝐸 𝑁𝑥 eine 𝜇-Nullmenge sein. Für alle𝜔 ∈ Ω \𝑁 gilt nach (2.3) also [𝐹𝑁 (𝑥)] (𝜔) → 𝐹 (𝑥)
auf einer dichten Teilmenge. Aus Satz a.25 folgt daher [𝐹𝑁 ] (𝜔) →𝑒 𝐹 für 𝜔 ∈ Ω \ 𝑁 und

damit die fast sichere Epikonvergenz. □

Zusammen mit einem Kompaktheitsargument erhalten wir daraus die fast sichere Kon-

vergenz von Minimierern der Monte-Carlo-Approximation. Da diese nicht eindeutig sein

müssen, brauchen wir noch etwas Notation. Die Menge der Minimierer von 𝐹 bzw. 𝐹𝑁
bezeichnen wir mit

𝑆 :=

{
𝑥 ∈ ℝ𝑁

���� 𝐹 (𝑥) = inf

𝑥∈ℝ𝑁
𝐹 (𝑥)

}
,

𝑆𝑁 :=

{
𝑥 ∈ ℝ𝑁

���� 𝐹𝑁 (𝑥) = inf

𝑥∈ℝ𝑁
𝐹𝑁 (𝑥)

}
.

Die Abweichung dieser beiden Mengen ist dann definiert als

𝐷 (𝑆𝑁 , 𝑆) := sup

𝑥∈𝑆𝑁
inf

𝑦∈𝑆
∥𝑥 − 𝑦 ∥,
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d. h. den maximalen Abstand von allen Minimierern von 𝐹𝑁 zur Menge der Minimierer von

𝐹 . Beachte, dass diese Definition nicht symmetrisch ist, im Allgemeinen also 𝐷 (𝑆𝑁 , 𝑆) ≠
𝐷 (𝑆, 𝑆𝑁 ) gilt. Da 𝐹𝑁 eine Zufallsvariable ist, gilt dies natürlich auch für 𝑆𝑁 und damit für

𝐷 (𝑆𝑁 , 𝑆).

Satz 2.3. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑁 .

Hat dom 𝐹 nichtleeres Inneres und ist 𝑆 nichtleer und beschränkt, dann gilt 𝐷 (𝑆𝑁 , 𝑆) → 0

und 𝐹 ∗
𝑁
→ 𝐹 ∗ fast sicher.

Beweis. Unter diesen Annahmen gilt nach Lemma 2.2 fast sicher 𝐹𝑁 →𝑒 𝐹 . Da 𝑆 ⊂ ℝ𝑁

beschränkt ist, existiert eine konvexe und kompakte Menge 𝐾 ⊂ ℝ𝑁
mit 𝑆 ⊂ 𝐾𝑜 . Betrachte

nun die Menge 𝑆𝑁 der Lösungen von inf𝑥∈𝐾 𝐹𝑁 (𝑥). Da 𝐾 nichtleer und kompakt ist und

nach Satz b.7 𝐹𝑁 (𝑥) → 𝐹 (𝑥) < ∞ fast sicher für alle 𝑥 ∈ 𝑆 konvergiert, ist auch 𝐹𝑁 (𝑥) < ∞
sicher für alle 𝑥 ∈ 𝑆 und 𝑁 ∈ ℕ groß genug. Also ist

ˆ𝑆𝑁 fast sicher nichtleer. Weiterhin

erfüllt wegen 𝐾𝑜 ⊃ 𝑆 ≠ ∅ auch
ˆ𝐹 := 𝐹 + 𝛿𝐾 die Voraussetzungen von Lemma 2.2, es gilt

also auch 𝐹𝑁 + 𝛿𝐾 =:
ˆ𝐹𝑁 →𝑒

ˆ𝐹 fast sicher. Außerdem hat nach Konstruktion
ˆ𝐹 die selben

Minimierer wie 𝐹 .

Wir zeigen nun durch Widerspruch, dass 𝐷 (𝑆𝑁 , 𝑆) → 0 fast sicher konvergiert. Sei 𝜔 ∈ Ω
beliebig mit [𝐹𝑁 ] (𝜔) →𝑒 𝐹 . Angenommen, es existieren unendlich viele 𝑥𝑁 ∈ ˆ𝑆𝑁 mit

inf𝑥∈𝑆 ∥𝑥 − 𝑥𝑁 ∥ ≥ 𝜀 für ein 𝜀 > 0. Da 𝐾 kompakt ist, existiert daher eine Teilfolge von

{𝑥𝑁 }𝑁∈ℕ, die gegen ein 𝑥 ∈ 𝐾 konvergiert, für das aus Stetigkeitsgründen dann ebenfalls

inf𝑥∈𝑆 ∥𝑥 − 𝑥 ∥ ≥ 𝜀 > 0 gelten muss. Insbesondere ist 𝑥 ∉ 𝑆 . Andererseits folgt aus

der Epikonvergenz von 𝐹𝑁 →𝑒
ˆ𝐹 nach Satz a.24 aber 𝑥 ∈ 𝑆 und damit der gesuchte

Widerspruch.

Aus 𝐷 ( ˆ𝑆𝑁 , 𝑆) → 0 und 𝑆 ⊂ 𝐾𝑜 folgt nun, dass für 𝑁 groß genug jedes 𝑥𝑁 ∈ ˆ𝑆𝑁 auch

𝑥𝑁 ∈ 𝐾𝑜 erfüllt. Wegen der Konvexität von 𝐾 und 𝐹𝑁 ist daher 𝑥𝑁 auch ein globaler

Minimierer von 𝐹𝑁 . Damit gilt
ˆ𝑆𝑁 = 𝑆𝑁 für 𝑁 groß genug, woraus die erste Behauptung

folgt. Aus der Kompaktheit von 𝐾 und Satz a.24 folgt außerdem 𝐹 ∗
𝑁
→ 𝐹 ∗ (zunächst nur

entlang einer Teilfolge; da jede konvergente Teilfolge aber den selben Grenzwert 𝐹 ∗ haben
muss, sogar für die gesamte Folge). □

2.2 konzentrationsungleichungen

Wir betrachten nun Fehlerabschätzungen für festes 𝑁 < ∞. Das fundamentale Werkzeug

aus der Stochastik ist die folgende Ungleichung.

12



2 monte-carlo-approximation

Lemma 2.4 (Chernov-Ungleichung). Sei 𝜉 ∈ 𝐿1(Ω) mit 𝔼[𝜉] = 0. Dann gilt

(2.4) ℙ[𝜉 ≥ 𝜀] ≤ 𝑒−𝜓 ∗ (𝜀) für alle 𝜀 ≥ 0

mit der Fenchel-Konjugierten𝜓 ∗ der log-momentenerzeugenden Funktion

𝜓 (𝑡) := ln𝔼[𝑒𝑡𝜉 ] .

Beweis. Sei 𝜀 ≥ 0 und 𝑡 ≥ 0 beliebig. Dann gilt 𝑥 ≥ 𝜀 genau dann, wenn 𝑒𝑡𝑥 ≥ 𝑒𝑡𝜀 ist.

Zusammen mit der Markov-Ungleichung (b.1) folgt daraus

ℙ[𝜉 ≥ 𝜀] =
∫ ∞

−∞
𝟙[𝜀,∞) (𝜉 (𝜔)) 𝑑𝜇 (𝜔) =

∫ ∞

−∞
𝟙[exp(𝑡𝜀),∞) (exp(𝑡𝜉 (𝜔))) 𝑑𝜇 (𝜔)

= ℙ[𝑒𝑡𝜉 ≥ 𝑒𝑡𝜀] ≤ 𝑒−𝑡𝜀 𝔼[𝑒𝑡𝜉 ] .
Wir suchen nun 𝑡 ≥ 0 so, dass die rechte Seite minimal ist, bzw. äquivalent deren Logarith-

mus, d. h.

inf

𝑡≥0

ln

(
𝑒−𝑡𝜀 𝔼[𝑒𝑡𝜉 ]

)
= inf

𝑡≥0

𝜓 (𝑡) − 𝑡𝜀 = − sup

𝑡≥0

𝑡𝜀 −𝜓 (𝑡).

Um daraus die Behauptung zu erhalten, müssen wir nur noch argumentieren, dass wir hier

das Supremum über alle 𝑡 ∈ ℝ nehmen können. Zunächst gilt wegen𝜓 (0) = 0

𝜓 ∗(𝑠) = sup

𝑡∈ℝ
𝑡𝑠 −𝜓 (𝑠) ≥ 0𝑠 −𝜓 (0) = 0.

Andererseits folgt aus der Konvexität von 𝑥 ↦→ 𝑒𝑡𝑥 für 𝑡 ∈ ℝ zusammen mit Jensen’s

Ungleichung (b.2)

𝔼[𝑒𝑡𝜉 ] ≥ 𝑒𝑡 𝔼[𝜉] = 1

und damit wegen der Monotonie des Logarithmus 𝜓 (𝑡) ≥ 0. Für 𝑡 < 0 und 𝜀 ≥ 0 folgt

daher𝜓 (𝑡) ≥ 0 ≥ 𝑡𝜀 und damit

𝑡𝜀 −𝜓 (𝑡) ≤ 0 für alle 𝑡 < 0.

Also ist

inf

𝑡≥0

ln

(
𝑒−𝑡𝜀 𝔼[𝑒𝑡𝜉 ]

)
= − sup

𝑡∈ℝ
𝑡𝜀 −𝜓 (𝑡) = −𝜓 ∗(𝜀),

und aus der Monotonie der Exponentialfunktion folgt die Behauptung. □

Beispiel 2.5. Wir betrachten zwei kanonische Beispiele.

(i) 𝜉 ∼ N
0,𝜎2 . Dann ist 𝔼[𝜉] = 0 und

𝔼[𝑒𝑡𝜉 ] =
∫ ∞

−∞
𝑒𝑡𝑥 · 1

√
2𝜋𝜎2

𝑒
− 𝑥2

2𝜎2𝑑𝑥 = 𝑒
1

2
𝜎2𝑡2

und damit

𝜓 (𝑡) = 𝜎2

2

𝑡2.

13



2 monte-carlo-approximation

Aus Beispiel a.19 (iii) zusammen mit Lemma a.20 (i) folgt dann

𝜓 ∗(𝑠) = 1

2𝜎2
𝑠2.

(ii) 𝜉 ∼ U−𝑎,𝑎 . Dann ist 𝔼[𝜉] = 0, und eine elementare aber längliche Abschätzung

mit Hilfe der Konvexität der Exponentialfunktion (siehe z. B. [Shapiro, Dentcheva

& Ruszczynski 2021, Prop. 9.80]) zeigt, dass gilt

𝔼[𝑒𝑡𝜉 ] ≤ 𝑒𝑡2𝑎2/2

und damit

𝜓 (𝑡) ≤ 𝑎2

2

𝑡2.

Analog zu oben folgt dann

𝜓 ∗(𝑠) = sup

𝑡

𝑡𝑠 −𝜓 (𝑡) ≥ sup

𝑡

𝑡𝑠 − 𝑎2

2

𝑡2 =
1

2𝑎2
𝑠2.

Eine Zufallsvariable 𝜉 mit 𝔼[𝜉] = 0 und 𝜓 (𝑡) ≤ 𝜎2

2
𝑡2

und deshalb 𝜓 ∗(𝑠) ≥ 1

2𝜎2
𝑠2

heißt

subnormal (mit Pseudo-Varianz 𝜎2
).

Dieses Resultatwendenwir nun auf denApproximationsfehler derMonte-Carlo-Approximation

an.

Satz 2.6 (Konzentrationsungleichung). Sei 𝜉 − 𝔼[𝜉] subnormal mit Pseudo-Varianz 𝜎2 > 0,
und seien 𝜉1, . . . , 𝜉𝑁 unabhängig und identisch verteilte Stichproben. Dann gilt

ℙ

[
1

𝑁

𝑁∑︁
𝑖=1

𝜉𝑖 − 𝔼[𝜉] ≥ 𝜀
]
≤ exp

(
−𝑁𝜀

2

2𝜎2

)
für alle 𝜀 ≥ 0.

Beweis. Wegen 𝔼
[

1

𝑁

∑𝑁
𝑖=1
𝜉𝑖 − 𝔼[𝜉]

]
= 0 können wir Lemma 2.4 auf den Monte-Carlo-

Approximationsfehler anwenden; es bleibt nur, dessen log-momentenerzeugende Funktion

𝜓𝑁 sowie die Fenchel-Konjugierte zu berechnen. Zunächst gilt offensichtlich für alle 𝑡 ∈ ℝ

𝔼

[
exp

(
𝑡

(
1

𝑁

𝑁∑︁
𝑖=1

𝜉𝑖 − 𝔼[𝜉]
))]

= 𝔼

[
exp

(
𝑁∑︁
𝑖=1

𝑡

𝑁
(𝜉𝑖 − 𝔼[𝜉])

)]
= 𝔼

[
𝑁∏
𝑖=1

exp

( 𝑡
𝑁
(𝜉𝑖 − 𝔼[𝜉])

)]
=

𝑁∏
𝑖=1

𝔼
[
exp

( 𝑡
𝑁
(𝜉𝑖 − 𝔼[𝜉])

)]

14



2 monte-carlo-approximation

da die 𝜉𝑖 unabhängig sind. Sei nun𝜓 die log-momentenerzeugende Funktion von 𝜉 − 𝔼[𝜉].
Dann folgt

𝜓𝑁 (𝑡) = ln𝔼

[
exp

(
𝑡

(
1

𝑁

𝑁∑︁
𝑖=1

𝜉𝑖 − 𝔼[𝜉]
))]

=
𝑁∑︁
𝑖=1

ln𝔼
[
exp

( 𝑡
𝑁
(𝜉𝑖 − 𝔼[𝜉])

)]
= 𝑁𝜓 (𝑁 −1𝑡),

wieder aus der identischen Verteilung der 𝜉𝑖 . Aus Lemma a.20 (i) erhalten wir nun zusam-

men mit der Subnormalität

𝜓 ∗
𝑁 (𝑠) = 𝑁𝜓 ∗(𝑠) ≥ 𝑁

2𝜎2
𝑠2

und damit die Behauptung. □

Wir kehren nun zurück zur Monte-Carlo-Approximation von Erwartungswertfunktionalen.

Hier ist die Situation etwas diffiziler, da wir nicht nur ein einzige Approximation benötigen,

sondern 𝐹 (𝑥) = 𝔼[𝑓 (𝑥, 𝜉)] für verschiedene 𝑥 ∈ ℝ𝑁
auswerten wollen. Wir müssen also

untersuchen, mit welcher Wahrscheinlichkeit mehrere unabhängige Approximationen alle
einen kleinen Fehler haben.

Lemma 2.7. Für 𝑗 = 1, . . . , 𝑀 seien 𝜉 𝑗 − 𝔼[𝜉 𝑗 ] subnormal mit Pseudo-Varianz 𝜎2

𝑗 > 0, und
seien 𝜉 𝑗,1, . . . , 𝜉 𝑗,𝑁 unabhängig und identisch verteilte Stichproben von 𝜉 𝑗 . Dann gilt

ℙ

[
max

𝑗=1,...,𝑀

����� 1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ]
����� ≥ 𝜀

]
≤ 2𝑀 exp

(
−𝑁𝜀

2

2𝜎2

)
für alle 𝜀 ≥ 0

und 𝜎2
:= max 𝑗=1,...,𝑀 𝜎

2

𝑗 .

Beweis. Sei 𝜀 ≥ 0. Dann folgt für alle 𝑗 = 1, . . . , 𝑀 zunächst aus der Konzentrationsunglei-

chung in Satz 2.6

ℙ

[
1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ] ≥ 𝜀
]
≤ exp

(
−𝑁𝜀

2

2𝜎2

𝑗

)
≤ exp

(
−𝑁𝜀

2

2𝜎2

)
.

Betrachte nun −𝜉 𝑗 + 𝔼[𝜉 𝑗 ]. Dann ist natürlich auch 𝔼[−𝜉 𝑗 + 𝔼[𝜉 𝑗 ]] = 0, und für die log-

momentenerzeugende Funktion gilt

𝜓 𝑗 (𝑡) := ln𝔼[exp(𝑡 (−𝜉 𝑗 + 𝔼[𝜉 𝑗 ]))] = ln𝔼[exp(−𝑡 (𝜉 𝑗 − 𝔼[𝜉 𝑗 ]))] = 𝜓 𝑗 (−𝑡) ≤
𝜎2

𝑗

2

𝑡2
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2 monte-carlo-approximation

wegen der Subnormalität von 𝜉 𝑗 − 𝔼[𝜉 𝑗 ]. Also ist auch −𝜉 𝑗 + 𝔼[𝜉 𝑗 ] subnormal mit Pseudo-

Varianz 𝜎2

𝑗 > 0, und wir erhalten analog

ℙ

[
1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ] ≤ −𝜀
]
= ℙ

[
− 1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 + 𝔼[𝜉 𝑗 ] ≥ 𝜀
]
≤ exp

(
−𝑁𝜀

2

2𝜎2

)
.

Aus der Subadditivität von Wahrscheinlichkeitsmaßen folgt dann

ℙ

[
max

𝑗=1,...,𝑀

����� 1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ]
����� ≥ 𝜀

]
= ℙ

[
𝑀⋂
𝑗=1

({
1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ] ≥ 𝜀
}
∩

{
1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ] ≤ −𝜀
})]

≤
𝑀∑︁
𝑗=1

(
ℙ

[
1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ] ≥ 𝜀
]
+ ℙ

[
1

𝑁

𝑁∑︁
𝑖=1

𝜉 𝑗,𝑖 − 𝔼[𝜉 𝑗 ] ≤ −𝜀
])

≤ 2𝑀 exp

(
−𝑁𝜀

2

2𝜎2

)
und damit die Behauptung. □

Die Anzahl der benötigten Stichprobenwächst also linear in derAnzahl der Punkte, in denen

wir das Erwartungsfunktional gleichmäßig approximieren möchten. Das ist insbesondere

ein Problem, wenn wir das Maximum über überabzählbar viele 𝑥 ∈ ℝ𝑁
bilden wollen. Wir

benötigen daher zusätzliche Struktur (insbesondere Kompaktheit), um nur endlich viele

Punkte berücksichtigen zu müssen.

Satz 2.8. Angenommen, für 𝑓 : ℝ𝑑 × Ω → ℝ und eine kompakte Menge 𝑋 ⊂ ℝ𝑑 gilt

(i) für alle 𝑥 ∈ 𝑋 ist 𝜔 ↦→ 𝑓 (𝑥,𝜔) integrierbar;

(ii) es existiert eine integrierbare Funktion 𝑔 : Ω → ℝ mit

|𝑓 (𝑥1, 𝜔) − 𝑓 (𝑥2, 𝜔) | ≤ 𝑔(𝜔)∥𝑥1 − 𝑥2∥2 für fast alle 𝜔 ∈ Ω, und 𝑥1, 𝑥2 ∈ 𝑋 ;

(iii) für alle 𝑥 ∈ 𝑋 ist 𝑓 (𝑥, 𝜉) − 𝔼[𝑓 (𝑥, 𝜉)] subnormal mit Pseudo-Varianz 𝜎 (𝑥)2 > 0;

(iv) 𝑔(𝜉) − 𝔼[𝑔(𝜉)] ist subnormal mit Pseudo-Varianz 𝜎2

0
> 0.

Dann existieren für jedes 𝜀 > 0 Konstanten 𝐶, 𝑐 > 0 mit

ℙ

[
sup

𝑥∈𝑋

����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) − 𝔼[𝑓 (𝑥, 𝜉)]
����� ≥ 𝜀

]
≤ 𝐶𝑒−𝑐𝑁 .
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Beweis. Da 𝑋 ⊂ ℝ𝑁
kompakt ist, existiert für beliebiges 𝛿 > 0 eine Überdeckung mit

endlich vielen Kugeln 𝐵𝛿 (𝑥 𝑗 ), 𝑗 = 1, . . . , 𝑟 . Sei nun 𝑥 ∈ 𝑋 beliebig mit 𝑥 ∈ 𝐵𝛿 (𝑥 𝑗 ). Dann
können wir abschätzen����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) − 𝔼[𝑓 (𝑥, 𝜉)]
����� ≤

����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) −
1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥 𝑗 , 𝜉𝑖)
�����

+
����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥 𝑗 , 𝜉𝑖) − 𝔼[𝑓 (𝑥 𝑗 , 𝜉)]
�����

+
��𝔼[𝑓 (𝑥 𝑗 , 𝜉)] − 𝔼[𝑓 (𝑥, 𝜉)]

�� .
Die Terme auf der rechten Seite schätzenwir nun separat ab. Für den ersten Term verwenden

wir die fast sichere Lipschitz-Stetigkeit (Annahme (ii)) und erhalten����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) −
1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥 𝑗 , 𝜉𝑖)
����� ≤ 1

𝑁

𝑁∑︁
𝑖=1

𝑔(𝜉𝑖)∥𝑥 − 𝑥 𝑗 ∥2 ≤ 𝛿 1

𝑁

𝑁∑︁
𝑖=1

𝑔(𝜉𝑖).

Nach Annahme (iv) können wir auf 𝑔(𝜉) die Konzentrationsungleichung aus Satz 2.6

anwenden; für beliebiges 𝛾 > 0 gilt daher

ℙ

[
1

𝑁

𝑁∑︁
𝑖=1

𝑔(𝜉𝑖) − 𝔼[𝑔(𝜉)] ≥ 𝛾
]
≤ exp

(
−𝑁𝛾

2

2𝜎2

0

)
=: 𝑝𝛾 ,

d. h. mit Wahrscheinlichkeit 1 − 𝑝𝛾 ist����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) −
1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥 𝑗 , 𝜉𝑖)
����� ≤ 𝛿 1

𝑁

𝑁∑︁
𝑖=1

𝑔(𝜉𝑖) ≤ 𝛿 (𝔼[𝑔(𝜉)] + 𝛾).

Für den zweiten Term verwenden wir Lemma 2.7 und erhalten für beliebiges 𝜌 > 0

ℙ

[
max

𝑗=1,...,𝑟

����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥 𝑗 , 𝜉𝑖) − 𝔼[𝑓 (𝑥 𝑗 , 𝜉)]
����� ≥ 𝜌

]
≤ 2𝑟 exp

(
−𝑁𝜌

2

2𝜎2

)
=: 𝑝𝜌

für 𝜎2
:= max 𝑗=1,...,𝑛 𝜎 (𝑥 𝑗 )2

, d. h. mit Wahrscheinlichkeit 1 − 𝑝𝜌 ist����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥 𝑗 , 𝜉𝑖) − 𝔼[𝑓 (𝑥 𝑗 , 𝜉)]
����� ≤ 𝜌 für alle 𝑗 = 1, . . . , 𝑟 .

Der dritte Term folgt ebenfalls aus der fast sicheren Lipschitzstetigkeit: Es gilt��𝔼[𝑓 (𝑥 𝑗 , 𝜉)] − 𝔼[𝑓 (𝑥, 𝜉)]
�� ≤ 𝔼[|𝑓 (𝑥 𝑗 , 𝜉) − 𝑓 (𝑥, 𝜉) |] ≤ 𝔼[𝑔(𝜉)] ∥𝑥 − 𝑥 𝑗 ∥2 ≤ 𝔼[𝑔(𝜉)]𝛿.

Zusammen können wir folgern, dass mit Wahrscheinlichkeit 1 − 𝑝𝛾 − 𝑝𝜌 gilt����� 1

𝑁

𝑁∑︁
𝑖=1

𝑓 (𝑥, 𝜉𝑖) − 𝔼[𝑓 (𝑥, 𝜉)]
����� ≤ (2𝔼[𝑔(𝜉)] + 𝛾)𝛿 + 𝜌.
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Es bleibt nun, 𝛿,𝛾, 𝜌 > 0 (unabhängig von 𝑁 ) so zu wählen, dass die rechte Seite kleiner als

𝜀 ist. Wir versuchen hier nicht, die optimale Schranke zu finden, und wählen einfach 𝛾 = 1

und 𝜌 = 𝜀 − (2𝔼[𝑔(𝜉)] + 1)𝛿 . Damit 𝜌 > 0 ist, müssen wir also z. B. 𝛿 = 𝜀 (2𝔼[𝑔(𝜉)] + 1)−1

wählen; in diesem Fall ist 𝜌 = 𝜀
2
. Wir können aus geometrischen Überlegungen auch eine

Obergrenze für 𝑟 angeben: Da 𝑋 kompakt ist, existiert ein 𝑀 > 0 mit 𝑋 ⊂ 𝐵𝑀 (0), und
eine Kugel mit Radius𝑀 in ℝ𝑑

kann mit (1 + 2𝑀
𝛿
)𝑑 Kugeln vom Radius 𝛿 < 𝑀 überdeckt

werden.

Der Approximationsfehler ist also für alle 𝑥 ∈ 𝑋 größer als 𝜀 mit Wahrscheinlichkeit

𝑝 := 𝑝𝛾 + 𝑝𝜌 = exp

(
− 𝑁

2𝜎2

0

)
+ 2𝑟 exp

(
−𝑁𝜀

2

8𝜎2

)
≤ 𝐶𝑒−𝑐𝑁

für

𝐶 := 2

(
1 + 4𝑀 (2𝔼[𝑔(𝜉)] + 1)

𝜀

)𝑑
+ 1, 𝑐 := min

{
1

2𝜎2

0

,
𝜀2

8𝜎2

}
. □

Beachte, dass Annahme (ii) impliziert, dass 𝑋 ⊂ dom 𝑓 (·, 𝜔) fast sicher gilt. Man sieht in

dem Beweis auch deutlich die typische exponentielle Abhängigkeit der Konstanten 𝐶 von

der Dimension 𝑑 der Entscheidungsvariablen sowie die bekannte Relation 𝜀 ∝ 𝑁 −1/2
von

Monte-Carlo-Verfahren, vergleiche (2.2).

Analog zu Abschnitt 2.1 leiten wir daraus Konvergenzraten für die Monte-Carlo-Approxima-

tion unter einer Kompaktheitsannahme her. Seien 𝐹 ∗ bzw. 𝐹 ∗
𝑁
wieder der optimale Funk-

tionswert des Erwartungswertfunktionals bzw. seiner Monte-Carlo-Approximation. Wir

benötigen auch noch für 𝜀 ≥ 0 die Menge der 𝜀-Minimierer

𝑆𝜀 :=

{
𝑥 ∈ ℝ𝑑

��� 𝐹 (𝑥) ≤ 𝐹 ∗ + 𝜀
}
, 𝑆𝜀𝑁 :=

{
𝑥 ∈ ℝ𝑑

��� 𝐹𝑁 (𝑥) ≤ 𝐹 ∗𝑁 + 𝜀
}
.

Wir betrachten nun für 𝛿 ≥ 𝜀 ≥ 0 das Ereignis {𝑆𝛿
𝑁
⊂ 𝑆𝜀}, d. h. dass alle 𝛿-Minimierer von

𝐹𝑁 auch 𝜀-Minimierer von 𝐹 sind, und zeigen, dass dessen Wahrscheinlichkeit für 𝑁 → ∞
exponentiell gegen 0 geht.

Wieder nehmen wir in einem ersten Schritt an, dass wir nur endlich viele Punkte 𝑥 ∈ ℝ𝑑

betrachten müssen. Sei dafür 𝑋 ⊂ ℝ𝑑
eine endliche Menge. Wir bezeichnen die optimalen

Funktionswerte und Mengen der 𝜀-Minimierer über 𝑋 mit
ˆ𝐹 ∗, ˆ𝑆𝜀 bzw. ˆ𝐹 ∗

𝑁
,

ˆ𝑆𝜀
𝑁
.

Satz 2.9. Angenommen, für 𝑓 : ℝ𝑑 × Ω → ℝ und eine endliche Menge 𝑋 ⊂ ℝ𝑑 gilt

(i) für alle 𝑥 ∈ 𝑋 ist 𝜔 ↦→ 𝑓 (𝑥,𝜔) integrierbar;

(ii) für alle 𝑥 ∈ 𝑋 ist 𝑓 (𝑥, 𝜉) − 𝔼[𝑓 (𝑥, 𝜉)] subnormal mit Pseudo-Varianz 𝜎 (𝑥)2 > 0.

18



2 monte-carlo-approximation

Dann gilt für jedes 𝜀 ≥ 𝛿 ≥ 0

ℙ
[
𝑆𝛿𝑁 ⊄ 𝑆𝜀

]
≤ |𝑋 | exp

(
−𝑁 (𝜀 − 𝛿)2

8𝜎2

)
mit 𝜎2

:= max𝑥∈𝑋 𝜎 (𝑥)2.

Beweis. Wir müssen die Wahrscheinlichkeit abschätzen, dass ein 𝑥 ∈ 𝑋 existiert mit 𝑥 ∉ ˆ𝑆𝜀

und 𝑥 ∈ ˆ𝑆𝛿
𝑁
; in anderen Worten,

{ ˆ𝑆𝛿𝑁 ⊄ ˆ𝑆𝜀} =
⋃

𝑥∈𝑋\𝑆𝜀

⋂
𝑦∈𝑋

{𝐹𝑁 (𝑥) ≤ 𝐹𝑁 (𝑦) + 𝛿}.

Sei nun 𝑥∗ ∈ ˆ𝑆 ⊂ 𝑋 beliebig. Dann gilt

(2.5) ℙ
[

ˆ𝑆𝛿𝑁 ⊄ ˆ𝑆𝜀
]
≤

∑︁
𝑥∈𝑋\ ˆ𝑆𝜀

ℙ

[⋂
𝑦∈𝑋

{𝐹𝑁 (𝑥) ≤ 𝐹𝑁 (𝑦) + 𝛿}
]

≤
∑︁

𝑥∈𝑋\ ˆ𝑆𝜀

ℙ [𝐹𝑁 (𝑥) ≤ 𝐹𝑁 (𝑥∗) + 𝛿] .

Angenommen, 𝑋 \ ˆ𝑆𝜀 ist nicht leer (ansonsten wäre jedes 𝑥 ∈ 𝑋 ein 𝜀-Minimierer von 𝐹

über 𝑋 , und es ist nichts zu zeigen). Dann gilt

𝐹 (𝑥∗) = ˆ𝐹 ∗ − min

𝑥∈𝑋\𝑆𝜀
𝐹 (𝑥) + min

𝑥∈𝑋\𝑆𝜀
𝐹 (𝑥)

≤ ˆ𝐹 ∗ − min

𝑥∈𝑋\𝑆𝜀
𝐹 (𝑥) + 𝐹 (𝑥)

=: 𝐹 (𝑥) − 𝜀∗ für alle 𝑥 ∈ 𝑋 \ ˆ𝑆𝜀

mit 𝜀∗ := min𝑥∈𝑋\ ˆ𝑆𝜀 𝐹 (𝑥) − 𝐹 ∗ > 𝜀 ≥ 0, da 𝑋 endlich ist.

Definiere nun für 𝑥 ∈ 𝑋 \ ˆ𝑆𝜀

𝑔(𝑥, 𝜉) := 𝑓 (𝑥∗, 𝜉) − 𝑓 (𝑥, 𝜉).

Dann ist

(2.6) 𝔼[𝑔(𝑥, 𝜉)] = 𝐹 (𝑥∗) − 𝐹 (𝑥) ≤ −𝜀∗ für alle 𝑥 ∈ 𝑋 \ ˆ𝑆𝜀 .

Definiere weiter

𝐺𝑁 (𝑥) :=
1

𝑁

𝑁∑︁
𝑖=1

𝑔(𝑥, 𝜉 𝑗 ) = 𝐹𝑁 (𝑥∗) − 𝐹𝑁 (𝑥),

wobei 𝜉1, . . . , 𝜉𝑁 die unabhängig und identisch verteilten Stichproben für die Monte-Carlo-

Approximation von 𝐹 sind. Dann ist

ℙ [𝐹𝑁 (𝑥) ≤ 𝐹𝑁 (𝑥∗) + 𝛿] = ℙ [𝐺𝑁 (𝑥) ≥ −𝛿]
= ℙ [𝐺𝑁 (𝑥) − 𝔼[𝑔(𝑥, 𝜉)] ≥ −𝛿 − 𝔼 [𝑔(𝑥, 𝜉)]] .
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2 monte-carlo-approximation

Diese Wahrscheinlichkeit schätzen wir jetzt mit Satz 2.6 ab. Es gilt

𝑔(𝑥, 𝜉) − 𝔼[𝑔(𝑥, 𝜉)] := 𝑓 (𝑥∗, 𝜉) − 𝑓 (𝑥, 𝜉) − 𝔼[𝑓 (𝑥∗, 𝜉) − 𝑓 (𝑥, 𝜉)]
= (𝑓 (𝑥∗, 𝜉) − 𝔼[𝑓 (𝑥∗, 𝜉)]) + (𝑓 (𝑥, 𝜉) − 𝔼[𝑓 (𝑥, 𝜉)])
=:

ˆ𝐸∗ + 𝐸,

wobei
ˆ𝐸∗ und 𝐸 nach Annahme subnormal mit Pseudo-Varianz 𝜎 (𝑥∗)2

bzw. 𝜎 (𝑥)2
sind.

Also ist auch 𝔼[𝐸∗ + 𝐸] = 0, und für die momentenerzeugende Funktion folgt aus der

Hölderschen Ungleichung

𝔼
[
𝑒𝑡 (

ˆ𝐸∗+𝐸)
]
=

∫
Ω
𝑒𝑡

ˆ𝐸∗𝑒𝑡𝐸 𝑑𝜇 ≤
(∫

Ω
exp(𝑡𝐸∗)2 𝑑𝜇 (𝜔)

)
1/2

(∫
Ω

exp(𝑡𝐸)2 𝑑𝜇 (𝜔)
)

1/2

=

(
𝔼

[
𝑒 (2𝑡)

ˆ𝐸∗
] )

1/2
(
𝔼

[
𝑒 (2𝑡)𝐸

] )
1/2

≤ exp

(
𝜎 (𝑥∗)2

2

(2𝑡)2

)
1/2

exp

(
𝜎 (𝑥)2

2

(2𝑡)2

)
1/2

= exp

(
2𝜎 (𝑥∗)2 + 2𝜎 (𝑥)2

2

𝑡2

)
≤ exp

(
4𝜎2

2

𝑡2

)
.

Also ist 𝑔(𝑥, 𝜉) − 𝔼[𝑔(𝑥, 𝜉)] subnormal mit Pseudo-Varianz 4𝜎2 > 0.

Aus Satz 2.6 folgt daher

ℙ [𝐺𝑁 (𝑥) − 𝔼[𝑔(𝑥, 𝜉)] ≥ −𝛿 − 𝔼 [𝑔(𝑥, 𝜉)]] ≤ exp

(
−𝑁 (−𝛿 − 𝔼[𝑔(𝑥, 𝜉)])2

8𝜎2

)
≤ exp

(
−𝑁 (−𝛿 + 𝜀∗))2

8𝜎2

)
≤ exp

(
−𝑁 (−𝛿 + 𝜀))2

8𝜎2

)
wegen −𝛿 − 𝔼[𝑔(𝑥, 𝜉)] ≥ −𝛿 + 𝜀∗ > −𝛿 + 𝜀 ≥ 0 nach (2.6) und Annahme.

Zusammen mit (2.5) folgt nun die Behauptung. □

Die Anzahl der benötigten Stichproben wächst also logarithmisch sowohl in der Größe der

endlichen Menge 𝑋 als auch der gewünschten Wahrscheinlichkeit 1 − 𝑝:

Folgerung 2.10. Unter den Annahmen von Satz 2.9 gilt für alle 𝜀 > 𝛿 ≥ 0 und 0 < 𝑝 < 1

ℙ
[

ˆ𝑆𝛿𝑁 ⊂ ˆ𝑆𝜀
]
≥ 1 − 𝑝

für

𝑁 ≥ 8𝜎2

(𝜀 − 𝛿)2
log

(
|𝑋 |
𝑝

)
.
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2 monte-carlo-approximation

Beachte, dass wir im Beweis die Abschätzung tatsächlich mit 𝜀∗ > 𝜀 hergeleitet haben; wir
bekommen also exponentielle Konvergenz auch für 𝜀 = 𝛿 = 0, allerdings mit einer von 𝑋

abhängigen Konstanten, die beliebig nahe an 0 liegen kann:

Folgerung 2.11. Unter den Annahmen von Satz 2.9 existiert eine Konstante 𝐶 > 0 mit

lim sup

𝑁→∞

1

𝑁
ln

(
1 − ℙ

[
ˆ𝑆𝑁 ⊄ ˆ𝑆

] )
≤ −𝐶.

Zusammen mit der bekannten Kompaktheitsannahme erhalten wir daraus das Resultat für

den allgemeinen Fall.

Satz 2.12. Angenommen, für 𝑓 : ℝ𝑑 × Ω → ℝ gilt

(i) für alle 𝑥 ∈ ℝ𝑑 ist 𝜔 ↦→ 𝑓 (𝑥, 𝜔) integrierbar;

(ii) es existiert eine integrierbare Funktion 𝑔 : Ω → ℝ mit

|𝑓 (𝑥1, 𝜔) − 𝑓 (𝑥2, 𝜔) | ≤ 𝑔(𝜔)∥𝑥1 − 𝑥2∥2 für fast alle 𝜔 ∈ Ω, und 𝑥1, 𝑥2 ∈ ℝ𝑑
;

(iii) für alle 𝑥 ∈ ℝ𝑑 ist 𝑓 (𝑥, 𝜉) − 𝔼[𝑓 (𝑥, 𝜉)] subnormal mit Pseudo-Varianz 𝜎 (𝑥)2 > 0;

(iv) 𝑔(𝜉) − 𝔼[𝑔(𝜉)] ist subnormal mit Pseudo-Varianz 𝜎2

0
> 0.

Ist 𝑆 ⊂ ℝ𝑑 nichtleer und beschränkt, dann existieren für jedes 𝜀 > 𝛿 > 0 Konstanten 𝐶, 𝑐 > 0

abhängig von 𝜀 − 𝛿 > 0 mit
ℙ

[
𝑆𝛿𝑁 ⊄ 𝑆𝜀

]
≤ 𝐶𝑒−𝑐𝑁 .

Beweis. Wähle 𝛾 > 𝔼[𝑔(𝜉)] ≥ 0 und 𝜌 := 𝜀−𝛿
4𝛾

> 0. Da 𝑆 nichtleer und beschränkt ist,

existiert eine konvexe und kompakte Menge 𝑋 ⊂ ℝ𝑑
mit 𝑆 ⊂ 𝐾𝑜 . Diese besitzt für 𝜌 > 0

eine Überdeckung mit endlich vielen Kugeln 𝐵𝛿 (𝑥 𝑗 ), 𝑗 = 1, . . . , 𝑟 . Sei weiter 𝑥∗ ∈ 𝑆 beliebig.

Wir betrachten nun die endlicheMenge
ˆ𝑋 := {𝑥1, . . . , 𝑥𝑟 , 𝑥

∗}. Dann gilt für das entsprechend
eingeschränkte Problem offensichtlich

ˆ𝑆 ⊂ 𝑆 und
ˆ𝐹 ∗ = 𝐹 ∗. Setze nun

𝜀 := 𝜀 − 𝛾𝜌 =
3

4

𝜀 + 1

4

𝛿 > 0, ˆ𝛿 := 𝛿 + 𝛾𝜌 =
1

4

𝜀 + 3

4

𝛿 > 0,

so dass gilt 𝜀 − ˆ𝛿 = 1

2
(𝜀 − 𝛿) > 0.

Sei nun 𝑥𝛿
𝑁
ein 𝛿-Minimierer von 𝐹𝑁 . Dann existiert für 𝛿 hinreichend klein und 𝑁 hin-

reichend groß wegen 𝐷 (𝑆𝑁 , 𝑆) → 0 nach Satz 2.3 ein 𝑥 ∈ ˆ𝑋 mit ∥𝑥 − 𝑥𝛿
𝑁
∥ ≤ 𝜌 . Aus

Annahme (iii) und (iv) folgt dann zusammen mit Satz 2.6 für 𝜏 := 𝛾 − 𝔼[𝑔(𝜉)] > 0, dass mit

Wahrscheinlichkeit

1 − 𝑝𝛾 := 1 − exp

(
−𝑁𝜏

2

2𝜎2

0

)
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2 monte-carlo-approximation

gilt

𝐹𝑁 (𝑥) − 𝐹𝑁 (𝑥𝛿𝑁 ) ≤
1

𝑁

𝑁∑︁
𝑖=1

𝑔(𝜉𝑖)∥𝑥 − 𝑥𝛿𝑁 ∥ ≤ (𝔼[𝑔(𝜉)] + 𝜏)𝜌 = 𝛾𝜌.

In diesem Fall ist

𝐹𝑁 (𝑥) ≤ 𝐹𝑁 (𝑥𝛿𝑁 ) + 𝛾𝜌 ≤ 𝐹 ∗𝑁 + 𝛿 + 𝛾𝜌 ≤ ˆ𝐹 ∗𝑁 + ˆ𝛿,

da das Minimum von 𝐹𝑁 über
ˆ𝑋 ⊂ ℝ𝑑

sicher nicht kleiner sein kann als das unbeschränkte

Minimum. Also ist 𝑥 ∈ ˆ𝑆
ˆ𝛿
𝑁
, und aus Satz 2.9 folgt, dass mit Wahrscheinlichkeit

1 − 𝑝𝜀 := 1 − | ˆ𝑋 | exp

(
−𝑁 (𝜀 − ˆ𝛿)2

8𝜎2

)
= 1 − (𝑟 + 1) exp

(
𝑁 (𝜀 − 𝛿)2

32𝜎2

)
gilt 𝑥 ∈ ˆ𝑆𝜀 . Schließlich ist nach Annahme (ii)

𝐹 (𝑥𝛿𝑁 ) − 𝐹 (𝑥) ≤ 𝔼[𝑔(𝜉)] ∥𝑥𝛿𝑁 − 𝑥 ∥ ≤ 𝛾𝜌.

Mit Wahrscheinlichkeit 1 − 𝑝𝛾 − 𝑝𝜀 ist daher

𝐹 (𝑥𝛿𝑁 ) ≤ 𝐹 (𝑥) + 𝛾𝜌 ≤ ˆ𝐹 ∗ + 𝜀 + 𝛾𝜌 = 𝐹 ∗ + 𝜀

und damit 𝑥𝛿
𝑁
ein 𝜀-Minimierer von 𝐹 . Eine analoge Abschätzung von 𝑝𝛾 +𝑝𝜀 wie in Satz 2.8

ergibt nun die Behauptung. □
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3 STOCHASTISCHE GRADIENTENVERFAHREN

Die Monte-Carlo-Approximation von Erwartungswertfunktionalen ist insbesondere mo-

tiviert durch die numerische Lösung: Ist 𝐹 (𝑥) = 𝔼[𝑓 (𝑥, 𝜉)] und 𝐹𝑁 = 1

𝑁

∑𝑁
𝑖=1
𝑓 (𝑥, 𝜉𝑖) für

unabhängig und identisch verteilte Stichproben 𝜉1, . . . , 𝜉𝑁 , so gilt für 𝑥 ∈ ⋂𝑁
𝑖=1

dom 𝑓 (·; 𝜉𝑖)𝑜
nach der Summenregel

𝜕𝐹𝑁 (𝑥) =
{

1

𝑁

𝑁∑︁
𝑖=1

𝑥∗𝑖

�����𝑥∗𝑖 ∈ 𝜕𝑓 (𝑥 ; 𝜉𝑖)
}
.

Alternativ kann man 𝑥∗𝑖 ∈ 𝜕𝑓 (𝑥, 𝜉𝑖) auch als Stichprobe von 𝜕𝐹 (𝑥) auffassen, die in jeder

Iteration des Subgradientenverfahrens neu gezogen wird. Dies führt auf das stochastische
Subgradientenverfahren.

Anders als in der Theorie ist es hier vorteilhafter, etwaige Nebenbedingungen separat zu

behandeln; wir betrachten daher für 𝑋 ⊂ ℝ𝑑
nichtleer, konvex, und abgeschlossen, und

𝑓 : ℝ𝑑 × Ω → ℝ fast sicher konvex und unterhalbstetig das Problem

min

𝑥∈𝑋
𝔼[𝑓 (𝑥, 𝜉)] .

Die Idee ist nun, in jeder Iteration eine Stichprobe aus dem Subgradienten zu wählen,

diesen als Suchrichtung zu verwenden, und dann auf die zulässige Menge zu projizieren:

Algorithmus 3.1 : Stochastisches Subgradientenverfahren
1 Wähle einen Startpunkt 𝑥0 ∈ 𝑋
2 for 𝑘 = 0, . . . do
3 Wähle Stichprobe 𝜉𝑘 ∼ 𝜉
4 Wähle Subgradient 𝑑𝑘 ∈ 𝜕𝑓 (𝑥𝑘 ; 𝜉𝑘)
5 Wähle Schrittweite 𝑡𝑘 > 0

6 Setze 𝑥𝑘+1 = proj𝑋 (𝑥𝑘 − 𝑡𝑘𝑑𝑘)

Ist 𝑓 zusätzlich fast sicher differenzierbar, so ist natürlich 𝑑𝑘 = ∇𝑓 (𝑥𝑘 ; 𝜉𝑘); man spricht

dann vom stochastischen Gradientenverfahren.1

1
Ein ähnlicher Ansatz unter dem selben Namen kann angewendet werden auf 𝐹 (𝑥) =

∑
𝑘 𝑓𝑘 (𝑥) mit

𝑑𝑘 = ∇𝑓𝑖 (𝑘 ) (𝑥𝑘 ) für 𝑖 (𝑘) ∈ {1, . . . , 𝑁 } zufällig gewählt.
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3 stochastische gradientenverfahren

Wir untersuchen nun die Konvergenzeigenschaften dieses Verfahrens. Dazu zeigen wir

zuerst, dass die Projektion auf eine konvexe Menge nichtexpansiv ist. Zur Erinnerung: Die

Projektion von 𝑥 auf eine nichtleere, konvexe, und abgeschlossene Menge ist definiert als

proj𝑋 (𝑧) := arg min

𝑥∈𝑋
∥𝑥 − 𝑧∥2

2
,

charakterisiert durch die Variationsungleichung

(3.1) (proj𝑋 (𝑧) − 𝑧)𝑇 (𝑥 − proj𝑋 (𝑧)) ≥ 0 für alle 𝑥 ∈ 𝑋 .

Lemma 3.1. Sei 𝑋 ⊂ ℝ𝑑 nichtleer, konvex, und abgeschlossen. Dann gilt

∥proj𝑋 (𝑥) − proj𝑋 (𝑦)∥2 ≤ ∥𝑥 − 𝑦 ∥2 für alle 𝑥, 𝑦 ∈ ℝ𝑑 .

Beweis. Für 𝑥, 𝑦 ∈ ℝ𝑑
können wir mit Hilfe der produktiven Null schreiben

𝑥 − 𝑦 = proj𝑋 (𝑥) − proj𝑋 (𝑦) + (𝑥 − proj𝑋 (𝑥)) + (proj𝑋 (𝑦) − 𝑦) .

Aus dem Satz von Pythagoras folgt dann

∥𝑥 − 𝑦 ∥2

2
= ∥proj𝑋 (𝑥) − proj𝑋 (𝑦)∥2

2
+ ∥(𝑥 − proj𝑋 (𝑥)) + (proj𝑋 (𝑦) − 𝑦)∥2

2

+ 2(𝑥 − proj𝑋 (𝑥))𝑇 (proj𝑋 (𝑥) − proj𝑋 (𝑦))
+ 2(proj𝑋 (𝑦) − 𝑦)𝑇 (proj𝑋 (𝑥) − proj𝑋 (𝑦)) .

Aus (3.1) folgt aber für 𝑧 = 𝑥 und 𝑥 = proj𝑋 (𝑦) ∈ 𝑋 bzw. 𝑧 = 𝑦 und 𝑥 = proj𝑋 (𝑥) ∈ 𝑋

(proj𝑋 (𝑥) − 𝑥)𝑇 (proj𝑋 (𝑦) − proj𝑋 (𝑥)) ≥ 0,

(proj𝑋 (𝑦) − 𝑦)𝑇 (proj𝑋 (𝑥) − proj𝑋 (𝑦)) ≥ 0,

und damit

∥𝑥 − 𝑦 ∥2

2
≥ ∥proj𝑋 (𝑥) − proj𝑋 (𝑦)∥2

2
. □

Der Preis, den wir für die Verwendung von Stichproben zahlen müssen, ist, dass wir

Konvergenz nicht für die Iterierten selber, sondern nur für das laufende gewichtete Mittel

𝑥𝑘𝛾 :=
𝑘∑︁
𝑗=0

𝛾 𝑗𝑥
𝑗 , 𝛾1, . . . , 𝛾𝑘 > 0

(welches ebenfalls eine Zufallsvariable ist) zeigen können; man spricht dann von ergodischer
Konvergenz. Wir brauchen weiter eine gleichmäßige Beschränkung der Subgradienten.

Da die Suchrichtungen zufällig sind, ist auch die Folge {𝑥𝑘}𝑘∈ℕ der erzeugten Iterierten

eine zufällige Folge, die von der Wahl aller vorhergehenden Stichproben 𝜉0, . . . , 𝜉𝑘−1 ab-

hängt. Bezeichne wieder 𝑥∗ ∈ 𝑋 einen Minimierer von 𝐹 über 𝑋 und 𝐹 ∗ den minimalen

Funktionswert.
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3 stochastische gradientenverfahren

Satz 3.2. Angenommen, für 𝑓 : ℝ𝑑 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑑 .

Sei 𝑋 ⊂ ℝ𝑑 nichtleer, konvex, und abgeschlossen, und es existiere ein𝑀 > 0 mit

sup

𝑥∈𝑋

{
𝔼

[
∥𝑥∗∥2

2

] ��𝑥∗(𝜔) ∈ 𝜕𝑓 (𝑥 ;𝜔) für fast alle 𝜔 ∈ Ω
}
≤ 𝑀2.

Dann gilt für alle 𝑘 ∈ ℕ und 𝛾𝑘 :=
𝑡𝑘∑𝑘
𝑗=0

𝑡 𝑗

𝔼
[
𝐹 (𝑥𝑘𝛾 ) − 𝐹 ∗

]
≤

∥𝑥0 − 𝑥∗∥2

2
+𝑀2

∑𝑘
𝑗=0
𝑡2

𝑗

2

∑𝑘
𝑗=0
𝑡 𝑗

.

Beweis. Wir halten zunächst fest, dass unter den Annahmen an 𝑓 nach Satz 1.5 gilt 𝔼[𝑧∗] ∈
𝜕𝐹 (𝑥) für 𝑧∗(𝜔) ∈ 𝜕𝑓 (𝑥 ;𝜔) fast überall.

Wir betrachten nun einen einzelnen Iterationsschritt. Aus Algorithmus 3.1 und Lemma 3.1

folgt wegen 𝑥∗ ∈ 𝑋

∥𝑥𝑘+1 − 𝑥∗∥2

2
= ∥proj𝑋 (𝑥𝑘 − 𝑡𝑘𝑑𝑘) − proj𝑋 (𝑥∗)∥2

2

≤ ∥𝑥𝑘 − 𝑥∗ − 𝑡𝑘𝑑𝑘 ∥2

2

= ∥𝑥𝑘 − 𝑥∗∥2

2
− 2𝑡𝑘 (𝑥𝑘 − 𝑥∗)𝑇𝑑𝑘 + 𝑡2

𝑘
∥𝑑𝑘 ∥2

2
.

Auf diese Abschätzung wenden wir nun den Erwartungswert an. Für den letzten Term gilt

nach Annahme und der Wahl 𝑑𝑘 ∈ 𝜕𝑓 (𝑥𝑘 ; 𝜉𝑘) mit 𝜉𝑘 ∈ Ω

𝑡2

𝑘
𝔼[∥𝑑𝑘 ∥2

2
] ≤ 𝑡2

𝑘
𝑀2.

Der zweite Term ist der kritische. Die Idee ist, dass die zufällige Suchrichtung 𝑑𝑘 zwar

von allen bisherigen Stichproben auf komplizierte Weise 𝜉0, . . . , 𝑥𝑘 abhängt; fixiert man

jedoch eine konkrete Wahl von 𝜉0, . . . , 𝜉𝑘−1, verhält sich 𝑑
𝑘 ∈ 𝜕𝑓 (𝑥𝑘 ; 𝜉𝑘) wegen 𝜉𝑘 ∼ 𝜉

wie eine unabhängige Stichprobe eines vollen Subgradienten. Um dies zu formalisieren,

verwenden wir bedingte Erwartungswerte. Sei dafür {F𝑘}𝑘∈ℕ die natürliche Filtration

bezüglich der in Algorithmus 3.1 gewählten Folge {𝜉𝑘}𝑘∈ℕ, so dass insbesondere 𝜉𝑘 und

damit auch 𝑑𝑘 ∈ 𝜕𝑓 (𝑥𝑘 ; 𝜉𝑘) nach Satz 1.5 sowie 𝑥𝑘+1
messbar sind bezüglich F𝑗 für alle

𝑗 ≤ 𝑘 . Da 𝑥𝑘 unabhängig ist von 𝜉𝑘 gilt dann

𝔼
[
(𝑥𝑘 − 𝑥∗)𝑇𝑑𝑘

]
= 𝔼

[
𝔼

[
(𝑥𝑘 − 𝑥∗)𝑇𝑑𝑘 | F𝑘

] ]
= 𝔼

[
(𝑥𝑘 − 𝑥∗)𝑇 𝔼

[
𝑑𝑘 | F𝑘

] ]
= 𝔼

[
(𝑥𝑘 − 𝑥∗)𝑇 𝔼[𝑑𝑘]

]
.
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3 stochastische gradientenverfahren

Nach Satz 1.5 gilt nun 𝑍 ∗
:= 𝔼[𝑑𝑘] ∈ 𝜕𝐹 (𝑥𝑘). Also folgt

𝔼[∥𝑥𝑘+1 − 𝑥∗∥2

2
] ≤ 𝔼[∥𝑥𝑘 − 𝑥∗∥2

2
] − 2𝑡𝑘 𝔼[(𝑥𝑘 − 𝑥∗)𝑇𝑍 ∗] + 𝑡2

𝑘
𝑀2.

Wir verwenden nun, dass 𝐹 nach Lemma 1.1 konvex ist und daher gilt

𝑡𝑘 𝔼
[
𝐹 (𝑥𝑘) − 𝐹 (𝑥∗)

]
≤ 𝑡𝑘 𝔼

[
(𝑥𝑘 − 𝑥∗)𝑇𝑍 ∗

]
≤ 1

2

𝔼
[
∥𝑥𝑘 − 𝑥∗∥2

2

]
− 1

2

𝔼
[
∥𝑥𝑘+1 − 𝑥∗∥2

2

]
+ 1

2

𝑡2

𝑘
𝑀2.

Summieren dieser Ungleichung von 𝑗 = 0, . . . , 𝑘 und Verwenden der Teleskopsumme ergibt

dann

𝑘∑︁
𝑗=0

𝑡 𝑗 𝔼
[
𝐹 (𝑥 𝑗 ) − 𝐹 (𝑥∗)

]
≤ 1

2

𝔼
[
∥𝑥0 − 𝑥∗∥2

2

]
− 1

2

𝔼
[
∥𝑥𝑘+1 − 𝑥∗∥2

2

]
+ 1

2

𝑘∑︁
𝑗=0

𝑡2

𝑗𝑀
2

≤ 1

2

∥𝑥0 − 𝑥∗∥2

2
+ 1

2

𝑘∑︁
𝑗=0

𝑡2

𝑗𝑀
2

da der Startwert 𝑥0
nicht zufällig ist. Setze nun 𝛾𝑘 :=

𝑡𝑘∑𝑘
𝑗=0

𝑡 𝑗
. Dann ist 𝛾𝑘 ∈ (0, 1) und∑𝑘

𝑗=0
𝛾 𝑗 = 1. Wegen der Zulässigkeit der 𝑥𝑘 durch die Projektion folgt aus der Konvexität

von 𝑋 nun 𝑥𝑘𝛾 :=
∑𝑘
𝑗=0
𝛾 𝑗𝑥

𝑗 ∈ 𝑋 , und die Konvexität von 𝐹 ergibt 𝐹 (𝑥𝑘𝛾 ) ≤ ∑𝑘
𝑗=0
𝛾 𝑗𝐹 (𝑥 𝑗 ).

Zusammen mit der Monotonie des Erwartungswerts erhalten wir

𝔼
[
𝐹 (𝑥𝑘𝛾 ) − 𝐹 (𝑥∗)

]
≤

𝑘∑︁
𝑗=0

𝛾 𝑗 𝔼
[
𝐹 (𝑥 𝑗 ) − 𝐹 (𝑥∗)

]
≤

∥𝑥0 − 𝑥∗∥2

2
+𝑀2

∑𝑘
𝑗=0
𝑡2

𝑗

2

∑𝑘
𝑗=0
𝑡 𝑗

und damit die Behauptung. □

Beachte, dass wir die Beschränktheitsannahme nur für die tatsächlich verwendeten Ab-

stiegsrichtungen {𝑑𝑘}𝑘∈ℕ verwendet haben.

Daraus folgt sofort die (ergodische) Konvergenz unter der üblichen Annahme, dass die

Schrittweiten hinreichend langsam gegen Null gehen.

Folgerung 3.3. Erfüllen die Schrittweiten
∑
𝑘∈ℕ 𝑡𝑘 = ∞ und

∑
𝑘∈ℕ 𝑡

2

𝑘
< ∞, so gilt

𝐹 (𝑥𝑘𝛾 ) → 𝐹 ∗ für 𝑘 → ∞.

Die Voraussetzungen sind z. B. erfüllt für die typische Wahl 𝑡𝑘 = 1

𝑘+1
. Diese Konvergenz

kann aber wegen der verschindenden Schrittweiten beliebig langsam sein. Wir können

aber konstante Schrittweiten wählen, wenn wir nur eine endliche Zahl von Schritten
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3 stochastische gradientenverfahren

𝑘 = 1, . . . , 𝑁 für 𝑁 < ∞ (eine Epoche) betrachten; natürlich können wir danach das

Verfahren mit 𝑥0 = 𝑥𝑁𝛾 beliebig oft neu starten.

In diesem Fall ist für 𝑡𝑘 = 𝑡 und 𝑘 = 𝑁

𝔼
[
𝐹 (𝑥𝑁𝛾 ) − 𝐹 (𝑥∗)

]
≤

∥𝑥0 − 𝑥∗∥2

2
+𝑀2(𝑁 + 1)𝑡2

2(𝑁 + 1)𝑡 ,

und eine einfache Rechnung zeigt, dass die rechte Seite minimal ist für

𝑡 =
∥𝑥0 − 𝑥∗∥2

𝑀
√
𝑁 + 1

mit entsprechender Fehlerabschätzung

𝔼
[
𝐹 (𝑥𝑁𝛾 ) − 𝐹 (𝑥∗)

]
≤ ∥𝑥0 − 𝑥∗∥2𝑀√

𝑁 + 1

.

Dann vereinfacht sich auch das ergodische Gewicht zu

𝛾𝑘 =
𝑡

(𝑁 + 1)𝑡 =
1

𝑁 + 1

,

so dass gilt

𝑥𝑁 := 𝑥𝑁𝛾 =
1

𝑁 + 1

𝑁∑︁
𝑘=0

𝑥𝑘 .

Durch Induktion zeigt man dann leicht, dass sich 𝑥𝑁 auch rekursiv berechnen lässt als

𝑥𝑘+1 =
1

𝑘 + 1

𝑥𝑘+1 +
(
1 − 1

𝑘 + 1

)
𝑥𝑘 ,

es ist also nicht nötig, die Iterierten zwischenzuspeichern.

Diese optimale Schrittweite ist in der Praxis natürlich nicht anwendbar; allerdings ist die

Fehlerabschätzung robust in dem Sinne, dass eine Multiplikation von 𝑡 mit einer Konstanten

nur den Vorfaktor aber nicht die Rate beeinflusst. Wir halten daher fest:

Folgerung 3.4. Für festes 𝑁 ∈ ℕ und konstante Schrittweiten 𝑡𝑘 = 𝜏√
𝑁+1

mit 𝜏 > 0 gilt für das

empirische Mittel 𝑥𝑁 := 1

𝑁+1

∑𝑁
𝑘=0

𝔼
[
𝐹 (𝑥𝑁 ) − 𝐹 (𝑥∗)

]
≤ 𝜏 ∥𝑥

0 − 𝑥∗∥2 +𝑀2

2

√
𝑁 + 1

.
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3 stochastische gradientenverfahren

Mit Hilfe der Chernov-Ungleichung erhält man daraus (für 𝜏 = 1) eine Fehlerabschätzung

der Form

ℙ[𝐹 (𝑥𝑁 ) − 𝐹 ∗ ≥ 𝜀] ≤ 𝔼[𝐹 (𝑥𝑁 ) − 𝐹 ∗]
𝜀

≤
∥𝑥0 − 𝑥∗∥2

2
+𝑀2

𝜀
√
𝑁 + 1

.

Um also mit Wahrscheinlichkeit 1 − 𝑝 ein 𝜀-Minimum zu erreichen, muss die Epoche

mindestens

𝑁 ≥ (∥𝑥0 − 𝑥∗∥2 +𝑀2)2

𝜀2𝑝2
,

d. h. O(𝑝−2) Iterationen enthalten. Dies ist zwar deutlich mehr als die O
(
log(𝑝−1)

)
für die

Monte-Carlo-Approximation aus Folgerung 2.10; allerdings kann man mit dem entspre-

chenden Mehraufwand unter Verwendung von Konzentrationsungleichungen ähnliche

Abschätzungen erhalten. In jedem Fall ist der Aufwand für festes 𝑁 im stochastischen

Subgradientenverfahren erheblich geringer.

Beide Ideen können auch verbunden werden: Statt einer einzelnen Stichprobe bildet man

das empirische Mittel von mehreren unabhängigen Stichproben, d. h. verwendet Batch-
Subgradienten

𝑑𝑘 =
1

𝑁 (𝑘)

𝑁 (𝑘)∑︁
𝑖=1

𝑑𝑘𝑖 , 𝑑𝑘𝑖 ∈ 𝜕𝑓 (𝑥𝑘 ; 𝜉𝑖),

für 𝜉1, . . . , 𝜉𝑁 (𝑘) ∼ 𝜉 unabhängig und identisch verteilt. Der Beweis von Satz 3.2 kann mit

leichten Modifikationen auf diesen Fall verallgemeinert werden. Die Mittelung reduziert die

Varianz des Schätzers von 𝑍 ∗ ∈ 𝜕𝐹 (𝑥𝑘) und kann dadurch die Konvergenzgeschwindigkeit

(durch Verkleinerung der Konstanten) verbessern.
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4 ROBUSTE OPTIMIERUNG

Die Minimierung von Erwartungswertfunktionalen hat aus Anwendungssicht den erheb-

lichen Nachteil, dass extreme Ereignisse 𝜔 (mit sehr – und zu – hohem Funktionswert

𝑓 (𝑥, 𝜔)) bei der Optimierung hingenommen werden, wenn sie nur unwahrscheinlich genug

sind. In der robusten Optimierung will man zusätzlich das Risiko, dass extreme Ereignisse

auftauchen, minimieren.

Um den Zugang zu motivieren, nehmen wir der Einfachheit halber an, dass wir positive

Funktionswerte verhindern wollen, d. h. garantieren wollen, dass die fast sichere Nebenbe-
dingung

𝑓 (𝑥, 𝜉) ≤ 0 für fast alle 𝜉 ∈ Ω

erfüllt ist. Das ist in der Regel nicht möglich; wir können dann stattdessen versuchen für

eine (sehr kleine) Wahrscheinlichkeit 𝛼 > 0 die probabilistische Nebenbedingung

ℙ[𝑓 (𝑥, 𝜉) > 0] ≤ 𝛼

zu erfüllen. Wir ignorieren in Folge der Übersichtlichkeit die Abhängigkeit von der Entschei-

dungsvariablen 𝑥 ∈ ℝ𝑑
und betrachten die Zufallsvariable 𝑍 := 𝑓 (𝑥, 𝜉). Eine alternative

Formulierung ist dann

VaR𝛼 [𝑍 ] := inf {𝑡 > 0 | ℙ[𝑍 ≤ 𝑡] ≥ 1 − 𝛼} = inf {𝑡 > 0 | ℙ[𝑍 > 𝑡] ≤ 𝛼} ≤ 0.

Anschaulich ist der Value-at-Risk VaR𝛼 (𝑍 ) der größte Verlust, der mit Wahrscheinlichkeit

1−𝛼 eintreffen kann; größere Verluste haben alsoWahrscheinlichkeit kleiner als 𝛼 . Beachte,

dass der Value-at-Risk im Gegensatz zur Wahrscheinlichkeit direkt im Wertebereich der

Zufallsvariablen formuliert ist; dies ist für die Minimierung vorteilhafter.

Die Schwierigkeit hier ist, dass ℙ[𝑍 > 𝑡] = 𝔼[𝟙(𝑡,∞] (𝑍 )] nicht konvex und unterhalbstetig

ist, da die charakteristische Funktion nicht konvex ist. Die Idee ist nun, eine konvexe Majo-

rante𝐺 zu konstruieren, so dass𝐺 (𝑍 ) ≤ 0 auch VaR𝛼 (𝑍 ) ≤ 0 impliziert. Dafür ersetzen wir

die charakteristische Funktion durch eine geeignete stückweise lineare Funktion. Durch

Fallunterscheidung sieht man leicht, dass für jedes 𝛾 > 0 gilt

ℙ[𝑍 > 0] = 𝔼
[
𝟙(0,∞) (𝑍 )

]
≤ 𝔼 [max{0, 1 + 𝛾𝑍 }] = 𝛾 𝔼

[
max{0, 𝛾−1 + 𝑍 }

]
.

Also folgt aus VaR𝛼 [𝑍 ] ≤ 0 auch Gilt also

inf

𝛾>0

𝛾 𝔼
[
max{0, 𝛾−1 + 𝑍 }

]
− 𝛼 ≤ 0
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4 robuste optimierung

so folgt daraus ℙ[𝑍 > 0] ≤ 𝛼 und damit auch VaR𝛼 [𝑍 ] ≤ 0, da das Infimum dann nicht

größer als 0 sein kann.

Wir können diese Majorante noch etwas umformulieren. Division durch 𝛼,𝛾 > 0 und

Setzen von 𝑡 := −𝛾−1 < 0 führt auf die äquivalente Bedingung

inf

𝑡<0

𝑡 + 𝛼−1 𝔼 [max{0, 𝑍 − 𝑡}] ≤ 0.

Ist 𝑡 > 0, dann ist auch 𝑡 + 𝛼−1 𝔼 [max{0, 𝑍 − 𝑡}] ≥ 𝑡 > 0. Damit ist unsere konvexe

Majorante gegeben durch den Conditional Value-at-Risk (auch Average Value-at-Risk)

(4.1) CVaR𝛼 [𝑍 ] := inf

𝑡∈ℝ
𝑡 + 𝛼−1 𝔼 [max{0, 𝑍 − 𝑡}] ≤ 0.

(Für 𝛼 → 0 erhält man formal die fast sichere Nebenbedingung 𝑍 (𝜔) ≤ 0 wieder.)

Eine Abbildung, die einer Zufallsvariable solch eine Risikobewertung zuordnet, nennt

man naheliegenderweise Risikomaß. Anstelle einer harten Nebenbedingung kann man ein

Risikomaß 𝐺 auch als Straffunktion verwenden und für 𝛾 > 0 ein Mittelwert-Risiko-Modell
der Form

min

𝑥∈ℝ𝑑
𝔼[𝑓 (𝑥, 𝜉)] + 𝛾𝐺 [𝑓 (𝑥, 𝜉)]

betrachten. Man spricht dann auch von risikoaverser Optimierung (und entsprechend für

𝛾 = 0 von risikoneutraler Optimierung).

4.1 konvexe risikomasse

Wir betrachten dafür eine allgemeine Klasse von Risikomaßen, die für die risikoaverse

Optimierung vorteilhaft sind. Sei dafür (Ω,A, 𝜇) ein Wahrscheinlichkeitsraum und 𝑍 ∈
𝐿𝑝 (Ω) für 1 ≤ 𝑝 < ∞. Wir versehen 𝐿𝑝 (Ω)mit derHalbordnung𝑍 ⪰ 𝑍 ′

, falls𝑍 (𝜔) ≥ 𝑍 ′(𝜔)
für fast alle 𝜔 ∈ Ω gilt. (Man nennt dies auch stochastische Dominanz 1. Ordnung.)

Sei nun R : 𝐿𝑝 (Ω) → ℝ eigentlich. Wir nennen dann R ein konvexes Risikomaß, falls gilt

(r1) R ist konvex;

(r2) R ist monoton, d. h. R(𝑍 ) ≥ R(𝑍 ′) falls 𝑍 ⪰ 𝑍 ′
;

(r3) R ist translationsinvariant, d. h. für alle 𝑎 ∈ ℝ und𝑍 ∈ 𝐿𝑝 (Ω) giltR(𝑍+𝑎) = R(𝑍 )+𝑎.

Gilt zusätzlich

(r4) R ist positiv homogen, d h. R(𝑡𝑍 ) = 𝑡R(𝑍 ) für alle 𝑡 > 0 und 𝑍 ∈ 𝐿𝑝 (Ω),
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4 robuste optimierung

dann heißt R ein kohärentes Risikomaß. Offensichtlich ist R(𝑍 ) = 𝔼[𝑍 ] ein kohärentes

Riskomaß auf 𝐿1(Ω).

Aus der Definition folgen einige intuitiv wünschenswerte Eigenschaften. Aus (r4) und (r1)

folgt zunächst sofort

1

2

R(𝑍 + 𝑍 ′) = R
(

1

2
𝑍 + 1

2
𝑍 ′) ≤ 1

2

R(𝑍 ) + 1

2

R(𝑍 ′)

für alle 𝑍, 𝑍 ′ ∈ 𝐿𝑝 (Ω), d. h. ein kohärentes Risikomaß ist subadditiv. Aus (r4) folgt auch

R(0) = R(𝑡0) = 𝑡R(0) für alle 𝑡 > 0,

was R(0) = 0 impliziert. Daraus folgt zusammen mit (r3) weiter

R(𝑎) = R(0) + 𝑎 = 𝑎 für alle 𝑎 ∈ ℝ,

d. h. das Risik einer im Voraus bekannten (nicht zufälligen) Größe ist genau durch die

Größe gegeben. Gilt

(r5) R(𝑍 ) > 𝔼[𝑍 ] für alle 𝑍 ∈ 𝐿𝑝 (Ω) nicht konstant,

so nennt man R risikoavers. (Ein konvexes risikoaverses Risikomaß wird auch reguläres
Risikomaß gennannt.)

Ein Vorteil von kohärenten Risikomaßen ist, dass sie eine besonders schöne duale Cha-

rakterisierung haben. Wir nehmen in Folge an, dass R : 𝐿𝑝 (Ω) ein eigentliches und

unterhalbstetiges konvexes Riskomaß ist.
1
Aus Satz a.18 folgt dann für 1 < 𝑞 ≤ ∞ mit

1

𝑞
+ 1

𝑝
= 1

(4.2) R(𝑍 ) = R∗∗(𝑍 ) = sup

𝑍 ∗∈𝐿𝑞 (Ω)
⟨𝑍, 𝑍 ∗⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗)

= sup

𝑍 ∗∈domR∗
⟨𝑍, 𝑍 ∗⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗).

Die Menge Π := domR∗
nennt man in diesem Zusammenhang auch Risikohülle (aus

Gründen, die später klar werden). Die Eigenschaften eines Risikomaßes können durch die

Risikohülle charakterisiert werden. Wir erinnern, dass gilt

(4.3) ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) =
∫
Ω
𝑍 ∗(𝜔)𝑍 (𝜔) 𝑑𝜇 (𝜔) = 𝔼[𝑍 ∗𝑍 ]

für alle 𝑍 ∗ ∈ 𝐿𝑞 (Ω) und 𝑍 ∈ 𝐿𝑝 (Ω).

Satz 4.1. Sei R : 𝐿𝑝 (Ω) → ℝ eigentlich, konvex, und unterhalbstetig und Π := domR∗. Dann
ist
1
Die Voraussetzung der Unterhalbstetigkeit kann für einige der folgenden Aussagen fallengelassen werden,

da sie zusammen mit der Konvexität aus der Monotonie folgt.
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(i) R monoton genau dann, wenn 𝑍 ∗ ⪰ 0 für alle 𝑍 ∗ ∈ Π gilt;

(ii) R translationsinvariant genau dann, wenn 𝔼[𝑍 ∗] = 1 für alle 𝑍 ∗ ∈ Π gilt;

(iii) R positiv homogen genau dann, wenn R(𝑍 ) = sup𝑍 ∗∈Π⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) für alle 𝑍 ∈ 𝐿𝑝 (Ω)
gilt (d. h. R das Trägerfunktional von Π ist).

Beweis. Zu (i): Angenommen, R ist monoton. Sei 𝑍 ∗ ∈ 𝐿𝑞 (Ω) so, dass für eine Menge

𝐴 ∈ A gilt 𝑍 ∗(𝜔) < 0 für fast alle 𝜔 ∈ 𝐴. Dann ist für 𝟙𝐴 ∈ 𝐿𝑝 (Ω)

⟨𝑍 ∗, 𝟙𝐴⟩𝐿𝑝 (Ω) =
∫
𝐴

𝑍 ∗(𝜔) 𝑑𝜇 (𝜔) < 0.

Wähle nun 𝑍 ∈ domR und betrachte 𝑍𝑡 := 𝑍 − 𝑡𝟙𝐴 ∈ 𝐿𝑝 (Ω) für 𝑡 ≥ 0. Dann gilt 𝑍 ⪰ 𝑍𝑡
und damit wegen der Monotonie von R auch R(𝑍 ) ≥ R(𝑍𝑡 ). Daraus folgt

R∗(𝑍 ∗) ≥ sup

𝑡>0

⟨𝑍 ∗, 𝑍𝑡 ⟩𝐿𝑝 (Ω) − R(𝑍 )

≥ sup

𝑡>0

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − 𝑡 ⟨𝑍 ∗, 𝟙𝐴⟩𝐿𝑝 (Ω) − R(𝑍 ) = ∞,

d. h. 𝑍 ∗ ∉ domR∗ = Π.

Sei umgekehrt 𝑍 ∗ ⪰ 0 für alle 𝑍 ∗ ∈ Π. Dann gilt für alle 𝑍 ∗ ∈ Π und 𝑍, 𝑍 ′ ∈ 𝐿𝑝 (Ω) mit

𝑍 ⪰ 𝑍 ′
auch

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) =
∫
Ω
𝑍 ∗(𝜔)𝑍 (𝜔) 𝑑𝜇 (𝜔) ≥

∫
Ω
𝑍 ∗(𝜔)𝑍 ′(𝜔) 𝑑𝜇 (𝜔) = ⟨𝑍 ∗, 𝑍 ′⟩𝐿𝑝 (Ω) .

Aus (4.2) folgt dann

R(𝑍 ) = sup

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) ≥ sup

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 ′⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) = R(𝑍 ′).

Zu (ii): Angenommen, R ist translationsinvariant. Sei 𝑍 ∗ ∈ Π so, dass 𝔼[𝑍 ∗] ≠ 1 gilt. Dann

folgt für alle 𝑍 ∈ domR aus der Translationsinvarianz

R∗(𝑍 ∗) ≥ sup

𝑎∈ℝ
⟨𝑍 ∗, 𝑍 + 𝑎⟩𝐿𝑝 (Ω) − R(𝑍 + 𝑎)

= sup

𝑎∈ℝ
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) + 𝑎 𝔼[𝑍 ∗] − R(𝑍 ) − 𝑎

= sup

𝑎∈ℝ
𝑎 (𝔼[𝑍 ∗] − 1) + ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R(𝑍 ) = ∞

und damit 𝑍 ∗ ∉ domR∗ = Π.

Sei umgekehrt 𝔼[𝑍 ∗] = 1 für alle 𝑍 ∗ ∈ Π. Dann gilt für alle 𝑍 ∗ ∈ Π und 𝑍 ∈ 𝐿𝑝 (Ω)

⟨𝑍 ∗, 𝑍 + 𝑎⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) = ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) + 𝑎 𝔼[𝑍 ∗] − R∗(𝑍 ∗)
= ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) + 𝑎.
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Aus (4.2) folgt dann

R(𝑍 + 𝑎) = sup

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 + 𝑎⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗)

= sup

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) + 𝑎 = R(𝑍 ) + 𝑎.

Zu (iii): Angenommen, R ist positiv homogen. Dann erfüllt R alle Voraussetzungen von

Lemma a.26, woraus R∗ = 𝛿𝐴 und

R(𝑍 ) = sup

𝑍 ∗∈𝐴
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω)

für

𝐴 :=
{
𝑍 ∗ ∈ Δ𝑞

�� ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) ≤ R(𝑍 ) für alle 𝑍 ∈ domR
}

folgen. Wegen Π := domR∗ = 𝐴 folgt daraus die Behauptung.

Die umgekehrte Richtung folgt direkt aus der positiven Homogenität von Trägerfunktio-

nalen. □

Für ein konvexes Risikomaß ist die Risikohülle also eine Teilmenge desWahrscheinlich-
keitssimplex

Δ𝑞 := {𝑍 ∗ ∈ 𝐿𝑞 (Ω) | 𝔼[𝑍 ∗] = 1, 𝑍 ∗ ⪰ 0} .
Insbesondere für kohärente Risikomaße erhalten wir aus dem Beweis von Satz 4.1 (iii)

wegen Π = domR∗
die folgende Charakterisierung.

Folgerung 4.2. Sei R : 𝐿𝑝 (Ω) → ℝ ein eigentliches und unterhalbstetiges kohärentes Risiko-
maß. Dann gilt

Π =
{
𝑍 ∗ ∈ Δ𝑞

�� ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) ≤ R(𝑍 ) für alle 𝑍 ∈ domR
}

sowie
R∗(𝑍 ∗) = 𝛿Π (𝑍 ∗) für alle 𝑍 ∗ ∈ 𝐿𝑞 (Ω).

Daraus folgt insbesondere, dass die Risikohülle eines kohärenten (und unterhalbstetigen)

Risikomaßes stets konvex und schwach-∗ abgeschlossen ist.

Umgekehrt definiert jede nichtleere, konvexe, und schwach-∗ abgeschlossene Teilmen-

ge Π ⊂ Δ𝑞 ein unterhalbstetiges kohärentes Risikomaß R(𝑍 ) := sup𝑍 ∗∈Π ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) .

Beispiel 4.3. Wir betrachten folgende Teilmengen von Δ := Δ1 ⊂ 𝐿∞(Ω).

(i) Π := {𝑍 ∗ ∈ 𝐿∞(Ω) | 𝑍 ∗(𝜔) = 1 fast überall} ⊂ Δ. Dann ist offensichtlich

R(𝑍 ) = sup

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 ⟩𝐿1 (Ω) = 𝔼[𝑍 ] .
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(ii) Π = Δ. Dann ist

R(𝑍 ) = sup

𝑍 ∗∈Δ
⟨𝑍 ∗, 𝑍 ⟩𝐿1 (Ω) ≤ ess sup

𝜔∈Ω
𝑍 (𝜔)

∫
Ω
𝑍 ∗(𝜔) 𝑑𝜇 (𝜔) = ess sup

𝜔∈Ω
𝑍 (𝜔),

mit der Konvention ess sup𝜔∈Ω 𝑍 (𝜔) = ∞ für 𝑍 ∉ 𝐿∞(Ω).

Umgekehrt ist 𝑍 ↦→ ess sup𝜔∈Ω 𝑍 (𝜔) eigentlich, unterhalbstetig, konvex, mono-

ton, und translationsinvariant, und damit folgt aus Satz 4.1

ess sup

𝜔∈Ω
𝑍 (𝜔) = sup

𝑍 ∗∈Π′
⟨𝑍 ∗, 𝑍 ⟩𝐿1 (Ω)

für ein Π′ ⊂ Δ. Aus Lemma a.27 folgt dann

ess sup

𝜔∈Ω
𝑍 (𝜔) = sup

𝑍 ∗∈Π′
⟨𝑍 ∗, 𝑍 ⟩𝐿1 (Ω) ≤ sup

𝑍 ∗∈Δ
⟨𝑍 ∗, 𝑍 ⟩𝐿1 (Ω) = R(𝑍 )

und damit R(𝑍 ) = ess sup𝜔∈Ω 𝑍 (𝜔), genannt worst-case-Risiko.

Wir kehren nun zurück zum Conditional Value-at-Risk.

Lemma 4.4. Für alle 𝛼 ∈ (0, 1) ist CVaR𝛼 ein eigentliches, unterhalbstetiges, und kohärentes
Risikomaß mit Risikohülle

Π𝛼 =
{
𝑍 ∗ ∈ Δ𝑞

��𝑍 ∗(𝜔) ≤ 𝛼−1 für fast alle 𝜔 ∈ Ω
}
.

Beweis. Wir zeigen zunächst, dass CVaR𝛼 eigentlich, konvex, und unterhalbstetig ist. Zu-

nächst gilt

(i) für alle 𝑡 ≥ 0, dass 𝑡 + 𝛼−1
max{0,−𝑡} = 𝑡 ≥ 0;

(ii) für alle 𝑡 < 0, dass 𝑡 + 𝛼−1
max{0,−𝑡} = (1 − 𝛼−1)𝑡 > 0;

und damit CVaR𝛼 (0) = inf𝑡∈ℝ 𝑡 + 𝛼−1
max{0,−𝑡} = 0 < ∞.

Seien 𝑍1, 𝑍2 ∈ 𝐿𝑝 (Ω) und 𝜆 ∈ (0, 1). Dann existieren für 𝜀 > 0 beliebig 𝑡1, 𝑡2 ∈ ℝ mit

𝑡1 +
1

𝛼
𝔼[max{0, 𝑍1 − 𝑡1}] ≤ CVaR𝛼 (𝑍1) + 𝜀,

𝑡2 +
1

𝛼
𝔼[max{0, 𝑍2 − 𝑡2}] ≤ CVaR𝛼 (𝑍2) + 𝜀.
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Aus der Konvexität von 𝑥 ↦→ max{0, 𝑥} und der Linearität des Erwartungswerts folgt dann

CVaR𝛼 (𝜆𝑍1 + (1 − 𝜆)𝑍2) = inf

𝑡∈ℝ
𝑡 + 𝔼[max{0, 𝜆𝑍1 + (1 − 𝜆)𝑍2 − 𝑡}]

≤ (𝜆𝑡1 + (1 − 𝜆)𝑡2) + 𝔼[max{0, 𝜆(𝑍1 − 𝑡1) + (1 − 𝜆) (𝑍2 − 𝑡2)}]
≤ 𝜆 (𝑡1 + 𝔼[max{0, 𝑍1 − 𝑡1}]) + (1 − 𝜆) (𝑡2 + 𝔼[max{0, 𝑍2 − 𝑡2}])
≤ 𝜆(CVaR𝛼 (𝑍1) + 𝜀) + (1 − 𝜆) (CVaR𝛼 (𝑍2) + 𝜀)
= 𝜆 CVaR𝛼 (𝑍1) + (1 − 𝜆) CVaR𝛼 (𝑍2) + 𝜀.

Da 𝜀 > 0 beliebig war, folgt die behauptete Konvexität.

Für die Unterhalbstetigkeit sei {𝑍𝑛, 𝑠𝑛}𝑛∈ℕ ⊂ epi CVaR𝛼 mit 𝑍𝑛 → 𝑍 in 𝐿𝑝 (Ω) und 𝑠𝑛 → 𝑠

in ℝ. Nach Definition existiert dann für alle 𝑛 ∈ ℕ und 𝜀 > 0 beliebig ein 𝑡𝑛 ∈ ℝ mit

𝑡𝑛 + 𝔼[max{0, 𝑍𝑛 − 𝑡𝑛}] ≤ CVaR𝛼 (𝑍𝑛) + 𝜀 ≤ 𝑠𝑛 + 𝜀.

Da für eine Teilfolge von {𝑍𝑛}𝑛∈ℕ gilt 𝑍𝑛𝑘 → 𝑍 punktweise und 𝑥 ↦→ max{0, 𝑥 − 𝑡} stetig
ist, muss wegen der Konvergenz von 𝑠𝑛 → 𝑠 die Folge {𝑡𝑛}𝑛∈ℕ beschränkt sein. Also

können wir – falls nötig durch Übergang zu einer weiteren Teilfolge – annehmen, dass

auch 𝑡𝑛𝑘 → 𝑡 ∈ ℝ konvergiert. Damit gilt

𝑠 + 𝜀 = lim

𝑘→∞
𝑠𝑛𝑘 + 𝜀 ≥ lim inf

𝑘→∞
𝑡𝑛𝑘 + 𝔼[max{0, 𝑍𝑛𝑘 − 𝑡𝑛𝑘 }]

= 𝑡 + 𝔼[max{0, 𝑍 − 𝑡}]
≥ CVaR𝛼 (𝑍 ).

Da 𝜀 > 0 beliebig war, folgt 𝑠 ≥ CVaR𝛼 (𝑍 ), d. h. (𝑍, 𝑠) ∈ epi CVaR𝛼 .

Für die Darstellung der Risikohülle verwenden wir Folgerung a.28. Einerseits gilt für alle

𝑍 ∗ ∈ Π𝛼 , alle 𝑍 ∈ 𝐿𝑝 (Ω), und 𝑡 ∈ ℝ beliebig

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) = 𝔼[𝑍 ∗(𝑍 − 𝑡)] + 𝑡 𝔼[𝑍 ∗]
≤ 𝑡 + 𝔼[𝑍 ∗

max{0, 𝑍 − 𝑡}]

≤ 𝑡 + 1

𝛼
𝔼[max{0, 𝑍 − 𝑡}] .

Supremum über alle 𝑍 ∗ ∈ Π𝛼 und Infimum über alle 𝑡 ∈ ℝ ergibt dann

sup

𝑍 ∗∈Π𝛼

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) ≤ CVaR𝛼 (𝑍 ).

Für die umgekehrte Richtung verwenden wir

VaR𝛼 (𝑍 ) = inf {𝑡 > 0 | ℙ[𝑍 > 𝑡] ≤ 𝛼} ,

für das gilt

ℙ[𝑍 > VaR𝛼 (𝑍 )] ≤ 𝛼 ≤ ℙ[𝑍 ≥ VaR𝛼 (𝑍 )] .
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Also existiert ein 𝜆 ∈ [0, 1] mit

𝛼 = 𝜆ℙ[𝑍 > VaR𝛼 (𝑍 )] + (1 − 𝜆) ℙ[𝑍 ≥ VaR𝛼 (𝑍 )] .

Setze nun

𝑍 ∗
𝛼 :=

1

𝛼

(
𝜆𝟙{𝑍>VaR𝛼 (𝑍 )} + (1 − 𝜆)𝟙{𝑍≥VaR𝛼 (𝑍 )}

)
∈ 𝐿∞(Ω).

Dann ist
1

𝛼
⪰ 𝑍 ∗

𝛼 ⪰ 0 sowie

𝔼[𝑍 ∗
𝛼 ] =

1

𝛼
(𝜆ℙ[𝑍 > VaR𝛼 (𝑍 )] + (1 − 𝜆) ℙ[𝑍 ≥ VaR𝛼 (𝑍 )]) = 1

und damit 𝑍 ∗
𝛼 ∈ Π𝛼 . Daraus folgt

sup

𝑍 ∗∈Π𝛼

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) ≥ ⟨𝑍 ∗
𝛼 , 𝑍 ⟩𝐿𝑝 (Ω) = 𝔼[𝑍 ∗

𝛼𝑍 ]

= 𝔼[𝑍 ∗
𝛼 (𝑍 − VaR𝛼 (𝑍 ))] + VaR𝛼 (𝑍 ) 𝔼[𝑍 ∗

𝛼 ]

= VaR𝛼 (𝑍 ) +
1

𝛼
𝔼[max{0, 𝑍 − VaR𝛼 (𝑍 )}]

≥ inf

𝑡∈ℝ
𝑡 + 1

𝛼
𝔼[max{0, 𝑍 − 𝑡}] = CVaR𝛼 (𝑍 ).

Zusammen folgt CVaR𝛼 (𝑍 ) = sup𝑍 ∗∈Π𝛼
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) . Damit ist CVaR𝛼 nach Satz 4.1 (iii)

positiv homogen und insbesondere kohärent.

Umgekehrt folgt daraus CVaR𝛼 (𝑍 ) = sup𝑍 ∗∈domR∗ ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) , und nach Folgerung a.28

ist daher Π𝛼 = domR∗
die behauptete Risikohülle. □

Der Beweis zeigt insbesondere, dass das Infimum in der Definition von CVaR𝛼 (𝑍 ) in
𝑡 = VaR𝛼 (𝑍 ) angenommen wird.

Ohne Beweis geben wir noch das folgende Beispiel (siehe [Royset & Wets 2021, Example

8.31 (c)]).

Beispiel 4.5. Auf 𝐿2(Ω) ist das Markowitz-Risiko für 𝛾 > 0 definiert als

R(𝑍 ) = 𝔼[𝑍 ] + 𝛾 𝕍 [𝑍 ]1/2.

Die zugehörige Risikohülle ist

Π =
{
1 + 𝛾𝑍 ∗ ��𝔼[(𝑍 ∗)2] ≤ 1, 𝔼[𝑍 ∗] = 0

}
.

Nach Satz 4.1 (ii) kann das Markowitz-Risiko für 𝛾 > 0 groß genug daher nicht monoton

und damit kein konvexes Risikomaß sein.

36



4 robuste optimierung

Zusammen mit dem Satz von Fenchel–Moreau–Rockafellar erhalten wir aus Satz a.22 auch

eine Charakterisierung des Subdifferentials von Risikomaßen.

Satz 4.6. Sei R : 𝐿𝑝 (Ω) → ℝ eigentlich und unterhalbstetig und 𝑍 ∈ domR. Ist R ein
konvexes Risikomaß, dann gilt

𝜕R(𝑍 ) = arg max

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗).

Ist R ein kohärentes Risikomaß, so gilt

𝜕R(𝑍 ) = arg max

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) .

Beweis. Nach Satz a.18 ist 𝑍 ∗ ∈ 𝜕R(𝑍 ) genau dann, wenn gilt

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) = R(𝑍 ) + R∗(𝑍 ∗).

Für konvexe Risikomaße folgt daraus sofort, dass 𝑍 ∗ ∈ 𝜕R(𝑍 ) äquivalent ist zu

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) = R(𝑍 ) = sup

𝑍 ∗∈𝐿𝑞 (Ω)
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗)

= sup

𝑍 ∗∈domR∗
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) .

und damit die Behauptung, da wegen Gleichheit das Maximum angenommen wird.

Für kohärente Risikomaße folgt analog mit Satz 4.1 (iii), dass 𝑍 ∗ ∈ 𝜕R(𝑍 ) äquivalent ist zu

⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) = ⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗) = R(𝑍 ) = sup

𝑍 ∗∈Π
⟨𝑍 ∗, 𝑍 ⟩𝐿𝑝 (Ω),

wegen R∗(𝑍 ∗) = 𝛿Π (𝑍 ∗) = 0 für 𝑍 ∗ ∈ domR∗
. □

Insbesondere folgt für kohärente Risikomaße Π = 𝜕R(0).

4.2 optimierung mit risikomassen

Wir betrachten nun wieder die Optimierung von Funktionalen unter Unsicherheiten, d. h.

einer Funktion 𝑓 : ℝ𝑁 × Ω → ℝ, abhängig von der Entscheidungsvariable 𝑥 ∈ ℝ𝑁
und

einem zufälligen Ereignis 𝜔 ∈ Ω. Anders als in Kapitel 1 verwenden wir zunächst 𝐹 für

den Superpositionsoperator

𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → 𝐿1(Ω), [𝐹 (𝑢)] (𝜔) = 𝑓 (𝑢 (𝜔), 𝜔) für fast alle 𝜔 ∈ Ω.

Wir untersuchen zuerst die Eigenschaften der Komposition R ◦ 𝐹 , bevor wir dann wieder

auf den Spezialfall 𝑢 (𝜔) ≡ 𝑥 ∈ ℝ𝑁
zurückkommen.
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4 robuste optimierung

Lemma 4.7. Sei R : 𝐿1(Ω) → ℝ ein konvexes Risikomaß und

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex;

(ii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑁 .

Dann ist auch R ◦ 𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → ℝ konvex.

Beweis. Seien 𝑢1, 𝑢2 ∈ dom(R ◦ 𝐹 ) (sonst ist nichts zu zeigen) und 𝜆 ∈ (0, 1) beliebig. Dann
folgt aus der fast sicheren Konvexität von 𝑓

𝑓 (𝜆𝑢1(𝜔) + (1 − 𝜆)𝑢2(𝜔), 𝜔) ≤ 𝜆𝑓 (𝑢1(𝜔), 𝜔) + (1 − 𝜆) 𝑓 (𝑢2(𝜔), 𝜔) für fast alle 𝜔 ∈ Ω.

Aus der Monotonie und der Konvexität von R folgt dann

R (𝐹 (𝜆𝑢1 + (1 − 𝜆)𝑢2)) ≤ R (𝜆𝐹 (𝑢1) + (1 − 𝜆)𝐹 (𝑢2))
≤ 𝜆R (𝐹 (𝑢1)) + (1 − 𝜆)R (𝐹 (𝑢2)) . □

Beachte, dass die Aussage ohne die Voraussetzung der Monotonie von R im Allgemeinen

nicht gilt.

Lemma 4.8. Sei R : 𝐿1(Ω) → ℝ ein unterhalbstetiges konvexes Risikomaß und

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) unterhalbstetig;

(ii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑁 .

Dann ist auch R ◦ 𝐹 : 𝐿𝑝 (Ω;ℝ𝑁 ) → ℝ unterhalbstetig.

Beweis. Sei {(𝑢𝑛, 𝑡𝑛)}𝑛∈ℕ ⊂ epi(R ◦ 𝐹 ) mit 𝑢𝑛 → 𝑢 in 𝐿𝑝 (Ω;ℝ𝑁 ) und 𝑡𝑛 → 𝑡 . Durch

Übergang zu einer Teilfolge können wir annehmen, dass 𝑢𝑛 → 𝑢 punktweise fast überall

gilt. Aus der fast sicheren Unterhalbstetigkeit von 𝑓 folgt dann

𝑓 (𝑢 (𝜔), 𝜔) ≤ lim inf

𝑛→∞
𝑓 (𝑢𝑛 (𝜔), 𝜔) für fast alle 𝜔 ∈ Ω.

Sei nun {𝑢𝑛𝑘 }𝑘∈ℕ die Teilfolge, die den lim inf realisiert, d. h.

𝑓 (𝑢𝑛 (𝜔), 𝜔) → lim inf

𝑛→∞
𝑓 (𝑢𝑛 (𝜔), 𝜔) =:

˜𝐹 (𝜔)

punktweise fast überall. Aus der Monotonie und Unterhalbstetigkeit von R folgt dann

R(𝐹 (𝑢)) ≤ R(lim inf

𝑛→∞
𝐹 (𝑢𝑛)) = R( ˜𝐹 ) ≤ lim inf

𝑘→∞
R(𝐹 (𝑢𝑛𝑘 )) ≤ lim sup

𝑘→∞
𝑡𝑛𝑘 = 𝑡,

und damit (𝑢, 𝑡) ∈ epiR ◦ 𝐹 . □
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4 robuste optimierung

Die Existenz von Lösungen zu (4.4) kann daher (unter üblichen Annahmen, die die Unbe-

schränktheit nach unten verhindern) mit Hilfe von Satz a.1 gezeigt werden.

Analog zu Satz 1.2 zeigen wir nun ein Resultat zur Vertauschbarkeit von Risikomaßen und

Infimum.

Satz 4.9. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) für fast alle 𝜔 ∈ Ω hat dom(𝑓 (·, 𝜔)) nichtleeres Inneres.

Sei R : 𝐿1(Ω) → ℝ ein eigentliches, unterhalbstetiges, und konvexes Risikomaß. Setze

[𝐹 ∗] (𝜔) := inf

𝑣∈ℝ𝑁
𝑓 (𝑣, 𝜔) für fast alle 𝜔 ∈ Ω.

Ist 𝐹 ∗ ∈ (domR)𝑜 , dann gilt

R(𝐹 ∗) = inf

𝑢∈𝐿𝑝 (Ω,ℝ𝑁 )
R(𝐹 (𝑢)),

und aus 𝑓 (𝑢 (𝜔), 𝜔) = min𝑢∈𝐿𝑝 (Ω;ℝ𝑁 ) 𝑓 (𝑢 (𝜔), 𝜔) für fast alle 𝜔 ∈ Ω folgt

R(𝐹 (𝑢)) = min

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )
R(𝐹 (𝑢)) .

Ist R strikt monoton, d. h. aus 𝑍 ′ ⪰ 𝑍 und 𝑍 ′ ≠ 𝑍 folgt R(𝑍 ′) > R(𝑍 ), so gilt auch die
umgekehrte Implikation.

Beweis. Zunächst folgt aus der Monotonie von R zusammen mit der Annahme 𝐹 ∗ ∈ domR
sofort

R(𝐹 ∗) ≤ R(𝐹 (𝑢))) für alle 𝑢 ∈ 𝐿𝑝 (Ω;ℝ𝑁 )
und damit durch Infimum auf der rechten Seite R(𝐹 ∗) ≤ inf𝑢∈𝐿𝑝 (Ω;ℝ𝑁 ) R(𝐹 (𝑢)).

Genau wie im Beweis von Satz 1.2 konstruieren wir nun eine Folge {𝑢𝑛}𝑛∈ℕ ⊂ 𝐿𝑝 (Ω;ℝ𝑁 )
mit

lim

𝑛→∞
𝑓 (𝑢𝑛 (𝜔), 𝜔) = inf

𝑣∈ℝ𝑁
𝑓 (𝑣, 𝜔) für fast alle 𝜔 ∈ Ω.

Dann folgt insbesondere auch 𝐹 (𝑢𝑛) ∈ 𝐿1(Ω) für alle 𝑛 ∈ ℕ und 𝐹 (𝑢𝑛) → 𝐹 ∗ in 𝐿1(Ω).
Nach Satz a.9 ist nun das in 𝐿1(Ω) unterhalbstetige und konvexe Funktional R stetig in

𝐹 ∗ ∈ (domR)𝑜 , und wir erhalten

R(𝐹 ∗) = lim

𝑛→∞
R(𝐹 (𝑢𝑛)) ≥ inf

𝑢∈𝐿𝑝 (Ω;ℝ𝑁 )
R(𝐹 (𝑢)) .

Ist R strikt monoton, dann folgt aus R(𝐹 (𝑢)) = R(𝐹 ∗) zusammen mit 𝐹 (𝑢) ⪰ 𝐹 ∗ nach
Definition von 𝐹 ∗ zwingenderweise 𝐹 (𝑢) = 𝐹 ∗. □
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4 robuste optimierung

Im Vergleich zu Satz 1.2 mussten wir hier zusätzlich annehmen, dass das punktweise

Minimum 𝐹 ∗ in domR liegt und R in 𝐹 ∗ stetig ist, da wir nicht auf die Eigenschaften des

Integrals (und insbesondere dom𝔼 = 𝐿1(Ω)) zurückgreifen können.

Wir betrachten nun wieder 𝑢 ≡ 𝑥 ∈ ℝ𝑁
, d. h.

[𝐹 (𝑥)] (𝜔) = 𝑓 (𝑥, 𝜔) für fast alle 𝜔 ∈ Ω.

Für ein gegebenes Risikomaß R : 𝐿𝑝 (Ω) → ℝ ist das zugehörige robuste Optimierungspro-
blem dann

(4.4) min

𝑥∈ℝ𝑁
R(𝐹 (𝑥)) .

Mit Hilfe von (4.2) und (4.3) können wir das Problem schreiben als Sattelpunktproblem

(4.5) min

𝑥∈ℝ𝑁
sup

𝑍 ∗∈Π
𝔼[𝑓 (𝑥,𝜔)𝑍 ∗(𝜔)] − R∗(𝑍 ∗) .

Unter einer Regularitätsannahme können wir Existenz eines Sattelpunktes zeigen und

Optimalitätsbedingungen herleiten; vergleiche Satz a.22.

Satz 4.10. Angenommen, für 𝑓 : ℝ𝑁 × Ω → ℝ gilt

(i) für fast alle 𝜔 ∈ Ω ist 𝑥 ↦→ 𝑓 (𝑥, 𝜔) konvex und unterhalbstetig;

(ii) es existiert ein 𝑥0 ∈ (dom 𝑓 (·, 𝜔))𝑜 für fast alle 𝜔 ∈ Ω;

(iii) es existiert ein 𝑔 ∈ 𝐿1(Ω) mit 𝑓 (𝑥,𝜔) ≥ −𝑔(𝜔) für fast alle 𝜔 ∈ Ω und alle 𝑥 ∈ ℝ𝑁 .

Sei R : 𝐿𝑝 (Ω) → ℝ, 1 ≤ 𝑝 < ∞, ein eigentliches, unterhalbstetiges, konvexes Risikomaß. Ist
𝑥 ∈ ℝ𝑁 eine Lösung von (4.4) mit ¯𝑍 := 𝐹 (𝑥) ∈ (domR)𝑜 , dann existiert ein ¯𝑍 ∗ ∈ Π mit

¯𝑍 ∗ ∈ 𝜕R( ¯𝑍 ),
𝑢∗ ∈ 𝜕𝑓 (𝑥 ; ·) fast überall,
0 = 𝔼[𝑢∗ ¯𝑍 ∗] .

Weiter ist (𝑥, ¯𝑍 ∗) Sattelpunkt von (4.5), d. h.

(4.6)

sup

𝑍 ∗∈Π
𝔼[𝑓 (𝑥, 𝜔)𝑍 ∗(𝜔)] − R∗(𝑍 ∗) ≤ 𝔼[𝑓 (𝑥, 𝜔) ¯𝑍 ∗(𝜔)] − R∗( ¯𝑍 ∗)

≤ min

𝑥∈ℝ𝑁
𝔼[𝑓 (𝑥, 𝜔) ¯𝑍 ∗(𝜔)] − R∗( ¯𝑍 ∗).

Beweis. Wegen der Monotonie von R ist 𝑥 ∈ ℝ𝑁
eine Lösung von (4.4) genau dann, wenn

(𝑥, ¯𝑍 ) eine Lösung ist von

min

(𝑥,𝑍 )∈𝑆
R(𝑍 ), 𝑆 :=

{
(𝑥, 𝑍 ) ∈ ℝ𝑁 × 𝐿𝑝 (Ω)

��𝑍 ⪰ 𝐹 (𝑥)
}
.
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4 robuste optimierung

Wegen
¯𝑍 = 𝐹 (𝑥) ∈ domR ⊂ 𝐿𝑝 (Ω) ist (𝑥, ¯𝑍 ) ∈ 𝑆 , also ist 𝑆 nichtleer. Weiter ist 𝑆 konvex,

denn für (𝑥1, 𝑍1), (𝑥2, 𝑍2) ∈ 𝑆 und 𝜆 ∈ (0, 1) folgt aus der fast sicheren Konvexität von 𝑆

𝑓 (𝜆𝑥1 + (1 − 𝜆)𝑥2, 𝜔) ≤ 𝜆𝑓 (𝑥1, 𝜔) + (1 − 𝜆) 𝑓 (𝑥2, 𝜔) ≤ 𝜆𝑍1(𝜔) + (1 − 𝜆)𝑍2(𝜔)

für fast alle 𝜔 ∈ Ω. Also ist 𝜆𝑍1 + (1 − 𝜆)𝑍2 ⪰ 𝐹 (𝜆𝑥1 + (1 − 𝜆)𝑥2) und damit 𝜆(𝑥1, 𝑍1) + (1 −
𝜆) (𝑥2, 𝑍2) ∈ 𝑆 , d. h. 𝑆 ist konvex. Analog folgt aus der fast sicheren Unterhalbstetigkeit

von 𝑓 für {(𝑥𝑛, 𝑍𝑛)}𝑛∈ℕ mit 𝑥𝑛 → 𝑥 und 𝑍𝑛 → 𝑍 in 𝐿𝑝 (Ω), dass nach Übergang zu einer

Teilfolge mit 𝑍𝑛𝑘 → 𝑍 punktweise fast überall gilt

𝑓 (𝑥,𝜔) ≤ lim inf

𝑘→∞
𝑓 (𝑥𝑛𝑘 , 𝜔) ≤ lim sup

𝑘→∞
𝑍𝑛𝑘 (𝜔) = 𝑍 (𝜔)

für fast alle 𝜔 ∈ Ω. Also ist 𝑍 ⪰ 𝐹 (𝑥) und damit ist 𝑆 abgeschlossen.

Außerdem ist R eigentlich, konvex, und unterhalbstetig sowie stetig in
¯𝑍 . Nach Satz a.10

zusammen mit Satz a.15 (angewendet auf R + 𝛿𝑆 ) gilt daher

0 ∈ {0} × 𝜕R( ¯𝑍 ) + 𝜕𝛿𝑆 (𝑥, ¯𝑍 ) .

Es existiert daher ein
¯𝑍 ∗ ∈ 𝜕R( ¯𝑍 ) mit (0,− ¯𝑍 ∗) ∈ 𝜕𝛿𝑆 (𝑥, ¯𝑍 ). Aus der Darstellung von 𝜕𝛿𝑆

als Normalenkegel folgt daraus

⟨ ¯𝑍 ∗, 𝑍 − ¯𝑍 ⟩𝐿𝑝 (Ω) ≥ 0 für alle (𝑥, 𝑍 ) ∈ 𝑆.

Speziell für 𝑍 = 𝐹 (𝑥) ist (𝑥, 𝐹 (𝑥)) ∈ 𝑆 und daher

⟨ ¯𝑍 ∗, 𝐹 (𝑥) − 𝐹 (𝑥)⟩𝐿𝑝 (Ω) ≥ 0 für alle 𝑥 ∈ ℝ𝑁 .

Also ist 𝑥 Minimierer von

𝐺 : ℝ𝑁 → ℝ, 𝐺 (𝑥) =
∫
Ω
𝑓 (𝑥,𝜔)𝑍 ∗(𝜔) 𝑑𝜇 (𝜔).

Wegen
¯𝑍 ∗ ∈ Π gilt

¯𝑍 ∗ ∈ 𝐿𝑞 (Ω) und ¯𝑍 ∗ ⪰ 0; also können wir Satz 1.5 anwenden auf die

Funktion

𝑔 : ℝ𝑁 × Ω → ℝ, 𝑔(𝑥, 𝜔) = 𝑓 (𝑥,𝜔)𝑍 ∗(𝜔),
und erhalten

0 ∈ 𝜕𝐺 (𝑥) = {𝔼[𝑣∗] | 𝑣∗(𝜔) ∈ 𝜕𝑔(𝑥 ;𝜔) fast überall} .
Mit

𝜕𝑔(𝑥 ;𝜔) = 𝑍 ∗(𝜔)𝜕𝑓 (𝑥 ;𝜔) für fast alle 𝜔 ∈ Ω

wegen Lemma a.14 (i) erhalten wir daraus die behaupteten Extremalitätsbedingungen.

Aus Satz 4.6 folgt schließlich

𝑍 ∗ ∈ 𝜕R(𝑍 ) = arg max

𝑍 ∗∈Π
⟨𝑍 ∗, 𝐹 (𝑥)⟩𝐿𝑝 (Ω) − R∗(𝑍 ∗),

und damit ist (𝑥, 𝑍 ∗) ein Sattelpunkt von (4.5). □
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Da das Fermat-Prinzip für konvexe Funktionale notwendig und hinreichend ist, gilt um-

gekehrt, dass jedes Paar (𝑥, ¯𝑍 ∗), das (4.6) erfüllt, auch ein Sattelpunkt von (4.5) ist, und

insbesondere 𝑥 eine Lösung von (4.4) liefert.

Für kohärente Risikomaße hat das Sattelpunktproblem die besonders einfache Form

min

𝑥∈ℝ𝑁
sup

𝑍 ∗∈Π
𝔼[𝑓 (𝑥,𝜔)𝑍 ∗(𝜔)] .

Diese kann nun Ausgangspunkt für weitere Untersuchungen sein: Zum Beispiel kann wie

in Kapitel 2 der Erwartungswert durch eine Monte-Carlo-Approximation ersetzt werden;

zusammen mit einer passenden Approximation der Risikohülle Π kann man dann ähnlich

wie in Satz 2.3 Konsistenz zeigen; siehe [Shapiro 2013].

Ebenfalls kann man daraus numerische Verfahren ableiten. Ist zum Beispiel 𝑓 fast si-

cher stetig differenzierbar und die Projektion auf Π effizient realisierbar, kann man einen

Sattelpunkt durch das folgende primal-duale Splitting-Verfahren berechnen:

𝑍𝑘+1 = projΠ (𝑍𝑘 + 𝜎𝑘𝐹 (𝑥𝑘)),
𝑍𝑘+1 = 2𝑍𝑘+1 − 𝑍𝑘 ,
𝑥𝑘+1 = 𝑥𝑘 − 𝜏𝑘𝐹 ′(𝑥𝑘)∗𝑍𝑘+1,

für geeignete Schrittweiten 𝜎𝑘 , 𝜏𝑘 > 0; siehe [Angerhausen 2022] für den speziellen Fall

R = CVaR𝛼 .
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A GRUNDLAGEN DER KONVEXEN ANALYSIS

In diesem Kapitel sammeln wir die wesentlichen Definitionen und Resultate aus der kon-

vexen Analysis, die in dieser Vorlesung benötigt werden. Für Details und Beweise wird auf

[Clason & Valkonen 2020] verwiesen.

Sei 𝑋 ein normierter Vektorraum und 𝐹 : 𝑋 → ℝ := ℝ ∪ {+∞}, wobei ℝ mit der üblichen

Arithmetik versehen wird, d. h. 𝑡 < ∞ und 𝑡 +∞ = ∞ für alle 𝑡 ∈ ℝ; Subtraktion und Multi-

plikation von negativen Zahlen mit ∞ und insbesondere 𝐹 (𝑥) = −∞ sind nicht zugelassen.

Die Menge, auf der 𝐹 endlich ist, bezeichnet man als (effektiven) Definitionsbereich

dom 𝐹 := {𝑥 ∈ 𝑋 | 𝐹 (𝑥) < ∞} .

Ist dom 𝐹 ≠ ∅, so nennt man 𝐹 eigentlich (englisch: „proper“).

a.1 direkte methode der variationsrechnung

Wir verallgemeinern den Satz von Weierstraß (jede reellwertige stetige Funktion auf

kompakten Mengen nimmt ihr Minimum und Maximum an) auf Banachräume und ins-

besondere auf Funktionen der Form 𝐹 . Man nennt 𝐹 unterhalbstetig in 𝑥 ∈ 𝑋 (englisch:

„lower semicontinuous“), falls gilt

𝐹 (𝑥) ≤ lim inf

𝑛→∞
𝐹 (𝑥𝑛) für alle Folgen {𝑥𝑛}𝑛∈ℕ ⊂ 𝑋 mit 𝑥𝑛 → 𝑥 .

Analog definiert man schwach(-∗) unterhalbstetige Funktionen über schwach(-∗) konvergen-
te Folgen. Gilt schließlich für jede Folge {𝑥𝑛}𝑛∈ℕ ⊂ 𝑋 mit ∥𝑥𝑛∥𝑋 → ∞ auch 𝐹 (𝑥𝑛) → ∞,

so heißt 𝐹 koerziv.

Satz a.1 (Tonelli). Sei 𝑋 ein reflexiver Banachraum und 𝐹 : 𝑋 → ℝ eigentlich, koerziv und
schwach unterhalbstetig. Dann hat das Minimierungsproblem

min

𝑥∈𝑋
𝐹 (𝑥)

eine Lösung 𝑥 ∈ dom 𝐹 .
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Ist 𝑋 nicht reflexiv, aber Dualraum eines separablen Banachraums, so hat man analog die

Existenz von Minimierern schwach-∗ unterhalbstetiger Funktionale.

Unterhalbstetigkeit bleibt unter verschiedenen Operationen erhalten.

Lemma a.2. Seien 𝑋,𝑌 Banachräume und sei 𝐹 : 𝑋 → ℝ schwach unterhalbstetig. Dann
sind schwach unterhalbstetig

(i) 𝛼𝐹 für alle 𝛼 ≥ 0;

(ii) 𝐹 +𝐺 für 𝐺 : 𝑋 → ℝ schwach unterhalbstetig;

(iii) 𝜑 ◦ 𝐹 für 𝜑 : ℝ → ℝ unterhalbstetig und monoton steigend;

(iv) 𝐹 ◦ Φ für Φ : 𝑌 → 𝑋 schwach stetig, d. h. aus 𝑦𝑛 ⇀ 𝑦 folgt Φ(𝑦𝑛) ⇀ Φ(𝑦);

(v) 𝑥 ↦→ sup𝑖∈𝐼 𝐹𝑖 (𝑥) mit 𝐹𝑖 : 𝑋 → ℝ schwach unterhalbstetig für eine beliebige Menge 𝐼 .

Da beschränkte lineare Funktionale stetig und damit unterhalbstetig sind, folgt sofort:

Folgerung a.3. Sei 𝑋 ein Banachraum. Dann ist ∥ · ∥𝑋 eigentlich, koerziv und schwach
unterhalbstetig.

Ein weiteres häufig auftretendes Funktional ist die Indikator-Funktion1 einer Menge𝑈 ⊂ 𝑋 ,
definiert als

𝛿𝑈 (𝑥) =
{

0 𝑥 ∈ 𝑈 ,
∞ 𝑥 ∈ 𝑋 \𝑈 .

Lemma a.4. Sei 𝑋 ein Banachraum und𝑈 ⊂ 𝑋 . Dann ist 𝛿𝑈 : 𝑋 → ℝ

(i) eigentlich, wenn𝑈 nichtleer ist;

(ii) schwach unterhalbstetig, wenn𝑈 konvex und abgeschlossen ist;

(iii) koerziv, wenn𝑈 beschränkt ist.

1
nicht zu verwechseln mit der charakteristischen Funktion 𝟙𝑈 mit 𝟙𝑈 (𝑥) = 1 für 𝑥 ∈ 𝑈 und 0 sonst!
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a.2 konvexe funktionen

Ein eigentliches Funktional 𝐹 : 𝑋 → ℝ heißt konvex, wenn für alle 𝑥, 𝑦 ∈ 𝑋 und 𝜆 ∈ [0, 1]
gilt

(a.1) 𝐹 (𝜆𝑥 + (1 − 𝜆)𝑦) ≤ 𝜆𝐹 (𝑥) + (1 − 𝜆)𝐹 (𝑦)

(dabei ist der Funktionswert ∞ auf beiden Seiten zugelassen). Gilt für 𝑥 ≠ 𝑦 und 𝜆 ∈ (0, 1)
sogar

𝐹 (𝜆𝑥 + (1 − 𝜆)𝑦) < 𝜆𝐹 (𝑥) + (1 − 𝜆)𝐹 (𝑦),
so heißt 𝐹 strikt konvex.

Eine alternative Charakterisierung der Konvexität eines Funktionals 𝐹 : 𝑋 → ℝ basiert

auf ihrem Epigraph
epi 𝐹 := {(𝑥, 𝑡) ∈ 𝑋 ×ℝ | 𝐹 (𝑥) ≤ 𝑡} .

Lemma a.5. Für 𝐹 : 𝑋 → ℝ ist epi 𝐹

(i) nichtleer genau dann, wenn 𝐹 eigentlich ist;

(ii) konvex genau dann, wenn 𝐹 konvex ist;

(iii) (schwach) abgeschlossen genau dann, wenn 𝐹 (schwach) unterhalbstetig ist.

Folgerung a.6. Sei 𝐹 : 𝑋 → ℝ konvex. Dann ist 𝐹 schwach unterhalbstetig genau dann, wenn
𝐹 unterhalbstetig ist.

Direkt aus der Definition folgt die Konvexität

(i) stetig affiner Funktionale, d. h. der Form 𝑥 ↦→ ⟨𝑥∗, 𝑥⟩𝑋 − 𝛼 für 𝑥∗ ∈ 𝑋 ∗
und 𝛼 ∈ ℝ;

(ii) der Norm ∥ · ∥𝑋 in einem normierten Raum 𝑋 ;

(iii) der Indikatorfunktion 𝛿𝐶 für eine konvexe Menge 𝐶 .

Ist 𝑋 ein Hilbertraum, so ist 𝐹 (𝑥) = ∥𝑥 ∥2

𝑋
sogar strikt konvex.

Weitere Beispiele lassen sich analog zu Lemma a.2 durch folgende Operationen erzeugen.

Lemma a.7. Seien 𝑋,𝑌 normierte Räume und sei 𝐹 : 𝑋 → ℝ konvex. Dann sind konvex

(i) 𝛼𝐹 für alle 𝛼 ≥ 0;

(ii) 𝐹 +𝐺 für 𝐺 : 𝑋 → ℝ konvex (ist 𝐹 oder 𝐺 strikt konvex, so auch 𝐹 +𝐺);

(iii) 𝜑 ◦ 𝐹 für 𝜑 : ℝ → ℝ konvex und monoton steigend;

(iv) 𝐹 ◦𝐴 für 𝐴 : 𝑌 → 𝑋 linear;
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(v) 𝑥 ↦→ sup𝑖∈𝐼 𝐹𝑖 (𝑥) mit 𝐹𝑖 : 𝑋 → ℝ konvex für eine beliebige Menge 𝐼 .

Nach Lemma a.7 (v) ist also das punktweise Supremum von affinen Funktionalen stets

konvex. Tatsächlich lässt sich sogar jedes konvexe Funktional so darstellen. Dafür definieren

wir für ein eigentliches Funktional 𝐹 : 𝑋 → ℝ die konvexe Hülle

𝐹 Γ : 𝑋 → ℝ, 𝑥 ↦→ sup {𝑎(𝑥) | 𝑎 stetig affin mit 𝑎(𝑥) ≤ 𝐹 (𝑥) für alle 𝑥 ∈ 𝑋 } .

Lemma a.8. Sei 𝐹 : 𝑋 → ℝ eigentlich. Dann ist 𝐹 genau dann konvex und unterhalbstetig,
wenn gilt 𝐹 = 𝐹 Γ .

Schließlich benötigen wir noch die folgende überraschende und nützliche Eigenschaft.

Satz a.9. Sei 𝑋 ein Banachraum und 𝐹 : 𝑋 → ℝ konvex und unterhalbstetig. Dann ist 𝐹 auf
(dom 𝐹 )𝑜 lokal Lipschitz-stetig.

a.3 das konvexe subdifferential

Konvexe Funktionen müssen nicht differenzierbar sein; geometrisch bedeutet das, dass

anstelle einer eindeutigen Tangente in einem Punkt mehrere existieren können. Wir

betrachten daher als Ersatz für die Ableitung die Menge aller Tangentensteigungen in

einem Punkt. Für 𝐹 : 𝑋 → ℝ und 𝑥 ∈ dom 𝐹 is das Subdifferential von 𝐹 in 𝑥 definiert als

(a.2) 𝜕𝐹 (𝑥) := {𝑥∗ ∈ 𝑋 ∗ | ⟨𝑥∗, 𝑥 − 𝑥⟩𝑋 ≤ 𝐹 (𝑥) − 𝐹 (𝑥) für alle 𝑥 ∈ 𝑋 } .

(Beachten Sie, dass 𝑥 ∉ dom 𝐹 zugelassen ist, da dann die Ungleichung trivialerweise erfüllt

ist.) Für 𝑥 ∉ dom 𝐹 setzen wir 𝜕𝐹 (𝑥) = ∅. Direkt aus der Definition folgt, dass 𝜕𝐹 (𝑥) konvex
und schwach-∗ abgeschlossen ist; man zeigt weiter, dass 𝜕𝐹 (𝑥) ≠ für alle 𝑥 ∈ (dom 𝐹 )𝑜 ist.
Ein Element 𝜉 ∈ 𝜕𝐹 (𝑥) heißt Subgradient.

Direkt aus der Definition folgt eine notwendige und hinreichende Optimalitätsbedingung.

Satz a.10. Seien 𝐹 : 𝑋 → ℝ und 𝑥 ∈ dom 𝐹 . Dann sind äquivalent:

(i) 0 ∈ 𝜕𝐹 (𝑥);

(ii) 𝐹 (𝑥) = min

𝑥∈𝑋
𝐹 (𝑥).

Eine äquivalente Definition erhält man mit Hilfe der Richtungsableitung von 𝐹 in 𝑥 dom 𝐹

in Richtung ℎ ∈ 𝑋

𝐹 ′(𝑥 ;ℎ) := lim

𝑡→0
+

𝐹 (𝑥 + 𝑡ℎ) − 𝐹 (𝑥)
𝑡

∈ [−∞,∞],

die für konvexe Funktionen (zumindest als uneigentlicher Grenzwert) stets existiert.

46



a grundlagen der konvexen analysis

Lemma a.11. Sei 𝐹 : 𝑋 → ℝ konvex und 𝑥 ∈ dom 𝐹 . Dann ist

𝜕𝐹 (𝑥) = {𝑥∗ ∈ 𝑋 ∗ | ⟨𝑥∗, ℎ⟩𝑋 ≤ 𝐹 ′(𝑥 ;ℎ) für alle ℎ ∈ 𝑋 } .

Definiert ℎ ↦→ 𝐹 ′(𝑥 ;ℎ) einen stetigen linearen Operator 𝐷𝐹 (𝑥) : 𝑋 → ℝ, so ist 𝐹 Gâteaux-
differenzierbar in 𝑥 ; aus Lemma a.11 folgt also, dass das Subdifferential eine Verallgemeine-

rung der klassischen Ableitung darstellt.

Satz a.12. Sei 𝐹 : 𝑋 → ℝ konvex und Gâteaux-differenzierbar in 𝑥 . Dann ist 𝜕𝐹 (𝑥) =

{𝐷𝐹 (𝑥)}.

Natürlich möchten wir auch Subdifferentiale von Funktionen haben, die nicht differenzier-

bar sind. Das kanonische Beispiel ist die Norm ∥𝑥 ∥𝑋 in einem normierten Raum, die ja in

𝑥 = 0 nicht differenzierbar ist.

Satz a.13. Für 𝑥 ∈ 𝑋 ist

𝜕(∥ · ∥𝑋 ) (𝑥) =
{
{𝑥∗ ∈ 𝑋 ∗ | ⟨𝑥∗, 𝑥⟩𝑋 = ∥𝑥 ∥𝑋 und ∥𝑥∗∥𝑋 ∗ = 1} falls 𝑥 ≠ 0,

𝐵𝑋 ∗ falls 𝑥 = 0.

Das Subdifferential der Indikatorfunktion einer konvexen Menge 𝐶 ⊂ 𝑋 hat eine einfache

Darstellung: Für 𝑥 ∈ 𝐶 = dom𝛿𝐶 gilt nämlich

𝑥∗ ∈ 𝜕𝛿𝐶 (𝑥) ⇔ ⟨𝑥∗, 𝑥 − 𝑥⟩𝑋 ≤ 𝛿𝐶 (𝑥) für alle 𝑥 ∈ 𝑋
⇔ ⟨𝑥∗, 𝑥 − 𝑥⟩𝑋 ≤ 0 für alle 𝑥 ∈ 𝐶,

da die Ungleichung für alle 𝑥 ∉ 𝐶 trivialerweise erfüllt ist. Die Menge 𝜕𝛿𝐶 (𝑥) nennt man

auch Normalenkegel an 𝐶 in 𝑥 .

Subdifferentiale weiterer Funktionale erhält man durch Rechenregeln. Es ist naheliegend,

dass diese umso aufwändiger zu beweisen sind, je schwächer der Differenzierbarkeitsbegriff

ist (d. h. je mehr Funktionen in diesem Sinne differenzierbar sind). Die ersten beiden Regeln

folgen noch direkt aus der Definition.

Lemma a.14. Für 𝐹 : 𝑋 → ℝ konvex und 𝑥 ∈ dom 𝐹 gilt

(i) 𝜕(𝜆𝐹 ) (𝑥) = 𝜆(𝜕𝐹 (𝑥)) := {𝜆𝜉 | 𝜉 ∈ 𝜕𝐹 (𝑥)} für 𝜆 ≥ 0;

(ii) 𝜕𝐹 (· + 𝑥0) (𝑥) = 𝜕𝐹 (𝑥 + 𝑥0) für 𝑥0 ∈ 𝑋 mit 𝑥 + 𝑥0 ∈ dom 𝐹 .

Schon die Summenregel ist deutlich aufwändiger und benötigt den Satz vonHahn–Banach.
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Satz a.15 (Summenregel). Seien 𝐹,𝐺 : 𝑋 → ℝ konvex. Dann gilt für alle 𝑥 ∈ dom 𝐹 ∩ dom𝐺

𝜕𝐹 (𝑥) + 𝜕𝐺 (𝑥) ⊂ 𝜕(𝐹 +𝐺) (𝑥).

Existiert ein 𝑥0 ∈ (dom 𝐹 )𝑜 ∩ dom𝐺 , so gilt Gleichheit.

Daraus erhält man per Induktion Summenregeln für beliebig viele Summanden (wobei 𝑥0

im Inneren aller bis auf eines effektiven Definitionsbereichs liegen muss). Analog beweist

man eine Kettenregel für stetige lineare Operatoren.

Satz a.16 (Kettenregel). Seien 𝑋,𝑌 normierte Räume, 𝐴 ∈ 𝐿(𝑋,𝑌 ) (d. h. ein stetiger linearer
Operator von 𝑋 nach 𝑌 ), und 𝐹 : 𝑌 → ℝ konvex und unterhalbstetig. Dann gilt für alle
𝑥 ∈ dom(𝐹 ◦𝐴)

𝜕(𝐹 ◦𝐴) (𝑥) ⊃ 𝐴∗𝜕𝐹 (𝐴𝑥) := {𝐴∗𝑦∗ | 𝑦∗ ∈ 𝜕𝐹 (𝐴𝑥)} .

Existiert ein 𝑥0 ∈ 𝑋 mit 𝐴𝑥0 ∈ (dom 𝐹 )𝑜 , so gilt Gleichheit.

Nützlich ist auch das folgende Resultat.

Satz a.17 (Maximumsregel). Sei 𝐹 : 𝑋 → ℝ konvex und gelte

𝐹 (𝑥) = max

𝑖∈𝐼
𝐹𝑖 (𝑥)

für eine endliche Indexmenge 𝐼 und 𝐹𝑖 : 𝑋 → ℝ Gâteaux-differenzierbar. Dann ist

𝜕𝐹 (𝑥) = co {𝐷𝐹𝑖 (𝑥) | 𝐹 (𝑥) = 𝐹𝑖 (𝑥)} ,

wobei co𝐴 die schwach-∗ abgeschlossene konvexe Hülle der Menge 𝐴 ⊂ 𝑋 ∗ bezeichnet.

a.4 fenchel-dualität

Sei 𝑋 ein normierter Raum und 𝐹 : 𝑋 → ℝ eigentlich. Dann ist die Fenchel-Konjugierte zu
𝐹 definiert als

𝐹 ∗ : 𝑋 ∗ → ℝ, 𝐹 ∗(𝑥∗) = sup

𝑥∈𝑋
⟨𝑥∗, 𝑥⟩𝑋 − 𝐹 (𝑥).

(Da dom 𝐹 ≠ ∅ angenommen ist, gilt 𝐹 ∗(𝑥∗) > −∞ für alle 𝑥∗ ∈ 𝑋 ∗
, also ist die Definition

sinnvoll.) Aus Lemma a.7 (v) und Lemma a.2 (v) folgt sofort, dass 𝐹 ∗ für eigentliche 𝐹
stets konvex und schwach-∗ unterhalbstetig ist. Ist 𝐹 nach unten durch ein affin-lineares

Funktional beschränkt (was nach Lemma a.8 für konvexe und unterhalbstetige Funktionen

immer der Fall ist), so ist auch 𝐹 ∗ eigentlich. Die Definition liefert außerdem sofort die

Fenchel–Young-Ungleichung

(a.3) ⟨𝑥∗, 𝑥⟩𝑋 ≤ 𝐹 (𝑥) + 𝐹 ∗(𝑥∗) für alle 𝑥 ∈ 𝑋, 𝑥∗ ∈ 𝑋 ∗.
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Analog definieren wir für 𝐹 : 𝑋 ∗ → ℝ die Fenchel-Präkonjugierte als

𝐹∗ : 𝑋 → ℝ, 𝐹∗(𝑥) = sup

𝑥∗∈𝑋 ∗
⟨𝑥∗, 𝑥⟩𝑋 − 𝐹 (𝑥∗).

Durch diese Konvention ist die Bikonjugierte 𝐹 ∗∗ := (𝐹 ∗)∗ selbst für nicht-reflexive Räume

wieder auf 𝑋 definiert (anstatt auf 𝑋 ∗∗
). Anschaulich ist 𝐹 ∗∗ die untere konvexe Hülle von

𝐹 , die für konvexe Funktionen nach Lemma a.8 ja mit 𝐹 übereinstimmt.

Satz a.18 (Fenchel–Moreau–Rockafellar). Sei 𝐹 : 𝑋 → ℝ eigentlich. Dann gilt

(i) 𝐹 ∗∗ ≤ 𝐹 ;

(ii) 𝐹 ∗∗ = 𝐹 Γ ;

(iii) 𝐹 ∗∗ = 𝐹 genau dann, wenn 𝐹 konvex und unterhalbstetig ist.

Wir betrachten wieder relevante Beispiele.

Beispiel a.19.

(i) Sei 𝐵𝑋 die Einheitskugel im normierten Raum 𝑋 und setze 𝐹 = 𝛿𝐵𝑋 . Dann ist für

𝑥∗ ∈ 𝑋 ∗

(𝛿𝐵𝑋 )∗(𝑥∗) = sup

𝑥∈𝑋
⟨𝑥∗, 𝑥⟩𝑋 − 𝛿𝐵𝑋 (𝑥) = sup

∥𝑥 ∥𝑋≤1

⟨𝑥∗, 𝑥⟩𝑋 = ∥𝑥∗∥𝑋 ∗ .

Analog zeigt man unter Verwendung der Definition der Präkonjugierten, dass

(𝛿𝐵𝑋∗ )∗(𝑥) = ∥𝑥 ∥𝑋 ist.

(ii) Sei 𝑋 ein normierter Raum und setze 𝐹 (𝑥) = ∥𝑥 ∥𝑋 . Dann ist 𝐹 ∗ = 𝛿𝐵𝑋∗ . Wie oben

zeigt man analog, dass (∥ · ∥𝑋 ∗)∗ = 𝛿𝐵𝑋 ist.

(iii) Sei 𝐹 (𝑥) = 1

2
∥𝑥 ∥2

𝑋
und𝑋 ein Hilbertraum. Dann könnenwir𝑋 ∗ ≃ 𝑋 identifizieren,

so dass 𝐹 (𝑥) differenzierbar ist mit Gradient∇𝐹 (𝑥) = 𝑥 , und die notwendigen und
hinreichenden Optimalitätsbedingungen für sup𝑥∈𝑋 ⟨𝑥∗, 𝑥⟩𝑋 − 1

2
⟨𝑥, 𝑥⟩𝑋 ergeben

𝐹 ∗(𝑥∗) = 1

2

∥𝑥∗∥2

𝑋 .

Wir notieren noch einige nützliche Rechenregeln.

Lemma a.20. Sei 𝐹 : 𝑋 → ℝ eigentlich. Dann ist

(i) (𝛼𝐹 )∗ = 𝛼𝐹 ∗ ◦ (𝛼−1
Id) für 𝛼 > 0;

(ii) (𝐹 (· + 𝑥0) + ⟨𝑥∗
0
, ·⟩𝑋 )∗ = 𝐹 ∗(· − 𝑥∗0) − ⟨· − 𝑥∗

0
, 𝑥0⟩𝑋 für alle 𝑥0 ∈ 𝑋 , 𝑥∗

0
∈ 𝑋 ∗;
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(iii) (𝐹 ◦𝐴)∗ = 𝐹 ∗ ◦𝐴−∗ für 𝐴 ∈ 𝐿(𝑌,𝑋 ) stetig invertierbar und 𝐴−∗
:= (𝐴−1)∗.

Die Definition der Fenchel-Konjugierten ist auf besondere Weise verträglich mit der des

Subdifferentials.

Satz a.21 (Fenchel–Moreau). Sei 𝐹 : 𝑋 → ℝ eigentlich, konvex und unterhalbstetig. Dann
sind äquivalent für 𝑥 ∈ 𝑋 und 𝑥∗ ∈ 𝑋 ∗:

(i) ⟨𝑥∗, 𝑥⟩𝑋 = 𝐹 (𝑥) + 𝐹 ∗(𝑥∗);

(ii) 𝑥∗ ∈ 𝜕𝐹 (𝑥);

(iii) 𝑥 ∈ 𝜕𝐹 ∗(𝑥∗).

Mit Hilfe dieses Satzes erhalten wir ein Dualitätsresultat für Probleme der Form

(P) inf

𝑥∈𝑋
𝐹 (𝑥) +𝐺 (𝐴𝑥)

für 𝐹 : 𝑋 → ℝ und 𝐺 : 𝑌 → ℝ eigentlich, konvex, und unterhalbstetig sowie 𝐴 ∈ 𝐿(𝑋,𝑌 ).
Durch Einsetzen der Definition von 𝐺 = 𝐺∗∗

und formales Vertauschen von inf und sup

erhält man daraus das duale Problem

(D) sup

𝑦∗∈𝑌 ∗
−𝐹 ∗(−𝐴∗𝑦∗) −𝐺∗(𝑦∗).

Dieses Vertauschen wird durch das folgenden Satz legitimiert.

Satz a.22 (Fenchel–Rockafellar). Seien 𝑋,𝑌 normierte Räume, 𝐹 : 𝑋 → ℝ und 𝐺 : 𝑌 → ℝ

eigentlich, konvex und unterhalbstetig, und 𝐴 ∈ 𝐿(𝑋,𝑌 ). Gelte weiterhin:

(i) das primale Problem (P) hat eine Lösung 𝑥 ∈ 𝑋 ;

(ii) es existiert ein 𝑥0 ∈ dom 𝐹 ∩ dom(𝐺 ◦𝐴) mit 𝐴𝑥0 ∈ (dom𝐺)𝑜 .

Dann hat das duale Problem (D) eine Lösung 𝑦∗ ∈ 𝑌 ∗ und es gilt

(a.4) min

𝑥∈𝑋
𝐹 (𝑥) +𝐺 (𝐴𝑥) = max

𝑦∗∈𝑌 ∗
−𝐹 ∗(−𝐴∗𝑦∗) −𝐺∗(𝑦∗).

Weiterhin sind𝑥 und 𝑦∗ Lösungen von (P) bzw. (D) genau dann,wenn die Fenchel-Extremalitäts-

bedingungen

(E)

{−𝐴∗𝑦∗ ∈ 𝜕𝐹 (𝑥),
𝑦∗ ∈ 𝜕𝐺 (𝐴𝑥),

erfüllt sind.
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a.5 epikonvergenz

Oft betrachtet man zu einem Optimierungsproblem eine Folge von approximierenden (z. B.

diskretisierten oder regularisierten) Problemen, die einfacher zu lösen oder zu analysie-

ren sind. Dabei ist natürlich die wesentliche Frage, ob Minimierer der approximierenden

Funktionale gegen einen Minimierer des ursprünglichen Funktionals konvergieren. Da-

für reicht punktweise Konvergenz der Funktionale nicht aus, wie das folgende Beispiel

zeigt.

Beispiel a.23. Betrachte für 𝑛 ∈ ℕ

𝑓𝑛 : ℝ → ℝ, 𝑓𝑛 (𝑥) =
1

𝑛
|𝑥 − 𝑛 | − 1.

Dann gilt

lim

𝑛→∞
𝑓𝑛 (𝑥) = 0 für alle 𝑥 ∈ ℝ,

und damit 𝑓𝑛 → 0 =: 𝑓 punktweise, aber

lim

𝑛→∞
inf

𝑥∈ℝ
𝑓𝑛 (𝑥) = lim

𝑛→∞
𝑓𝑛 (𝑛) = −1 ≠ 0 = inf

𝑥∈ℝ
𝑓 (𝑥).

Die Konvergenz muss also in einem passenden Sinn gleichmäßig sein. Für erweitert-

reellwertige Funktionale führt das auf den Begriff der Epikonvergenz (im Kontext der

Variationsrechnung auch Gamma-Konvergenz genannt).

Sei 𝐹𝑛 : 𝑋 → ℝ, 𝑛 ∈ ℕ. Wir sagen, 𝐹𝑛 epikonvergiert gegen 𝐹 : 𝑋 → ℝ und schreiben

𝐹𝑛 →𝑒 𝐹 , falls für alle 𝑥 ∈ 𝑋 gilt

(i) für alle Folgen {𝑥𝑛}𝑛∈ℕ ⊂ 𝑋 mit 𝑥𝑛 → 𝑥 gilt

lim inf

𝑛→∞
𝐹𝑛 (𝑥𝑛) ≥ 𝐹 (𝑥);

(ii) es existiert eine Folge {𝑥𝑛}𝑛∈ℕ ⊂ 𝑋 mit 𝑥𝑛 → 𝑥 so, dass gilt

lim sup

𝑛→∞
𝐹𝑛 (𝑥𝑛) ≤ 𝐹 (𝑥) .

Die Folge in (ii) wird auch Recovery-Folge genannt. (Eine äquivalente Charakterisierung
von Epikonvergenz ist, dass epi 𝐹𝑛 → epi 𝐹 im Sinne der Painlevé–Kuratowski-Konvergenz

von Mengen gilt, woher auch der Name stammt.) Beachte, dass punktweise Konvergenz

weder hinreichend noch notwendig für Epikonvergenz ist. Aus der Definition folgt direkt,

dass der Grenzwert einer epikonvergenten Folge unterhalbstetig sein muss; sind alle 𝐹𝑛
konvex, so ist auch 𝐹 konvex.

Unter einer – separat nachzuweisenden – Kompaktheitsbedingung erhält man nun das

gewünschte Ergebnis.
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Satz a.24. Sei 𝐹𝑛 : 𝑋 → ℝ, 𝑛 ∈ ℕ, und 𝐹 : 𝑋 → ℝ mit 𝐹𝑛 →𝑒 𝐹 . Dann gilt

lim sup

𝑛→∞
inf

𝑥∈𝑋
𝐹𝑛 (𝑥) ≤ inf

𝑥∈𝑋
𝐹 (𝑥).

Existiert weiter eine Nullfolge {𝜀𝑛}𝑛∈ℕ und eine konvergente Folge {𝑥𝑛}𝑛∈ℕ ⊂ 𝑋 mit

𝐹𝑛 (𝑥𝑛) ≤ inf

𝑥∈𝑋
𝐹𝑛 (𝑥) + 𝜀𝑛 für alle 𝑛 ∈ ℕ,

so ist der Grenzwert 𝑥 ∈ 𝑋 ein Minimierer von 𝐹 und es gilt

lim

𝑛→∞
inf

𝑥∈𝑋
𝐹𝑛 (𝑥) = inf

𝑥∈𝑋
𝐹 (𝑥).

Beweis. Sei 𝑥 ∈ 𝑋 beliebig und {𝑥𝑛}𝑛∈ℕ eine zugehörige Recovery-Folge. Dann folgt sofort

aus Bedingung (ii) für die Epikonvergenz

𝐹 (𝑥) ≥ lim sup

𝑛→∞
𝐹𝑛 (𝑥𝑛) ≥ lim sup

𝑛→∞
inf

𝑥∈𝑋
𝐹𝑛 (𝑥),

und Infimum über alle 𝑥 ∈ 𝑋 ergibt die erste Behauptung.

Sei nun {𝑥𝑛}𝑛∈ℕ eine konvergente Folge von 𝜀𝑛-Minimierern mit Grenzwert 𝑥 ∈ 𝑋 . Dann
folgt aus der Definition zusammen mit Bedingung (i)

lim inf

𝑛→∞
inf

𝑥∈𝑋
𝐹𝑛 (𝑥) = lim inf

𝑛→∞
( inf

𝑥∈𝑋
𝐹𝑛 (𝑥) + 𝜀𝑛) ≥ lim inf

𝑛→∞
𝐹𝑛 (𝑥𝑛) ≥ 𝐹 (𝑥) ≥ inf

𝑥∈𝑋
𝐹 (𝑥).

Zusammen mit der bereits bewiesenen ersten Ungleichung folgt daraus die behauptete

Gleichung sowie 𝐹 (𝑥) = inf𝑥∈𝑋 𝐹 (𝑥). □

Das folgende (aufwändig zu beweisende) Resultat charakterisiert Epikonvergenz konvexer

Funktionale in ℝ𝑁
.

Satz a.25 ([Rockafellar & Wets 1998, Theorem 7.17]). Seien 𝐹𝑛 : ℝ𝑁 → ℝ, 𝑛 ∈ ℕ, konvex und
unterhalbstetig, und sei 𝐹 : ℝ𝑁 → ℝ konvex und unterhalbstetig mit (dom 𝐹 )𝑜 ≠ ∅. Dann
sind äquivalent:

(i) 𝐹𝑛 →𝑒 𝐹 ;

(ii) es existiert eine dichte Teilmenge 𝐸 ⊂ ℝ𝑁 mit 𝐹𝑛 → 𝐹 punktweise auf 𝐸;

(iii) 𝐹𝑛 → 𝐹 gleichmäßig auf jeder kompakten Teilmenge 𝐾 ⊂ ℝ𝑁 , die keinen Randpunkt
von dom 𝐹 enthält.
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a.6 trägerfunktionale

Sei 𝑋 ein Banachraum und 𝐴 ⊂ 𝑋 ∗
. Dann heißt die Abbildung

𝜎𝐴 : 𝑋 → ℝ, 𝜎𝐴 (𝑥) := sup

𝑥∗∈𝐴
⟨𝑥∗, 𝑥⟩𝑋 ,

das Trägerfunktional von 𝐴. Wegen Lemma a.11 ist das folgende Resultat nützlich.

Lemma a.26. Sei 𝐹 : 𝑋 → ℝ positiv homogen, subadditiv und unterhalbstetig, und sei

𝐴 = {𝑥∗ ∈ 𝑋 ∗ | ⟨𝑥∗, 𝑥⟩𝑋 ≤ 𝐹 (𝑥) für alle 𝑥 ∈ 𝑋 } .

Dann ist
𝐹 (𝑥) = sup

𝑥∗∈𝐴
⟨𝑥∗, 𝑥⟩𝑋 für alle 𝑥 ∈ 𝑋 .

Beweis. Nach Definition gilt für alle 𝑥∗ ∈ 𝐴 (und nur diese!) die Ungleichung ⟨𝑥∗, 𝑥⟩𝑋 −
𝐹 (𝑥) ≤ 0 für alle 𝑥 ∈ 𝑋 . Wir machen dafür eine Fallunterscheidung:

(i) ⟨𝑥∗, 𝑥⟩𝑋 ≤ 𝐹 (𝑥) für alle 𝑥 ∈ 𝑋 . Dann folgt sofort

𝐹 ∗(𝑥∗) = sup

𝑥∈𝑋
⟨𝑥∗, 𝑥⟩𝑋 − 𝐹 (𝑥) ≤ 0.

Aus der positiven Homogenität folgt weiter

𝐹 (0) = 𝐹 (𝑡0) = 𝑡𝐹 (0) für alle 𝑡 > 0

und damit 𝐹 (0) = 0. Also wird das Supremum für 𝑥 = 0 in 𝐹 ∗(𝑥∗) = 0 angenommen.

(ii) ⟨𝑥∗, 𝑥⟩𝑋 > 𝐹 (𝑥) für ein 𝑥 ∈ 𝑋 . Dann folgt für 𝑡 > 0 beliebig aus der positiven

Homogenität

𝐹 ∗(𝑥∗) = sup

𝑥∈𝑋
⟨𝑥∗, 𝑥⟩𝑋 − 𝐹 (𝑥) ≥ ⟨𝑥∗, 𝑡𝑥⟩𝑋 − 𝐹 (𝑡𝑥)

= 𝑡 (⟨𝑥∗, 𝑥⟩𝑋 − 𝐹 (𝑥)) > 0,

und Grenzübergang 𝑡 → ∞ zeigt 𝐹 ∗(𝑥∗) = ∞.

Dies zeigt 𝐹 ∗ = 𝛿𝐴.

Nun ist 𝐹 nachVoraussetzung zusätzlich subadditiv und damit konvex sowie unterhalbstetig.

Aus Satz a.18 folgt daher für alle 𝑥 ∈ 𝑋

𝐹 (𝑥) = 𝐹 ∗∗(𝑥) = (𝛿𝐴)∗(𝑥) = sup

𝑥∗∈𝐴
⟨𝑥∗, 𝑥⟩𝑋 . □

Die nächsten Aussagen zeigen, dass man Mengen äquivalent durch ihre Trägerfunktionale

charakterisieren kann.
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Lemma a.27. Seien 𝐴, 𝐵 ⊂ 𝑋 ∗ nichtleer, konvex, und schwach-∗ abgeschlossen. Dann ist
𝐴 ⊂ 𝐵 genau dann, wenn gilt

(a.5) sup

𝑥∗∈𝐴
⟨𝑥∗, 𝑥⟩𝑋 ≤ sup

𝑥∗∈𝐵
⟨𝑥∗, 𝑥⟩𝑋 für alle 𝑥 ∈ 𝑋 .

Beweis. Ist 𝐴 ⊂ 𝐵, so ist die linke Seite von (a.5) offensichtlich nicht größer als die rechte.

Für die andere Richtung sei angenommen, es existiert ein 𝑥∗ ∈ 𝐴 mit 𝑥∗ ∉ 𝐵. Wegen der

Voraussetzung an 𝐴 und 𝐵 existiert dann nach dem Trennungssatz von Hahn–Banach (in

der schwach-∗-Topologie, bezüglich der die stetigen linearen Funktionale nach Definition

der Form 𝑥∗ ↦→ ⟨𝑥∗, 𝑥⟩𝑋 für ein 𝑥 ∈ 𝑋 sind) ein 𝑥 ∈ 𝑋 und ein 𝜆 ∈ ℝ mit

⟨𝑧∗, 𝑥⟩𝑋 ≤ 𝜆 < ⟨𝑥∗, 𝑥⟩𝑋 für alle 𝑧∗ ∈ 𝐵.

Supremum über alle 𝑧∗ und Abschätzen von 𝑥∗ durch das Supremum ergibt dann

sup

𝑧∗∈𝐵
⟨𝑧∗, 𝑥⟩𝑋 ≤ 𝜆 < sup

𝑥∗∈𝐴
⟨𝑥∗, 𝑥⟩𝑋 .

Damit ist (a.5) verletzt, und die Aussage folgt durch Kontraposition. □

Folgerung a.28. Seien 𝐴, 𝐵 ⊂ 𝑋 ∗ konvex und schwach-∗ abgeschlossen. Dann ist𝐴 = 𝐵 genau
dann, wenn gilt

(a.6) sup

𝑥∗∈𝐴
⟨𝑥∗, 𝑥⟩𝑋 = sup

𝑥∗∈𝐵
⟨𝑥∗, 𝑥⟩𝑋 für alle 𝑥 ∈ 𝑋 .

Beweis. Die eine Richtung ist klar. Gilt umgekehrt (a.6), dann folgt daraus insbesondere

(a.5) und damit nach Lemma a.27 auch 𝐴 ⊂ 𝐵. Vertauschen der Rollen von 𝐴 und 𝐵 ergibt

die Aussage. □
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B GRUNDLAGEN DER WAHRSCHEINLICHKEITSTHEORIE

Wir sammeln hier die wesentlichsten Begriffe und Resultate aus der Wahrscheinlichkeits-

theorie, die wir in dieser Vorlesung brauchen. Für Details und Beweise sei auf Standard-

Lehrbücher wie etwa [Brokate & Kersting 2019; Klenke 2020] verwiesen.

b.1 wahrscheinlichkeitsmasse

Sei Ω eine beliebige Menge. Eine Teilmenge A ⊂ P(Ω) der Potenzmenge von Ω heißt

𝜎-Algebra, falls Ω ∈ A und sie abgeschlossen ist unter Komplementbildung und abzählba-

ren Vereinigungen. (Daraus folgt sofort, dass die leere Menge sowie abzählbare Schnitte

ebenfalls inA liegen.) In diesem Fall nennen wir (Ω,A) einenmessbaren Raum und𝐴 ⊂ A
eine messbare Menge. Ein S ⊂ P, für das A die kleinste 𝜎-Algebra ist, die S enthält, nennt

man Erzeuger von A. Ist Ξ ⊂ ℝ𝑁
und enthält S genau die offenen Teilmengen von Ξ, so

wird dadurch die Borel-Algebra B erzeugt; 𝐵 ∈ B heißt dann Borel-Menge.

Eine Funktion 𝜇 : A → [0,∞] heißt Maß auf (Ω,A), wenn für alle 𝐴𝑛 ∈ A, 𝑛 ∈ ℕ, mit

𝐴𝑖 ∩𝐴 𝑗 = ∅ für 𝑖 ≠ 𝑗 gilt

𝜇 (
⋃
𝑛∈ℕ

𝐴𝑛) =
∑︁
𝑛∈ℕ

𝜇 (𝐴𝑛).

Gilt für alle 𝐴 ∈ A – und damit insbesondere für Ω selber – dass 𝜇 (𝐴) < ∞, so heißt 𝜇

endlich; kann Ω zerlegt werden in die Vereinigung abzählbar vieler meßbarer Mengen

𝐴𝑛 ∈ A mit 𝜇 (𝐴𝑛) < ∞ für alle 𝑛 ∈ ℕ, so heißt 𝜇 𝜎-endlich; ein Beispiel ist das Lebesgue-

Maß auf ℝ𝑁
. Eine 𝜎-Algebra A heißt 𝜇-vollständig, wenn aus 𝐴 ∈ A mit 𝜇 (𝐴) = 0 und

𝐵 ⊂ 𝐴 auch 𝐵 ∈ A und damit 𝜇 (𝐵) = 0 folgt. Gilt schließlich 𝜇 (Ω) = 1, so heißt 𝜇 ein

Wahrscheinlichkeitsmaß und (Ω,A, 𝜇) einWahrscheinlichkeitsraum. Eine Menge 𝐴 ∈ A
mit 𝜇 (𝐴) = 0 heißt (𝜇-)Nullmenge. Gilt umgekehrt 𝜇 (Ω ⊂ 𝐴) = 0, dann sagt man, das

Ereignis 𝐴 tritt (𝜇-)fast sicher (oder fast überall) ein; ist 𝜇 ein Wahrscheinlichkeitsmaß, so

gilt in diesem Fall 𝜇 (𝐴) = 1, und wir sagen 𝐴 tritt ein mit Wahrscheinlichkeit 1. Ein sehr

nützliches Resultat dazu ist das folgende

Lemma b.1 (Borel–Cantelli). Sei {𝐴1, . . . , 𝐴𝑛}𝑛∈ℕ ⊂ A und

𝐴∗
:= {𝜔 ∈ Ω |𝜔 ∈ 𝐴𝑛 für unendlich viele 𝑛 ∈ ℕ} .

Dann gilt
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(i) Ist
∑
𝑛∈ℕ 𝜇 (𝐴𝑛) < ∞, so ist 𝜇 (𝐴∗) = 0.

(ii) Ist
∑
𝑛∈ℕ 𝜇 (𝐴𝑛) = ∞ und {𝐴𝑛}𝑛∈ℕ unabhängig, so ist 𝜇 (𝐴∗) = 1.

Hier nennt man eine Familie {𝐴𝑖}𝑖∈𝐼 ⊂ A unabhängig, wenn für alle endlichen Teilmengen

𝐽 ⊂ 𝐼 gilt 𝜇 (⋂ 𝑗∈𝐽 𝐴 𝑗 ) =
∏

𝑗∈𝐽 𝜇 (𝐴 𝑗 ).

Ist 𝑓 : Ω → ℝ eine Funktion und (Ω,A) ein messbarer Raum, dann heißt 𝑓 messbar,
wenn für alle Borel-Mengen 𝐵 ∈ B das Urbild 𝑓 −1 [𝐵] := {𝜔 ∈ Ω | 𝑓 (𝜔) ∈ 𝐵} ∈ A, d. h.

messbar ist. Stetige Funktionen sind immermessbar; ist 𝑓 messbar, so auch 𝑓 + := max{0, 𝑓 },
𝑓 − := max{0,−𝑓 }, |𝑓 |, und sign 𝑓 . Weiter sind punktweise Summe, Differenz, Produkt, und

Quotient von messbaren Funktionen messbar. Ist {𝑓𝑛}𝑛∈ℕ eine Folge von messbaren Funk-

tionen, sind auch inf𝑛 𝑓𝑛 , sup𝑛 𝑓𝑛 , lim inf𝑛 𝑓𝑛 , und lim sup𝑛 𝑓𝑛 messbar. Schließlich ist eine

vektorwertige Funktion messbar genau dann, wenn die Koordinatenfunktionen messbar

sind. Diese Aussagen gelten auch für erweitert-reellwertige Funktionen.

Jede nicht-negative meßbare Funktion 𝑓 : Ω → [0,∞) ist Grenzwert einer fast überall
monoton steigenden Folge von Elementarfunktionen, d. h. es gibt eine Folge {𝑓𝑛}𝑛∈ℕ mit

𝑓𝑛 (𝜔) =
𝑁∑︁
𝑘=1

𝟙𝐴𝑘
𝛼𝑘 , 𝐴1, . . . , 𝐴𝑁 ∈ A, 𝛼1, . . . , 𝛼𝑁 ≥ 0,

und 𝑓𝑛→𝑓 punktweise fast überall. (Hier bezeichnet 𝟙𝐴 (𝜔) = 1 für 𝜔 ∈ 𝐴 und 0 sonst die

charakteristische Funktion von 𝐴 ⊂ Ω). Es gilt daher

𝑓 (𝜔) =
∞∑︁
𝑘=1

𝟙𝐴𝑘
𝛼𝑘 , 𝐴1, . . . ∈ A, 𝛼1, . . . ≥ 0.

b.2 integration

Ist (Ω,A, 𝜇) ein Maßraum und 𝑓 : Ω → ℝ eine messbare Funktion, ist das Integral
bezüglich 𝜇 definiert als∫

Ω
𝑓 (𝜔) 𝑑𝜇 (𝜔) :=

∞∑︁
𝑘=1

𝛼𝑘𝜇 (𝐴𝑘) −
∞∑︁
𝑘=1

𝛽𝑘𝜇 (𝐵𝑘)

für 𝑓 + =
∑
𝑘 𝛼𝑘𝟙𝐴𝑘

und 𝑓 − =
∑
𝑘 𝛽𝑘𝟙𝐵𝑘 mit 𝐴𝑘 , 𝐵𝑘 ∈ A und 𝛼𝑘 , 𝛽𝑘 ≥ 0, solange wenigstens

eine der beiden Summen endlich ist. Wir schreiben auch oft kurz

∫
Ω
𝑓 𝑑𝜇. Das Integral über

eine Teilmenge 𝐴 ⊂ A ist definiert als∫
𝐴

𝑓 (𝜔) 𝑑𝜇 (𝜔) :=

∫
𝐴

𝑓 (𝜔)𝟙𝐴 (𝜔) 𝑑𝜇 (𝜔).

Das Integral erfüllt die folgenden elementaren Eigenschaften:
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(i) Definitheit: für 𝑓 ≥ 0 gilt

∫
Ω
𝑓 𝑑𝜇 = 0 genau dann, wenn 𝑓 = 0 fast überall gilt;

(ii) Monotonie: 𝑓 ≤ 𝑔 fast überall impliziert

∫
Ω
𝑓 𝑑𝜇 ≤

∫
Ω
𝑔𝑑𝜇;

(iii) Dreiecksungleichung:

���∫Ω 𝑓 𝑑𝜇��� ≤ ∫
Ω
|𝑓 | 𝑑𝜇;

(iv) Linearität:

∫
Ω
𝛼 𝑓 + 𝑔𝑑𝜇 = 𝛼

∫
Ω
𝑓 𝑑𝜇 +

∫
Ω
𝑔𝑑𝜇.

Zwei wichtige Spezialfälle sind (Ω,B, 𝜆) mit Ω ⊂ ℝ𝑑
, B die Borel-Algebra, und 𝜆 das

Lebesgue-Maß; in diesem Fall erhält man das Lebesgue-Integral. Ist Ω = {𝜔1, . . . , 𝜔𝑁 } eine
endliche Menge und 𝜇 =

∑𝑁
𝑘=1

𝛼𝑘𝛿𝜔𝑘
für 𝛼𝑘 ≥ 0, so gilt∫

Ω
𝑓 (𝜔) 𝑑𝜇 (𝜔) =

𝑁∑︁
𝑘=1

𝛼𝑘 𝑓 (𝜔𝑘).

Wir definieren für eine messbare Funktion 𝑓 : Ω → ℝ nun

∥ 𝑓 ∥𝑝 :=

(∫
Ω
|𝑓 (𝜔) |𝑝 𝑑𝜇 (𝜔)

)
1/𝑝
, 1 ≤ 𝑝 < ∞,

∥ 𝑓 ∥∞ := inf {𝐾 ≥ 0 | 𝜇 ({𝜔 | |𝑓 (𝜔) | > 𝐾}) = 0}

und setzen für 1 ≤ 𝑝 ≤ ∞

𝐿
𝑝
𝜇 (Ω) :=

{
𝑓 : Ω → ℝ messbar

�� ∥ 𝑓 ∥𝑝 < ∞
}
.

Ist 𝑓 ∈ 𝐿1

𝜇 (Ω), so sagt man, 𝑓 ist integrierbar. Es gelten die üblichen Ungleichungen, etwa

die Höldersche Ungleichung für 𝑓 ∈ 𝐿𝑝𝜇 (Ω) und 𝑔 ∈ 𝐿𝑝𝜇 (Ω) mit
1

𝑝
+ 1𝑞 = 1:∫

Ω
𝑓 (𝜔)𝑔(𝜔) 𝑑𝜇 (𝜔) ≤

(∫
Ω
𝑓 (𝜔)𝑝 𝑑𝜇 (𝜔)

)
1/𝑝 (∫

Ω
𝑔(𝜔)𝑞 𝑑𝜇 (𝜔)

)
1/𝑞
.

Ist das Maß aus dem Kontext offensichtlich, schreibt man auch nur 𝑓 ∈ 𝐿𝑝 (Ω). Das Integral
vektorwertiger Funktionen 𝑓 : Ω → ℝ𝑁

und die entsprechenden Räume 𝐿
𝑝
𝜇 (Ω,ℝ𝑁 )

integrierbarer vektorwertiger Funktionen werden analog komponentenweise definiert.

Die Hauptsätze über integrierbare Funktionen betreffen nun die Vertauschbarkeit von

Grenzwert und Integral.

Satz b.2 (Monotone Konvergenz, Beppo Levi). Sei {𝑓𝑛}𝑛∈ℕ eine Folge integrierbarer Funktio-
nen mit 𝑓𝑛→𝑓 fast überall. Dann ist

lim

𝑛→∞

∫
Ω
𝑓𝑛 (𝜔) 𝑑𝜇 (𝜔) =

∫
Ω
𝑓 (𝜔) 𝑑𝜇 (𝜔).
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Satz b.3 (Lemma von Fatou). Sei {𝑓𝑛}𝑛∈ℕ eine Folge messbarer Funktionen. Existiert eine
integrierbare Funktion 𝑔 mit 𝑓𝑛 ≥ 𝑔 fast überall für alle 𝑛 ∈ ℕ, dann gilt

lim inf

𝑛→∞

∫
Ω
𝑓𝑛 (𝜔) 𝑑𝜇 (𝜔) ≥

∫
Ω

lim inf

𝑛→∞
𝑓𝑛 (𝜔) 𝑑𝜇 (𝜔).

Satz b.4 (Majorisierte Konvergenz, Lebesgue). Sei {𝑓𝑛}𝑛∈ℕ eine Folge integrierbarer Funktio-
nen mit 𝑓𝑛 → 𝑓 fast überall. Existiert eine integrierbare Funktion 𝑔 mit |𝑓𝑛 | ≤ 𝑔 fast überall
für alle 𝑛 ∈ ℕ, dann ist auch 𝑓 integrierbar und es gilt

lim

𝑛→∞

∫
Ω
𝑓𝑛 (𝜔) 𝑑𝜇 (𝜔) =

∫
Ω
𝑓 (𝜔) 𝑑𝜇 (𝜔).

Sind 𝜇, 𝜈 zwei Maße auf dem messbaren Raum (Ω,A) und gilt für alle 𝐴 ∈ A mit 𝜇 (𝐴) = 0

auch 𝜈 (𝐴) = 0, so heißt 𝜈 absolutstetig bezüglich 𝜇.

Satz b.5 (Radon–Nikodym). Seien 𝜇, 𝜈 zwei 𝜎-endliche Maße auf (Ω,A). Dann ist 𝜈 abso-
lutstetig bezüglich 𝜇 genau dann, wenn eine meßbare Funktion 𝑓 : Ω → [0,∞) existiert
mit

𝜈 (𝐴) =
∫
𝐴

𝑓 (𝜔) 𝑑𝜇 (𝜔) für alle 𝐴 ∈ A .

Die Funktion 𝑓 wird Dichte von 𝜈 (bezüglich 𝜇) genannt; ist 𝜈 ein Wahrscheinlichkeitsmaß,

spricht man auch von derWahrscheinlichkeitsdichte.

Sind (Ω1,A1, 𝜇1) und (Ω2,A2, 𝜇2) zwei Wahrscheinlichkeitsräume, so können wir den

Produktraum (Ω,A, 𝜇) definieren via

Ω := Ω1 × Ω2,

A := A1 ⊗ A2 := {𝐴1 ×𝐴2 |𝐴1 ∈ A1, 𝐴2 ∈ A2} ,
𝜇 := 𝜇1 ⊗ 𝜇2, 𝜇 (𝐴1 ×𝐴2) := 𝜇 (𝐴1)𝜇 (𝐴2).

Für das Integral auf dem Produktraum gilt der

Satz b.6 (Fubini). Ist 𝑓 : Ω → ℝ meßbar bezüglich A und 𝑓 ∈ 𝐿1

𝜇 (Ω), dann gilt∫
Ω
𝑓 (𝜔) 𝑑𝜇 (𝜔) =

∫
Ω2

(∫
Ω1

𝑓 (𝜔1, 𝜔2) 𝑑𝜇1(𝜔1)
)
𝑑𝜇2(𝜔2)

=

∫
Ω1

(∫
Ω2

𝑓 (𝜔1, 𝜔2) 𝑑𝜇2(𝜔2)
)
𝑑𝜇1(𝜔1).
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b.3 zufallsvariablen

Sei (Ω,A, 𝜇) ein Wahrscheinlichkeitsraum. Eine messbare Funktion 𝑋 : Ω → ℝ (versehen

mit der Borel-Algebra) nennt man dann auch Zufallsvariable. Für 𝐵 ∈ B setze

ℙ[𝑋 ∈ 𝐵] := 𝜇 (𝑋−1(𝐵)) =
∫ ∞

−∞
𝟙𝐵 (𝑋 (𝜔)) 𝑑𝜇 (𝜔).

Wir nennen das Wahrscheinlichkeitsmaß 𝜇𝑋 := 𝜇 ◦ 𝑋−1 Verteilung von 𝑋 . Wir schreiben

dann auch 𝑋 ∼ 𝜇𝑋 und sagen, 𝑋 ist verteilt nach 𝜇𝑋 . Nimmt 𝑋 nur endlich viele Werte

an, spricht man von einer diskreten Verteilung. Ist 𝑓 : ℝ → ℝ, so ist auch 𝑓 (𝑋 ) eine
Zufallsvariable.

Da die Borel-Algebra B durch die halboffenen Mengen erzeugt wird, genügt es, Mengen

der Form 𝐵 = {𝑋 ≤ 𝑡} := 𝑋−1({𝑥 ∈ ℝ | 𝑥 ≤ 𝑡}) zu betrachten. Wir schreiben dann auch

kurz ℙ[𝑋 ≤ 𝑡], und analog für ähnliche Mengen. Die Abbildung 𝑥 ↦→ ℙ[𝑋 ≤ 𝑥] heißt
Verteilungsfunktion von 𝑋 ; diese legt die Zufallsvariable eindeutig fest. Beispiele sind die

Normalverteilung N𝜇,𝜎2 für 𝜇, 𝜎 ∈ ℝ mit

ℙ[𝑋 ≤ 𝑡] = 1

√
2𝜋𝜎2

∫ 𝑡

−∞
exp

(
− (𝑥 − 𝜇)2

2𝜎2

)
𝑑𝑥,

sowie die uniforme Verteilung U𝑎,𝑏 für 𝑎 < 𝑏 mit

ℙ[𝑋 ≤ 𝑡] =


0 falls 𝑡 ≤ 𝑎,
𝑡−𝑎
𝑏−𝑎 falls 𝑡 ∈ (𝑎, 𝑏),
1 falls 𝑡 ≥ 𝑏.

Eine Familie {𝑋𝑖}𝑖∈𝐼 heißt identisch verteilt, wenn 𝜇𝑋𝑖
= 𝜇𝑋 𝑗

für alle 𝑖, 𝑗 ∈ 𝐼 gilt. Sie heißt
unabhängig verteilt, falls für alle endlichen Teilmengen 𝐽 ⊂ 𝐼 gilt

ℙ

[⋂
𝑗∈𝐽

{𝑋 𝑗 ∈ 𝐴 𝑗 }
]
=

∏
𝑗∈𝐽

ℙ[𝑋 𝑗 ∈ 𝐴 𝑗 ] für alle 𝐴 𝑗 ∈ A, 𝑗 ∈ 𝐽 .

Für 𝑋 ∈ 𝐿1

𝜇 (Ω) ist der Erwartungswert definiert als

𝔼[𝑋 ] :=

∫
Ω
𝑋 (𝜔) 𝑑𝜇 (𝜔).

Beispielsweise ist 𝔼[𝑋 ] = 𝜇 für 𝑋 ∼ N𝜇,𝜎2 und 𝔼[𝑋 ] = 𝑎+𝑏
2

für 𝑋 ∼ U𝑎,𝑏 .

Direkt aus den Eigenschaften des Integrals folgt die Linearität, Monotonie, und Dreiecks-

ungleichung des Erwartungswerts. Haben zwei Zufallsvariablen die gleiche Verteilung, so

haben sie auch den gleichen Erwartungswert. Sind {𝑋1, . . . , 𝑋𝑛} unabhängig, so gilt

𝔼

[
𝑛∏
𝑖=1

𝑋𝑖

]
=

𝑛∏
𝑖=1

𝔼[𝑋𝑖] .
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Weiter gilt die Markov-Ungleichung

(b.1) ℙ[|𝑋 | ≥ 𝜀] ≤ 𝔼[|𝑋 |]
𝜀

für alle 𝜀 > 0.

Ist 𝑓 : ℝ → ℝ konvex, so gilt außerdem die Jensen-Ungleichung

(b.2) 𝔼[𝑓 (𝑋 )] ≥ 𝑓 (𝔼[𝑋 ]).

Für 𝑋 ∈ 𝐿1

𝜇 (Ω) ist die Varianz definiert als

𝕍 [𝑋 ] := 𝔼[𝑋 2] − 𝔼[𝑋 ]2 = 𝔼[(𝑋 − 𝔼[𝑋 ])2] ≥ 0.

Beispielsweise ist 𝕍 [𝑋 ] = 𝜎2
für 𝑋 ∼ N𝜇,𝜎2 und 𝕍 [𝑋 ] = (𝑎+𝑏)2

12
für 𝑋 ∼ U𝑎,𝑏 .

Sind {𝑋1, . . . , 𝑋𝑛} unabhängig, so gilt (Bienaymé-Gleichung)

𝕍

[
𝑛∑︁
𝑖=1

𝑋𝑖

]
=

𝑛∑︁
𝑖=1

𝕍 [𝑋𝑖] .

Anwenden der Markov-Ungleichung auf (𝑋 −𝔼[𝑋 ])2
liefert die Chebyshev-Ungleichung

(b.3) ℙ[|𝑋 − 𝔼[𝑋 ] | ≥ 𝜀] ≤ 𝕍 [𝑋 ]
𝜀2

für alle 𝜀 > 0.

Grenzwertsätze machen eine Aussage über das asymptotische Verhalten von Mittelwerten

von Zufallsvariablen. Das folgende Resultat ist bekannt als das starke Gesetz der großen
Zahl.

Satz b.7 (Etemadi). Sei (Ω,A, 𝜇) ein Wahrscheinlichkeitsraum und {𝑋𝑛}𝑛∈ℕ ⊂ 𝐿1

𝜇 (Ω) eine
Folge von unabhängig und identisch verteilten Zufallsvariablen. Dann gilt

ℙ

[
lim sup

𝑛→∞

1

𝑛

����� 𝑛∑︁
𝑖=1

(𝑋𝑖 − 𝔼[𝑋𝑖])
����� = 0

]
= 1.

b.4 bedingte erwartung

Sei (Ω,A, 𝜇) ein Wahrscheinlichkeitsraum und F ⊂ A eine Unter-𝜎-Algebra. Ist 𝑋 eine

integrierbare Zufallsvariable und ist 𝑌 eine Zufallsvariable, für die gilt

(i) 𝑌 ist messbar bezüglich F ;

(ii) 𝔼[𝑋𝟙𝐴] = 𝔼[𝑌𝟙𝐴] für alle 𝐴 ∈ F ;
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dann heißt𝑌 bedingter Erwartungswert von𝑋 gegeben F , und wir schreiben 𝔼[𝑋 | F ] := 𝑌 .

Der bedingte Erwartungswert existiert für alle𝑋 ∈ 𝐿1

𝜇 (Ω) und alle F ⊂ A und ist eindeutig

bis auf 𝜇-Nullmengen. (Alle Eigenschaften gelten daher immer nur fast sicher.) Direkt aus

der Definition (wähle 𝐴 = Ω ∈ F ) folgt

𝔼 [𝔼[𝑋 | F ]] = 𝔼[𝑋 ] .

Ist 𝑋 unabhängig von F , so gilt sogar

𝔼[𝑋 | F ] = 𝔼[𝑋 ] .

Der bedingte Erwartungswert erbt die Eigenschaften des Erwartungswerts wie Linearität,

Monotonie, Dreiecksungleichung; ebenso gilt für 𝑓 : ℝ → ℝ konvex die bedingte Jensen-
Ungleichung

(b.4) 𝔼[𝑓 (𝑋 ) | F ] ≥ 𝑓 (𝔼[𝑋 | F ]).

Ist G ⊂ F eine weitere Unter-𝜎-Algebra, gilt die Turmeigenschaft

𝔼 [𝔼[𝑋 | F ] | G] = 𝔼 [𝔼[𝑋 | G] | F ] = 𝔼[𝑋 | G] .

Für eine Zufallsvariable 𝑍 definieren wir den bedingten Erwartungswert von 𝑋 gegeben

𝑍 als 𝔼[𝑋 | 𝑍 ] := 𝔼[𝑋 | 𝜎 (𝑍 )], wobei 𝜎 (𝑍 ) :=
{
𝑋−1(𝐵)

��𝐵 ∈ B
}
die von 𝑍 erzeugte

𝜎-Algebra ist (die kleinste 𝜎-Algebra, bezüglich der 𝑍 messbar ist). Analog definiert man

die von einer Menge {𝑋1, . . . , 𝑋𝑛} erzeugte 𝜎-Algebra als die kleinste 𝜎-Algebra, bezüglich
der 𝑋𝑘 messbar ist für alle 𝑘 = 1, . . . , 𝑛.

Eine Folge {F𝑛}𝑛∈ℕ von Unter-𝜎-Algebren mit F1 ⊂ F2 · · · ⊂ F heißt Filtration. Eine Folge
{𝑋𝑛}𝑛∈ℕ von Zufallsvariablen heißt adaptiert an die Filtration {F𝑛}𝑛∈ℕ, wenn 𝑋𝑛 messbar

ist bezüglich F𝑛 für alle 𝑛 ∈ ℕ. Dies gilt insbesondere offensichtlich für die natürliche
Filtration F𝑛 = 𝜎 ({𝑋1, . . . , 𝑋𝑛}) für alle 𝑛 ∈ ℕ.
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