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ÜBERBLICK

Der Inhalt dieser Vorlesung knüpft direkt an die Numerische Mathematik 1 an und behandelt

weitere Verfahren für die (näherungsweise) numerische Lösung von Problemen der linearen

Algebra und Analysis.

Im ersten Teil über numerische lineare Algebra betrachten wir iterative Verfahren

zur Lösung linearer Gleichungssysteme und Eigenwertprobleme; der Schwerpunkt liegt

dabei auf modernen Projektionsverfahren und insbesondere auf Krylovraum-Methoden.

Im Gegensatz zu den sogenannten direkten Verfahren wie zum Beispiel der LR-Zerlegung

liefern iterative Verfahren zwar immer nur Näherungslösungen, benötigen jedoch in jedem

Schritt nur die Multiplikation eines Vektors mit einer Matrix. Dies ist insbesondere für

Probleme mit dünn besetzten Matrizen wichtig, die nur wenige von Null verschiedene

Einträge in jeder Zeile haben: In diesem Fall wächst der Aufwand für eine Matrix-Vektor-

Multiplikation nur linear mit der Anzahl der Zeilen, während der der LR-Zerlegung kubisch

wächst. Außerdem sind die Faktoren der LR-Zerlegung in der Regel voll besetzt. Da in vielen

Anwendungen routinemäßig (dünn besetzte) Matrizen mit mehreren Hunderttausend bis

hin zu Milliarden Zeilen auftreten, kommen hier selbst auf modernsten Großrechnern nur

noch iterative Verfahren in Betracht.

Im zweiten Teil über numerische Differentialgleichungen betrachten wir Verfahren zur

Lösung von gewöhnlichen Differentialgleichungen und untersuchen deren Genauigkeit und

Stabilität. Wie üblich in der numerischen Analysis beruht dies auf der Frage,wie undwie gut

die gesuchte exakte Lösung durch Polynome approximiert werden kann; wir werden sehen,

dass solche Polynome effizient durch Zeitschrittverfahren berechnet werden können. Zum

Schluß behandeln wir einfache finite-Differenzen-Verfahren für Randwertprobleme; diese

führen auf die Lösung linearer Gleichungssysteme mit großen dünnbesetzten Matrizen,

womit sich der Kreis der Vorlesung schließt.
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Teil I

NUMERISCHE LINEARE ALGEBRA
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1 ALGEBRAISCHE GRUNDLAGEN

In diesem Kapitel stellen wir einige grundlegende Definitionen und Eigenschaften zusam-

men. Diese sollten aus früheren Vorlesungen bereits bekannt sein, weshalb in den meisten

Fällen auf Beweise verzichtet wird; der Zweck liegt in erster Linie im Festhalten von Nota-

tion. Im Allgemeinen betrachten wir dabei komplexe Vektorräume; auf Eigenschaften, die

nur für reelle Matrizen gelten, wird explizit hingewiesen.

1.1 vektoren und matrizen

Wir beginnen mit der Festlegung von Notation. Sei 𝑛 ∈ ℕ beliebig. Ein Vektor 𝑥 ∈ ℂ𝑛 ist
stets ein Spaltenvektor ; er hat die Einträge 𝑥𝑖 ∈ ℂ, 1 ≤ 𝑖 ≤ 𝑛. Der zugehörige Zeilenvektor
wirdmit𝑥𝑇 = (𝑥1, . . . , 𝑥𝑛) bezeichnet. Der adjungierte Vektor zu 𝑥 ist𝑥∗ := 𝑥𝑇 = (𝑥 1, . . . , 𝑥𝑛).
Hier ist 𝑧 die komplex konjugierte Zahl zu 𝑧 ∈ ℂ.

Eine Matrix 𝐴 ∈ ℂ𝑛×𝑛 hat die Einträge 𝑎𝑖 𝑗 ∈ ℂ, 1 ≤ 𝑖, 𝑗 ≤ 𝑛, wobei der erste Index (hier

𝑖) den Zeilenindex und der zweite Index (hier 𝑗 ) den Spaltenindex bezeichnet. Die Matrix

𝐴 ∈ ℂ2×2
hat also die Einträge

𝐴 =

(
𝑎11 𝑎12
𝑎21 𝑎22

)
.

Sind 𝑛 Vektoren 𝑎1, . . . , 𝑎𝑛 ∈ ℂ𝑛 gegeben, können wir daraus eine Matrix 𝐴 ∈ ℂ𝑛×𝑛 bilden,
deren 𝑗-te Spalte der Vektor 𝑎 𝑗 ist. Dies drücken wir aus durch

𝐴 = [𝑎1, 𝑎2, . . . , 𝑎𝑛] .

Die transponierte Matrix zu 𝐴 ∈ ℂ𝑛×𝑛 bezeichnen wir mit 𝐴𝑇 ; sie hat die Einträge 𝑎 𝑗𝑖 . Die

adjungierte Matrix 𝐴∗ := 𝐴
𝑇
hat dagegen die Einträge 𝑎 𝑗𝑖 . Ist 𝐴 ∈ ℝ𝑛×𝑛

, so ist natürlich

𝐴∗ = 𝐴𝑇 .

Damit können wir nun bestimmte Klassen von Matrizen unterscheiden. Die Matrix 𝐴 ∈
ℂ𝑛×𝑛 heißt

• symmetrisch, falls 𝐴𝑇 = 𝐴 gilt,

• selbstadjungiert, falls 𝐴∗ = 𝐴 gilt,

• schiefsymmetrisch (bzw. schiefadjungiert), falls 𝐴𝑇 = −𝐴 (bzw. 𝐴∗ = −𝐴) gilt,
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1 algebraische grundlagen

• normal, falls 𝐴∗𝐴 = 𝐴𝐴∗ gilt,

• unitär, falls 𝐴∗𝐴 = 𝐼 gilt, wobei 𝐼 die Einheitsmatrix (oder Identität) bezeichnet. (Ist
𝐴 ∈ ℝ𝑛×𝑛

, so bedeutet dies, dass 𝐴𝑇𝐴 = 𝐼 ist, und man nennt 𝐴 orthogonal.)

Ein Unterraum von ℂ𝑛 ist eine nichtleere Teilmenge𝑈 ⊂ ℂ𝑛 , die abgeschlossen bezüglich

Addition und Multiplikation mit (komplexen) Skalaren ist. Eine Menge {𝑢1, . . . , 𝑢𝑘} ⊂ ℂ𝑛 ,

𝑘 ∈ ℕ, von Vektoren erzeugt einen Unterraum 𝑈 ⊂ ℂ𝑛 – genannt Spann der 𝑢𝑖 – indem

wir die Menge aller Linearkombinationen der 𝑢𝑖 betrachten:

𝑈 = span {𝑢1, . . . , 𝑢𝑘} :=
{

𝑘∑︁
𝑖=1

𝛼𝑖𝑢𝑖 : 𝛼𝑖 ∈ ℂ, 1 ≤ 𝑖 ≤ 𝑘
}
.

Sind die 𝑢𝑖 linear unabhängig, so bilden die Vektoren 𝑢1, . . . , 𝑢𝑘 eine Basis von 𝑈 , und 𝑈
hat die Dimension 𝑘 (geschrieben: dim(𝑈 ) = 𝑘).

Eine Matrix 𝐴 ∈ ℂ𝑛×𝑛 definiert nun zwei wichtige Unterräume von ℂ𝑛:

• Das Bild von 𝐴 ist der Spann aller Spalten von 𝐴, kurz

Im(𝐴) := {𝐴𝑥 : 𝑥 ∈ ℂ𝑛} .

Der (Spalten-)Rang von 𝐴 ist definiert als die maximale Anzahl der linear unabhängi-

gen Spalten von 𝐴:

rank(𝐴) := dim(Im(𝐴)) .

• Der Kern von 𝐴 ist die Menge aller Vektoren, die durch 𝐴 auf 0 ∈ ℂ𝑛 abgebildet

werden:

Ker(𝐴) = {𝑥 ∈ ℂ𝑛 : 𝐴𝑥 = 0} .
Falls Ker(𝐴) ≠ {0} ist, heißt 𝐴 singulär, ansonsten regulär. In letzterem Fall hat das

lineare Gleichungssystem 𝐴𝑥 = 𝑏 für alle 𝑏 ∈ ℂ𝑛 eine eindeutige Lösung 𝑥∗ ∈ ℂ𝑛 .

Ein Fundamentalsatz der Linearen Algebra ist nun, dass jeder Vektor 𝑥 ∈ ℂ𝑛 eindeutig als

Summe eines Vektors aus dem Bild von 𝐴 und eines Vektors aus dem Kern von 𝐴∗ (und
umgekehrt) dargestellt werden kann. Der Raum ℂ𝑛 ist also die direkte Summe aus Bild und

Kern:

ℂ𝑛 = Im(𝐴) ⊕ Ker(𝐴∗) = Im(𝐴∗) ⊕ Ker(𝐴) .

Oft werden wir auch das Bild eines Unterraums 𝑈 ⊂ ℂ𝑛 unter einer Matrix 𝐴 ∈ ℂ𝑛×𝑛

betrachten, geschrieben

𝐴𝑈 := {𝐴𝑥 : 𝑥 ∈ 𝑈 }
Gilt 𝐴𝑈 ⊂ 𝑈 , so nennen wir𝑈 invariant unter 𝐴.
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1 algebraische grundlagen

1.2 vektor- und matrixnormen

Da ein iteratives Verfahren immer nur Näherungen an einen gesuchten Vektor liefern kann,

ist es wichtig, Fehler messen zu können. Dafür werden Vektornormen eingeführt.

Die Abbildung ∥·∥ : ℂ𝑛 → ℝ heißt Norm, falls

(n1) ∥𝑥 ∥ ≥ 0 für alle 𝑥 ∈ ℂ𝑛 , und ∥𝑥 ∥ = 0 genau dann, wenn 𝑥 = 0;

(n2) für alle 𝛼 ∈ ℂ und 𝑥 ∈ ℂ𝑛 gilt ∥𝛼𝑥 ∥ = |𝛼 |∥𝑥 ∥;

(n3) für alle 𝑥, 𝑦 ∈ ℂ𝑛 gilt die Dreiecksungleichung

∥𝑥 + 𝑦 ∥ ≤ ∥𝑥 ∥ + ∥𝑦 ∥.

Die wichtigsten Beispiele sind die 𝑝-Normen auf ℂ𝑛:

∥𝑥 ∥𝑝 :=
(
𝑛∑︁
𝑖=1

|𝑥𝑖 |𝑝
) 1

𝑝

für 1 ≤ 𝑝 < ∞,

∥𝑥 ∥∞ := max

𝑖=1,...,𝑛
|𝑥𝑖 |.

Wie wir sehen werden, hat die euklidische Norm ∥·∥2 unter allen 𝑝-Normen eine ausge-

zeichnete Stellung. Wir vereinbaren daher, dass – soweit nicht anders angegeben – eine

nicht weiter spezifizierte Norm ∥𝑥 ∥ stets die euklidische Norm ∥𝑥 ∥2 bezeichnet.

Auf endlichdimensionalen Vektorräumen (also insbesondere auf ℂ𝑛) sind alle Normen

äquivalent: Sind ∥·∥ und ∥·∥′ zwei Normen, so existieren zwei Konstanten 𝑐1, 𝑐2 > 0, so

dass für alle 𝑥 ∈ ℂ𝑛 gilt
𝑐1∥𝑥 ∥ ≤ ∥𝑥 ∥′ ≤ 𝑐2∥𝑥 ∥ .

Jede Matrix 𝐴 ∈ ℂ𝑛×𝑛 lässt sich als Vektor im Raum ℂ(𝑛
2)
auffassen, womit sich jede

dieser Normen auch zur Untersuchung einer Matrix verwenden ließe. Jedoch sind Matrizen

auch lineare Operatoren, die auf Vektoren wirken. Um dies zu berücksichtigen, verlangen

wir von einer Matrixnorm über die Normaxiome hinaus zusätzliche Eigenschaften. Eine

Matrixnorm ∥·∥𝑀 : ℂ𝑛×𝑛 → ℝ heißt

• submultiplikativ, falls ∥𝐴𝐵∥𝑀 ≤ ∥𝐴∥𝑀 ∥𝐵∥𝑀 für alle 𝐴, 𝐵 ∈ ℂ𝑛×𝑛 gilt.

• verträglich mit einer Vektornorm ∥·∥𝑉 , wenn für alle 𝐴 ∈ ℂ𝑛×𝑛 und 𝑥 ∈ ℂ𝑛 gilt

∥𝐴𝑥 ∥𝑉 ≤ ∥𝐴∥𝑀 ∥𝑥 ∥𝑉 .
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1 algebraische grundlagen

Für eine Vektornorm ∥·∥𝑉 auf ℂ𝑛 heißt die durch

(1.1) ∥𝐴∥𝑀 := sup

𝑥≠0

∥𝐴𝑥 ∥𝑉
∥𝑥 ∥𝑉

definierte Norm die (durch ∥·∥𝑉 ) induzierte Norm. Jede induzierte Norm ist submultiplikativ

und mit der sie induzierenden Vektornorm verträglich. Auch hier stellen die 𝑝-Normen

die wichtigsten Beispiele, und wir bezeichnen die durch die 𝑝-(Vektor-)Norm induzierte

Matrixnorm wieder mit ∥·∥𝑝 , wo dies nicht zu Verwechslung führen kann. Einige induzierte

𝑝-Normen haben eine explizite Darstellung.

• 𝑝 = 1 (Spaltensummennorm): ∥𝐴∥1 = max

1≤ 𝑗≤𝑛

𝑛∑︁
𝑖=1

|𝑎𝑖 𝑗 |,

• 𝑝 = ∞ (Zeilensummennorm): ∥𝐴∥∞ = max

1≤𝑖≤𝑛

𝑛∑︁
𝑗=1

|𝑎𝑖 𝑗 |.

Wieder hat die Norm für 𝑝 = 2 (die sogenannte Spektralnorm) eine besondere Stellung; für

diese existiert aber keine explizite Darstellung über die Einträge (sie kann aber mit Hilfe

von Eigenwerten charakterisiert werden).

Nicht alle Matrixnormen sind induzierte Normen. Auch die Frobenius-Norm ist submulti-

plikativ und verträglich mit der euklidischen Norm;
1
sie ist definiert durch

∥𝐴∥𝐹 :=

√︄
𝑛∑︁

𝑖, 𝑗=1

|𝑎𝑖 𝑗 |2.

Der Wert der Frobeniusnorm besteht darin, dass sie eine scharfe obere Schranke für die

– schwer zu berechnende – Spektralnorm darstellt. (Wie Vektornormen sind auch alle

Matrixnormen äquivalent.)

1.3 skalarprodukt und orthogonalität

Eine Abbildung ⟨·, ·⟩ : ℂ𝑛 × ℂ𝑛 → ℂ heißt Skalarprodukt, falls

(s1) für alle 𝑥, 𝑦 ∈ ℂ𝑛 gilt ⟨𝑥, 𝑦⟩ = ⟨𝑦, 𝑥⟩;

(s2) für alle 𝛼, 𝛽 ∈ ℂ und 𝑥, 𝑦, 𝑧 ∈ ℂ𝑛 gilt

⟨𝛼𝑥 + 𝛽𝑦, 𝑧⟩ = 𝛼 ⟨𝑥, 𝑧⟩ + 𝛽 ⟨𝑦, 𝑧⟩,
⟨𝑧, 𝛼𝑥 + 𝛽𝑦⟩ = 𝛼 ⟨𝑧, 𝑥⟩ + 𝛽 ⟨𝑧, 𝑦⟩;

1
Sie entspricht der euklidischen Norm von 𝐴 ∈ ℂ𝑛×𝑛

, aufgefasst als Vektor in ℂ(𝑛
2 )
.
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1 algebraische grundlagen

(s3) für alle 𝑥 ∈ ℂ𝑛 gilt ⟨𝑥, 𝑥⟩ ≥ 0, wobei ⟨𝑥, 𝑥⟩ = 0 genau dann gilt, wenn 𝑥 = 0 ist.
2

Jedes Skalarprodukt induziert eine Norm durch

∥𝑥 ∥2 := ⟨𝑥, 𝑥⟩,

und für eine so induzierte Norm gilt die Cauchy–Schwarzsche Ungleichung

|⟨𝑥, 𝑦⟩| ≤ ∥𝑥 ∥∥𝑦 ∥.

Das kanonische Skalarprodukt im ℂ𝑛 ist

⟨𝑥, 𝑦⟩2 := 𝑦∗𝑥 =
𝑛∑︁
𝑖=1

𝑥𝑖𝑦𝑖,

welches die euklidische Norm ∥𝑥 ∥2 induziert. In den nachfolgenden Kapiteln wird das

kanonische Skalarprodukt daher in der Regel einfach mit ⟨·, ·⟩ bezeichnet.

Von besonderem Interesse für uns ist das Zusammenspiel von Matrizen und Skalarproduk-

ten. Zunächst folgt aus der Definition des kanonischen Skalarprodukts und der adjungierten

Matrix sofort, dass für alle 𝐴 ∈ ℂ𝑛×𝑛 und 𝑥, 𝑦 ∈ ℂ𝑛 gilt

⟨𝐴𝑥, 𝑦⟩ = ⟨𝑥,𝐴∗𝑦⟩.

Eine reelle Matrix 𝐴 ∈ ℝ𝑛×𝑛
heißt positiv definit, wenn gilt

⟨𝐴𝑥, 𝑥⟩ > 0 für alle 𝑥 ∈ ℝ𝑛 \ {0}.

Ist 𝐴 ∈ ℝ𝑛×𝑛
selbstadjungiert und positiv definit, so wird durch

⟨𝑥, 𝑦⟩𝐴 := ⟨𝑥,𝐴𝑦⟩

ein Skalarprodukt definiert. Dieses induziert die sogenannte Energienorm ∥𝑥 ∥2
𝐴
:= ⟨𝑥,𝐴𝑥⟩.

Beide werden für die Krylovraum-Verfahren von fundamentaler Wichtigkeit sein. (Diese

Begriffe können auf komplexe Matrizen übetragen werden; dies wird im nächsten Kapitel

behandelt.)

Aus (1.3) folgt auch, dass für jede unitäre Matrix 𝑄 ∈ ℂ𝑛×𝑛 gilt

(1.2) ∥𝑄𝑥 ∥2 = ∥𝑥 ∥2 für alle 𝑥 ∈ ℂ𝑛 .

Unitäre Matrizen sind also Isometrien, d. h. längenerhaltend.

Zwei Vektoren 𝑥, 𝑦 ∈ ℂ𝑛 heißen orthogonal (bezüglich des Skalarprodukts ⟨·, ·⟩), falls
⟨𝑥, 𝑦⟩ = 0 gilt. Eine Menge {𝑥1, . . . , 𝑥𝑚} ⊂ ℂ𝑛 heißt orthogonal, falls ihre Elemente paar-

weise orthogonal sind, d. h. es gilt

⟨𝑥𝑖, 𝑥 𝑗 ⟩ = 0 für alle 𝑖 ≠ 𝑗 .

2
Wegen (s1) ist ⟨𝑥, 𝑥⟩ = ⟨𝑥, 𝑥⟩ und damit ⟨𝑥, 𝑥⟩ ∈ ℝ.

8



1 algebraische grundlagen

Ist zusätzlich ⟨𝑥𝑖, 𝑥𝑖⟩ = 1 für alle 1 ≤ 𝑖 ≤ 𝑚, so nennt man die Menge orthonormal. Zwei
Mengen {𝑥1, . . . , 𝑥𝑚} und {𝑦1, . . . , 𝑦𝑚} heißen biorthogonal, wenn für alle 1 ≤ 𝑖, 𝑗 ≤ 𝑚 gilt

⟨𝑥𝑖, 𝑦 𝑗 ⟩ = 𝛿𝑖 𝑗 :=
{
1, 𝑖 = 𝑗,

0, 𝑖 ≠ 𝑗 .

Ein Vektor𝑥 ∈ ℂ𝑛 heißt orthogonal zu einemUnterraum𝑈 ⊂ ℂ𝑛 (geschrieben 𝑥 ⊥𝑈 ), falls 𝑥

orthogonal zu allen𝑢 ∈ 𝑈 ist. Aus der Sesquilinearität des Skalarprodukts (Eigenschaft (s2))

folgt, dass eine äquivalente Bedingung dafür die Orthogonalität zu einer Basis 𝑢1, . . . , 𝑢𝑚
von𝑈 ist, d. h.

𝑥 ⊥𝑈 ⇔ ⟨𝑥,𝑢𝑖⟩ = 0 für alle 1 ≤ 𝑖 ≤ 𝑚.
Die Menge aller zu𝑈 orthogonalen Vektoren nennt man das orthogonale Komplement von
𝑈 ,

𝑈 ⊥ := {𝑥 ∈ ℂ𝑛 : 𝑥 ⊥𝑈 } .
Insbesondere ist (ℂ𝑛)⊥ = {0}. Weiterhin ist (𝑈 ⊥)⊥ = 𝑈 für jeden Unterraum𝑈 . Außerdem

gilt für jeden Unterraum𝑈 ⊂ ℂ𝑛 , dass

(1.3) ℂ𝑛 = 𝑈 ⊕ 𝑈 ⊥

ist. Jeder Vektor 𝑥 ∈ ℂ𝑛 kann also auf eindeutige Weise dargestellt werden als

𝑥 = 𝑢 + 𝑢⊥, 𝑢 ∈ 𝑈 , 𝑢⊥ ∈ 𝑈 ⊥.

1.4 eigenwerte und eigenvektoren

Eigenwerte (und Eigenvektoren) sind nützliche Begriffe, um die Abbildungseigenschaften

von Matrizen zu charakterisieren. Sie stellen daher sehr wichtige Hilfsmittel zur Analyse

iterativer Verfahren dar. Wir sammeln deshalb einige fundamentale Konzepte. Kernpunkt

dieses Abschnitts sind die Jordan-Normalform und insbesondere die Schurfaktorisierung

als zentrales Werkzeug in allen weiteren Kapiteln dieses Teils.

Sei 𝐴 ∈ ℂ𝑛×𝑛 . Ein 𝜆 ∈ ℂ heißt Eigenwert von 𝐴, falls es ein 𝑣 ∈ ℂ𝑛 \ {0} gibt mit

𝐴𝑣 = 𝜆𝑣.

Solch ein 𝑣 heißt dann Eigenvektor zum Eigenwert 𝜆; das Tupel (𝜆, 𝑣) wird auch Eigenpaar
genannt. Wenn 𝑣 ein Eigenvektor ist, dann ist auch jedes skalare Vielfache von 𝑣 ein

Eigenvektor zum selben Eigenwert. Wir können daher stets einen Eigenvektor mit Norm 1

finden.

Damit 𝜆 ein Eigenwert ist, muss also die Matrix𝐴−𝜆𝐼 singulär sein, und umgekehrt. Dies ist

aber äquivalent mit der Bedingung det(𝐴 − 𝜆𝐼 ) = 0. Aus dem Fundamentalsatz der Algebra

folgt nun, dass jede Matrix in ℂ𝑛×𝑛 genau 𝑛 Eigenwerte besitzt (die nicht verschieden sein

9
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müssen, und auch bei reellen Matrizen komplex sein können). Umgekehrt bedeutet dies,

dass 𝐴 singulär ist genau dann, wenn 0 ein Eigenwert von 𝐴 ist.

Die Menge aller Eigenwerte von 𝐴 nennt man das Spektrum von 𝐴,

𝜎 (𝐴) := {𝜆 ∈ ℂ : det(𝐴 − 𝜆𝐼 ) = 0} .

Der Spektralradius von 𝐴 ist definiert als der betragsgrößte Eigenwert,

𝜌 (𝐴) := max

𝜆∈𝜎 (𝐴)
|𝜆 |.

Aus der Charakterisierung von Eigenwerten über die Determinante folgt direkt: Ist 𝜆

Eigenwert von 𝐴, so ist

• 𝜆 Eigenwert von 𝐴𝑇 und

• 𝜆 Eigenwert von 𝐴∗.

Einen Eigenvektor zum Eigenwert 𝜆 von 𝐴∗ nennt man auch Links-Eigenvektor zum Eigen-

wert 𝜆 von 𝐴. Will man den Unterschied betonen, spricht man vom Rechts-Eigenvektor 𝑣
zum Eigenwert 𝜆 von 𝐴, wenn 𝐴𝑣 = 𝜆𝑣 gilt.

Eine weitere nützliche Charakterisierung ist folgende: Ist 𝑣 Eigenvektor zum Eigenwert 𝜆

von 𝐴, so gilt (für das kanonische Skalarprodukt)

(1.4) 𝜆 =
⟨𝐴𝑣, 𝑣⟩
⟨𝑣, 𝑣⟩ .

Dies bedeutet, dass selbstadjungierte Matrizen reelle Eigenwerte haben: Ist nämlich 𝑣 ein

normierter Eigenvektor der selbstadjungierten Matrix𝐴 ∈ ℂ𝑛×𝑛 zum Eigenwert 𝜆, so gilt

𝜆 = ⟨𝐴𝑣, 𝑣⟩ = ⟨𝑣, 𝐴𝑣⟩ = ⟨𝐴𝑣, 𝑣⟩ = 𝜆,

weshalb der Imaginärteil von 𝜆 gleich 0 sein muss. Für Eigenwerte selbstadjungierter

Matrizen gilt auch das folgende min-max-Prinzip.

Satz 1.1 (Courant–Fischer). Sei 𝐴 ∈ ℂ𝑛×𝑛 selbstadjungiert und seien

𝜆1 ≥ 𝜆2 ≥ · · · ≥ 𝜆𝑛

die Eigenwerte von 𝐴. Dann gilt für alle 1 ≤ 𝑘 ≤ 𝑛

𝜆𝑘 = min

𝑆,dim(𝑆)=𝑛−𝑘+1
max

𝑥∈𝑆\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ = max

𝑆,dim(𝑆)=𝑘
min

𝑥∈𝑆\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ .

10
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Folgerung 1.2. Seien 𝜆𝑖 , 1 ≤ 𝑖 ≤ 𝑛, die wie in Satz 1.1 geordneten Eigenwerte von 𝐴 ∈ ℂ𝑛×𝑛 .
Dann gilt

𝜆1 = max

𝑥∈ℂ𝑛\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ ,

𝜆𝑛 = min

𝑥∈ℂ𝑛\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ .

Damit erhalten wir die folgende explizite Darstellung der Spektralnorm einer Matrix

𝐴 ∈ ℂ𝑛×𝑛:

∥𝐴∥2
2
= max

𝑥∈ℂ𝑛\{0}

∥𝐴𝑥 ∥2
2

∥𝑥 ∥2
2

= max

𝑥∈ℂ𝑛\{0}

⟨𝐴𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ = max

𝑥∈ℂ𝑛\{0}

⟨𝑥,𝐴∗𝐴𝑥⟩
⟨𝑥, 𝑥⟩ = 𝜎1,

wobei𝜎1 der größte Eigenwert der (selbstadjungierten)Matrix𝐴∗𝐴 ist. Dawegen ⟨𝑥,𝐴∗𝐴𝑥⟩ =
⟨𝐴𝑥,𝐴𝑥⟩ = ∥𝐴𝑥 ∥2

2
≥ 0 und Satz 1.1 alle Eigenwerte von 𝐴∗𝐴 nichtnegativ sind, erhalten

wir

∥𝐴∥2 =
√︁
𝜌 (𝐴∗𝐴).

Umgekehrt können wir den Spektralradius einer Matrix durch eine beliebige Matrixnorm

abschätzen.

Lemma 1.3. Sei 𝐴 ∈ ℂ𝑛×𝑛 und ∥·∥𝑀 eine Matrixnorm, die verträglich ist mit der Vektornorm
∥·∥𝑉 . Dann gilt

𝜌 (𝐴) ≤
(
∥𝐴𝑘 ∥𝑀

) 1

𝑘

für alle 𝑘 ∈ ℕ.

Beweis. Sei 𝜆 ∈ ℂ ein Eigenwert von 𝐴 mit zugehörigem Eigenvektor 𝑣 . Dann ist

|𝜆 |𝑘 ∥𝑣 ∥𝑉 = ∥𝜆𝑘𝑣 ∥𝑉 = ∥𝐴𝑘𝑣 ∥𝑉 ≤ ∥𝐴𝑘 ∥𝑀 ∥𝑣 ∥𝑉 .

Division auf beiden Seiten mit ∥𝑣 ∥𝑉 ≠ 0 liefert die gewünschte Abschätzung. □

Für positiv definite Matrizen erhalten wir aus der Charakterisierung (1.4), dass alle Eigen-

werte 𝜆 > 0 erfüllen: Sowohl Zähler als auch Nenner müssen positiv sein. Wir bekommen

sogar eine quantitative Abschätzung.

Satz 1.4. Sei 𝐴 ∈ ℝ𝑛×𝑛 positiv definit. Dann ist 𝐴 nicht singulär, und es existiert ein 𝛼 > 0 mit

⟨𝐴𝑥, 𝑥⟩ ≥ 𝛼 ∥𝑥 ∥2
2

für alle 𝑥 ∈ ℝ𝑛 .

11
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Beweis. Wäre 𝐴 singulär, so müsste ein 𝑥 ∈ ℝ𝑛 \ {0} mit 𝐴𝑥 = 0 existieren. Dann wäre

aber ⟨𝐴𝑥, 𝑥⟩ = 0, was im Widerspruch zur Definitheit von 𝐴 steht. Um die Abschätzung zu

zeigen, schreiben wir

𝐴 =
1

2

(𝐴 +𝐴𝑇 ) + 1

2

(𝐴 −𝐴𝑇 ) =: 𝑆1 + 𝑆2.

Man prüft leicht nach, dass 𝑆1 symmetrisch und positiv definit ist, und dass ⟨𝑥, 𝑆2𝑥⟩ = 0

für alle 𝑥 ∈ ℝ𝑛
gilt. Folgerung 1.2 ergibt dann, dass für beliebiges 𝑥 ∈ ℝ𝑛 \ {0} gilt

⟨𝐴𝑥, 𝑥⟩
⟨𝑥, 𝑥⟩ ≥ min

𝑥∈ℝ𝑛\{0}

⟨𝐴𝑥, 𝑥⟩
⟨𝑥, 𝑥⟩ = min

𝑥∈ℝ𝑛\{0}

⟨𝑥, 𝑆1𝑥⟩
⟨𝑥, 𝑥⟩ = 𝜎𝑛,

wobei 𝜎𝑛 der kleinste Eigenwert von 𝑆1 ist. Da 𝐴 positiv definit ist, können wir 𝛼 = 𝜎𝑛 > 0

wählen. □

Da eine selbstadjungierte Matrix 𝐴 ∈ ℂ𝑛×𝑛 reelle Eigenwerte hat, kann man obige Überle-

gungen auch auf komplexe selbstadjungierte und positiv definite Matrizen (d. h. ⟨𝐴𝑥, 𝑥⟩ > 0

gilt für alle 𝑥 ∈ ℂ𝑛×𝑛\{0}) anwenden. (Im Gegensatz zum reellen Fall ist positive Definitheit

aber nur für selbstadjungierte Matrizen definiert.)

1.5 ähnlichkeitstransformationen

In diesem Abschnitt betrachten wir die Geometrie der Eigenvektoren genauer. Insbesondere

fragen wir uns, ob es eine Basis des ℂ𝑛 gibt, in der die Eigenwerte einer Matrix direkt

ablesbar sind. Matrizen, die dieselbe lineare Abbildung, aber bezüglich unterschiedlicher

Basen, vermitteln, nennt man ähnlich.

Definition 1.5. Zwei Matrizen 𝐴, 𝐵 ∈ ℂ𝑛×𝑛 heißen ähnlich, falls eine reguläre Matrix 𝑋 ∈
ℂ𝑛×𝑛 existiert mit

𝐴 = 𝑋𝐵𝑋−1.

Ist 𝑋 unitär (bzw. orthogonal), so nennt man 𝐴 unitär (bzw. orthogonal) ähnlich zu 𝐵.

Ist 𝜆 ein Eigenwert von 𝐵 mit Eigenvektor 𝑣 , so ist 𝜆 auch Eigenwert von𝐴 mit Eigenvektor

𝑤 := 𝑋𝑣 , denn

𝜆𝑤 = 𝑋 (𝜆𝑣) = 𝑋𝐵𝑣 = 𝐴𝑋𝑣.

Der einfachste Fall ist sicherlich, wenn die Matrix 𝐵 diagonal ist (d. h. 𝑏𝑖 𝑗 = 0 für 𝑖 ≠ 𝑗 gilt),

da dann die Eigenwerte genau die Diagonaleinträge sind. Solche Matrizen nennen wir dia-
gonalisierbar. Die Spalten von 𝑋 bilden in diesem Fall eine Basis von ℂ𝑛 aus Eigenvektoren

von 𝐴.

12
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Satz 1.6. Eine Matrix 𝐴 ∈ ℂ𝑛×𝑛 ist genau dann diagonalisierbar, wenn 𝐴 genau 𝑛 linear
unabhängige Eigenvektoren hat.

Beweis. Sei 𝑋 ∈ ℂ𝑛×𝑛 regulär und 𝐷 ∈ ℂ𝑛×𝑛 eine Diagonalmatrix mit 𝐴 = 𝑋𝐷𝑋−1 bezie-
hungsweise 𝐴𝑋 = 𝑋𝐷 . Dies ist äquivalent zu der Bedingung, dass alle Spalten 𝑥𝑖 , 1 ≤ 𝑖 ≤ 𝑛,
von𝑋 linear unabhängig sind und dass𝐴𝑥𝑖 = 𝑑𝑖𝑖𝑥𝑖 gilt. Das bedeutet aber, dass𝑑𝑖𝑖 Eigenwert

von 𝐴 mit Eigenvektor 𝑥𝑖 ist für alle 1 ≤ 𝑖 ≤ 𝑛. □

Man prüft leicht nach, dass Eigenvektoren zu unterschiedlichen Eigenwerten linear un-

abhängig sind. Allerdings gibt es Matrizen mit mehrfachen Eigenwerten (d. h. 𝜆𝑖 = 𝜆 𝑗 für

𝑖 ≠ 𝑗 ), deren zugehörige Eigenvektoren zusammenfallen. Was können wir in diesem Fall

erwarten?

Verlangen wir nur Ähnlichkeit zu einer Block-Diagonalmatrix, so liefert uns die Jordan-
Normalform das Gewünschte.

Satz 1.7. Jede Matrix 𝐴 ∈ ℂ𝑛×𝑛 ist ähnlich zu einer Block-Diagonalmatrix 𝐽 ∈ ℂ𝑛×𝑛 ,

𝐽 =

©­­­­«
𝐽1 0

𝐽2
. . .

0 𝐽𝑝

ª®®®®¬
, 𝐽𝑖 =

©­­­­«
𝐽𝑖1 0

𝐽𝑖2
. . .

0 𝐽𝑖𝑚𝑖

ª®®®®¬
, 𝐽𝑖𝑘 =

©­­­­«
𝜆𝑖 1 0

. . .
. . .

𝜆𝑖 1

0 𝜆𝑖

ª®®®®¬
,

wobei jeder Block 𝐽𝑖 zu einem verschiedenen Eigenwert 𝜆𝑖 von 𝐴 und jeder Unterblock 𝐽𝑖𝑘 zu
einem verschieden Eigenvektor 𝑣𝑖𝑘 zum Eigenwert 𝜆𝑖 korrespondiert.

Die Jordan-Normalform ist ein sehr wichtiges theoretisches Hilfsmittel, aber nicht für

numerische Berechnungen geeignet, da sie sehr schlecht konditioniert ist. Für unsere

Zwecke genügt es jedoch, eine obere Dreiecksmatrix 𝑅 zu finden (d. h. 𝑟𝑖 𝑗 = 0 für alle

𝑖 > 𝑗 ), da auch dort die Eigenwerte auf der Diagonalen stehen. (Dies folgt direkt aus dem

Laplaceschen Entwicklungssatz für det(𝐴 − 𝜆𝐼 ).) Dass dies immer möglich ist, garantiert

die Schur-Normalform.

Satz 1.8. Sei 𝐴 ∈ ℂ𝑛×𝑛 . Dann existiert eine unitäre Matrix 𝑄 ∈ ℂ𝑛×𝑛 und eine obere Dreiecks-
matrix 𝑅 ∈ ℂ𝑛×𝑛 mit 𝐴 = 𝑄∗𝑅𝑄 .

Beweis. Wir verwenden Induktion nach 𝑛. Für 𝑛 = 1 ist die Aussage trivial. Sei nun 𝑛 > 1

und 𝐴 ∈ ℂ𝑛×𝑛 beliebig. Dann hat 𝐴 einen Eigenwert 𝜆 mit zugehörigem Eigenvektor 𝑣 , den

wir normiert wählen können (∥𝑣 ∥ = 1). Die Menge {𝑣} kann dann zu einer orthonormalen

Basis 𝑣,𝑢2, . . . , 𝑢𝑛 ergänzt werden, die wir als Matrix 𝑉 = [𝑣,𝑈 ] mit 𝑈 = [𝑢2, . . . , 𝑢𝑛]
schreiben. Dann ist 𝐴𝑉 = [𝜆𝑣,𝐴𝑈 ] und deshalb

(1.5) 𝑉 ∗𝐴𝑉 =

[
𝑣∗

𝑈 ∗

]
[𝜆𝑣,𝐴𝑈 ] =

(
𝜆 𝑣∗𝐴𝑈
0 𝑈 ∗𝐴𝑈

)
.
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Wir wenden nun die Induktionsvoraussetzung auf 𝐵 := 𝑈 ∗𝐴𝑈 ∈ ℂ(𝑛−1)×(𝑛−1) an, und erhal-

ten eine unitäre Matrix 𝑄1 ∈ ℂ(𝑛−1)×(𝑛−1) und eine obere Dreiecksmatrix 𝑅1 ∈ ℂ(𝑛−1)×(𝑛−1)
mit 𝑅1 = 𝑄

∗
1
𝐵𝑄1. Multiplizieren wir nun (1.5) mit der unitären Matrix

ˆ𝑄 :=

(
1 0

0 𝑄1

)
von rechts und mit

ˆ𝑄∗ von links, so ergibt das

ˆ𝑄∗(𝑉 ∗𝐴𝑉 ) ˆ𝑄 =

(
𝜆 𝑣∗𝐴𝑈
0 𝑄∗

1
𝐵𝑄1

)
=

(
𝜆 𝑣∗𝐴𝑈
0 𝑅1

)
,

mit einer oberen Dreiecksmatrix 𝑅1. Da die Spalten von 𝑉 nach Konstruktion orthonormal

sind, ist𝑄 := 𝑉𝑄̂ ∈ ℂ𝑛×𝑛 als Produkt unitärerMatrizen unitär,woraus die Aussage folgt. □

Die Spalten von 𝑄 werden als Schurvektoren bezeichnet; ist 𝐴 normal, so sind die Schur-

vektoren auch Eigenvektoren. Für eine reelle Matrix 𝐴 ist auch eine rein reelle Zerlegung

möglich. Da die Eigenwerte komplex sein können, erhalten wir in diesem Fall nur noch

eine obere Block-Dreiecksmatrix, genannt reelle Schur-Normalform.

Folgerung 1.9. Sei 𝐴 ∈ ℝ𝑛×𝑛 . Dann existiert eine orthogonale Matrix 𝑄 ∈ ℝ𝑛×𝑛 , so dass

(1.6) 𝑄𝑇𝐴𝑄 =
©­­«
𝑅1 ∗

. . .

0 𝑅𝑚

ª®®¬ =: 𝑅

gilt, wobei alle 𝑅𝑖 reell und entweder 1 × 1- oder 2 × 2-Matrizen sind. (In letzterem Fall hat 𝑅𝑖
ein Paar komplex konjugierter Eigenwerte.) Weiterhin gilt

𝜎 (𝐴) =
𝑚⋃
𝑖=1

𝜎 (𝑅𝑖) .

Die Schurform erlaubt uns, einige interessante Aussagen über normale Matrizen zu bewei-

sen.

Lemma 1.10. Sei 𝐴 ∈ ℂ𝑛×𝑛 normal und habe obere Dreiecksform. Dann ist 𝐴 eine Diagonal-
matrix.

Beweis. Für eine normale Matrix 𝐴 gilt 𝐴∗𝐴 = 𝐴𝐴∗. Berechnen wir das Matrixprodukt und

betrachten jeweils das erste Diagonalelement, so erhalten wir

|𝑎11 |2 = [𝐴∗𝐴]11 = [𝐴𝐴∗]11 =
𝑛∑︁
𝑗=1

|𝑎1 𝑗 |2.
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Dies ist aber nur möglich, wenn 𝑎1 𝑗 = 0 ist für 1 < 𝑗 ≤ 𝑛. Damit bleibt auch im zweiten

Diagonalelement von 𝐴∗𝐴 nur der quadratische Term übrig, und wir folgern ebenso, dass

𝑎2 𝑗 = 0 für 2 < 𝑗 ≤ 𝑛 ist. Wenn wir diese Prozedur bis zum (𝑛 − 1)-ten Diagonalelement

fortsetzen, erhalten wir wie gewünscht, dass 𝑎𝑖 𝑗 = 0 ist für alle 𝑖 < 𝑗 . □

Damit können wir nun folgendes Resultat beweisen.

Satz 1.11. Eine Matrix 𝐴 ∈ ℂ𝑛×𝑛 ist normal genau dann, wenn sie unitär ähnlich zu einer
Diagonalmatrix ist.

Beweis. Wenn 𝐴 unitär ähnlich zu einer Diagonalmatrix ist, dann existiert eine unitäre

Matrix 𝑄 und eine Diagonalmatrix 𝐷 mit 𝐴 = 𝑄𝐷𝑄∗. Damit gilt

𝐴∗𝐴 = (𝑄𝐷𝑄∗)∗(𝑄𝐷𝑄∗) = 𝑄𝐷∗(𝑄∗𝑄)𝐷𝑄∗ = 𝑄𝐷∗𝐷𝑄∗

= 𝑄𝐷𝐷∗𝑄∗ = 𝑄𝐷 (𝑄∗𝑄)𝐷∗𝑄∗ = (𝑄𝐷𝑄∗) (𝑄𝐷𝑄∗)∗

= 𝐴𝐴∗,

da Diagonalmatrizen miteinander kommutieren.

Sei nun umgekehrt 𝐴 normal. Die Schurform von 𝐴 ist dann 𝐴 = 𝑄∗𝑅𝑄 mit einer unitären

Matrix 𝑄 und einer oberen Dreiecksmatrix 𝑅. Daraus folgt

𝑄∗𝑅∗𝑅𝑄 = (𝑄∗𝑅∗𝑄) (𝑄∗𝑅𝑄) = 𝐴∗𝐴 = 𝐴𝐴∗ = (𝑄∗𝑅𝑄) (𝑄∗𝑅∗𝑄) = 𝑄∗𝑅𝑅∗𝑄.

Multiplizieren wir mit 𝑄 von links und 𝑄∗ von rechts, erhalten wir 𝑅∗𝑅 = 𝑅𝑅∗. Also ist 𝑅

eine normale, obere Dreiecksmatrix und darum nach Lemma 1.10 diagonal. Die Schurform

liefert also die gesuchte Ähnlichkeitstransformation. □

Eine normale Matrix ist also diagonalisierbar, und ihre Eigenvektoren – die genau die

Spalten von 𝑄 bilden – sind orthonormal.

Folgerung 1.12. Sei 𝐴 ∈ ℂ𝑛×𝑛 normal. Dann bilden die Eigenvektoren von 𝐴 eine Orthonor-
malbasis von ℂ𝑛 .

Normale Matrizen sind gewissermaßen der Idealfall für viele Algorithmen. Das gilt beson-

ders für die selbstadjungierten Matrizen, die offensichtlich auch normal sind. Wir haben

bereits gesehen, dass solche Matrizen reelle Eigenwerte besitzen. Umgekehrt muss eine

normale Matrix mit reellen Eigenwerten selbstadjungiert sein: Ist 𝐴 normal, so gibt es eine

unitäre Matrix 𝑄 und eine Diagonalmatrix 𝐷 mit 𝐴 = 𝑄𝐷𝑄∗. Da 𝐴 und 𝐷 die gleichen (re-

ellen) Eigenwerte haben, muss 𝐷 = 𝐷∗ sein, also 𝐴 = 𝑄𝐷𝑄∗ = 𝑄𝐷∗𝑄∗ = (𝑄𝐷𝑄∗)∗ = 𝐴∗.
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2 STATIONÄRE VERFAHREN

In diesem und den folgenden Kapiteln suchen wir zu gegebener regulärer Matrix 𝐴 ∈ ℂ𝑛×𝑛
und gegebenem 𝑏 ∈ ℂ𝑛 die Lösung 𝑥∗ ∈ ℂ𝑛 des linearen Gleichungssystems 𝐴𝑥 = 𝑏. Wir

betrachten hier iterative Verfahren, die ausgehend von einem Startwert 𝑥0 ∈ ℂ𝑛 immer

bessere Näherungen 𝑥 1, 𝑥2, . . . an 𝑥∗ konstruieren. Die Verfahren, die wir in diesem Kapitel

behandeln, verwenden für die Berechnung der neuen Näherung 𝑥𝑘+1 nur die Informationen

des letzten Schrittes 𝑥𝑘 .

Ein klassisches Beispiel ist die Richardson-Iteration1, die auf folgender Idee beruht. Wenn

𝐴𝑥∗ = 𝑏 gilt, so ist

(2.1) 𝑥∗ = 𝑥∗ −𝐴𝑥∗ + 𝑏.

Dies führt auf die Fixpunktiteration

(2.2) 𝑥𝑘+1 = (𝐼 −𝐴)𝑥𝑘 + 𝑏.

Allgemein hat ein stationäres Iterationsverfahren die Form

(2.3) 𝑥𝑘+1 = 𝐺𝑥𝑘 + 𝑐

für feste𝐺 ∈ ℂ𝑛×𝑛 und 𝑐 ∈ ℂ𝑛 sowie ein frei gewähltes 𝑥0. Natürlich können𝐺 und 𝑐 nicht

beliebig sein. Damit zum Beispiel der Grenzwert 𝑥 = 𝐺𝑥 + 𝑐 von (2.3) die Gleichung 𝐴𝑥 = 𝑏

löst, muss

(2.4) (𝐼 −𝐺)−1𝑐 = 𝑥 = 𝐴−1𝑏

gelten. Insbesondere ist die Richardson-Iteration also ein stationäres Iterationsverfahren

mit 𝐺 = 𝐼 −𝐴 und 𝑐 = 𝑏.

1
Diese Methode geht auf Lewis Fry Richardson zurück. Er propagierte auch 1922 die heutige Methode

der Wettervorhersage auf Basis von numerischer Simulation. (Ein eigener erster Versuch von 1910 –

durchgeführt von Hand! – war grundsätzlich korrekt, lieferte aber wegen gestörter Eingabedaten ein

falsches Ergebnis.)
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2 stationäre verfahren

2.1 konvergenz stationärer iterationsverfahren

Wir sagen, das Iterationsverfahren (2.3) konvergiert (in einer geeigneten Norm ∥·∥ und
damit in jeder Norm), wenn gilt

(2.5) lim

𝑘→∞
∥𝑥𝑘 − 𝑥∗∥ = 0 für jeden Startwert 𝑥0.

Betrachten wir nun den Fehler 𝑒𝑘 := 𝑥𝑘 − 𝑥∗ im Schritt 𝑘 und verwenden die Fixpunktglei-

chung 𝑥∗ = 𝐺𝑥∗ + 𝑐 , so erhalten wir

(2.6) 𝑥𝑘 − 𝑥∗ = 𝐺𝑥𝑘−1 + 𝑐 − 𝑥∗ = 𝐺𝑥𝑘−1 −𝐺𝑥∗

= 𝐺 (𝑥𝑘−1 − 𝑥∗) = 𝐺2(𝑥𝑘−2 − 𝑥∗) = . . .
= 𝐺𝑘 (𝑥0 − 𝑥∗) = 𝐺𝑘𝑒0.

Damit haben wir

(2.7) ∥𝑒𝑘 ∥ = ∥𝐺𝑘𝑒0∥ ≤ ∥𝐺𝑘 ∥∥𝑒0∥ ≤ ∥𝐺 ∥𝑘 ∥𝑒0∥,

wobei ∥·∥ eine beliebige verträgliche Matrixnorm sein kann.

Ist also ∥𝐺 ∥ < 1, so konvergiert das Iterationsverfahren. Da die Anwendung der Submulti-

plikativität nur eine sehr grobe Abschätzung liefert, suchen wir eine schärfere notwendige

Bedingung für die Konvergenz. Dafür benötigen wir folgendes Resultat über Matrixpoten-

zen.

Lemma 2.1. Für 𝐴 ∈ ℂ𝑛×𝑛 gilt ∥𝐴𝑘 ∥ → 0 genau dann, wenn 𝜌 (𝐴) < 1 ist.

Beweis. Es gelte ∥𝐴𝑘 ∥ → 0. Betrachte den betragsgrößten Eigenwert 𝜆1 von 𝐴 mit zugehö-

rigem Eigenvektor 𝑣 mit ∥𝑣 ∥ = 1. Dann gilt 𝐴𝑘𝑣 = 𝜆𝑘
1
𝑣 , und damit

(2.8) |𝜆1 |𝑘 = ∥𝜆𝑘1 𝑣 ∥ = ∥𝐴𝑘𝑣 ∥ ≤ ∥𝐴𝑘 ∥∥𝑣 ∥ → 0.

Dies kann aber nur dann sein, wenn 𝜌 (𝐴) = |𝜆1 | < 1 ist.

Sei umgekehrt 𝜌 (𝐴) < 1, und betrachte die Jordan-Normalform von 𝐴 = 𝑋 𝐽𝑋−1. Dann ist

(2.9) 𝐴𝑘 = 𝑋 𝐽𝑘𝑋−1.

Es genügt also zu zeigen, dass ∥ 𝐽𝑘 ∥ gegen Null konvergiert. Dafür verwenden wir die

Struktur der Jordan-Matrix: Das Produkt von Block-Diagonalmatrizen ist wieder eine

Block-Diagonalmatrix, das heißt in unserem Fall

(2.10) 𝐽𝑘 =
©­­«
𝐽𝑘
1

. . .

𝐽𝑘𝑟

ª®®¬ .
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2 stationäre verfahren

Also können wir die Jordan-Blöcke separat untersuchen. Jeder Block hat die Form

(2.11) 𝐽𝑖 = 𝜆𝑖𝐼 + 𝐸𝑖 ∈ ℂ𝑙𝑖×𝑙𝑖 , (𝐸𝑖) 𝑗𝑘 =
{
1, 𝑘 = 𝑗 + 1,
0, sonst.

Die Matrizen 𝐸𝑖 sind nilpotent, da 𝐸𝑙𝑖
𝑖
= 0 gilt. Für 𝑘 ≥ 𝑙𝑖 ist also nach der binomischen

Formel (die Identität kommutiert mit jeder Matrix)

(2.12) 𝐽𝑘𝑖 = (𝜆𝑖𝐼 + 𝐸𝑖)𝑘 =
𝑙𝑖−1∑︁
𝑗=0

(
𝑘

𝑗

)
𝜆
𝑘− 𝑗
𝑖
𝐸
𝑗

𝑖
.

Die Dreiecksungleichung liefert daher

(2.13) ∥ 𝐽𝑘𝑖 ∥ ≤
𝑙𝑖−1∑︁
𝑗=0

(
𝑘

𝑗

)
|𝜆𝑖 |𝑘− 𝑗 ∥𝐸 𝑗𝑖 ∥.

Da |𝜆𝑖 | < 1 gilt, konvergiert jeder Term in der endlichen Summe gegen 0 (für festes 𝑗 ist(𝑘
𝑗

)
= O(𝑘 𝑗 )), und damit auch ∥ 𝐽𝑘𝑖 ∥ → 0. Daraus folgt die Aussage. □

Wir können also die Konvergenz stationärer Iterationsverfahren wie folgt charakterisie-

ren.

Satz 2.2. Die Iteration (2.3) für 𝐺 ∈ ℂ𝑛×𝑛 und 𝑐 ∈ ℂ𝑛 konvergiert für alle Startwerte 𝑥0 ∈ ℂ𝑛
gegen (𝐼 −𝐺)−1𝑐 , wenn 𝜌 (𝐺) < 1 gilt. Ist 𝜌 (𝐺) ≥ 1, so existiert zumindest ein Startwert, für
den die Iteration nicht konvergiert.

Beweis. Die erste Aussage folgt direkt aus Lemma 2.1. Für die zweite Aussage, betrachte

𝑥0 = 𝑥∗ + 𝑣 , wobei 𝑣 ein Eigenvektor zu einem Eigenwert |𝜆 | > 1 ist. □

Da jede Norm eine obere Schranke für den Spektralradius darstellt, konvergiert also die

Richardson-Iteration (2.2) gegen die Lösung 𝑥∗ von 𝐴𝑥 = 𝑏, wenn ∥𝐼 − 𝐴∥ < 1 ist. Dies

bedeutet, dass 𝐴 bereits „nahe“ an der Identität sein muss, was offensichtlich eine sehr

schwere Einschränkung darstellt. Deshalb sucht man nach besseren Iterationsmatrizen,

die auch in anderen Fällen zur Konvergenz führen. Einige klassische Ansätze werden im

nächsten Abschnitt beschrieben.

Aus der Darstellung des Iterationsfehlers 𝑒𝑘 = 𝐺𝑘𝑒0 lässt sich auch eine Abschätzung der

Konvergenzgeschwindigkeit herleiten: Im (geometrischen) Mittel wird der Fehler um den

Faktor ∥𝐺𝑘 ∥1/𝑘 reduziert. Ist man an der asymptotischen Rate interessiert (also für 𝑘 →∞),
kann man folgendes Lemma verwenden, dessen Beweis ähnlich dem von Lemma 2.1 auf

der Jordan-Normalform basiert.
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2 stationäre verfahren

Lemma 2.3. Sei ∥·∥ submultiplikativ und verträglich mit einer Vektornorm. Dann gilt für
𝐴 ∈ ℂ𝑛×𝑛

(2.14) lim

𝑘→∞
∥𝐴𝑘 ∥1/𝑘 = 𝜌 (𝐴) .

Daraus kann man abschätzen, wie viele Schritte nötig sind, um den Fehlern unter eine

vorgegebene Schranke 𝜀 := 𝜀∥𝑒0∥ zu bekommen: Umformen von ∥𝐺𝑘 ∥1/𝑘 ≤ 𝜀 und Grenz-

übergang auf einer Seite ergibt

(2.15) 𝑘 ≥ ln 𝜀

ln 𝜌 (𝐺) .

2.2 klassische zerlegungs-strategien

Ist 𝐶 ∈ ℂ𝑛×𝑛 eine reguläre Matrix, so gilt 𝐴𝑥∗ = 𝑏 genau dann, wenn 𝐶𝐴𝑥∗ = 𝐶𝑏 ist. Die

zugehörige Fixpunktiteration lautet

(2.16) 𝑥𝑘+1 = (𝐼 −𝐶𝐴)𝑥𝑘 +𝐶𝑏.

Wir suchen also Matrizen, für die ∥𝐼 −𝐶𝐴∥ < 1 ist, das heißt 𝐶𝐴 ≈ 𝐼 gilt.

Die klassischen Methoden gehen dafür alle von der Zerlegung 𝐴 = 𝐿 + 𝐷 + 𝑅 mit einer

strikten unteren Dreiecksmatrix 𝐿, einer Diagonalmatrix 𝐷 und einer strikten oberen

Dreiecksmatrix 𝑅 aus (d. h. die Diagonaleinträge von 𝐿 und 𝑅 sind gleich 0).

Jacobi-Iteration: 𝐶 = 𝐷−1

Diese Wahl
2
führt zu der Iterationsvorschrift

(2.17) 𝑥𝑘+1 = (𝐼 − 𝐷−1𝐴)𝑥𝑘 + 𝐷−1𝑏 ,

die durchführbar ist, solange 𝑎𝑖𝑖 ≠ 0 ist für alle 1 ≤ 𝑖 ≤ 𝑛. Einsetzen von 𝐴 = 𝐿 + 𝐷 + 𝑅
liefert

(2.18) 𝐷𝑥𝑘+1 = 𝑏 − (𝐿 + 𝑅)𝑥𝑘 .

Durch zeilenweise Betrachtung erhält man daraus den folgenden Algorithmus.

2
Dies ist eine stark vereinfachte Fassung des Jacobi-Verfahrens für die Eigenwertberechnung, welches Carl

Gustav Jacobi 1846 für die Berechnung von Störungen von Planetenbahnen entwickelte.
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2 stationäre verfahren

Algorithmus 2.1 Jacobi-Iteration

Input: 𝑎𝑖 𝑗 , 𝑏𝑖, 𝑥0𝑖 , 𝜀 > 0, 𝑘 = 0

1: while ∥𝑏 −𝐴𝑥𝑘 ∥ > 𝜀∥𝑏 −𝐴𝑥0∥ do
2: for 𝑖 = 1 to 𝑛 do
3: 𝑥𝑘+1𝑖 =

(
𝑏𝑖 −

∑𝑖−1
𝑗=1 𝑎𝑖 𝑗𝑥

𝑘
𝑗 −

∑𝑛
𝑗=𝑖+1 𝑎𝑖 𝑗𝑥

𝑘
𝑗

)
/𝑎𝑖𝑖

4: 𝑘 ← 𝑘 + 1
Output: 𝑥𝑘𝑖

Die Konvergenz kann nur für bestimmte Klassen von Matrizen gezeigt werden. Eine Matrix

𝐴 ∈ ℂ𝑛×𝑛 heißt streng diagonal dominant, falls

(2.19) |𝑎𝑖𝑖 | >
𝑛∑︁
𝑗=1
𝑗≠𝑖

|𝑎𝑖 𝑗 | für alle 1 ≤ 𝑖 ≤ 𝑛.

Satz 2.4. Sei 𝐴 ∈ ℂ𝑛×𝑛 streng diagonal dominant. Dann konvergiert die Jacobi-Iteration.

Beweis. Es genügt zu zeigen, dass für eine beliebige induzierte Matrixnorm ∥𝐼 −𝐶𝐴∥ < 1

gilt. Wir wählen die Zeilensummennorm und erhalten

(2.20) ∥𝐼 − 𝐷−1𝐴∥∞ = ∥𝐷−1(𝐿 + 𝑅)∥∞ = max

1≤𝑖≤ 𝑗

∑︁
𝑗≠𝑖

|𝑎𝑖 𝑗 |
|𝑎𝑖𝑖 |

< 1,

da 𝐴 streng diagonal dominant ist. Aus Satz 2.2 folgt dann die Konvergenz. □

Dieses Verfahren wird trotz seiner im Allgemeinen vergleichsweise schlechten Konvergen-

zeigenschaften in der Praxis noch öfters verwendet (nicht zuletzt wegen seiner einfachen

Implementierung). Ein weiterer Vorteil ist, dass die Berechnung der 𝑥𝑖 in jedem Schritt

unabhängig voneinander erfolgt; das Verfahren ist also sehr gut parallelisierbar.

Gauß–Seidel-Iteration: 𝐶 = (𝐷 + 𝐿)−1

Der Iterationsschritt
3
dazu lautet also

(2.21) 𝑥𝑘+1 = (𝐼 − (𝐷 + 𝐿)−1𝐴)𝑥𝑘 + (𝐷 + 𝐿)−1𝑏 .

Dabei berechnet man (𝐷 + 𝐿)−1 nicht explizit; da (𝐷 + 𝐿) eine untere Dreiecksmatrix ist,

lässt sich das zugehörige Gleichungssystem leicht durch Vorwärtssubstitution lösen:

(2.22) (𝐷 + 𝐿)𝑥𝑘+1 = 𝑏 − 𝑅𝑥𝑘 .
3
publiziert 1874 von Philipp Ludwig von Seidel
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2 stationäre verfahren

Führt man Matrix-Multiplikation und Substitution zeilenweise aus, erhält man das folgende

Verfahren.

Algorithmus 2.2 Gauß–Seidel-Iteration

Input: 𝑎𝑖 𝑗 , 𝑏𝑖, 𝑥0𝑖 , 𝜀 > 0

1: while ∥𝑏 −𝐴𝑥𝑘 ∥ > 𝜀∥𝑏 −𝐴𝑥0∥ do
2: for 𝑖 = 1 to 𝑛 do
3: 𝑥𝑘+1𝑖 =

(
𝑏𝑖 −

∑𝑖−1
𝑗=1 𝑎𝑖 𝑗𝑥

𝑘+1
𝑗 −

∑𝑛
𝑗=𝑖+1 𝑎𝑖 𝑗𝑥

𝑘
𝑗

)
/𝑎𝑖𝑖

4: 𝑘 ← 𝑘 + 1
Output: 𝑥𝑘𝑖

Dies entspricht der Jacobi-Iteration, wenn man bereits berechnete 𝑥𝑖 in der Gleichung für

𝑥 𝑗 einsetzt. Damit ist das Verfahren nicht mehr ohne weiteres parallelisierbar. Außerdem

hängt die Konvergenzgeschwindigkeit von der Reihenfolge der Berechnung der 𝑥𝑖 ab, ist

aber für wichtige Klassen von Matrizen höher als bei der Jacobi-Iteration.

Satz 2.5. Sei 𝐴 ∈ ℂ𝑛×𝑛 streng diagonal dominant oder symmetrisch positiv definit. Dann
konvergiert die Gauß–Seidel-Iteration.

SOR-Verfahren (“successive over-relaxation”)

Das SOR-Verfahren
4
basiert auf einer anderen Schreibweise der Gauß–Seidel-Iteration

(2.23) 𝑥𝑘+1𝑖 = 𝑥𝑘𝑖 + 𝑎−1𝑖𝑖

(
𝑏𝑖 −

𝑖−1∑︁
𝑗=1

𝑎𝑖 𝑗𝑥
𝑘+1
𝑗 −

𝑛∑︁
𝑗=𝑖

𝑎𝑖 𝑗𝑥
𝑘
𝑗

)
.

Wir addieren also in jedem Schritt eine “Korrektur” zu 𝑥𝑘𝑖 . Konvergiert das Verfahren nun

zu langsam, können wir womöglich durch eine stärkere Korrektur die Konvergenz beschleu-

nigen. (Konvergiert das Verfahren nicht, könnte eine kleinere Korrektur die Konvergenz

wiederherstellen.) Wir multiplizieren den Korrekturterm deshalb mit einem Relaxationspa-
rameter 𝜔 , und erhalten

Algorithmus 2.3 SOR-Iteration

Input: 𝑎𝑖 𝑗 , 𝑏𝑖, 𝑥0𝑖 , 𝜀 > 0, 𝑘 = 0, 𝜔

1: while ∥𝑏 −𝐴𝑥𝑘 ∥ > 𝜀∥𝑏 −𝐴𝑥0∥ do
2: for 𝑖 = 1 to 𝑛 do
3: 𝑥𝑘+1𝑖 = 𝑥𝑘𝑖 + 𝜔

(
𝑏𝑖 −

∑𝑖−1
𝑗=1 𝑎𝑖 𝑗𝑥

𝑘+1
𝑗 −

∑𝑛
𝑗=𝑖 𝑎𝑖 𝑗𝑥

𝑘
𝑗

)
/𝑎𝑖𝑖

4: 𝑘 ← 𝑘 + 1
Output: 𝑥𝑘𝑖
4
entwickelt von David Young für seine 1950 verfasste Doktorarbeit über die numerische Lösung von

partiellen Differentialgleichungen
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DurchWahl des richtigen Parameters lässt sich die Konvergenz des Verfahrens entscheidend

beschleunigen. Leider ist der optimale Parameter in der Regel nicht bekannt; man kann

aber zumindest beweisen, welche Parameter überhaupt zu einem konvergenten Verfahren

führen.

Satz 2.6. Sei 𝐴 ∈ ℂ𝑛×𝑛 . Dann konvergiert das SOR-Verfahren genau dann, wenn gilt

• 𝜔 ∈ (0, 2) für symmetrisch positiv definite 𝐴,

• 𝜔 ∈ (0, 1] für streng diagonal dominante 𝐴.
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3 ORTHOGONALITÄT UND PROJEKTIONEN

Moderne Iterationsverfahren nutzen in fundamentaler Weise die Geometrie des euklidi-

schen Vektorraums ℂ𝑛 aus. Diese Geometrie wird im Wesentlichen durch den Begriff des

Skalarprodukts und der dadurch definierten Orthogonalität vermittelt.

Wir erinnern: Für jeden Unterraum 𝑈 ⊂ ℂ𝑛 kann nach (1.3) jeder Vektor 𝑥 ∈ ℂ𝑛 auf

eindeutige Weise dargestellt werden als

(3.1) 𝑥 = 𝑢 + 𝑢⊥, 𝑢 ∈ 𝑈 , 𝑢⊥ ∈ 𝑈 ⊥,

wobei𝑈 ⊥ das orthogonale Komplement von𝑈 bezeichnet. Durch die Zuordnung 𝑥 ↦→ 𝑢

wird daher eine lineare Abbildung 𝑃 : ℂ𝑛 → 𝑈 definiert, die 𝑃 (𝑃 (𝑥)) = 𝑃 (𝑥) für alle 𝑥 ∈ ℂ𝑛
erfüllt. Solche Abbildungen nennt man Projektionen, und sie stellen die Grundlage vieler

moderner Iterationsverfahren dar. In diesem Kapitel werden wir daher ihre fundamentalen

Eigenschaften untersuchen, die in den folgenden Kapiteln ausgenützt werden. Wir werden

dabei nach Bedarf zwischen drei verschiedenen Sichtweisen wechseln: die geometrische

(über die verwendeten Unterräume), die algebraische (über 𝑃 als lineare Abbildung), und

die numerische (über die konkrete Matrixdarstellung).

3.1 projektionen

Wir betrachten zunächst möglichst allgemeine Projektionen, bevor wir auf den Spezial-

fall der orthogonalen Zerlegung zurückkommen. Im folgenden sei ⟨·, ·⟩ ein beliebiges

Skalarprodukt und ∥·∥ die dadurch induzierte Norm.

Definition 3.1. Eine lineare Abbildung 𝑃 : ℂ𝑛 → ℂ𝑛 heißt Projektion, falls gilt

𝑃2 := 𝑃 ◦ 𝑃 = 𝑃 .

Die folgenden Eigenschaften sind eine direkte Folgerung aus der Definition.

Lemma 3.2. Sei 𝑃 eine Projektion. Dann gilt:

• 𝐼 − 𝑃 ist eine Projektion;
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3 orthogonalität und projektionen

• Ker(𝑃) = Im(𝐼 − 𝑃);

• Ker(𝑃) ∩ Im(𝑃) = {0}.

Aus den letzten beiden Eigenschaften und der Gleichung 𝑥 = 𝑥 − 𝑃𝑥 + 𝑃𝑥 = (𝐼 − 𝑃)𝑥 + 𝑃𝑥
folgt sofort

ℂ𝑛 = Ker(𝑃) ⊕ Im(𝑃).

Sind umgekehrt zwei Unterräume𝑀 und 𝑆 mit ℂ𝑛 = 𝑀 ⊕ 𝑆 gegeben, können wir mit ihrer

Hilfe eine Projektion 𝑃 definieren: Haben wir die (eindeutige) Darstellung 𝑥 = 𝑣 +𝑤 mit

𝑣 ∈ 𝑀 und𝑤 ∈ 𝑆 , so setzen wir 𝑃𝑥 := 𝑣 . Wir nennen dann 𝑃 die Projektion auf𝑀 entlang 𝑆 .
Offensichtlich ist Im(𝑃) = 𝑀 und Ker(𝑃) = 𝑆 . Wir halten also fest: Eine Projektion wird

durch ihr Bild und ihren Kern eindeutig festgelegt.

Oft ist es bequemer, statt 𝑆 das orthogonale Komplement 𝐿 := 𝑆⊥ zu spezifizieren. Wir

sprechen dann von der Projektion auf𝑀 senkrecht zu 𝐿. Wieder gilt: Durch𝑀 und 𝐿 wird

eine Projektion 𝑃 eindeutig festgelegt, wenn ℂ𝑛 = 𝑀 ⊕ 𝐿⊥ ist. In diesem Fall haben wir

dann

𝑀 = Im 𝑃, 𝐿 = Ker(𝑃)⊥ = Im(𝐼 − 𝑃)⊥,
woraus auch sofort die nützliche Tatsache folgt, dass 𝑃𝑥 = 0 genau dann gilt, wenn 𝑥 ⊥𝐿
ist. Wir halten fest

Satz 3.3. Seien𝑀 und 𝐿 Unterräume von ℂ𝑛 mit dim(𝑀) = dim(𝐿) =𝑚 < 𝑛 und𝑀 ∩ 𝐿⊥ =

{0}. Dann wird durch die Zuordnung 𝑃 : 𝑥 ↦→ 𝑣 mit

(i) 𝑣 ∈ 𝑀 ,

(ii) (𝑥 − 𝑣) ⊥𝐿,

eine Projektion 𝑃 : ℂ𝑛 → 𝑀 eindeutig festgelegt.

Die durch die Zerlegung in (3.1) vermittelte Projektion erkennen wir also als den Spezialfall

𝑀 = 𝐿 = 𝑈 wieder, der sich durch einige nützliche Eigenschaften auszeichnet.

Definition 3.4. Eine Projektion heißt orthogonal, wenn Ker(𝑃) = Im(𝑃)⊥ ist. Eine nicht-

orthogonale Projektion nennt man schiefe Projektion.

Um orthogonale Projektionen zu charakterisieren, ohne Kern und Bild bestimmen zu

müssen, betrachten wir zuerst die zu einer (beliebigen) Projektion 𝑃 adjungierte Abbildung

𝑃∗, definiert durch

(3.2) ⟨𝑃∗𝑥, 𝑦⟩ = ⟨𝑥, 𝑃𝑦⟩ für alle 𝑥, 𝑦 ∈ ℂ𝑛 .
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Diese ist selber eine Projektion, denn für alle 𝑥, 𝑦 ∈ ℂ𝑛 gilt

⟨(𝑃∗)2𝑥, 𝑦⟩ = ⟨𝑃∗𝑥, 𝑃𝑦⟩ = ⟨𝑥, 𝑃2𝑦⟩ = ⟨𝑥, 𝑃𝑦⟩ = ⟨𝑃∗𝑥, 𝑦⟩.

Also ist (𝑃∗)2𝑥 − 𝑃∗𝑥 ∈ (ℂ𝑛)⊥ = {0} und damit (𝑃∗)2 = 𝑃∗. Weiterhin folgt aus (3.2),

dass 𝑦 ∈ Ker(𝑃) impliziert, dass 𝑦 ⊥ Im(𝑃∗) ist, und umgekehrt. Genauso ist 𝑥 ∈ Ker(𝑃∗)
äquivalent zu 𝑥 ⊥ Im(𝑃). Es gilt also:

(3.3)

{
Ker(𝑃∗) = Im(𝑃)⊥,
Ker(𝑃) = Im(𝑃∗)⊥.

Da Bild und Kern die Projektion eindeutig charakterisieren, folgern wir, dass 𝑃∗ die Projekti-
on auf Ker(𝑃)⊥ senkrecht zu Im(𝑃) ist. Außerdem bedeutet (3.3) auch, dass eine Projektion

𝑃 orthogonal ist, wenn 𝑃∗ = 𝑃 , also 𝑃 selbstadjungiert ist. Tatsächlich gilt auch die Umkeh-

rung.

Lemma 3.5. Eine Projektion 𝑃 ist orthogonal genau dann, wenn sie selbstadjungiert ist.

Beweis. Dass selbstadjungierte Projektionen orthogonal sind, folgt direkt aus der Definition
und (3.3). Sei nun 𝑃 eine orthogonale Projektion. Dann ist

Ker(𝑃) = Im(𝑃)⊥ = Ker(𝑃∗),
Im(𝑃) = Ker(𝑃)⊥ = Im(𝑃∗),

wieder nach Definition und (3.3). Da eine Projektion durch Bild und Kern eindeutig festge-

legt wird, muss 𝑃∗ = 𝑃 gelten. □

Wir sammeln nun einige nützliche Eigenschaften orthogonaler Projektionen. Ist 𝑃 eine

orthogonale Projektion, so gilt Im(𝑃) = Ker(𝑃)⊥ = Im(𝐼 − 𝑃)⊥. Daraus folgt sofort

⟨𝑃𝑥, (𝐼 − 𝑃)𝑥⟩ = 0 für alle 𝑥 ∈ ℂ𝑛 .

Also ist für 𝑥 ∈ ℂ𝑛

∥𝑥 ∥2 = ∥𝑃𝑥 + (𝐼 − 𝑃)𝑥 ∥2 = ∥𝑃𝑥 ∥2 + ∥(𝐼 − 𝑃)𝑥 ∥2,

da der gemischte Term verschwindet. Weil der letzte Summand nichtnegativ ist, muss

∥𝑃𝑥 ∥2 ≤ ∥𝑥 ∥2

gelten. Da ∥𝑃𝑥 ∥ = ∥𝑥 ∥ für 𝑥 ∈ Im 𝑃 gilt, folgt aus der Definition der induzierten Norm,

dass (falls 𝑃 ≠ 0)

(3.4) ∥𝑃 ∥ = 1

ist.
1
Die für uns wichtigste Eigenschaft ist jedoch die Optimalität der orthogonalen Projek-

tion bezüglich bestimmter Minimierungsprobleme.

1
Dagegen gilt für schiefe Projektionen stets ∥𝑃 ∥ > 1!
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Satz 3.6. Sei 𝑃 eine orthogonale Projektion auf einen Unterraum𝑈 ⊂ ℂ𝑛 und 𝑧 ∈ ℂ𝑛 gegeben.
Dann ist

∥𝑃𝑧 − 𝑧∥ = min

𝑥∈𝑈
∥𝑥 − 𝑧∥.

Beweis. Sei 𝑥 ∈ 𝑈 beliebig. Dann ist auch 𝑃𝑧 − 𝑥 ∈ 𝑈 und wegen𝑈 = Im(𝑃) = Im(𝐼 − 𝑃)⊥
ist ⟨𝑧 − 𝑃𝑧, 𝑃𝑧 − 𝑥⟩ = 0. Daraus folgt aber

∥𝑥 − 𝑧∥2 = ∥𝑧 − 𝑃𝑧 + 𝑃𝑧 − 𝑥 ∥2 = ∥𝑥 − 𝑃𝑧∥2 + ∥𝑧 − 𝑃𝑧∥2 ≥ ∥𝑧 − 𝑃𝑧∥2,

mit Gleichheit für 𝑥 = 𝑃𝑧 ∈ 𝑈 . □

Aus Satz 3.3 folgt daraus sofort die folgende Charakterisierung von Minimierern, die wir

später verwenden werden.

Folgerung 3.7. Sei𝑈 ein Unterraum von ℂ𝑛 und 𝑧 ∈ ℂ𝑛 . Dann ist

∥𝑥∗ − 𝑧∥ = min

𝑥∈𝑈
∥𝑥 − 𝑧∥

genau dann, wenn
𝑥∗ ∈ 𝑈 und 𝑥∗ − 𝑧 ⊥𝑈

gilt.

Um Projektionen einfach berechnen zu können, suchen wir nun nach Matrixdarstellungen

von schiefen und orthogonalen Projektionen. Dazu benötigen wir eine Basis der betroffenen

Unterräume. Seien 𝑀 und 𝐿 wieder Unterräume von ℂ𝑛 der Dimension 𝑚 < 𝑛, und 𝑃

die Projektion auf 𝑀 senkrecht zu 𝐿 (bezüglich des kanonischen Skalarprodukts). Wir

betrachten nun eine Basis 𝑣1, . . . , 𝑣𝑚 von 𝑀 und eine Basis 𝑤1, . . . ,𝑤𝑚 von 𝐿, sowie die

Matrizen

𝑉 := [𝑣1, . . . , 𝑣𝑚], 𝑊 := [𝑤1, . . . ,𝑤𝑚] ∈ ℂ𝑛×𝑚 .
Sei nun 𝑃𝑥 ∈ 𝑀 beliebig. Dann existiert ein 𝜉 ∈ ℂ𝑚 mit

𝑃𝑥 =
𝑚∑︁
𝑖=1

𝜉𝑖𝑣𝑖 = 𝑉𝜉

und die Bedingung 𝑥 − 𝑃𝑥 ⊥𝐿 ist äquivalent zu

𝑤∗𝑗 (𝑥 −𝑉𝜉) = ⟨𝑥 −𝑉𝜉,𝑤 𝑗 ⟩ = 0 für alle 1 ≤ 𝑗 ≤ 𝑚.

Schreiben wir diese𝑚 Bedingungen als einen Vektor, so erhalten wir die Gleichung

𝑊 ∗(𝑥 −𝑉𝜉) = 0 ∈ ℂ𝑚,
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d. h.𝑊 ∗𝑉𝜉 =𝑊 ∗𝑥 . Da nach Voraussetzung𝑀 ∩ 𝐿⊥ = {0} (also kein nicht-trivialer Vektor

in 𝑀 orthogonal zu 𝐿) ist, ist𝑊 ∗𝑉 ∈ ℂ𝑚×𝑚 nicht singulär (sonst müsste 𝑤∗𝑖 𝑣 = 0 für ein

𝑣 = 𝑉𝜉 ∈ 𝑀 , 𝜉 ≠ 0, und alle 1 ≤ 𝑖 ≤ 𝑚 sein, im Widerspruch zur Voraussetzung). Wir

erhalten dann

𝑃𝑥 = 𝑉 (𝑊 ∗𝑉 )−1𝑊 ∗𝑥 .

Ist 𝑃 eine orthogonale Projektion auf 𝑀 und 𝑣1, . . . , 𝑣𝑚 eine orthonormale Basis, dann

vereinfacht sich (3.1) zu

(3.5) 𝑃𝑥 = 𝑉𝑉 ∗𝑥 .

Es ist hilfreich, diese Matrixmultiplikation komponentenweise zu betrachten: Der 𝑖-te

Eintrag des Vektors 𝑉 ∗𝑥 ist 𝑣∗𝑖 𝑥 . Die Matrixmultiplikation mit 𝑉 bildet dann eine Linear-

kombination der Spalten von 𝑉 :

(3.6) 𝑉𝑉 ∗𝑥 =
𝑚∑︁
𝑖=1

⟨𝑥, 𝑣𝑖⟩𝑣𝑖 .

Dies entspricht der gewohnten Berechnung der ProjektionmitHilfe einerOrthonormalbasis.

Effiziente und stabile Algorithmen zur Konstruktion solch einer Basis stellen also einen

Kern aller projektionsbasierten Verfahren dar.

3.2 orthonormalisierungsverfahren

Jeder Unterraum besitzt eine orthonormale Basis, die sich aus einer gegebenen Basis

𝑥1, . . . , 𝑥𝑚 mit Hilfe des Gram–Schmidt-Verfahrens konstruieren lässt. Dabei wird schritt-

weise die neue Basis 𝑞𝑖, . . . , 𝑞𝑚 so konstruiert, dass die einzelnen Vektoren 𝑞𝑖 normiert

(d. h. ∥𝑞𝑖 ∥ = 1) und orthogonal zu den bereits konstruierten Vektoren 𝑞 𝑗 für 𝑗 < 𝑖 sowie

im Spann der 𝑥𝑘 für 𝑘 ≤ 𝑖 sind. Wir subtrahieren von 𝑥𝑖 also alle Beiträge, die bereits in

Richtung der 𝑞 𝑗 liegen. Bezeichnet 𝑃𝑖 die orthogonale Projektion auf {𝑞𝑖}, so setzen wir

𝑞𝑖 := 𝑥𝑖 − 𝑃1𝑥𝑖 − 𝑃2𝑥𝑖 − · · · − 𝑃𝑖−1𝑥𝑖

und normieren anschließend

𝑞𝑖 := ∥𝑞𝑖 ∥−1𝑞𝑖 .
Mit Hilfe der Darstellung (3.6) der Projektion auf {𝑣𝑖} erhalten wir den Algorithmus 3.1,

von dem man sich leicht vergewissert, dass er genau dann vorzeitig abbricht, wenn die 𝑥𝑖
linear abhängig sind, und ansonsten orthonormale Vektoren produziert.

Betrachten wir Schritt 6 und 11 in Algorithmus 3.1 und lösen wir nach 𝑥 𝑗 auf, so erhalten

wir

𝑥 𝑗 =

𝑗∑︁
𝑖=1

𝑟𝑖 𝑗𝑞𝑖 .
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Algorithmus 3.1 Gram–Schmidt-Verfahren

Input: 𝑥1, . . . , 𝑥𝑚 ∈ ℂ𝑛 \ {0}
1: 𝑟11 = ∥𝑥1∥
2: 𝑞1 = 𝑥1/𝑟11
3: for 𝑗 = 2, . . . ,𝑚 do
4: for 𝑖 = 1, . . . , 𝑗 − 1 do
5: 𝑟𝑖 𝑗 = ⟨𝑥 𝑗 , 𝑞𝑖⟩
6: 𝑞 = 𝑥 𝑗 −

∑ 𝑗−1
𝑖=1
𝑟𝑖 𝑗𝑞𝑖

7: 𝑟 𝑗 𝑗 = ∥𝑞∥
8: if 𝑟 𝑗 𝑗 = 0 then
9: stop

10: else
11: 𝑞 𝑗 = 𝑞/𝑟 𝑗 𝑗
Output: 𝑞1, . . . , 𝑞𝑚

Bezeichnen wir mit 𝑅 die obere Dreiecksmatrix mit den Einträgen 𝑟𝑖 𝑗 , 𝑖 ≤ 𝑗 , und schreiben

𝑄 = [𝑞1, . . . , 𝑞𝑚], so ist 𝑥 𝑗 die 𝑗-te Spalte von 𝑄𝑅 und daher

𝑋 := [𝑥1, . . . , 𝑥𝑚] = 𝑄𝑅.

Weiter ist𝑄 unitär (da die Spalten von𝑄 nach Konstruktion orthonormal sind). Das Gram–

Schmidt-Verfahren berechnet also die QR-Zerlegung der Matrix 𝑋 .

Aufgrund von Rundungsfehlern kann die Orthogonalität der Vektoren aber verloren gehen,

wenn viele Projektionen subtrahiert werden müssen. Ein numerisch stabileres Verfahren

erhält man, indem man statt der Subtraktion jeweils auf das orthogonale Komplement von

{𝑞 𝑗 } projiziert:
𝑞𝑖 := (𝐼 − 𝑃𝑖−1) . . . (𝐼 − 𝑃2) (𝐼 − 𝑃1)𝑥𝑖 .

Dieses Vorgehen führt auf das modifizierte Gram–Schmidt-Verfahren (Algorithmus 3.2).

28



3 orthogonalität und projektionen

Algorithmus 3.2Modifiziertes Gram–Schmidt-Verfahren

Input: 𝑥1, . . . , 𝑥𝑚 ∈ ℂ𝑛 \ {0}
1: 𝑟11 = ∥𝑥1∥
2: 𝑞1 = 𝑥1/𝑟11
3: for 𝑗 = 2, . . . ,𝑚 do
4: 𝑞 = 𝑥 𝑗
5: for 𝑖 = 1, . . . , 𝑗 − 1 do
6: 𝑟𝑖 𝑗 = ⟨𝑞, 𝑞𝑖⟩
7: 𝑞 = 𝑞 − 𝑟𝑖 𝑗𝑞𝑖
8: 𝑟 𝑗 𝑗 = ∥𝑞∥
9: if 𝑟 𝑗 𝑗 = 0 then
10: stop

11: else
12: 𝑞 𝑗 = 𝑞/𝑟 𝑗 𝑗
Output: 𝑞1, . . . , 𝑞𝑚

Neben Projektionen bieten sich auch Givens-Rotationen und Householder-Reflexionen als

Grundlage für Orthonormalisierungsverfahren beziehungsweise die Berechnung der QR-

Zerlegung einer Matrix an. Wir werden später auch spezialisierte Verfahren kennenlernen,

die an die Struktur der Basisvektoren bestimmter Unterräume angepasst sind.
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Die meisten modernen iterativen Verfahren beruhen auf Projektionen auf geeignete Un-

terräume. Es ist daher hilfreich, zuerst allgemeine Projektionsverfahren für die Lösung

linearer Gleichungssystem zu betrachten und die einfachsten eindimensionalen Beispiele

kennenzulernen, bevor man zu verbreiteten Verfahren wie CG und GMRES übergeht. Die

in diesem Kapitel vorgestellten Methoden stellen außerdem Prototypen für die später

behandelten Algorithmen dar.

4.1 allgemeine projektionsverfahren

Die Grundidee von Projektionsverfahren ist, die Lösung 𝑥∗ ∈ ℂ𝑛 des linearen Gleichungs-

systems 𝐴𝑥 = 𝑏 für 𝐴 ∈ ℂ𝑛×𝑛 und 𝑏 ∈ ℂ𝑛 durch ein 𝑥 in einem gegebenen Unterraum

K ⊂ ℂ𝑛 anzunähern. Hat K die Dimension𝑚 ≤ 𝑛, so hat 𝑥 genau𝑚 Freiheitsgrade, die

durch𝑚 linear unabhängige Bedingungen festgelegt werden können. Dafür fordert man,

dass das Residuum 𝑏−𝐴𝑥 orthogonal zu einem weiteren Unterraum L ⊂ ℂ𝑛 der Dimension

𝑚 ist. Man sucht also ein 𝑥 , das die Galerkin-Bedingungen1{
𝑥 ∈ K

𝑏 −𝐴𝑥 ⊥L

erfüllt. Üblicherweise werden in einem Projektionsverfahren eine Folge solcher Näherun-

gen 𝑥 (jeweils mit neuen Unterräumen K und L) berechnet, wobei man in jedem Schritt

die bereits berechnete Näherung ausnutzt. Man sucht für einen gegebenen Startwert 𝑥0

also eine neue Näherung

𝑥 ∈ 𝑥0 + K :=
{
𝑥0 + 𝛿𝑥 : 𝛿𝑥 ∈ K

}
.

Die Orthogonalitätsbedingung ist in diesem Fall 𝑏 − 𝐴(𝑥0 + 𝛿𝑥) ⊥L. Führen wir das

Residuum des Startwerts 𝑟 0 := 𝑏 − 𝐴𝑥0 ein, so kann man ein die Galerkin-Bedingungen

erfüllendes 𝑥 konstruieren durch

(i) Berechne 𝛿𝑥 ∈ K , so dass ⟨𝑟 0 −𝐴𝛿𝑥,𝑤⟩ = 0 für alle𝑤 ∈ L ist,

1
Nach Boris Grigorjewitsch Galjorkin, einem russischen Bauingenieur. Sein Verfahren der Finiten Elemente,

publiziert 1915, beruht auf einem ähnlichen Ansatz.
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(ii) Setze 𝑥 = 𝑥0 + 𝛿𝑥 .

Ist 𝑣1, . . . , 𝑣𝑚 eine Basis von K und𝑤1, . . . ,𝑤𝑚 eine Basis von L, so können wir den Projek-

tionsschritt in Matrixform schreiben, indem wir wieder die Matrizen 𝑉 = [𝑣1, . . . , 𝑣𝑚] und
𝑊 = [𝑤1, . . . ,𝑤𝑚] einführen und den Koeffizientenvektor 𝜉 ∈ ℂ𝑚 mit 𝑉𝜉 = 𝛿𝑥 betrachten.

Die Galerkin-Bedingungen sind dann äquivalent zu{
𝑥 = 𝑥0 +𝑉𝜉,

𝑊 ∗𝐴𝑉𝜉 =𝑊 ∗𝑟 0.

Ist𝑊 ∗𝐴𝑉 ∈ ℂ𝑚×𝑚 invertierbar, so ist die neue Näherung explizit gegeben durch

𝑥 = 𝑥0 +𝑉 (𝑊 ∗𝐴𝑉 )−1𝑊 ∗𝑟 0.

Ein abstraktes Projektionsverfahren hat also die folgende Form:

Algorithmus 4.1 Allgemeines Projektionsverfahren

Input: 𝐴 ∈ ℂ𝑛×𝑛 , 𝑏 ∈ ℂ𝑛 , 𝑥0 ∈ ℂ𝑛 , 𝑘 = 0

1: 𝑟 0 = 𝑏 −𝐴𝑥0
2: while ∥𝑟𝑘 ∥2 > 0 do
3: Wähle Unterräume K , L
4: Wähle Basen 𝑉 ,𝑊 von K und L
5: 𝜉 = (𝑊 ∗𝐴𝑉 )−1𝑊 ∗𝑟𝑘
6: 𝑥𝑘+1 = 𝑥𝑘 +𝑉𝜉
7: 𝑟𝑘+1 = 𝑏 −𝐴𝑥𝑘+1
8: 𝑘 ← 𝑘 + 1

Output: 𝑥𝑘

Die tatsächlich verwendeten Verfahren stellen in der Regel die Matrix𝑊 ∗𝐴𝑉 nicht explizit

auf, sondern nutzen die Struktur von K und L und ihrer Basen aus, um den Schritt 5

effizient zu berechnen.

Man unterscheidet jetzt zwei wichtige Klassen von Verfahren:

(i) Ritz–Galerkin-Verfahren sind orthogonale Projektionsverfahren mit L = K .

(ii) Petrov–Galerkin-Verfahren sind schiefe Projektionsverfahren mit L ≠ K . Als beson-
ders attraktive Wahl wird sich in diesem Fall L = 𝐴K erweisen.

Ritz-Galerkin-Verfahren: L = K

Als erstes müssen wir überlegen, wann wir Invertierbarkeit der Matrix𝑊 ∗𝐴𝑉 garantieren

können. Dafür ist es nicht ausreichend, dass 𝐴 invertierbar ist, wie man am Beispiel

𝐴 =

(
0 1

1 0

)
, 𝑉 =𝑊 =

(
1

0

)
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erkennt: Es darf kein Vektor in 𝐴K orthogonal zu L = K sein. Dies ist der Fall, wenn 𝐴

selbstadjungiert und positiv definit ist.

Lemma 4.1. Sei K ⊂ ℂ𝑛 ein Unterraum, 𝐴 ⊂ ℂ𝑛×𝑛 selbstadjungiert und positiv definit, und
𝑉 ,𝑊 ∈ ℂ𝑛×𝑚 . Bilden die Spalten von 𝑉 und𝑊 jeweils eine Basis von K , dann ist𝑊 ∗𝐴𝑉
invertierbar.

Beweis. Unter den Voraussetzungen an 𝑉 und𝑊 existiert eine invertierbare Matrix 𝑋 ∈
ℂ𝑚×𝑚 mit𝑊 = 𝑉𝑋 , und es gilt

𝑊 ∗𝐴𝑉 = 𝑋 ∗𝑉 ∗𝐴𝑉 .

Es genügt also zu zeigen, dass 𝑉 ∗𝐴𝑉 invertierbar ist. Da 𝐴 positiv definit ist, gilt

⟨𝑉 ∗𝐴𝑉𝜉, 𝜉⟩ = ⟨𝐴𝑉𝜉,𝑉 𝜉⟩ =: ⟨𝐴𝜂, 𝜂⟩ > 0 für alle 𝜉 ∈ ℂ𝑚 \ {0},

da 𝑉 vollen Spaltenrang hat und daher injektiv ist. Also ist auch 𝑉 ∗𝐴𝑉 selbstadjungiert

und positiv definit und damit invertierbar. □

Aufgrund der Eigenschaften von𝐴 definiert ⟨·, ·⟩𝐴 := ⟨·, 𝐴·⟩ ein Skalarprodukt. Wir erhalten

daher eine 𝐴-orthogonale Projektion, die analog zu Folgerung 3.7 Optimalitätseigenschaften

bezüglich der induzierten Norm ∥·∥𝐴 hat.

Satz 4.2. Sei K ein Unterraum von ℂ𝑛 , 𝑥0, 𝑏 ∈ ℂ𝑛 beliebig und 𝐴 ∈ ℂ𝑛×𝑛 selbstadjungiert
und positiv definit. Setze 𝑥∗ := 𝐴−1𝑏. Dann ist

∥𝑥 − 𝑥∗∥𝐴 = min

𝑥∈𝑥0+K
∥𝑥 − 𝑥∗∥𝐴

genau dann, wenn gilt {
𝑥 ∈ 𝑥0 + K

𝑏 −𝐴𝑥 ⊥K .

Beweis. Wir gehen wie im Beweis von Satz 3.6 vor. Für alle 𝑣 ∈ K folgt aus den Galerkin-

Bedingungen

⟨𝑥 − 𝑥∗, 𝑣⟩𝐴 = ⟨𝑥 − 𝑥∗, 𝐴𝑣⟩ = ⟨𝐴(𝑥 − 𝑥∗), 𝑣⟩ = ⟨𝐴𝑥 − 𝑏, 𝑣⟩ = 0.

Für beliebiges 𝑥 ∈ 𝑥0 + K ist dann 𝑥 − 𝑥 ∈ K , und es gilt

∥𝑥 − 𝑥∗∥2𝐴 = ∥𝑥 − 𝑥 + 𝑥 − 𝑥∗∥2𝐴 = ∥𝑥 − 𝑥 ∥2𝐴 + 2⟨𝑥 − 𝑥, 𝑥 − 𝑥
∗⟩𝐴 + ∥𝑥 − 𝑥∗∥2𝐴

≥ ∥𝑥 − 𝑥∗∥2𝐴,

weshalb das Minimum für 𝑥 = 𝑥 ∈ 𝑥0 + K angenommen wird. □
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4 projektionsverfahren

Für die Konvergenzanalyse von Projektionsverfahren nutzt man aus, dass auch der Fehler

𝑒 := 𝑥∗−𝑥 durch eine Projektion charakterisiertwerden kann. Definierenwir den Startfehler
𝑒0 := 𝑥∗ − 𝑥0, erhalten wir die Relation

𝐴𝑒 = 𝐴𝑥∗ −𝐴𝑥 = 𝐴𝑥∗ −𝐴(𝑥0 + 𝛿𝑥) = 𝐴(𝑒0 − 𝛿𝑥).

Da 𝐴𝑥∗ = 𝑏 gilt, ist die Galerkin-Bedingung 𝑏 −𝐴𝑥 ⊥K äquivalent zu

0 = ⟨𝑏 −𝐴𝑥, 𝑣⟩ = ⟨𝐴(𝑒0 − 𝛿𝑥), 𝑣⟩ = ⟨𝑒0 − 𝛿𝑥, 𝑣⟩𝐴

für alle 𝑣 ∈ K . Also ist 𝛿𝑥 ∈ K die 𝐴-orthogonale Projektion von 𝑒0 auf K . Aus

𝑒0 = 𝑥∗ − 𝑥0 − 𝛿𝑥 + 𝛿𝑥 = 𝑒 + 𝛿𝑥

folgt weiter, dass 𝑒 = 𝑒0 − 𝛿𝑥 𝐴-orthogonal zu K ist. Solche Verfahren nennt man daher

auch Fehlerprojektionsverfahren. Bezeichnen wir die 𝐴-orthogonale Projektion auf K mit

𝑃𝐴 : ℂ𝑛 → K , erhalten wir die Relationen{
𝛿𝑥 = 𝑃𝐴𝑒

0,

𝑒 = (𝐼 − 𝑃𝐴)𝑒0.

Da mit 𝑃𝐴 auch 𝐼 − 𝑃𝐴 eine 𝐴-orthogonale Projektion (nämlich auf das 𝐴-orthogonale

Komplement von K ist, folgt aus (3.4) sofort ∥𝑒 ∥𝐴 ≤ ∥𝑒0∥𝐴. Schärfere Abschätzungen und

insbesondere Konvergenzresultate erhält man erst, wenn man die spezielle Wahl von K
berücksichtigt.

Petrov-Galerkin-Verfahren: L = 𝐴K

Seien wieder die Spalten von 𝑉 = [𝑣1, . . . , 𝑣𝑚] eine Basis von K und die Spalten von

𝑊 = [𝑤1, . . . ,𝑤𝑚] eine Basis von 𝐴K . In diesem Fall können wir die Invertierbarkeit von

𝑊 ∗𝐴𝑉 in Algorithmus 4.1 für jede nichtsinguläre Matrix 𝐴 garantieren.

Lemma 4.3. Sei K ⊂ ℂ𝑛 ein Unterraum, 𝐴 ⊂ ℂ𝑛×𝑛 invertierbar, und 𝑉 ,𝑊 ∈ ℂ𝑛×𝑚 . Bilden
die Spalten von 𝑉 eine Basis von K und die Spalten von𝑊 eine Basis von 𝐴K , dann ist auch
𝑊 ∗𝐴𝑉 invertierbar.

Beweis. Unter den Annahmen gilt𝑊 = 𝐴𝑉𝑋 für eine invertierbare Matrix 𝑋 ∈ ℂ𝑚×𝑚 .
Damit ist

𝑊 ∗𝐴𝑉 = 𝑋 ∗𝑉 ∗𝐴∗𝐴𝑉 = 𝑋 ∗(𝐴𝑉 )∗𝐴𝑉
invertierbar, da (𝐴𝑉 )∗𝐴𝑉 nicht singulär ist (sonst wäre ∥𝐴𝑉𝜉 ∥2 = 0 für ein 𝜉 ≠ 0 – ein

Widerspruch zur Invertierbarkeit von 𝐴 und linearen Unabhängigkeit der Spalten von

𝑉 ). □
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4 projektionsverfahren

DaL ≠ K gilt, könnenwir in diesem Fall die Eigenschaften orthogonaler Projektionen nicht

verwenden. Die spezielle Wahl von L gestattet dennoch, ähnliche Optimalitätsresultate

wie im orthogonalen Fall zu beweisen.

Satz 4.4. Seien K ein Unterraum von ℂ𝑛 , 𝑥0, 𝑏 ∈ ℂ𝑛 beliebig, und 𝐴 ∈ ℂ𝑛×𝑛 . Dann gilt

∥𝑏 −𝐴𝑥 ∥2 = min

𝑥∈𝑥0+K
∥𝑏 −𝐴𝑥 ∥2

genau dann, wenn gilt {
𝑥 ∈ 𝑥0 + K,

𝑏 −𝐴𝑥 ⊥𝐴K .

Beweis. Setze 𝑦̃ := 𝐴𝑥 . Dann ist 𝑦̃ ∈ 𝐴𝑥0 + 𝐴K und 𝑏 − 𝑦̃ ⊥𝐴K . Also ist 𝑦̃ − 𝐴𝑥0 die
orthogonale Projektion von 𝑏 −𝐴𝑥0 auf 𝐴K , und wie im Beweis von Satz 4.2 zeigt man

nun, dass 𝑦̃ das Minimierungsproblem min𝑦∈𝐴𝑥0+𝐴K ∥𝑏 − 𝑦 ∥2 löst. □

Dieses Projektionsverfahren minimiert also das Residuum über alle Vektoren in K . Setzen
wir 𝑟 0 := 𝑏 −𝐴𝑥0 und 𝑟 := 𝑏 −𝐴𝑥 , so erhalten wir analog zum Ritz–Galerkin-Verfahren

𝑟 = 𝑏 −𝐴(𝑥0 + 𝛿𝑥) = 𝑟 0 −𝐴𝛿𝑥.

Aus der Bedingung 𝑟 = 𝑟 0−𝐴𝛿𝑥 ⊥𝐴K folgt, dass𝐴𝛿𝑥 ∈ 𝐴K die orthogonale Projektion von

𝑟 0 auf𝐴K ist, und 𝑟 im orthogonalen Komplement von𝐴K liegt. Bezeichnet 𝑃 : ℂ𝑛 → 𝐴K
die orthogonale Projektion auf 𝐴K , dann folgt{

𝐴𝛿𝑥 = 𝑃𝑟 0,

𝑟 = (𝐼 − 𝑃)𝑟 0,

und damit ∥𝑟 ∥2 ≤ ∥𝑟 0∥2. Solche Verfahren nennt man auch Residuumsprojektionsverfahren,
und die Fehleranalyse basiert dementsprechend auf der Betrachtung des Residuums.

4.2 eindimensionale projektionsverfahren

Wir betrachten nun die einfachsten Beispiele für die oben untersuchten Klassen, in denen

die Unterräume jeweils eindimensional sind, d. h. für 𝑣,𝑤 ∈ ℂ𝑛 \ {0} wähle

K = span {𝑣}, L = span {𝑤}.

In diesem Fall vereinfacht sich Schritt 5 im Projektionsverfahren (Algorithmus 4.1) zu
2

𝜉 = (𝑤∗𝐴𝑣)−1𝑤∗𝑟𝑘 = ⟨𝑟
𝑘 ,𝑤⟩
⟨𝐴𝑣,𝑤⟩ =: 𝛼𝑘 .

2
Zum Beispiel lässt sich das Gauss–Seidel-Verfahren als Projektionsverfahren interpretieren, wobei die

Aktualisierung der einzelnen Komponenten in der innersten Schleife einem Projektionsschritt für K =

L = span {𝑒𝑖 } entspricht.
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4 projektionsverfahren

Gradientenverfahren: L = K

Wir nehmen an, dass die Matrix 𝐴 ∈ ℝ𝑛×𝑛
symmetrisch und positiv definit ist. Aus Satz 4.2

wissen wir, dass ein Schritt im Projektionsverfahren den Fehler ∥𝑥 − 𝑥∗∥𝐴 entlang des

Vektors 𝑣 minimiert. Der größte Abstieg in der Norm geschieht dabei entlang des negativen

Gradientens der Funktion 𝑓 (𝑥) = ∥𝑥 − 𝑥∗∥2
𝐴
= ⟨𝑥 − 𝑥∗, 𝐴(𝑥 − 𝑥∗)⟩, also

−∇𝑓 (𝑥) = −2(𝐴𝑥 −𝐴𝑥∗) = 2(𝑏 −𝐴𝑥) = 2𝑟 .

Im Schritt 𝑘 wählen wir daher K = L = span {𝑟𝑘} und erhalten

1: 𝑟𝑘 = 𝑏 −𝐴𝑥𝑘
2: 𝛼𝑘 = ⟨𝑟𝑘 , 𝑟𝑘⟩/⟨𝑟𝑘 , 𝐴𝑟𝑘⟩
3: 𝑥𝑘+1 = 𝑥𝑘 + 𝛼𝑘𝑟𝑘

Da 𝐴 symmetrisch und positiv definit ist, bricht das Verfahren nur ab, wenn 𝑟𝑘 = 0 ist. In

diesem Fall ist aber 𝑥𝑘 bereits die gesuchte Lösung (ein sogenannter „lucky breakdown“).

Eine weitere nützliche Beobachtung ist, dass das Verfahren nach Konstruktion die Ritz–

Galerkin-Bedingungen erfüllt und daher insbesondere das Residuum 𝑟𝑘+1 = 𝑏 − 𝐴𝑥𝑘+1
orthogonal zu K𝑘 = span {𝑟𝑘} ist.

Man kann eine Matrix-Vektor-Multiplikation sparen, indem man die Berechnungen etwas

rearrangiert. Multipliziert man Schritt 3 mit −𝐴 und addiert 𝑏, erhält man

(4.1) 𝑟𝑘+1 = 𝑏 −𝐴𝑥𝑘+1 = 𝑏 −𝐴𝑥𝑘 − 𝛼𝑘𝐴𝑟𝑘 = 𝑟𝑘 − 𝛼𝑘𝐴𝑟𝑘 .

Führt man den Hilfsvektor 𝑝𝑘 := 𝐴𝑟𝑘 ein, erhält man das Gradientenverfahren.3

Algorithmus 4.2 Gradientenverfahren

Input: 𝐴 ∈ ℝ𝑛×𝑛
, 𝑏 ∈ ℝ𝑛

, 𝑥0 ∈ ℝ𝑛
, 𝜀 > 0, 𝑘 = 0

1: 𝑟 0 = 𝑏 −𝐴𝑥0, 𝑝0 = 𝐴𝑟 0
2: while ∥𝑟𝑘 ∥2 > 𝜀 do
3: 𝛼𝑘 = ⟨𝑟𝑘 , 𝑟𝑘⟩/⟨𝑟𝑘 , 𝑝𝑘⟩
4: 𝑥𝑘+1 = 𝑥𝑘 + 𝛼𝑘𝑟𝑘
5: 𝑟𝑘+1 = 𝑟𝑘 − 𝛼𝑘𝑝𝑘
6: 𝑝𝑘+1 = 𝐴𝑟𝑘+1

7: 𝑘 ← 𝑘 + 1
Output: 𝑥𝑘

Für den Beweis der Konvergenz benötigen wir das folgende Resultat, das eine Art Cauchy–

Schwarz-Ungleichung für Eigenwerte darstellt.

3
von Augustin-Louis Cauchy 1847 publiziert
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Lemma 4.5 (Kantorovich4-Ungleichung). Sei 𝐴 ∈ ℝ𝑛×𝑛 symmetrisch und positiv definit mit
Eigenwerten

𝜆1 ≥ · · · ≥ 𝜆𝑛 > 0,

und sei 𝜅 = 𝜆1/𝜆𝑛 die Konditionszahl von 𝐴 (bezüglich der euklidischen Norm). Dann gilt

⟨𝑥,𝐴𝑥⟩⟨𝑥,𝐴−1𝑥⟩
⟨𝑥, 𝑥⟩2 ≤ 1

4

(
𝜅

1

2 + 𝜅− 1

2

)
2

für alle 𝑥 ∈ ℝ𝑛 \ {0}.

Beweis. Sei 𝜇 = (𝜆𝑛𝜆1)
1

2 das geometrische Mittel der beiden extremalen Eigenwerte und

setze𝐵 := 𝜇−1𝐴+𝜇𝐴−1. Dann ist𝐵 symmetrisch undpositiv definit und besitzt die Eigenwerte

𝜇−1𝜆𝑖 + 𝜇𝜆−1𝑖 für 1 ≤ 𝑖 ≤ 𝑛. Weiter ist für alle 1 ≤ 𝑖 ≤ 𝑛

𝜅−
1

2 = 𝜇−1𝜆𝑛 ≤ 𝜇−1𝜆𝑖 ≤ 𝜇−1𝜆1 = 𝜅
1

2 .

Da die Funktion 𝑧 ↦→ 𝑧 + 𝑧−1 auf (0, 1] und [1,∞) monoton (fallend bzw. steigend) ist,

erhalten wir aus der ersten bzw. zweiten Ungleichung (je nachdem, ob 𝜇−1𝜆𝑖 < 1 oder nicht)

𝜇−1𝜆𝑖 + 𝜇𝜆−1𝑖 ≤ 𝜅
1

2 + 𝜅− 1

2 , 1 ≤ 𝑖 ≤ 𝑛.

Mit dieser Abschätzung der Eigenwerte von 𝐵 und dem Satz von Courant–Fischer erhalten

wir daher

𝜇−1⟨𝑥,𝐴𝑥⟩ + 𝜇⟨𝑥,𝐴−1𝑥⟩ = ⟨𝑥, 𝐵𝑥⟩ ≤ (𝜅 1

2 + 𝜅− 1

2 )⟨𝑥, 𝑥⟩.
Wir wenden jetzt auf die linke Seite die (verallgemeinerte) Youngsche Ungleichung

(𝑎𝑏) 12 = (𝜇−1𝑎) 12 (𝜇𝑏) 12 ≤ 1

2

(
𝜇−1𝑎 + 𝜇𝑏

)
für 𝑎 = ⟨𝑥,𝐴𝑥⟩ und𝑏 = ⟨𝑥,𝐴−1𝑥⟩ an, quadrieren beide Seiten, und erhalten die Kantorovich-

Ungleichung. □

Damit können wir nun eine Fehlerabschätzung für das Gradientenverfahren zeigen (natür-

lich in der Energienorm, da es sich um ein orthogonales Projektionsverfahren handelt).

Satz 4.6. Sei 𝐴 ∈ ℝ𝑛×𝑛 symmetrisch und positiv definit und sei 𝑥∗ = 𝐴−1𝑏. Dann gilt für die
Näherungen 𝑥𝑘 im Gradientenverfahren

∥𝑥∗ − 𝑥𝑘 ∥𝐴 ≤
(
𝜅 − 1
𝜅 + 1

)𝑘
∥𝑥∗ − 𝑥0∥𝐴 .

4
Leonid Witaljewitsch Kantorowitsch, zwischen 1934 und 1960 Professor für Mathematik an der Universität

Leningrad und später Forschungsdirektor am Moskauer Institut für Nationale Wirtschaftsplanung. Für

seine Anwendung der Linearen Programmierung in der Wirtschaftsplanung teilte er sich 1975 den Wirt-

schaftsnobelpreis. Außerdem leistete er viele Beiträge in Funktionalanalysis und Approximationstheorie.

Der hier geführte Beweis geht auf Dietrich Braess zurück.
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Beweis. Ist 𝑟𝑘 = 0, so ist 𝐴𝑥𝑘 = 𝑏 und damit 𝑥𝑘 − 𝑥∗ = 0, und die Abschätzung ist trivialer-

weise erfüllt. Sei nun 𝑟𝑘 ≠ 0. Wir betrachten den Fehler

𝑒𝑘+1 = 𝑥∗ − 𝑥𝑘+1 = 𝑥∗ − 𝑥𝑘 − 𝛼𝑘𝑟𝑘 = 𝑒𝑘 − 𝛼𝑘𝑟𝑘 ,

der die Gleichung

𝐴𝑒𝑘+1 = 𝐴𝑥∗ −𝐴𝑥𝑘+1 = 𝑟𝑘+1

erfüllt. Verwenden wir die Rekursion für 𝑟𝑘+1 und die Orthogonalität der Residuen 𝑟𝑘 und

𝑟𝑘+1 aus den Galerkin-Bedingungen, erhalten wir

∥𝑒𝑘+1∥2𝐴 = ⟨𝑒𝑘+1, 𝐴𝑒𝑘+1⟩
= ⟨𝑒𝑘+1, 𝑟𝑘+1⟩
= ⟨𝑒𝑘 − 𝛼𝑘𝑟𝑘 , 𝑟𝑘+1⟩
= ⟨𝑒𝑘 , 𝑟𝑘 − 𝛼𝑘𝐴𝑟𝑘⟩
= ⟨𝐴−1𝑟𝑘 , 𝑟𝑘⟩ − 𝛼𝑘 ⟨𝐴−1𝑟𝑘 , 𝐴𝑟𝑘⟩

= ⟨𝐴−1𝑟𝑘 , 𝑟𝑘⟩
(
1 − 𝛼𝑘

⟨𝑟𝑘 , 𝑟𝑘⟩
⟨𝐴−1𝑟𝑘 , 𝑟𝑘⟩

)
.

Einsetzen von 𝑟𝑘 = 𝐴𝑒𝑘 und der Definition von 𝛼𝑘 ergibt

∥𝑒𝑘+1∥2𝐴 = ∥𝑒𝑘 ∥2𝐴
(
1 − ⟨𝑟

𝑘 , 𝑟𝑘⟩
⟨𝑟𝑘 , 𝐴𝑟𝑘⟩

⟨𝑟𝑘 , 𝑟𝑘⟩
⟨𝑟𝑘 , 𝐴−1𝑟𝑘⟩

)
.

Auf den Bruch wenden wir nun die Kantorovich-Ungleichung an und bringen die Klammer

auf einen gemeinsamen Nenner. Durch Induktion erhalten wir daraus die Aussage. □

Da stets 𝜅 ≥ 1 gilt, folgt daraus die Konvergenz des Gradientenverfahrens für symmetrisch

positiv definite Matrizen. Im Gegensatz zu den stationären Verfahren wie dem Jacobi- oder

Gauss–Seidel-Verfahren hängt hier die Konvergenzgeschwindigkeit nicht von der Größe,

sondern vom Verhältnis der Eigenwerte ab: Je näher die Eigenwerte beieinander liegen,
desto schneller konvergiert das Gradientenverfahren.

MR-Iteration: L = 𝐴K

Sei nun 𝐴 ∈ ℝ𝑛×𝑛
regulär. Wir wählen wieder K = span {𝑟𝑘} mit 𝑟𝑘 = 𝑏 − 𝐴𝑥𝑘 , d. h.

L = span {𝐴𝑟𝑘}. Das Projektionsverfahren (Algorithmus 4.1) hat dann die Form

1: 𝑟𝑘 = 𝑏 −𝐴𝑥𝑘
2: 𝛼𝑘 = ⟨𝑟𝑘 , 𝐴𝑟𝑘⟩/⟨𝐴𝑟𝑘 , 𝐴𝑟𝑘⟩
3: 𝑥𝑘+1 = 𝑥𝑘 + 𝛼𝑘𝑟𝑘
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Wie wir bereits gesehen haben, minimiert jeder Schritt die Norm des Residuums ∥𝑏 −𝐴𝑥 ∥2
in Richtung 𝑟𝑘 . Auch hier bricht das Verfahren nur ab, wenn 𝑟𝑘 = 0 ist, da 𝐴 regulär ist.

Mit Hilfe der Rekursion (4.1) für 𝑟𝑘+1 und dem Hilfsvektor 𝑝𝑘 erhalten wir die MR-Iteration
(nach „minimal residual“).

Algorithmus 4.3MR-Iteration

Input: 𝐴 ∈ ℝ𝑛×𝑛
, 𝑏 ∈ ℝ𝑛

, 𝑥0 ∈ ℝ𝑛
, 𝜀 > 0, 𝑘 = 0

1: 𝑟 0 = 𝑏 −𝐴𝑥0, 𝑝0 = 𝐴𝑟 0
2: while ∥𝑟𝑘 ∥2 > 𝜀 do
3: 𝛼𝑘 = ⟨𝑟𝑘 , 𝑝𝑘⟩/⟨𝑝𝑘 , 𝑝𝑘⟩
4: 𝑥𝑘+1 = 𝑥𝑘 + 𝛼𝑘𝑟𝑘
5: 𝑟𝑘+1 = 𝑟𝑘 − 𝛼𝑘𝑝𝑘
6: 𝑝𝑘+1 = 𝐴𝑟𝑘+1

7: 𝑘 ← 𝑘 + 1
Output: 𝑥𝑘

Für positiv definite Matrizen können wir die Konvergenz ähnlich wie für das Gradienten-

verfahren beweisen. Im Gegensatz zu diesem wird hier jedoch keine Symmetrie benötigt,

und die Konvergenz wird im Sinne des Residuums betrachtet.

Satz 4.7. Sei 𝐴 ∈ ℝ𝑛×𝑛 positiv definit, und sei 𝜇 der kleinste Eigenwert von 1

2
(𝐴𝑇 +𝐴) sowie

𝜎 = ∥𝐴∥2. Dann gilt für die Residuen 𝑟𝑘 = 𝑏 −𝐴𝑥𝑘 in der MR-Iteration

∥𝑟𝑘 ∥2 ≤
(
1 − 𝜇

2

𝜎2

)𝑘/2
∥𝑟 0∥2.

Beweis. Angenommen, 𝑟𝑘 ≠ 0. Nach Konstruktion ist das Residuum

𝑟𝑘+1 = 𝑏 −𝐴𝑥𝑘+1 = 𝑟𝑘 − 𝛼𝑘𝐴𝑟𝑘 .

orthogonal zu 𝐴𝑟𝑘 . Wir erhalten also analog zum Beweis von Satz 4.6, dass

∥𝑟𝑘+1∥2
2
= ⟨𝑟𝑘+1, 𝑟𝑘 − 𝛼𝑘𝐴𝑟𝑘⟩
= ⟨𝑟𝑘+1, 𝑟𝑘⟩
= ⟨𝑟𝑘 , 𝑟𝑘⟩ − 𝛼𝑘 ⟨𝑟𝑘 , 𝐴𝑟𝑘⟩

= ∥𝑟𝑘 ∥2
2

(
1 − ⟨𝑟

𝑘 , 𝐴𝑟𝑘⟩
⟨𝐴𝑟𝑘 , 𝐴𝑟𝑘⟩

⟨𝑟𝑘 , 𝐴𝑟𝑘⟩
⟨𝑟𝑘 , 𝑟𝑘⟩

)
= ∥𝑟𝑘 ∥2

2

(
1 − ⟨𝑟

𝑘 , 𝐴𝑟𝑘⟩2

⟨𝑟𝑘 , 𝑟𝑘⟩2
∥𝑟𝑘 ∥2

2

∥𝐴𝑟𝑘 ∥2
2

)
,
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4 projektionsverfahren

wobei wir im dritten Schritt die Symmetrie des Skalarprodukts in ℝ𝑛
verwendet haben. Da

𝐴 positiv definit ist, erhalten wir wie in Satz 1.4, dass gilt

⟨𝑟𝑘 , 𝐴𝑟𝑘⟩
⟨𝑟𝑘 , 𝑟𝑘⟩

≥ 𝜇.

Zusammen mit der Verträglichkeit ∥𝐴𝑟𝑘 ∥2 ≤ ∥𝐴∥2∥𝑟𝑘 ∥2 folgt durch Induktion die ge-

wünschte Abschätzung. □

Da jede Norm eine obere Schranke für den Spektralradius (d. h. den betragsgrößten Ei-

genwert) ist, ist der Faktor vor der Norm echt kleiner als 1, und es folgt auch hier die

Konvergenz des Verfahrens aus dieser Abschätzung.
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5 KRYLOVRAUM-VERFAHREN

DasGradientenverfahren unddieMR-Iteration sind die einfachsten Beispiele fürKrylovraum-

Verfahren. Im Allgemeinen sind K und L dabei nicht eindimensional, sondern werden als

Folge verschachtelter Unterräume gewählt.

Für eine gegebene Matrix 𝐴 ∈ ℂ𝑛×𝑛 und einen Vektor 𝑣 ∈ ℂ𝑛 \ {0} ist die Folge der

zugehörigen Krylovräume1 definiert als

K𝑚 (𝐴, 𝑣) = span {𝑣, 𝐴𝑣,𝐴2𝑣, . . . , 𝐴𝑚−1𝑣} für𝑚 ∈ ℕ.

Offensichtlich ist K𝑚 (𝐴, 𝑣) ⊆ K𝑚+1(𝐴, 𝑣) für alle𝑚 ∈ ℕ. Gilt K𝑚 (𝐴, 𝑣) = K𝑚+1(𝐴, 𝑣), so ist

K𝑚 (𝐴, 𝑣) invariant unter 𝐴, d. h. es gilt

(5.1) 𝐴K𝑚 (𝐴, 𝑣) ⊆ K𝑚 (𝐴, 𝑣).

In diesem Fall ist K𝑚 (𝐴, 𝑣) ein Eigenraum von 𝐴 der Dimension𝑚. Umgekehrt folgt aus

(5.1) auch 𝐴𝑚𝑣 ∈ K𝑚 (𝐴, 𝑣) und damit K𝑚+1(𝐴, 𝑣) = K𝑚 (𝐴, 𝑣). Insbesondere ist für jeden
Eigenvektor 𝑣 von 𝐴 die Dimension von K𝑚 (𝐴, 𝑣) gleich 1. Invariante Unterräume sind

von besonderer Bedeutung für Projektionsverfahren, wie der folgende Satz zeigt.

Satz 5.1. Seien K,L ⊂ ℂ𝑛 und 𝑥0 ∈ ℂ𝑛 beliebig, und sei 𝑥 ∈ ℂ𝑛 konstruiert durch ein
Projektionsverfahren auf 𝑥0 + K senkrecht zu L. Ist K ein invarianter Unterraum unter 𝐴
und gilt 𝑏 −𝐴𝑥0 ∈ K , so ist 𝐴𝑥 = 𝑏.

Beweis. Ist K invariant unter 𝐴 und 𝑥 ∈ 𝑥0 + K , so ist insbesondere 𝐴𝑥 −𝐴𝑥0 ∈ 𝐴K ⊂ K
und damit nach Annahme an 𝑏 und 𝑥0 auch 𝐴𝑥 − 𝑏 ∈ K . Außerdem ist nach Konstruktion

𝑏 −𝐴𝑥⊥L. Bezeichnet nun 𝑃 : ℂ𝑛 → K die Projektion auf K senkrecht zu L, so folgt aus

Satz 3.3 sofort

𝐴𝑥 − 𝑏 = 𝑃0 = 0

wegen der Linearität der Projektion. □

1
Aleksei Nikolajewitsch Krylow arbeitete ab 1888 als Schiffsbauingenieur am Schiffbauinstitut der Marine-

akademie in Leningrad. Die nach ihm benannten Unterräume verwendete er in einer 1931 publizierten

Arbeit über die numerische Eigenwertberechnung.
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5 krylovraum-verfahren

Krylovräume stehen in enger Verbindung zur Approximation mit Polynomen, da jeder

Vektor 𝑥 ∈ K𝑚 (𝐴, 𝑣) geschrieben werden kann als

(5.2) 𝑥 =
𝑚−1∑︁
𝑖=0

𝛼𝑖𝐴
𝑖𝑣 = 𝑝𝑚−1(𝐴)𝑣,

wobei 𝑝𝑚−1 ein Polynom vom Höchstgrad𝑚 − 1 ist; umgekehrt definiert (5.2) für jedes

solche Polynom einen Vektor 𝑥 ∈ K𝑘 (𝐴, 𝑣) für 𝑘 ≥ 𝑚. Existiert also solch ein Polynom

𝑞 ≠ 0 mit 𝑞(𝐴)𝑣 = 0, so können die Vektoren 𝑣, 𝐴𝑣, . . . , 𝐴𝑚−1𝑣 nicht linear unabhängig sein.
Wir halten dies fest als

Lemma 5.2. Sei 𝑘 der kleinste Grad aller Polynome 𝑝 mit 𝑝 (𝐴)𝑣 = 0. Dann hat K𝑚 (𝐴, 𝑣) die
Dimension 𝑘 für alle𝑚 ≥ 𝑘 ; insbesondere gilt in dem Fall K𝑚 (𝐴, 𝑣) = K𝑘 (𝐴, 𝑣).

5.1 der arnoldi-prozess

Um ein effizientes Projektionsverfahren für Krylovräume zu ermöglichen, benötigen wir ei-

ne orthonormale Basis vonK𝑚 (𝐴, 𝑣). Im Prinzip könnten wir das Gram–Schmidt-Verfahren

auf die Vektoren 𝑣, 𝐴𝑣, . . . , 𝐴𝑚−1𝑣 anwenden. Allerdings sind diese Vektoren sehr schlecht

geeignet, da sie alle für wachsendes𝑚 gegen den Eigenvektor zum betragsgrößten Eigen-

wert konvergieren (siehe Vektoriteration, Kapitel Kapitel 8). Im Arnoldi-Prozess wird daher

in jedem Schritt erneut orthonormalisiert, bevor aus dem Ergebnis durch Multiplikation

mit 𝐴 der nächste Vektor erzeugt wird.

Algorithmus 5.1 Arnoldi-Prozess
Input: 𝑣 ∈ ℂ𝑛 \ {0}
1: 𝑞1 = 𝑣/∥𝑣 ∥2
2: for 𝑗 = 1, . . . ,𝑚 do
3: for 𝑖 = 1, . . . , 𝑗 do
4: ℎ𝑖 𝑗 = ⟨𝐴𝑞 𝑗 , 𝑞𝑖⟩
5: 𝑤 𝑗 = 𝐴𝑞 𝑗 −

∑ 𝑗

𝑖=1
ℎ𝑖 𝑗𝑞𝑖

6: ℎ 𝑗+1, 𝑗 = ∥𝑤 𝑗 ∥2
7: if ℎ 𝑗+1, 𝑗 = 0 then
8: stop

9: else
10: 𝑞 𝑗+1 = 𝑤 𝑗/ℎ 𝑗+1, 𝑗
Output: 𝑞1, . . . , 𝑞𝑚 , ℎ𝑖 𝑗 , 1 ≤ 𝑖 ≤ 𝑗 + 1 ≤ 𝑚

Ob dieser Algorithmus vorzeitig abbricht, hängt von 𝐴 und 𝑣 ab. In den meisten Fällen ist

ein vorzeitiger Abbruch sogar von Vorteil, da in diesem Fall bereits die exakte Lösung des

linearen Gleichungssystems oder Eigenwertproblems erreicht wird („lucky breakdown“).
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5 krylovraum-verfahren

Satz 5.3. Wenn der Arnoldi-Prozess im Schritt 𝑗 abbricht, so ist K𝑗 (𝐴, 𝑣) invariant unter 𝐴.
Ansonsten bilden die Vektoren 𝑞1, . . . , 𝑞𝑚 eine orthonormale Basis von K𝑚 (𝐴, 𝑣).

Beweis. Wir verwenden (starke) Induktion nach 𝑗 . Angenommen, der Prozess ist nicht vor

Schritt 𝑗 abgebrochen und die Aussage gilt für alle 𝑖 ≤ 𝑗 . Aus Schritt 5 und 10 erhalten wir

dann mit 𝑞𝑖 ∈ K𝑖 (𝐴, 𝑣), dass gilt

𝑤 𝑗 = 𝐴𝑞 𝑗 −
𝑗∑︁
𝑖=1

ℎ𝑖 𝑗𝑞𝑖 = 𝐴𝑝 𝑗−1(𝐴)𝑣 −
𝑗∑︁
𝑖=1

ℎ𝑖 𝑗𝑝𝑖−1(𝐴)𝑣 =: 𝑝 𝑗 (𝐴)𝑣 ∈ K𝑗+1(𝐴, 𝑣)

für ein Polynom 𝑝 𝑗 vom Höchstgrad 𝑗 .

Der Arnoldi-Prozess bricht nur ab, wenn 𝑤 𝑗 = 0 ist, was bedeutet, dass 𝐴𝑞 𝑗 ∈ K𝑗 (𝐴, 𝑣)
ist. In diesem Fall ist K𝑗 (𝐴, 𝑣) invariant unter 𝐴, da 𝐴𝑞𝑖 ∈ K𝑗 (𝐴, 𝑣) für alle 𝑖 ≤ 𝑗 . Ist

𝑤 𝑗 ≠ 0, so folgt (ebenso mit Induktion), dass 𝑞 𝑗+1 = 𝑝 𝑗 (𝐴)𝑣 ∈ K𝑗+1(𝐴, 𝑣) für ein Polynom

vom Grad (nicht nur Höchstgrad!) 𝑗 ist, d. h. 𝑞 𝑗+1 ∈ K𝑗+1(𝐴, 𝑣) und 𝑞 𝑗+1 ∉ K𝑖 (𝐴, 𝑣) für
𝑖 ≤ 𝑗 . Also spannen 𝑞1, . . . , 𝑞 𝑗+1 den KrylovraumK𝑗+1(𝐴, 𝑣) auf und sind nach Konstruktion

orthonormal. □

Aus Schritt 5 und 10 können wir analog zum Gram–Schmidt-Verfahren eine Matrix-

Zerlegung aus dem Arnoldi-Prozess erhalten. Für alle 1 ≤ 𝑗 < 𝑚 ist

(5.3) 𝐴𝑞 𝑗 =

𝑗+1∑︁
𝑖=1

ℎ𝑖 𝑗𝑞𝑖 .

Definieren wir die Matrix 𝑄𝑚 = [𝑞1, . . . , 𝑞𝑚] ∈ ℂ𝑛×𝑚 sowie die Matrix 𝐻𝑚 ∈ ℂ𝑚×𝑚 mit den

Einträgen ℎ𝑖 𝑗 für 𝑖 ≤ 𝑗 + 1 und 0 sonst, so ist (wenn der Prozess nicht abbricht) 𝑄𝑚 unitär

und 𝐻𝑚 eine echte obere Hessenbergmatrix (d. h. ℎ𝑖+1,𝑖 ≠ 0 für alle 1 ≤ 𝑖 ≤ 𝑚). Weiterhin

gilt

(5.4) 𝐴𝑄𝑚 = 𝑄𝑚𝐻𝑚 +𝑤𝑚𝑒∗𝑚 .

Da 𝑄𝑚 unitär ist und𝑤𝑚 orthogonal zu allen 𝑞𝑖 mit 𝑖 ≤ 𝑚 ist, erhalten wir

(5.5) 𝑄∗𝑚𝐴𝑄𝑚 = 𝐻𝑚 .

Der Arnoldi-Prozess berechnet also die ersten𝑚 Spalten einer unitären Ähnlichkeitstrans-

formation auf obere Hessenbergform.

Wir können den Arnoldi-Prozess auch als eine Projektion von 𝐴 auf den Krylovraum

K𝑚 (𝐴, 𝑣) auffassen. Wir betrachten die lineare Abbildung

𝐴𝑚 : K𝑚 (𝐴, 𝑣) → K𝑚 (𝐴, 𝑣), 𝑥 ↦→ 𝑃K𝑚
(𝐴𝑥),

wobei 𝑃K𝑚
die orthogonale Projektion auf K𝑚 (𝐴, 𝑣) bezeichnet. Da die Spalten von 𝑄𝑚

eine orthonormale Basis von K𝑚 (𝐴, 𝑣) bilden, hat die Projektion auf K𝑚 nach (3.5) die
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5 krylovraum-verfahren

Matrixdarstellung 𝑃K𝑚
𝑥 = 𝑄𝑚𝑄

∗
𝑚𝑥 (bezüglich der Standardbasis). Da 𝑥 und 𝐴𝑚𝑥 in K𝑚

liegen, existieren 𝜉, 𝜂 ∈ ℂ𝑚 mit 𝑥 = 𝑄𝑚𝜉 und 𝐴𝑚𝑥 = 𝑄𝑚𝜂. Einsetzen in die Definition und

Verwenden von 𝑄∗𝑚𝑄𝑚 = 𝐼 ergibt dann

𝜂 = 𝑄∗𝑚 (𝐴𝑚𝑥) = 𝑄∗𝑚 (𝑃K𝑚
𝐴𝑄𝑚𝜉) = (𝑄∗𝑚𝐴𝑄𝑚)𝜉

= 𝐻𝑚𝜉,

d. h. 𝐻𝑚 ist die Darstellung von 𝐴𝑚 bezüglich der Basis 𝑞1, . . . , 𝑞𝑚 .

Wie beim Gram–Schmidt-Verfahren existieren numerisch stabilere Varianten basierend

auf sukzessiver Projektion (modifizierter Arnoldi-Prozess, vergleiche Algorithmus 3.2) oder

Householder-Reflexionen.

5.2 der lanczos-prozess

Ist die Matrix 𝐴 ∈ ℂ𝑛×𝑛 selbstadjungiert, so gilt dies auch für 𝐻𝑚 = 𝑄∗𝑚𝐴𝑄𝑚 . Wegen ℎ𝑖 𝑗 = 0

für 𝑖 ≤ 𝑗 + 1 muss daher auch ℎ 𝑗𝑖 = 0 sein. Weiterhin ist

ℎ 𝑗+1, 𝑗 = ∥𝑤 𝑗 ∥22 ≥ 0,

ℎ 𝑗 𝑗 = ⟨𝑞 𝑗 , 𝐴𝑞 𝑗 ⟩ = ⟨𝐴𝑞 𝑗 , 𝑞 𝑗 ⟩ = ⟨𝑞 𝑗 , 𝐴𝑞 𝑗 ⟩ = ℎ 𝑗 𝑗

wegen der Eigenschaft (s1) des Skalarprodukts und der Selbstadjungiertheit von 𝐴. Das

Arnoldi-Verfahren konstruiert in diesem Fall also eine reelle Tridiagonalmatrix

𝑄∗𝑚𝐴𝑄𝑚 = 𝑇𝑚 =

©­­­­­­«

𝛼1 𝛽2
𝛽2 𝛼2 𝛽3

𝛽3
. . .

. . .

. . . 𝛼𝑚−1 𝛽𝑚
𝛽𝑚 𝛼𝑚

ª®®®®®®¬
.

Interpretieren wir das umgekehrt wieder als Orthonormalisierungsverfahren, müssen wir

in jedem Schritt also nur gegen die jeweils letzten beiden Vektoren orthogonalisieren.

Nutzen wir dazu die Symmetrie von ℎ 𝑗, 𝑗−1 = ℎ 𝑗−1, 𝑗 = 𝛽 𝑗 , so kann der Arnoldi-Prozess

stark vereinfacht werden, und wir erhalten den Lanczos-Prozess2. Die in Algorithmus 5.2

angegebene Form basiert auf dem modifizierten Gram–Schmidt-Verfahren.

2
Nach Cornelius Lanczos, einem ungarischen Mathematiker und theoretischem Physiker. Er arbeitete

Ende der 1920er Jahre mit Albert Einstein zusammen, und publizierte 1940 eine Variante der schnellen

Fouriertransformation (FFT) in Matrixform.
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Algorithmus 5.2 Lanczos-Prozess
Input: 𝑣 ∈ ℂ𝑛 \ {0},
1: 𝑞1 = 𝑣/∥𝑣 ∥2, 𝑞0 = 0, 𝛽1 = 0

2: for 𝑗 = 1, . . . ,𝑚 do
3: 𝑤 𝑗 = 𝐴𝑞 𝑗 − 𝛽 𝑗𝑞 𝑗−1
4: 𝛼 𝑗 = ⟨𝑤 𝑗 , 𝑞 𝑗 ⟩
5: 𝑤 𝑗 ← 𝑤 𝑗 − 𝛼 𝑗𝑞 𝑗
6: 𝛽 𝑗 = ∥𝑤 𝑗 ∥2
7: if 𝛽 𝑗 = 0 then
8: stop

9: else
10: 𝑞 𝑗+1 = 𝑤 𝑗/𝛽 𝑗
Output: 𝑞1, . . . , 𝑞𝑚 , 𝛼1, . . . , 𝛼𝑚 , 𝛽2, . . . , 𝛽𝑚

5.3 arnoldi-verfahren für gleichungssysteme

In Krylovraum-Verfahren wird nun das lineare Gleichungssystem oder das Eigenwertpro-

blem statt für 𝐴 für die (üblicherweise sehr viel kleinere) Matrix 𝐻𝑚 beziehungsweise 𝑇𝑚
gelöst, wobei die Hessenberg- beziehungsweise Tridiagonalstruktur ausgenutzt werden

kann. Als Prototyp kann das folgende Projektionsverfahren dienen.

Für 𝐴 ∈ ℂ𝑛×𝑛 , 𝑏 ∈ ℂ𝑛 und 𝑥0 ∈ ℂ𝑛 betrachten wir ein orthogonales Projektionsverfahren

mit K = L = K𝑚 (𝐴, 𝑟 0), wobei 𝑟 0 = 𝑏 − 𝐴𝑥0 ist. Wir wenden nun den Arnoldi-Prozess

(Algorithmus 5.1) auf den Vektor 𝑞1 = 𝑟 0/𝛽 mit 𝛽 = ∥𝑟 0∥2 an und erhalten die Matrix

𝑄𝑚 ∈ ℂ𝑛×𝑚 der Basisvektoren von K𝑚 (𝐴, 𝑟 0) mit

𝑄∗𝑚𝐴𝑄𝑚 = 𝐻𝑚

sowie

𝑄∗𝑚𝑟
0 = 𝑄∗𝑚 (𝛽𝑞1) = 𝛽𝑄∗𝑚𝑞1 = 𝛽𝑒1.

(Bricht der Arnoldi-Prozess im Schritt 𝑗 vorzeitig ab, führen wir diese und folgende Schritte

mit𝑚 := 𝑗 durch.) Die Matrixdarstellung der Galerkinbedingungen 𝑥 ∈ 𝑥0 +K𝑚 (𝐴, 𝑟 0) und
𝑏 −𝐴𝑥 ⊥K𝑚 (𝐴, 𝑟 0) hat dann die Form

𝑥 = 𝑥0 +𝑄𝑚 (𝑄∗𝑚𝐴𝑄𝑚)−1𝑄∗𝑚𝑟 0

= 𝑥0 +𝑄𝑚𝐻−1𝑚 (𝛽𝑒1).

Der wesentliche Schritt ist also die Lösung von 𝐻𝑚𝜉 = 𝛽𝑒1 in ℂ𝑚 (was ja – für 𝑥0 = 0

– genau die Darstellung der projizierten Gleichung 𝐴𝑚𝑥 = 𝑃K𝑚
𝑏 bezüglich der Basis

𝑞1, . . . , 𝑞𝑚 ist). Dabei profitiert man nicht nur von der (in der Praxis sehr viel) kleineren

Dimension𝑚 < 𝑛; da die Matrix 𝐻𝑚 obere Hessenbergform hat, kann diese Lösung auch
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5 krylovraum-verfahren

sehr effizient berechnet werden, etwa durch Transformation auf obere Dreiecksform mit

Givens-Rotationen und anschließende Rückwärtssubstitution.

Ist das neue Residuum 𝑟 = 𝑏 −𝐴𝑥 klein genug, so akzeptieren wir die Lösung. Ansonsten

haben wir zwei Möglichkeiten:

(i) Wiederhole das Verfahren mit neuem Startwert 𝑥 und neuem Krylovraum K𝑚 (𝐴, 𝑟 )
(wobei𝑚 =𝑚 sein kann, aber nicht muss).

(ii) Vergrößere den KrylovraumK𝑚+1(𝐴, 𝑟 0) und berechne ein neues 𝑥 ∈ 𝑥0+K𝑚+1(𝐴, 𝑟 0).

Da die Krylovräume verschachtelt sind, kann man im zweiten Fall die Informationen aus

dem vorigen Schritt wiederverwenden. Für symmetrisch und positiv definite Matrizen

führt dies auf das CG-Verfahren.
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6 DAS CG-VERFAHREN

Das CG-Verfahren oder Verfahren der konjugierten Gradienten (Englisch „conjugate gra-

dient“) ist ein orthogonales Projektionsverfahren für selbstadjungierte positiv definite

Matrizen, das im Schritt 𝑘 den Krylovraum K𝑘 := K𝑘 (𝐴, 𝑟 0) für 𝑟 0 = 𝑏 −𝐴𝑥0 verwendet.
Setzt man analog zum Arnoldi-Verfahren in Abschnitt 5.3 den Lanczos-Prozess ein, führt

das auf den Schritt

𝑥𝑘 = 𝑥0 +𝑄𝑘𝑇 −1𝑘 𝑄∗
𝑘
𝑟 0

mit einer unitären Matrix 𝑄𝑘 , deren Spalten eine Orthonormalbasis von K𝑘 bilden, so-

wie einer selbstadjungierten positiv definiten Tridiagonalmatrix 𝑇𝑘 . Wir können also eine

Cholesky-Zerlegung 𝑇𝑘 = 𝐿𝑘𝐷𝑘𝐿
∗
𝑘
für die Lösung des Gleichungssystems 𝑇 −1

𝑘
(𝑄∗

𝑘
𝑟 0) ver-

wenden. Setzen wir 𝑃𝑘 := 𝑄𝑘 (𝐿−1𝑘 )
∗
und 𝑧𝑘 = 𝑃∗

𝑘
𝑟 0, so ist 𝑥𝑘 = 𝑥0 + 𝑃𝑘𝐷−1𝑘 𝑧

𝑘
. Weiterhin

spannen die Spalten von 𝑃𝑘 und 𝑄𝑘 den gleichen Raum K𝑘 auf (da 𝐿𝑘 ∈ ℂ𝑘×𝑘 vollen Rang

hat) und es gilt

𝑃∗
𝑘
𝐴𝑃𝑘 = 𝐿

−1
𝑘
𝑄∗
𝑘
𝐴𝑄𝑘 (𝐿∗𝑘)

−1 = 𝐿−1
𝑘
𝑇𝑘 (𝐿∗𝑘)

−1 = 𝐷𝑘 ,

d. h. die Spalten von 𝑃𝑘 sind 𝐴-orthogonal (oder 𝐴-konjugiert, daher der Name des Ver-

fahrens). Dass diese Methode zu den berühmtesten Algorithmen gehört, liegt daran, dass

diese Zerlegung nicht in jedem Schritt neu berechnet werden muss, sondern jeweils nur

die letzte Spalte von 𝑃𝑘 und der letzte Eintrag von 𝑧𝑘 .

6.1 algorithmus

Die einfachste Herleitung berechnet die Spalten von 𝑃𝑘 direkt aus der Bedingung, dass

sie eine 𝐴-orthogonale Basis von K𝑘 bilden und verwendet die allgemeine Form des

Projektionsverfahrens (Algorithmus 4.1). Wir gehen dabei induktiv vor und zeigen dabei

(per starker Induktion), dass die Residuen 𝑟 0, . . . , 𝑟𝑘−1 eine orthogonale (aber nicht 𝐴-

orthogonale) Basis vonK𝑘 bilden; diese werden dann analog zumGram–Schmidt-Verfahren

𝐴-orthogonalisiert. Sei dafür 𝑘 ∈ ℕ beliebig und für alle 𝑗 ≤ 𝑘 bereits 𝑥 𝑗 berechnet durch

das orthogonale Projektionsverfahren auf

𝑥0 + K𝑗 = 𝑥
0 + span {𝑟 0, . . . , 𝑟 𝑗−1} = 𝑥0 + span {𝑝0, . . . , 𝑟𝑝−1},

wobei 𝑟 0, . . . , 𝑟 𝑗−1 orthogonal und 𝑝0, . . . , 𝑝 𝑗−1 𝐴-orthogonal seien.
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6 das cg-verfahren

Wir berechnen nun 𝑥𝑘 ∈ 𝑥0 + K𝑘 nach Algorithmus 4.1. Nach Induktionsvoraussetzung

bilden 𝑝0, . . . , 𝑝𝑘−1 eine Basis vonK ; setzen wir daher 𝑃𝑘 = [𝑝0, . . . , 𝑝𝑘−1] ∈ ℂ𝑛×𝑘 , so ist die
Matrix 𝑃∗

𝑘
𝐴𝑃𝑘 in Schritt 5 von Algorithmus 4.1 eine Diagonalmatrix mit Einträgen ⟨𝑝 𝑗 , 𝐴𝑝 𝑗 ⟩,

und daher gilt

𝑥𝑘 = 𝑥0 + 𝑃𝑘 (𝑃∗𝑘𝐴𝑃𝑘)
−1𝑃∗

𝑘
𝑟 0 = 𝑥0 +

𝑘−1∑︁
𝑗=0

⟨𝑝 𝑗 , 𝑟 0⟩
⟨𝑝 𝑗 , 𝐴𝑝 𝑗 ⟩𝑝

𝑗

= 𝑥0 +
𝑘−2∑︁
𝑗=0

⟨𝑝 𝑗 , 𝑟 0⟩
⟨𝑝 𝑗 , 𝐴𝑝 𝑗 ⟩𝑝

𝑗 + ⟨𝑝𝑘−1, 𝑟 0⟩
⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩

𝑝𝑘−1.

Ebenfalls nach Induktionsvoraussetzung stellen die ersten beiden Terme den Projektions-

schritt für 𝑥𝑘−1 dar. Setzen wir

𝛼𝑘 :=
⟨𝑝𝑘−1, 𝑟 0⟩
⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩

,

erhalten wir also

(6.1) 𝑥𝑘 = 𝑥𝑘−1 + 𝛼𝑘𝑝𝑘−1.

Analog zum Gradientenverfahren erhalten wir aus (6.1) die Rekursion

(6.2) 𝑟𝑘 = 𝑟𝑘−1 − 𝛼𝑘𝐴𝑝𝑘−1.

Nach Induktionsvoraussetzung gilt 𝑟𝑘−1, 𝑝𝑘−1 ∈ K𝑘 ⊂ K𝑘+1 und damit𝐴𝑝𝑘−1 ∈ 𝐴K𝑘 ⊂ K𝑘+1.
Also ist auch 𝑟𝑘 ∈ K𝑘+1 sowie nach Konstruktion durch ein Ritz–Galerkin-Verfahren ortho-

gonal zu K𝑘 . Gilt nun 𝑟𝑘 ≠ 0 (sonst ist K𝑘 invariant unter 𝐴, und wir haben einen „lucky

breakdown“), so ist wegen dim(K𝑘+1) = dim(K𝑘) + 1 und der Induktionsvoraussetzung

𝑟 0, . . . , 𝑟𝑘 eine orthogonale Basis von K𝑘+1.

Wir müssen daraus nun eine 𝐴-orthogonale Basis von K𝑘+1 berechnen. Aus dem eben

gezeigten und wiederum der Induktionsvoraussetzung folgt, dass {𝑝0, . . . , 𝑝𝑘−1, 𝑟𝑘} eine
Basis von K𝑘+1 bilden. Da die 𝑝0, . . . , 𝑝𝑘−1 bereits 𝐴-orthogonal sind, genügt es, analog
zum Gram–Schmidt-Verfahren von 𝑟𝑘 dessen 𝐴-orthogonale Projektion auf alle 𝑝 𝑗 , 𝑗 < 𝑘 ,

abzuziehen. Wir ersetzen also 𝑟𝑘 durch

𝑝𝑘 := 𝑟𝑘 −
𝑘−1∑︁
𝑗=0

⟨𝑟𝑘 , 𝑝 𝑗 ⟩𝐴
⟨𝑝 𝑗 , 𝑝 𝑗 ⟩𝐴

𝑝 𝑗 .

Wie im Lanczos-Prozess muss auch hier nicht die komplette Summe berechnet werden.

Für 𝑗 ≤ 𝑘 − 2 folgt aus (6.2), dass

⟨𝑟𝑘 , 𝑝 𝑗 ⟩𝐴 = ⟨𝑟𝑘 , 𝐴𝑝 𝑗 ⟩ = 𝛼−1𝑗+1
(
⟨𝑟𝑘 , 𝑟 𝑗 ⟩ − ⟨𝑟𝑘 , 𝑟 𝑗+1⟩

)
= 0,
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6 das cg-verfahren

da 𝑟𝑘 orthogonal zu 𝑟 𝑗 ∈ K𝑗+1 ⊂ K𝑘 und 𝑟 𝑗+1 ∈ K𝑗+2 ⊂ K𝑘 ist. (Dass 𝛼 𝑗+1 ≠ 0 ist, sieht man

anhand der alternativen Darstellung (6.5).) Mit der Definition

(6.3) 𝛽𝑘 := −
⟨𝑟𝑘 , 𝐴𝑝𝑘−1⟩
⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩

,

erhalten wir daraus die Rekursion

(6.4) 𝑝𝑘 = 𝑟𝑘 + 𝛽𝑘𝑝𝑘−1,

womit der Induktionsschritt abgeschlossen ist.

Üblicherweise werden für die Koeffizienten 𝛼𝑘 und 𝛽𝑘 etwas stabilere (in exakter Arithmetik

äquivalente) Rekursionen verwendet. Aus der Orthogonalität von 𝑟𝑘 und 𝑟𝑘−1 und (6.2)

folgt

0 = ⟨𝑟𝑘−1, 𝑟𝑘⟩ = ⟨𝑟𝑘−1, 𝑟𝑘−1⟩ − 𝛼𝑘 ⟨𝑟𝑘−1, 𝐴𝑝𝑘−1⟩.
Da die Vektoren 𝑝 𝑗 𝐴-orthogonal sind für 𝑗 ≤ 𝑘 , erhalten wir aus (6.4)

⟨𝑟𝑘−1, 𝐴𝑝𝑘−1⟩ = ⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩ + 𝛽𝑘−1⟨𝑝𝑘−2, 𝐴𝑝𝑘−1⟩ = ⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩.

Zusammen erhalten wir

(6.5) 𝛼𝑘 =
⟨𝑟𝑘−1, 𝑟𝑘−1⟩
⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩

.

Für 𝛽𝑘 setzen wir in (6.3) die aus (6.2) folgende Identität 𝐴𝑝𝑘−1 = 𝛼−1
𝑘
(𝑟𝑘−1 − 𝑟𝑘) ein,

verwenden die Orthogonalität von 𝑟𝑘−1 und 𝑟𝑘 , setzen dann (6.5) ein, und erhalten nach

Kürzen schließlich

(6.6) 𝛽𝑘 =
⟨𝑟𝑘 , 𝑟𝑘⟩
⟨𝑟𝑘−1, 𝑟𝑘−1⟩

.

Die Gleichungen (6.5), (6.1), (6.2), (6.6) und (6.4) ergeben zusammen den berühmten CG-

Algorithmus.
1

1
Durch Magnus Hestenes und Eduard Stiefel unabhängig voneinander entdeckt und gemeinsam publiziert

in [Hestenes & Stiefel 1952].
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6 das cg-verfahren

Algorithmus 6.1 CG-Verfahren

Input: 𝐴,𝑏, 𝑥0, 𝜀 > 0

1: 𝑝0 = 𝑟 0 = 𝑏 −𝐴𝑥0, 𝑘 = 0

2: while ∥𝑟𝑘 ∥2 > 𝜀 do
3: 𝑘 ← 𝑘 + 1
4: 𝛼𝑘 = ⟨𝑟𝑘−1, 𝑟𝑘−1⟩/⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩
5: 𝑥𝑘 = 𝑥𝑘−1 + 𝛼𝑘𝑝𝑘−1
6: 𝑟𝑘 = 𝑟𝑘−1 − 𝛼𝑘𝐴𝑝𝑘−1
7: 𝛽𝑘 = ⟨𝑟𝑘 , 𝑟𝑘⟩/⟨𝑟𝑘−1, 𝑟𝑘−1⟩
8: 𝑝𝑘 = 𝑟𝑘 + 𝛽𝑘𝑝𝑘−1

Output: 𝑥𝑘

6.2 konvergenz

Da das CG-Verfahren ein Ritz–Galerkin-Verfahren ist, folgt aus Satz 4.2, dass 𝑥𝑘 den Fehler

𝑒 = 𝑥∗ − 𝑥 in der 𝐴-Norm über alle 𝑥 ∈ 𝑥0 + K𝑘 minimiert. Außerdem ist 𝑟 0, . . . , 𝑟𝑘−1 eine
orthogonale Basis von K𝑘 . Gilt also 𝑟𝑘 ≠ 0 für alle 0 ≤ 𝑘 < 𝑛, so ist dim(K𝑛) = 𝑛, und
daher ist

∥𝑥∗ − 𝑥𝑛∥𝐴 = min

𝑥∈ℂ𝑛
∥𝑥∗ − 𝑥 ∥𝐴 = 0.

Das CG-Verfahren konvergiert also (in exakter Arithmetik) in höchstens 𝑛 Iterationen. (Die

Konvergenz ist monoton, d. h. es gilt ∥𝑒𝑘+1∥𝐴 ≤ ∥𝑒𝑘 ∥𝐴, daK𝑘 ⊂ K𝑘+1 ist.) Allerdings ist dies
nicht sehr hilfreich, da𝑛 in der Praxis sehr groß sein kann.2 Umbessere Fehlerabschätzungen

zu bekommen, müssen wir die Struktur des Krylovraums K𝑘 = span {𝑟 0, 𝐴𝑟 0, . . . , 𝐴𝑘−1𝑟 0}
verwenden.

Für jeden Vektor 𝑥 ∈ 𝑥0+K𝑘 kann 𝑥−𝑥0 als eine Linearkombination der𝐴 𝑗𝑟 0, 0 ≤ 𝑗 ≤ 𝑘−1,
geschrieben werden. Weiterhin ist 𝑟 0 = 𝑏 −𝐴𝑥0 = 𝐴(𝑥∗ − 𝑥0) = 𝐴𝑒0. Es gilt also

𝑥∗ − 𝑥 = 𝑥∗ − (𝑥0 +
𝑘−1∑︁
𝑗=0

𝛾 𝑗𝐴
𝑗𝑟 0) = 𝑒0 −

𝑘−1∑︁
𝑗=0

𝛾 𝑗𝐴
𝑗 (𝐴𝑒0)

=

(
𝐼 −

𝑘−1∑︁
𝑗=0

𝛾 𝑗𝐴
𝑗+1

)
𝑒0

=: 𝑝𝑘 (𝐴)𝑒0

für ein Polynom 𝑝𝑘 vom Höchstgrad 𝑘 mit 𝑝𝑘 (0) = 1. Da 𝑥𝑘 ∈ 𝑥0 + K𝑘 im CG-Verfahren

den Fehler ∥𝑒𝑘 ∥𝐴 minimiert, muss 𝑒𝑘 = 𝑥∗ − 𝑥𝑘 die Bedingung
(6.7) ∥𝑒𝑘 ∥𝐴 = min

𝑝∈P𝑘 ,𝑝 (0)=1
∥𝑝 (𝐴)𝑒0∥𝐴

2
In der Tat wurde das CG-Verfahren anfangs als direktes Verfahren betrachtet, weshalb man rasch das

Interesse an ihm verlor. Erst Jahrzehnte später kam es als iteratives Verfahren wieder in Gebrauch.
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6 das cg-verfahren

erfüllen, wobei P𝑘 die Menge aller Polynome mit Höchstgrad 𝑘 bezeichnet.

Mit Hilfe der Eigenwerte von 𝐴 bekommen wir daraus eine erste Fehlerabschätzung.

Lemma 6.1. Sei 𝐴 ∈ ℂ𝑛×𝑛 selbstadjungiert und positiv definit. Dann gilt für die Näherungen
𝑥𝑘 im CG-Verfahren die Abschätzung

∥𝑒𝑘 ∥𝐴 ≤
(

min

𝑝∈P𝑘 ,𝑝 (0)=1
max

𝜆∈𝜎 (𝐴)
|𝑝 (𝜆) |

)
∥𝑒0∥𝐴 .

Beweis. Da 𝐴 selbstadjungiert ist, existiert eine orthonormale Basis aus Eigenvektoren

𝑣1, . . . , 𝑣𝑛 von ℂ𝑛 . Für 𝑒0 =
∑𝑛
𝑗=1 𝛾 𝑗𝑣 𝑗 ist also

∥𝑒0∥2𝐴 = ⟨𝑒0, 𝐴𝑒0⟩ = ⟨
𝑛∑︁
𝑗=1

𝛾 𝑗𝑣 𝑗 ,
𝑛∑︁
𝑗=1

𝛾 𝑗𝜆 𝑗𝑣 𝑗 ⟩ =
𝑛∑︁
𝑗=1

|𝛾 𝑗 |2𝜆 𝑗 .

Genauso gilt für 𝑝 (𝐴)𝑒0 = ∑𝑛
𝑗=1 𝛾 𝑗𝑝 (𝜆 𝑗 )𝑣 𝑗

∥𝑝 (𝐴)𝑒0∥2𝐴 =
𝑛∑︁
𝑗=1

|𝛾 𝑗 |2𝜆 𝑗 |𝑝 (𝜆 𝑗 ) |2 ≤ max

𝜆∈𝜎 (𝐴)
|𝑝 (𝜆) |2

𝑛∑︁
𝑗=1

|𝛾 𝑗 |2𝜆 𝑗 = max

𝜆∈𝜎 (𝐴)
|𝑝 (𝜆) |2∥𝑒0∥2𝐴 .

Durch Einsetzen in (6.7) erhalten wir die gewünschte Abschätzung. □

Wir erhalten daraus konkrete Konvergenzresultate durch Abschätzen des Minimums durch

geeignete Polynome. Ein erstes Beispiel ist die folgende Aussage, die natürlich nur in

exakter Arithmetik gilt.

Folgerung 6.2. Sei 𝐴 ∈ ℂ𝑛×𝑛 selbstadjungiert und positiv definit. Hat 𝐴 nur 𝑘 verschiedene
Eigenwerte, so konvergiert das CG-Verfahren in höchstens 𝑘 Iterationen.

Beweis. Seien 𝜆1, . . . , 𝜆𝑘 die verschiedenen Eigenwerte von 𝐴. Dann ist

𝑞(𝑧) :=
(
1 − 𝑧

𝜆1

)
. . .

(
1 − 𝑧

𝜆𝑘

)
∈ P𝑘

und erfüllt 𝑞(0) = 1 sowie 𝑞(𝜆) = 0 für alle 𝜆 ∈ 𝜎 (𝐴). Damit gilt

∥𝑒𝑘 ∥𝐴 ≤ max

𝑗=1,...,𝑘
|𝑞(𝜆 𝑗 ) |∥𝑒0∥𝐴 = 0

und daher 𝑥𝑘 = 𝑥∗. □
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Für reelle Matrizen erhalten wir ein allgemeines Konvergenzresultat durch Betrachtung

der Tschebyschow-Polynome3 𝑇𝑘 , die die Rekursion

𝑇0(𝑡) = 1, 𝑇1(𝑡) = 𝑡,
𝑇𝑘+1(𝑡) = 2𝑡𝑇𝑘 (𝑡) −𝑇𝑘−1(𝑡) für 𝑘 ≥ 1

erfüllen.
4
Durch Induktion zeigt man leicht, dass für alle 𝑘 ∈ ℕ gilt

(i) 𝑇𝑘 ∈ P𝑘 ;

(ii) 𝑇𝑘 (𝑡) = cos(𝑘 cos−1(𝑡)) und deshalb |𝑇𝑘 (𝑡) | ≤ 1 für |𝑡 | ≤ 1;

(iii) 𝑇𝑘 ( 1
2
(𝑡 + 𝑡−1)) = 1

2
(𝑡𝑘 + 𝑡−𝑘).

Es bezeichne wieder 𝜅 = 𝜆1/𝜆𝑛 die Konditionszahl der selbstadjungierten Matrix 𝐴. Dann

haben wir folgende Abschätzung für die Konvergenzgeschwindigkeit des CG-Verfahrens.

Satz 6.3. Sei 𝐴 ∈ ℝ𝑛×𝑛 symmetrisch und positiv definit. Dann gilt für die Näherungen im
CG-Verfahren die Abschätzung

∥𝑥∗ − 𝑥𝑘 ∥𝐴 ≤ 2

(√
𝜅 − 1
√
𝜅 + 1

)𝑘
∥𝑥∗ − 𝑥0∥𝐴 .

Beweis. Nach Lemma 6.1 gilt ∥𝑥∗ − 𝑥𝑘 ∥𝐴 ≤ max𝜆∈𝜎 (𝐴) |𝑝 (𝜆) |∥𝑥∗ − 𝑥0∥𝐴 für jedes Polynom

𝑝 ∈ P𝑘 mit 𝑝 (0) = 1. Wir wählen

𝑝 (𝑡) =
𝑇𝑘

(
𝜇 − 2𝑡

𝜆1−𝜆𝑛

)
𝑇𝑘 (𝜇)

mit

𝜇 =
𝜆1 + 𝜆𝑛
𝜆1 − 𝜆𝑛

=
𝜅 + 1
𝜅 − 1 =

1

2

(√
𝜅 + 1
√
𝜅 − 1

+
√
𝜅 − 1
√
𝜅 + 1

)
.

(Wir verschieben also im Argument der Tschebyschow-Polynome das Intervall [𝜆1, 𝜆𝑛]
auf [−1, 1] und normalisieren.) Dann ist 𝑝 (0) = 1 (wegen der Normalisierung), 𝑝 ∈ P𝑘
(wegen Eigenschaft (i)), und |𝑝 (𝜆) | ≤ |𝑇𝑘 (𝜇)−1 | für alle 𝜆 ∈ 𝜎 (𝐴) ⊂ [𝜆1, 𝜆𝑛] (wegen der

Verschiebung und Eigenschaft (ii)) gilt. Außerdem folgt aus Eigenschaft (iii)

𝑇𝑘 (𝜇) =
1

2

((√
𝜅 + 1
√
𝜅 − 1

)𝑘
+

(√
𝜅 − 1
√
𝜅 + 1

)𝑘 )
≥ 1

2

(√
𝜅 + 1
√
𝜅 − 1

)𝑘
.

Einsetzen in Lemma 6.1 liefert nun die gewünschte Abschätzung. □

3
Nach Pafnuti Lwowitsch Tschebyschow, einem der bedeutendsten russischen Mathematiker des 19. Jahr-

hunderts und Vater der Approximationstheorie. Zahlreiche Transliterationen seines Namens sind in

Verwendung, darunter „Tschebyscheff“ (im deutschsprachigen Raum noch häufig anzutreffen), „Tscheby-

schew“, „Tschebyschev“, und – insbesondere im Englischen – „Chebyshev“.

4
Tatsächlich wird für diese Polynome sogar das Minimum angenommen, siehe z. B. [Gautschi 2012, Theorem

2.2.1].
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Um für den Fehler ∥𝑒𝑘 ∥𝐴 ≤ 𝜀∥𝑒0∥𝐴 zu garantieren, sind daher in der Regel

𝑘 ≥
√
𝜅

2

ln

(
2

𝜀

)
Iterationen notwendig (hier wurde die Ungleichung ln

(
𝑎+1
𝑎−1

)
> 2

𝑎
für 𝑎 > 1 verwendet).

Im Vergleich zum Gradientenverfahren (Satz 4.6) ist dies – bei gleichem Aufwand – die

selbe Konvergenzordnung, mit

√
𝜅 an Stelle von 𝜅 ist die Konstante aber im Allgemeinen

deutlich kleiner, so dass die Konvergenz in der Praxis deutlich schneller ist.

6.3 präkonditioniertes cg-verfahren

Die Konvergenzgeschwindigkeit des CG-Verfahrens hängt von der Konditionszahl der

Matrix 𝐴 ab. Ähnlich wie bei stationären Verfahren (z. B. Jacobi-Iteration) wird daher in

der Praxis oft ein äquivalentes Gleichungssystem𝑀−1𝐴𝑥 = 𝑀−1𝑏 für eine reguläre Matrix

𝑀 betrachtet. Dabei soll𝑀

(i) möglichst „ähnlich“ zu 𝐴 sein, in dem Sinne, dass 𝜅 (𝑀−1𝐴) ≈ 1 gilt, und

(ii) 𝑀−1𝑣 möglichst leicht zu berechnen sein.

Man nennt diesen Ansatz Präkonditionierung; die Matrix𝑀 heißt dabei Präkonditionierer.

Im CG-Verfahren sollte𝑀 selbstadjungiert und positiv definit sein. Allerdings ist auch in

diesem Falle𝑀−1𝐴 nicht notwendigerweise selbstadjungiert. Falls die Cholesky-Zerlegung

𝑀 = 𝐿𝐿∗ zur Verfügung steht, kann man das CG-Verfahren auf die Gleichung

𝐿−1𝐴(𝐿−1)∗𝑢 = 𝐿−1𝑏, 𝑥 = (𝐿−1)∗𝑢,

anwenden. Dabei stellt sich heraus, dass der Algorithmus nur 𝑀−1 benötigt. Eine alter-
native Herleitung desselben Algorithmus verwendet, dass 𝑀−1𝐴 selbstadjungiert ist im

𝑀-Skalarprodukt, denn es gilt für alle 𝑥, 𝑦 ∈ ℂ𝑛

⟨𝑀−1𝐴𝑥, 𝑦⟩𝑀 = ⟨𝐴𝑥, 𝑦⟩ = ⟨𝑥,𝐴𝑦⟩ = ⟨𝑥,𝑀−1𝐴𝑦⟩𝑀 .

Wir modifizieren Algorithmus 6.1 nun so, dass die (𝑀−1𝐴-)Orthogonalisierung bezüglich
des 𝑀-Skalarprodukts erfolgt, indem wir ⟨·, ·⟩ durch ⟨·, ·⟩𝑀 und 𝐴 durch 𝑀−1𝐴 ersetzen.

Die Konvergenztheorie aus Abschnitt 6.2 bleibt dabei anwendbar, denn das abgewandelte

CG-Verfahren für das System𝑀−1𝐴𝑥 = 𝑀−1𝑏 minimiert ebenso

⟨𝑥∗ − 𝑥,𝑀−1𝐴𝑥∗ −𝑀−1𝐴𝑥⟩𝑀 = ⟨𝑥∗ − 𝑥,𝐴𝑥∗ −𝐴𝑥⟩ = ∥𝑥∗ − 𝑥 ∥2𝐴,

nun allerdings über den Krylovraum K𝑘 (𝑀−1𝐴,𝑀−1𝑟 0).

NachEinführen von 𝑧𝑘 := 𝑀−1𝑏−𝑀−1𝐴𝑥𝑘 = 𝑀−1𝑟𝑘 für das Residuum des vorkonditionierten

Systems erhalten wir den folgenden Algorithmus.
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1: 𝛼𝑘 = ⟨𝑧𝑘−1, 𝑧𝑘−1⟩𝑀/⟨𝑝𝑘−1, 𝑀−1𝐴𝑝𝑘−1⟩𝑀
2: 𝑥𝑘 = 𝑥𝑘−1 + 𝛼𝑘𝑝𝑘−1
3: 𝑟𝑘 = 𝑟𝑘−1 − 𝛼𝑘𝐴𝑝𝑘−1
4: 𝑧𝑘 = 𝑀−1𝑟𝑘

5: 𝛽𝑘 = ⟨𝑧𝑘 , 𝑧𝑘⟩𝑀/⟨𝑧𝑘−1, 𝑧𝑘−1⟩𝑀
6: 𝑝𝑘 = 𝑧𝑘 + 𝛽𝑘𝑝𝑘−1

Wegen ⟨𝑧𝑘 , 𝑧𝑘⟩𝑀 = ⟨𝑧𝑘 , 𝑟𝑘⟩ und ⟨𝑝𝑘−1, 𝑀−1𝐴𝑝𝑘−1⟩𝑀 = ⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩ benötigt der präkondi-
tionierte CG-Algorithmus (PCG) nur eine zusätzliche Matrixmultiplikation.

Algorithmus 6.2 PCG-Verfahren

Input: 𝐴,𝑏, 𝑥0, 𝑀−1, 𝜀 > 0

1: 𝑟 0 = 𝑏 −𝐴𝑥0, 𝑝0 = 𝑧0 = 𝑀−1𝑟 0, 𝑘 = 0

2: while ∥𝑟𝑘 ∥2 > 𝜀 do
3: 𝑘 ← 𝑘 + 1
4: 𝛼𝑘 = ⟨𝑧𝑘−1, 𝑟𝑘−1⟩/⟨𝑝𝑘−1, 𝐴𝑝𝑘−1⟩
5: 𝑥𝑘 = 𝑥𝑘−1 + 𝛼𝑘𝑝𝑘−1
6: 𝑟𝑘 = 𝑟𝑘−1 − 𝛼𝑘𝐴𝑝𝑘−1
7: 𝑧𝑘 = 𝑀−1𝑟𝑘

8: 𝛽𝑘 = ⟨𝑧𝑘 , 𝑟𝑘⟩/⟨𝑧𝑘−1, 𝑟𝑘−1⟩
9: 𝑝𝑘 = 𝑧𝑘 + 𝛽𝑘𝑝𝑘−1

Output: 𝑥𝑘

Dabei wird in der Regel der Schritt 7 durch Lösung des linearen Gleichungssystems𝑀𝑧𝑘 =

𝑟𝑘 realisiert (und im Algorithmus sollte 𝑀−1 als Prozedur zu dessen Lösung verstanden

werden).

Die Wahl eines Präkonditionierers ist in der Praxis kritisch für eine akzeptable Konvergenz-

geschwindigkeit und oft stark von dem zu lösenden Gleichungssystem abhängig. Einige

typische Beispiele sind:

(i) Zerlegungsstrategien verwenden als Präkonditionierer eine endliche (feste) Anzahl

von Schritten eines stationären Iterationsverfahrens. Für eine symmetrisch positiv de-

finite Matrix𝐴 = 𝐷+𝐿+𝐿∗ für eine Diagonalmatrix𝐷 und eine untere Dreiecksmatrix

𝐿 kommt im CG-Verfahren in Frage:

a) Jacobi-Iteration,𝑀 = 𝐷 ; dies entspricht einer Skalierung der Diagonaleinträge

von 𝐴 auf 1, und ist trotz in der Regel geringer Wirkung eigentlich immer zu

empfehlen (solange kein besserer Präkonditionierer zur Verfügung steht).

b) Symmetrische Gauß–Seidel-Iteration, 𝑀 = (𝐷 + 𝐿)𝐷−1(𝐷 + 𝐿∗), wobei das
Gleichungssystem 𝑀𝑧𝑘 = 𝑟𝑘 einfach durch Vor- und Rückwärtssubstitution

gelöst werden kann.
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(ii) Die unvollständige Cholesky-Zerlegung verwendet für 𝑀 = ˜𝐿∗ ˜𝐿 eine Cholesky-

Zerlegung 𝐴 = 𝐿∗𝐿, wobei ˜𝐿 nur diejenigen Einträge 𝑙𝑖 𝑗 von 𝐿 enthält, für die 𝑎𝑖 𝑗 ≠ 0

ist. Eine Variante lässt zusätzlich jene Einträge weg, für die |𝑙𝑖 𝑗 | < 𝜀 für eine vorgege-
bene Toleranz 𝜀 ist. Die Existenz einer solchen Zerlegung ist aber nicht garantiert.

(iii) Approximative Inverse („sparse approximate inverse“, SPAI ) sind Matrizen 𝑀−1 mit

einer vorgegebenen (dünn besetzten) Struktur, die ∥𝐼 −𝑀−1𝐴∥𝐹 minimieren.

(iv) Für bestimmte Matrixklassen, die aus der Diskretisierung elliptischer partieller Dif-

ferentialgleichungen entstehen, können Mehrgitterverfahren sehr gute Ergebnisse

liefern.
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7 DAS GMRES-VERFAHREN

Das GMRES-Verfahren (englisch „generalized minimal residual“) ist ein Krylovraum-Petrov–

Galerkin-Verfahren mit K = K𝑚 (𝐴, 𝑟 0) und L = 𝐴K . Als solches kann es für beliebige

invertierbare Matrizen angewendet werden; der Preis dafür ist ein deutlich höherer Re-

chenaufwand und eine weniger befriedigende Konvergenztheorie.

7.1 algorithmus

Nach Satz 4.4 konstruiert ein Petrov–Galerkin-Verfahren mit K = K𝑚 (𝐴, 𝑟 0) und L = 𝐴K
eine Näherung 𝑥𝑚 , die das Residuum ∥𝑏 − 𝐴𝑥 ∥2 über alle 𝑥 ∈ 𝑥0 + K𝑚 (𝐴, 𝑟 0) minimiert.

Die Grundidee des GMRES-Verfahrens ist, dieses Minimierungsproblem effizient mit Hilfe

der im Arnoldi-Prozess konstruierten Orthonormalbasis zu lösen.

Wie im Arnoldi-Verfahren starten wir den Prozess mit 𝑞1 = 𝑟
0/𝛽 , 𝛽 = ∥𝑟 0∥2. Bricht der

Prozess nicht ab – diesen Fall betrachten wir separat – erhalten wir nach 𝑚 Schritten

die orthonormalen Vektoren 𝑞1, . . . , 𝑞𝑚+1 und ℎ𝑖 𝑗 , 1 ≤ 𝑖 ≤ 𝑗 + 1 ≤ 𝑚 + 1. Definieren wir

die Matrizen 𝑄𝑚+1 = [𝑞1, . . . , 𝑞𝑚+1] ∈ ℂ𝑛×(𝑚+1) und 𝐻𝑚 = (ℎ𝑖 𝑗 )𝑖, 𝑗 ∈ ℂ(𝑚+1)×𝑚 , so hat die

Matrix-Zerlegung (5.4) die Form

𝐴𝑄𝑚 = 𝑄𝑚𝐻𝑚 + ℎ𝑚+1,𝑚𝑞𝑚+1𝑒∗𝑚 = 𝑄𝑚+1𝐻𝑚 .

Da wir jedes 𝑥 ∈ 𝑥0 + K𝑚 (𝐴, 𝑟 0) schreiben können als 𝑥 = 𝑥0 +𝑄𝑚𝜉 für ein 𝜉 ∈ ℂ𝑚 , gilt

𝑏 −𝐴𝑥 = 𝑏 −𝐴(𝑥0 +𝑄𝑚𝜉)
= 𝑟 0 −𝐴𝑄𝑚𝜉
= 𝛽𝑞1 −𝑄𝑚+1𝐻𝑚𝜉
= 𝑄𝑚+1(𝛽𝑒1 − 𝐻𝑚𝜉).

Nun ist 𝑄𝑚+1 unitär, so dass gilt

∥𝑏 −𝐴𝑥 ∥2 = ∥𝛽𝑒1 − 𝐻𝑚𝜉 ∥2.

Die Näherung 𝑥𝑚 kann also durch Lösung eines (typischerweise kleinen) (𝑚 + 1) ×𝑚-

Ausgleichsproblem für eine obere Hessenbergmatrix berechnet werden.
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Für eine invertierbare Matrix 𝐴 ∈ ℂ𝑛×𝑛 kann dieses Verfahren nur versagen, wenn der

Arnoldi-Prozess vorzeitig im Schritt 𝑗 < 𝑚 abbricht. (Die Matrix 𝐻𝑚 hat sonst vollen

Spaltenrang, da 𝐻𝑚 = 𝑄∗𝑚𝐴𝑄𝑚 vollen Rang hat.) In diesem Fall istK𝑗 (𝐴, 𝑟 0) invariant unter
𝐴, und es ist 0 = 𝑤 𝑗 = ℎ 𝑗+1, 𝑗𝑞 𝑗+1. Damit folgt aus der Zerlegung (5.4), dass 𝐴𝑄 𝑗 = 𝑄 𝑗𝐻 𝑗 gilt,

und insbesondere, dass 𝐻 𝑗 invertierbar ist. Es existiert also ein 𝜉 𝑗 = 𝐻−1𝑗 (𝛽𝑒1) mit

0 = 𝑄 𝑗 (𝛽𝑒1 − 𝐻 𝑗𝜉
𝑗 ) = 𝑟 0 −𝐴𝑄 𝑗𝜉

𝑗 = 𝑏 −𝐴𝑥 𝑗 ,

d. h. 𝑥 𝑗 = 𝑥0 +𝑄 𝑗𝜉
𝑗
ist die exakte Lösung des Gleichungssystems. Daraus folgt, dass das

GMRES-Verfahren für invertierbare Matrizen spätestens für𝑚 = 𝑛 (in exakter Arithmetik)

die Lösung findet. Aus den Überlegungen in Kapitel 4 schließen wir außerdem, dass die

Norm des Residuums ∥𝑟𝑚∥2 monoton (aber nicht notwendigerweise strikt monoton) fallend

ist. Das abstrakte GMRES-Verfahren besteht also aus folgenden Schritten:

Input: 𝐴 ∈ ℂ𝑛×𝑛 , 𝑏 ∈ ℂ𝑛 , 𝑥0 ∈ ℂ𝑛 , 𝜀
1: 𝑟 0 = 𝑏 −𝐴𝑥0, 𝛽 = ∥𝑟 0∥2,𝑚 = 0

2: while ∥𝑏 −𝐴𝑥𝑚−1∥2 > 𝜀∥𝑏 −𝐴𝑥0∥2 do
3: Berechne 𝑄𝑚 , 𝐻𝑚 mit Arnoldi-Prozess für 𝐴 und 𝑟 0

4: Löse min𝜉∈ℂ𝑚 ∥𝛽𝑒1 − 𝐻𝑚𝜉 ∥2 für 𝜉𝑚
5: Setze 𝑥𝑚 = 𝑥0 +𝑄𝑚𝜉𝑚 ,𝑚 ←𝑚 + 1

Output: 𝑥𝑚−1

Für die Lösung des Ausgleichsproblems im Schritt 4 bietet sich eine QR-Zerlegung an. Zur

Erinnerung: Hat 𝐻𝑚 ∈ ℂ(𝑚+1)×𝑚 vollen Spaltenrang (was der Fall ist, wenn das Verfahren

nicht abbricht), so liefern die Orthonormalisierungsverfahren aus Abschnitt 3.2 eine QR-

Zerlegung 𝐻𝑚 = 𝐺∗𝑚𝑅𝑚 mit 𝐺∗𝑚 ∈ ℂ(𝑚+1)×(𝑚+1) unitär und 𝑅𝑚 ∈ ℂ(𝑚+1)×𝑚 eine obere

Dreiecksmatrix (deren letzte Zeile daher nur Nullen enthalten kann). Die Notation 𝐺∗𝑚 ist

dabei gewählt, um erstens die Verwechslung mit𝑄𝑚 aus dem Arnoldi-Prozess zu vermeiden

und zweitens die folgende Notation zu vereinfachen. Setzen wir nun

(7.1) 𝐺𝑚𝐻𝑚 = 𝑅𝑚 =:

(
𝑅𝑚
0

)
, 𝐺𝑚𝑒1 =:

(
𝑑𝑚
𝜌𝑚

)
,

dann ist 𝑅𝑚 ∈ ℂ𝑚×𝑚 invertierbar (da 𝐻𝑚 vollen Spaltenrang hat). Da 𝐺𝑚 als unitäre Matrix

eine Isometrie ist, sind die Lösung und das Residuum des Ausgleichsproblems gegeben

durch

𝜉𝑚 = 𝛽𝑅−1𝑚 𝑑𝑚, ∥𝑟𝑚∥2 = 𝛽 |𝜌𝑚 |,
wobei wir 𝜉𝑚 natürlich per Rückwärtssubstitution berechnen. (Insbesondere erhalten

wir das relative Residuum ∥𝑟𝑚∥2/∥𝑟 0∥2 = |𝜌𝑚 |, ohne 𝜉𝑚 und 𝑥𝑚 berechnen zu müssen.)

Beachten Sie auch, dass die Matrix 𝐺𝑚 selber nicht mehr gebraucht wird, sobald wir 𝑅𝑚 ,

𝑑𝑚 , und 𝜌𝑚 berechnet haben.

56



7 das gmres-verfahren

Dabei können wir die obere Hessenbergform von 𝐻𝑚 ausnutzen, um die QR-Zerlegung

effizienter als über ein Orthonormalisierungsverfahren zu konstruieren. Wir gehen dafür

induktiv vor: Für𝑚 = 1 ist 𝐻 1 ∈ ℂ2×1
; wir suchen daher eine unitäre Matrix 𝐺1 ∈ ℂ2×2

mit

𝐺1

(
ℎ11
ℎ21

)
=

(
𝑟11
0

)
= 𝑅1.

Wir können dies (im reellen Fall) geometrisch interpretieren als eine längenerhaltende

Transformation des Vektors (ℎ11, ℎ21)𝑇 in die 𝑥1-Ebene; einemögliche solche Transformation

ist eine Rotation.
1
Algebraisch kann eine Rotation im Uhrzeigersinn um den Winkel 𝜑

ausgedrückt werden durch die Jacobi- oder Drehmatrix
(
cos(𝜑) sin(𝜑)
− sin(𝜑) cos(𝜑)

)
. Da wir an dem

Winkel selber nicht interessiert sind, suchen wir (im komplexen Fall)

𝐺1 :=

(
𝑐 𝑠

−𝑠 𝑐

)
,

und 𝑅1 so, dass gilt

(i) 𝐺1 ist unitär, d. h.

𝐺∗
1
𝐺1 =

(
|𝑐 |2 + |𝑠 |2 𝑠 (𝑐 − 𝑐)
𝑠 (𝑐 − 𝑐) |𝑐 |2 + |𝑠 |2

)
=

(
1 0

0 1

)
,

(ii) 𝐺1 „annulliert“ ℎ21, d. h.

−𝑠ℎ11 + 𝑐ℎ21 = 0,

(iii) 𝑅1 hat die selbe Norm wie 𝐻 1, d. h.

|𝑟11 |2 := ∥(𝑟11, 0)∥21 = ∥(ℎ11, ℎ21)∥21 = |ℎ11 |2 + |ℎ22 |2.

Diese Bedingungen legen 𝑐 ∈ ℝ (wegen 𝑐 = 𝑐 aus (i)) und 𝑠, 𝑟11 ∈ ℂ bis auf das komplexe

Vorzeichen sign 𝑠 := 𝑠/|𝑠 | (mit sign 0 := 1) fest; die mittlerweile übliche Konvention dafür

führt auf

(7.2) 𝑟11 = signℎ11
√︁
|ℎ11 |2 + |ℎ21 |2, 𝑠 =

signℎ11ℎ21√︁
|ℎ11 |2 + |ℎ21 |2

, 𝑐 =
|ℎ11 |√︁

|ℎ11 |2 + |ℎ21 |2
.

(Ist ℎ11 = ℎ21 = 0, dann setzt man 𝑐 = 1 und 𝑠 = 0, d. h.𝐺1 = 𝐼 ; dieser Fall kann hier außer bei

Abbruch des Arnoldi-Prozesses aber nicht auftreten.) Die so definierte Matrix𝐺1 ∈ ℂ2×2

nennt man Givens-Rotation.

Für den Fall𝑚 = 2 gehen wir analog vor: Um𝐻 2 auf obere Dreiecksform zu bringen,müssen

wir nur die Elemente ℎ21 und ℎ32 annullieren, was wir jeweils mit einer Givens-Rotation

1
Eine Alternative ist die Spiegelung an der Winkelhalbierenden, was auf Householder-Reflektionen führt.
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erreichen können. Dazu gehen wir „von oben nach unten“ bzw. „von links nach rechts“

vor: Zunächst eliminieren wir ℎ21, indem wir für (ℎ11, ℎ21)𝑇 die Einträge 𝑠, 𝑐 sowie ℎ′
11
nach

(7.2) berechnen und setzen

𝐺2,1 :=
©­«
𝑐 𝑠 0

−𝑠 𝑐 0

0 0 1

ª®¬ .
Man verifiziert leicht, dass diese Matrix ebenfalls unitär ist und dass Multiplikation mit ihr

nur die erste und zweite Zeile verändert. Als Ergebnis erhalten wir eine Matrix der Form

𝐺2,1𝐻 2 =
©­«
ℎ′
11

ℎ′
12

0 ℎ′
22

0 ℎ32

ª®¬ .
Wir eliminieren nun ℎ32 durch Berechnen von 𝑠

′, 𝑐′ undℎ′′
22
für (ℎ′

22
, ℎ32)𝑇 und Setzen von

𝐺3,2 :=
©­«
1 0 0

0 𝑐′ 𝑠′

0 −𝑠′ 𝑐′

ª®¬ .
Diese Matrix ist ebenfalls unitär und wirkt nur auf die zweite und dritte Zeile; dabei –

und das ist der Kernpunkt – lässt sie auch die erste Spalte unverändert, denn eine lineare

Abbildung bildet selbstverständlich (0, 0)𝑇 wieder auf (0, 0)𝑇 ab. Da das Produkt unitärer

Matrizen wieder unitär ist, ist 𝐺2 := 𝐺3,2𝐺2,1 unsere gesuchte Matrix.

Im allgemeinen Fall𝑚 ∈ ℕ erhält man also (7.1) durch

𝐺𝑚 := 𝐺𝑚+1,𝑚 ◦𝐺𝑚,𝑚−1 ◦ · · · ◦𝐺2,1,

wobei 𝐺 𝑗+1, 𝑗 eine Givens-Rotation ist, die ℎ 𝑗+1, 𝑗 annulliert.2

In der Praxis wird dabei in jedem Schritt die bereits im vorigen Schritt konstruierte Ortho-

normalbasis {𝑞1, . . . , 𝑞𝑚} verwendet, so dass jeweils nur eine neue Spalte für𝑄𝑚+1 und𝐻𝑚+1
berechnet werden muss. Die Praktikabilität des Verfahrens beruht darauf, dass auch die

QR-Zerlegung von 𝐻𝑚 spaltenweise mit Hilfe von Givens-Rotationen aufgebaut werden

kann. Angenommen, wir haben bereits eine QR-Zerlegung von 𝐻𝑚−1 konstruiert mit

𝐺𝑚−1𝐻𝑚−1 =

(
𝑅𝑚−1
0

)
∈ ℂ𝑚×(𝑚−1), 𝐺𝑚−1𝑒1 =

(
𝑑𝑚−1
𝜌𝑚−1

)
∈ ℂ𝑚 .

Wirmachen nun den Ansatz𝐺𝑚 := 𝐺𝑚+1,𝑚 ◦𝐺𝑚−1 (mit𝐺𝑚−1 aufgefasst als linearen Operator

aufℂ𝑚+1, der nur auf die ersten𝑚 Zeilen wirkt). Definierenwirℎ𝑚 := (ℎ1,𝑚, . . . , ℎ𝑚,𝑚)𝑇 ∈ ℂ𝑚

2
In der Praxis wird dabei 𝐺 𝑗+1, 𝑗 als 2 × 2-Matrix nur auf die Vektoren (ℎ 𝑗,𝑘 , ℎ 𝑗+1,𝑘 )𝑇 für 𝑘 ≥ 𝑗 angewendet
und dabei die Matrix 𝐻𝑚 überschrieben; es genügt auch, die nach (7.2) berechneten 𝑐 , 𝑠 zu speichern.
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und 𝐺𝑚−1ℎ𝑚 =: (𝑐𝑚−1, 𝑐𝑚,𝑚)𝑇 ∈ ℂ𝑚 , so ist

𝐺𝑚𝐻𝑚 = 𝐺𝑚+1,𝑚

(
𝐺𝑚−1𝐻𝑚−1 𝐺𝑚−1ℎ𝑚

0 ℎ𝑚+1,𝑚

)
= 𝐺𝑚+1,𝑚

©­«
𝑅𝑚−1 𝑐𝑚−1
0 𝑐𝑚,𝑚
0 ℎ𝑚+1,𝑚

ª®¬ ,
da 𝐺𝑚−1 nach Konstruktion nur auf die ersten𝑚 Zeilen wirkt. Wir bestimmen nun 𝐺𝑚+1,𝑚
wie oben beschrieben so, dass ℎ𝑚+1,𝑚 annulliert wird, d. h. dass gilt

𝐺𝑚+1,𝑚
©­«
𝑅𝑚−1 𝑐𝑚−1
0 𝑐𝑚,𝑚
0 ℎ𝑚+1,𝑚

ª®¬ =
©­«
𝑅𝑚−1 𝑐𝑚−1
0 𝛾𝑚
0 0

ª®¬ ,
und setzen

𝑅𝑚 =

(
𝑅𝑚−1 𝑐𝑚−1
0 𝛾𝑚

)
∈ ℂ𝑚×𝑚 .

Der Vektor 𝑐𝑚 := (𝑐𝑚−1, 𝛾𝑚)𝑇 ∈ ℂ𝑚 enthält also genau die von Null verschiedenen Einträge,

die 𝑅𝑚−1 zu 𝑅𝑚 erweitern.

Für die rechte Seite erhalten wir analog

𝐺𝑚𝑒1 = 𝐺𝑚+1,𝑚

(
𝐺𝑚−1𝑒1

0

)
= 𝐺𝑚+1,𝑚

©­«
𝑑𝑚−1
𝜌𝑚−1
0

ª®¬ =
©­«
𝑑𝑚−1
𝛿𝑚
𝜌𝑚

ª®¬ =:

(
𝑑𝑚
𝜌𝑚

)
∈ ℂ𝑚+1.

Weil 𝐺𝑚+1,𝑚 die ersten𝑚 − 1 Komponenten von 𝑑𝑚 unverändert lässt, müssen wir in der

Praxis nur die Rotation𝐺𝑚+1,𝑚 auf den Vektor (𝜌𝑚−1, 0)𝑇 anwenden, und erhalten den neuen

Eintrag 𝛿𝑚 , der 𝑑𝑚−1 zu 𝑑𝑚 erweitert, sowie das neue Residuum 𝜌𝑚 .

Wir können daher solange neue Basisvektoren generieren, bis das relative Residuum |𝜌𝑚 |
in dem von ihnen aufgespannten Krylovraum klein genug ist, und erst dann 𝜉𝑚 und

𝑥𝑚 berechnen. Trotzdem ist das Verfahren aufwendig: Die Anzahl der zu speichernden

Vektoren sowie der arithmetischen Operationen wächst dabei quadratisch in𝑚. In der

Praxis wird daher häufig nach einer festen Anzahl von Iterationen (üblicherweise zwischen

10 und 30) die aktuelle Näherung 𝑥𝑚 berechnet und das Verfahren mit 𝑥0 := 𝑥𝑚 neu

gestartet. Die wesentlichen Schritte im GMRES-Verfahren mit Neustarts3 sind im folgenden

Algorithmus aufgeführt.

3
publiziert durch Yousef Saad und Martin H. Schultz in [Saad & Schultz 1986]
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Algorithmus 7.1 GMRES(m)

Input: 𝐴 ∈ ℂ𝑛×𝑛 , 𝑏 ∈ ℂ𝑛 , 𝑥0 ∈ ℂ𝑛 ,𝑚, 𝜀 > 0

1: 𝑟 0 = 𝑏 −𝐴𝑥0, 𝛽 = ∥𝑟 0∥2, 𝑘 = 0

2: while 𝛽 > 𝜀 do
3: 𝜌0 = 1, 𝑞1 = 𝑟

𝑘/𝛽 , 𝐺1,0 = 𝐼 , 𝑗 = 0

4: while |𝜌 𝑗 | > 𝜀 und 𝑗 < 𝑚 do
5: 𝑗 ← 𝑗 + 1
6: Wende einen Schritt des Arnoldi-Prozess an;

⊲ Ergebnis: 𝑞 𝑗+1, ℎ1, 𝑗 , . . . , ℎ 𝑗+1, 𝑗
7: Wende Givens-Rotationen 𝐺𝑖,𝑖−1 für 𝑖 ≤ 𝑗 auf ℎ 𝑗 := (ℎ1, 𝑗 , . . . , ℎ 𝑗, 𝑗 )𝑇 an;

⊲ Ergebnis: 𝑐 𝑗−1, 𝑐 𝑗, 𝑗
8: Berechne Givens-Rotation 𝐺 𝑗+1, 𝑗 so, dass 𝐺 𝑗+1, 𝑗 (𝑐 𝑗, 𝑗 , ℎ 𝑗+1, 𝑗 )𝑇 = (𝛾 𝑗 , 0);

⊲ Ergebnis: 𝐺 𝑗+1, 𝑗 , 𝑐 𝑗 := (𝑐 𝑗−1, 𝛾 𝑗 )𝑇
9: Wende Givens-Rotation 𝐺 𝑗+1, 𝑗 auf (𝜌 𝑗−1, 0)𝑇 an; ⊲ Ergebnis: 𝛿 𝑗 , 𝜌 𝑗
10: Bilde 𝑅𝑘 = [𝑐1, . . . , 𝑐 𝑗 ], 𝑄𝑘 = [𝑞1, . . . , 𝑞 𝑗 ], 𝑑𝑘 = (𝛿1, . . . , 𝛿 𝑗 )𝑇
11: 𝑥𝑘+1 = 𝑥𝑘 + 𝛽𝑄𝑘𝑅−1𝑘 𝑑𝑘
12: 𝑟𝑘+1 = 𝑏 −𝐴𝑥𝑘+1, 𝛽 = ∥𝑟𝑘+1∥2, 𝑘 ← 𝑘 + 1
Output: 𝑥𝑘

7.2 konvergenz

Das GMRES-Verfahren mit Neustarts bricht zwar nur ab, wenn die exakte Lösung gefunden

ist, aber Konvergenzraten können im Allgemeinen nicht gezeigt werden. Für positiv definite

(aber nicht unbedingt symmetrische) Matrizen folgt die Konvergenz jedoch aus Satz 4.7.

Folgerung 7.1. Sei 𝐴 ∈ ℝ𝑛×𝑛 positiv definit. Dann konvergiert GMRES(m) (Algorithmus 7.1)
für jedes𝑚 ≥ 1.

Beweis. Für jedes 𝑗 ≥ 1 im äußeren Schritt 𝑘 ist das Residuum 𝑟𝑘 in K𝑗 (𝐴, 𝑟𝑘) enthalten.
Da in jedem inneren Schritt 𝑗 das Residuum ∥𝑏 −𝐴𝑥 ∥2 über 𝑥𝑘 +K𝑗 (𝐴, 𝑟𝑘) minimiert wird,

ist die Reduktion mindestens so groß wie in der MR-Iteration. Aus der Konvergenz der

MR-Iteration folgt daher die Konvergenz des GMRES-Verfahrens mit Neustarts. □

Selbst ohne Neustarts kann in der Regel nicht viel ausgesagt werden. Da das GMRES-

Verfahren das Residuum ∥𝑏 −𝐴𝑥 ∥2 über alle 𝑥 ∈ 𝑥0 + K𝑚 (𝐴, 𝑟 0) minimiert und

𝑏 −𝐴𝑥 = 𝑏 −𝐴
(
𝑥0 +

𝑚−1∑︁
𝑗=0

𝛾 𝑗𝐴
𝑗𝑟 0

)
= 𝑟 0 −

𝑚−1∑︁
𝑗=0

𝛾 𝑗𝐴
𝑗+1𝑟 0

= 𝑝 (𝐴)𝑟 0
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für ein Polynom 𝑝 ∈ P𝑚 mit 𝑝 (0) = 1 gilt, erhalten wir analog zum CG-Verfahren die

Abschätzung

∥𝑟𝑚∥2 = min

𝑝∈P𝑚,𝑝 (0)=1
∥𝑝 (𝐴)𝑟 0∥2.

Ist 𝐴 diagonalisierbar mit 𝐴 = 𝑋𝐷𝑋−1, so beweist man wie in Lemma 6.1, dass gilt

∥𝑟𝑚∥2 ≤ 𝜅 (𝑋 )
(

min

𝑝∈P𝑚,𝑝 (0)=1
max

𝜆∈𝜎 (𝐴)
|𝑝 (𝜆) |

)
∥𝑟 0∥2,

wobei 𝜅 (𝑋 ) die Konditionszahl von 𝑋 ist und 𝜆 nun komplex sein kann. Diese Abschät-

zung ist aber im Allgemeinen nicht sehr nützlich, da 𝜅 (𝑋 ) sehr groß sein kann und das

Approximationsproblem für komplexe Polynome keine einfache Lösung hat. Ist 𝐴 eine

normale Matrix (für die 𝑋 unitär und damit 𝜅 (𝑋 ) = 1 ist) und sind die Eigenwerte von 𝐴

in einer Menge enthalten, auf der ein geeignetes Polynom günstig abgeschätzt werden

kann, so lässt sich die Konvergenz zeigen (z. B. für bestimmte Ellipsen; siehe [Saad 2003,

Corollary 6.33]. Dies (und insbesondere die Erweiterung auf nichtnormale Matrizen) ist

ein aktuelles Forschungsthema.

7.3 präkonditioniertes gmres-verfahren

Auch das GMRES-Verfahren – insbesondere mit Neustarts – wird in der Praxis präkonditio-

niert. Da die Matrix hier nicht selbstadjungiert sein muss, haben wir zwei Möglichkeiten,

einen Präkonditionierer𝑀−1 anzuwenden.

(i) Als Links-Präkonditionierer : Hier wendet man das GMRES-Verfahren auf

𝑀−1𝐴𝑥 = 𝑀−1𝑏

an, indem mit𝑀−1𝑟 0 = 𝑀−1(𝑏 −𝐴𝑥0) gestartet und im Arnoldi-Prozess die Matrix

𝑀−1𝐴 angewendet wird. Die Näherung 𝑥𝑚 im GMRES-Verfahren minimiert dann

∥𝑀−1𝑏 −𝑀−1𝐴𝑥 ∥2 über alle 𝑥 ∈ 𝑥0 + K𝑚 (𝑀−1𝐴,𝑀−1𝑟 0).

Der Nachteil ist, dass dann im Verfahren 𝜌𝑚 nur das präkonditionierte Residuum

anzeigt.

(ii) Als Rechts-Präkonditionierer : Hier löst man

𝐴𝑀−1𝑢 = 𝑏

und setzt 𝑥 = 𝑀−1𝑢. Hier verwendet das GMRES-Verfahren die ursprünglichen

Residuen

𝑟𝑚 = 𝑏 −𝐴𝑥𝑚 = 𝑏 −𝐴𝑀−1𝑢𝑚
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sowie die Matrix 𝐴𝑀−1. Dabei wird auch bei der Berechnung der Näherungslösung

derHilfsvektor𝑢 nicht benötigt: Ist𝜂𝑚 die Lösung des projizierten Ausgleichsproblem,

so ist

𝑥𝑚 = 𝑀−1𝑢𝑚 = 𝑀−1
(
𝑢0 +𝑄𝑚𝜂𝑚

)
= 𝑥0 +𝑀−1𝑄𝑚𝜂𝑚 .

Die Näherung 𝑥𝑚 minimiert daher

∥𝑏 −𝐴𝑥 ∥2 über alle 𝑥 ∈ 𝑥0 +𝑀−1K𝑚 (𝐴𝑀−1, 𝑟 0).

Tatsächlich kann man per Induktion zeigen, dass K𝑚 (𝑀−1𝐴,𝑀−1𝑟 0) = 𝑀−1K𝑚 (𝐴𝑀−1, 𝑟 0)
ist. Die beiden Varianten unterscheiden sich also nur im zu minimierenden Residuum. Die

zweite Variante hat aber den Vorteil, dass in jedem Schritt ein unterschiedlicher Präkondi-

tionierer𝑀−1𝑚 gewählt werden kann; für die Berechnung von 𝑥𝑚 genügt es sogar, anstelle

der 𝑀−1𝑚 nur die präkonditionierten Residuen 𝑀−1𝑚 𝑟𝑚 (die man für den Arnoldi-Prozess

sowieso braucht) zu speichern. Der entsprechende Algorithmus wird als flexible GMRES
(FGMRES) bezeichnet; siehe [Saad 2003, Kapitel 9.4.1].

Als Präkonditionierer kommen wieder die Ansätze aus Abschnitt 6.3 in Frage.
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Wir betrachten nun das Eigenwertproblem: Zu gegebener Matrix 𝐴 ∈ ℂ𝑛×𝑛 suchen wir

einen Eigenwert 𝜆 ∈ ℂ und einen zugehörigen Eigenvektor 𝑣 ∈ ℂ𝑛 \ {0} mit

𝐴𝑣 = 𝜆𝑣.

Da die Eigenwertbestimmung über das charakteristische Polynom auf die Nullstellensuche

bei Polynomen führt (und umgekehrt jede Nullstelle eines Polynoms Eigenwert einer geeig-

neten Matrix ist),
1
kann es für 𝑛 > 4 kein direktes Verfahren für die Eigenwertberechnung

geben. Numerisch geht man daher anders vor: Man bestimmt zuerst iterativ eine Nähe-

rung des gesuchten Eigenvektors, und berechnet daraus eine Näherung des zugehörigen

Eigenwerts. Das bekannteste Verfahren, um alle Eigenvektoren einer Matrix zu berechnen,

ist das QR-Verfahren.

Wir beginnen die Herleitung mit einem einfachen Prototypen, der auch die Grundlage aller

weiteren Verfahren dieses Kapitels darstellt.

8.1 vektoriteration

Die Vektoriteration (oder Potenzmethode) ist ein einfaches Verfahren zur Bestimmung

des betragsgrößten Eigenwerts 𝜆1 und des dazugehörigen („dominanten“) Eigenvektors 𝑣1.
Ausgangspunkt ist die folgende Beobachtung: Unter gewissen Voraussetzungen konvergiert

für gegebenes 𝑥 ∈ ℂ𝑛 \ {0} und eine beliebige Norm

(8.1)

𝐴𝑘𝑥

∥𝐴𝑘𝑥 ∥
→ 𝑐𝑣1 für 𝑘 →∞, 𝑐 ∈ ℂ \ {0}.

Um dies zu zeigen, nehmen wir an, dass 𝜆1 ∈ ℝ ein einfacher Eigenwert ist, d. h. dass gilt

(8.2) |𝜆1 | > |𝜆2 | ≥ · · · ≥ |𝜆𝑛 |.

1
Tatsächlich ist die Berechnung der Eigenwerte der sogenannten Begleitmatrix eines der effizientesten

Verfahren zur Bestimmung von Nullstellen eines Polynoms; siehe z. B. [Boyd 2013].
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Außerdem nehmen wir der Einfachheit an, dass 𝐴 diagonalisierbar ist. Dann hat ℂ𝑛 eine

Basis {𝑣1, . . . , 𝑣𝑛} aus Eigenvektoren von 𝐴, und wir können daher jedes 𝑥 ∈ ℂ𝑛 schreiben
als

𝑥 = 𝜉1𝑣1 + 𝜉2𝑣2 + · · · + 𝜉𝑛𝑣𝑛 .
Damit ist

𝐴𝑘𝑥 = 𝜉1𝐴
𝑘𝑣1 + 𝜉2𝐴𝑘𝑣2 + · · · + 𝜉𝑛𝐴𝑘𝑣𝑛

= 𝜉1𝜆
𝑘
1
𝑣1 + 𝜉2𝜆𝑘2𝑣2 + · · · + 𝜉𝑛𝜆𝑘𝑛𝑣𝑛

= 𝜆𝑘
1

[
𝜉1𝑣1 + 𝜉2

(
𝜆2

𝜆1

)𝑘
𝑣2 + · · · + 𝜉𝑛

(
𝜆𝑛

𝜆1

)𝑘
𝑣𝑛

]
.

Wegen (8.2) gilt

1 >
|𝜆2 |
|𝜆1 |
≥ · · · ≥ |𝜆𝑛 ||𝜆1 |

,

die entsprechenden Terme konvergieren also für 𝑘 →∞ gegen Null. Falls nun 𝜉1 ≠ 0 ist,

so gilt für 𝜆1 > 0

(8.3)

𝐴𝑘𝑥

∥𝐴𝑘𝑥 ∥
=

𝜆𝑘
1

[
𝜉1𝑣1 + O

(���𝜆2𝜆1 ���𝑘 )]
|𝜆𝑘

1
|




𝜉1𝑣1 + O (���𝜆2𝜆1 ���𝑘 )



 −→𝑘→∞ 𝑣1 :=

𝑣1

∥𝑣1∥
.

(Ist 𝜆1 < 0, so existieren zwei Teilfolgen, von denen eine gegen 𝑣1, die andere gegen −𝑣1
konvergiert.)

Die Vektoriteration liefert also für passendes
2 𝑥0 ∈ ℂ𝑛 eine Approximation 𝑥 (𝑘) = 𝐴𝑘𝑥0

∥𝐴𝑘𝑥0∥
von 𝑣1. Um daraus eine Näherung 𝜆(𝑘) des zugehörigen Eigenwerts 𝜆1 zu bestimmen, geht

man wie folgt vor.
3
Zu gegebenem 𝑥 (𝑘) suchen wir diejenige Zahl 𝜆, die das Residuum

der Eigenwertgleichung Die Vektoriteration liefert also für passendes
4 𝑥0 ∈ ℂ𝑛 eine

Approximation 𝑥 (𝑘) = 𝐴𝑘𝑥0

∥𝐴𝑘𝑥0∥ von 𝑣1. Um daraus eine Näherung des zugehörigen Eigenwerts

𝜆1 zu bestimmen, geht man wie folgt vor. Zu gegebenem 𝑥 (𝑘) suchen wir diejenige Zahl 𝜆,

die das Residuum der Eigenwertgleichung

∥𝑥 (𝑘)𝜆 −𝐴𝑥 (𝑘) ∥2
2

minimiert. Dies ist ein lineares Ausgleichsproblem für 𝜆 mit der “Matrix” 𝑥 (𝑘) ∈ ℂ𝑛×1 und
der rechten Seite 𝐴𝑥 (𝑘) ∈ ℂ𝑛 . Die Normalengleichungen dazu sind

⟨𝑥 (𝑘), 𝑥 (𝑘)⟩𝜆 = ⟨𝐴𝑥 (𝑘), 𝑥 (𝑘)⟩.
2
Ein zufällig gewählter Vektor ungleich 0 wird in der Regel eine Komponente in 𝑣1-Richtung haben. Ist dies

nicht der Fall, erzeugen in der Regel Rundungsfehler während der Iteration einen solchen Anteil.

3
Wir verwenden in diesem Kapitel die Notation 𝜆 (𝑘 ) für Iterierte, um Verwechslungen mit dem 𝑘ten

Eigenwert 𝜆𝑘 oder der 𝑘ten Potenz 𝜆𝑘 zu vermeiden.

4
Ein zufällig gewählter Vektor ungleich 0 wird in der Regel eine Komponente in 𝑣1-Richtung haben. Ist dies

nicht der Fall, erzeugen in der Regel Rundungsfehler während der Iteration einen solchen Anteil.
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8 vektor- und qr-iteration

Da 𝑥 (𝑘) nach Konstruktion die Norm ∥𝑥 (𝑘) ∥ = 1 hat, ist 𝑥 (𝑘) ≠ 0. Wir können daher nach 𝜆

auflösen und erhalten den Rayleigh-Quotienten5

(8.4) 𝜆(𝑘) =
⟨𝐴𝑥 (𝑘), 𝑥 (𝑘)⟩
⟨𝑥 (𝑘), 𝑥 (𝑘)⟩

.

Wählt man die euklidische Norm in (8.1), ergibt das die Vektor- oder von-Mises-Iteration:6

Algorithmus 8.1 Vektoriteration

Input: 𝐴, 𝑥0 ≠ 0,𝜀, 𝑘 = 0, 𝜆(0) = 0

1: while ∥𝜆(𝑘)𝑥 (𝑘) −𝐴𝑥 (𝑘) ∥2 > 𝜀 do
2: 𝑘 ← 𝑘 + 1
3: 𝑤 ← 𝐴𝑥 (𝑘−1)

4: 𝑥 (𝑘) ← 𝑤/∥𝑤 ∥2
5: 𝜆(𝑘) ← ⟨𝐴𝑥 (𝑘), 𝑥 (𝑘)⟩

Output: 𝑥 (𝑘), 𝜆(𝑘)

Aus der Stetigkeit des Skalarprodukts und der Matrixmultiplikation folgt direkt 𝜆(𝑘) → 𝜆1
für 𝑥 (𝑘) → 𝑣1. Für die Konvergenz des Verfahrens erhalten wir also

7

Satz 8.1. Ist 𝐴 ∈ ℂ𝑛×𝑛 diagonalisierbar, gilt |𝜆1 | > |𝜆2 | und ⟨𝑥 (0), 𝑣1⟩ ≠ 0, so folgt für die
Iterierten der Vektoriteration

min

|𝜎 |=1
∥𝜎𝑥 (𝑘) − 𝑣1∥2 = O

(����𝜆2𝜆1
����𝑘 ) ,

|𝜆(𝑘) − 𝜆1 | = O
(����𝜆2𝜆1

����𝑘 ) .
Ist 𝐴 selbstadjungiert, kann man sogar zeigen, dass gilt

|𝜆(𝑘) − 𝜆1 | = O
(����𝜆2𝜆1

����2𝑘 ) .
5
John William Strutt, dritter Baron Rayleigh (1842-1919), ist in der zweiten Hälfte des 19. Jahrhunderts durch

seine Beiträge zu fast allen Bereichen der Physik, insbesondere zu Schwingungsphänomenen, berühmt

geworden.

6
Vorgeschlagen 1929 durch Richard von Mises, der in der ersten Hälfte des 20. Jahrhunderts zur angewandte

Mathematik (etwa im Bereich der Flugzeugkonstruktion) viel beigetragen hat.

7
Tatsächlich genügt für die Konvergenz, dass es nur einen betragsgrößten Eigenwert gibt, dessen algebraische

Vielfachheit gleich der geometrischen Vielfachheit ist. Dies kann man mit Hilfe der Jordan-Normalform

zeigen.
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8 vektor- und qr-iteration

8.2 inverse vektoriteration

Die Vektoriteration kann auch zur Berechnung weiterer Eigenwerte und Eigenvektoren

verwendet werden. Ist nämlich 𝜆 ∈ 𝜎 (𝐴) und 𝜇 ∉ 𝜎 (𝐴), so ist insbesondere 𝜇 ≠ 𝜆 sowie

𝐴 − 𝜇𝐼 invertierbar und daher

𝐴𝑥 = 𝜆𝑥 ⇔ (𝐴 − 𝜇𝐼 )𝑥 = (𝜆 − 𝜇)𝑥 ⇔ (𝐴 − 𝜇𝐼 )−1𝑥 = (𝜆 − 𝜇)−1𝑥 .

Ist 𝜆− 𝜇 also klein genug, dann ist
1

𝜆−𝜇 der betragsgrößte Eigenwert von (𝐴− 𝜇𝐼 )
−1
. Kennen

wir also eine gute Schätzung von 𝜆, so können wir die Vektoriteration zur Berechnung des

zugehörigen Eigenvektors (und einer verbesserten Näherung des Eigenwerts) einsetzen.

Diesen Ansatz nennt man inverse Vektoriteration mit Spektralverschiebung oderWielandt-
Iteration8. Natürlich wird die Matrix (𝐴 − 𝜇𝐼 )−1 dabei nicht explizit gebildet, sondern das

zugehörige lineare Gleichungssystem gelöst.

Algorithmus 8.2 Inverse Vektoriteration

Input: 𝜇,𝐴, 𝑥 (0) ≠ 0, 𝜀, 𝑘 = 0, 𝜆0 = 0

1: berechne LR-Zerlegung von 𝐴 − 𝜇𝐼
2: while ∥𝜆(𝑘)𝑥 (𝑘) −𝐴𝑥 (𝑘) ∥2 > 𝜀 do
3: löse (𝐴 − 𝜇𝐼 )𝑤 = 𝑥 (𝑘) durch Vorwärts-/Rückwärtssubstitution

4: 𝜆(𝑘) ←
(
⟨𝑤, 𝑥 (𝑘)⟩

)−1
+ 𝜇

5: 𝑥 (𝑘+1) ← 𝑤/∥𝑤 ∥2
6: 𝑘 ← 𝑘 + 1

Output: 𝑥 (𝑘), 𝜆(𝑘)

Die Konvergenz der Iteration hängt vom Abstand von 𝜇 zum nächsten benachbarten Eigen-

wert ab. Je näher 𝜇 am gewünschten Eigenwert 𝜆𝑖 , und je weiter weg vom nächstgelegenen

Eigenwert 𝜆 𝑗 , desto schneller konvergiert die Iteration. Präziser wird der Fehler in jeder

Iteration um den Faktor

max

𝑗≠𝑖

|𝜆𝑖 − 𝜇 |
|𝜆 𝑗 − 𝜇 |

reduziert. Die Konvergenzgeschwindigkeit kann wesentlich gesteigert werden, indem in

jedem Iterationsschritt der Rayleigh-Quotient als Verschiebung 𝜇 = 𝜆(𝑘−1) verwendet
wird (Rayleigh-Iteration). Allerdings steigt dadurch der Rechenaufwand stark an, da die

LR-Zerlegung von (𝐴 − 𝜆(𝑘−1)𝐼 ) in jedem Schritt neu durchgeführt werden muss.

Um weitere Eigenwerte und Eigenvektoren zu bestimmen, kann man eine Deflation durch-

führen. Sind 𝜆1, . . . , 𝜆𝑛 die Eigenwerte von 𝐴 mit zugehörigen Eigenvektoren 𝑣1, . . . , 𝑣𝑛 , so

8
Helmut Wielandt – eigentlich ein reiner Mathematiker – entwickelte diese Methode 1944 während seiner

Arbeit an der Aerodynamischen Versuchsanstalt Göttingen.
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8 vektor- und qr-iteration

hat die Matrix

˜𝐴 = 𝐴 − 𝜆1
𝑣1𝑣
∗
1

⟨𝑣1, 𝑣1⟩
die Eigenwerte 0, 𝜆2, . . . , 𝜆𝑛 mit (falls𝐴 normal ist, d. h. die 𝑣𝑖 orthogonal sind) zugehörigen

Eigenvektoren 𝑣1, 𝑣2, . . . , 𝑣𝑛 . Man kann also, beginnend mit dem betragsgrößten (oder

betragskleinsten) sämtliche Eigenwerte und Eigenvektoren durch Vektoriteration (bzw.

inverse Iteration) der Reihe nach berechnen. In der Praxis ist dieses Verfahren jedoch zu

aufwendig, falls mehr als die ersten (bzw. letzten) paar Eigenwerte gesucht sind.

8.3 das qr-verfahren

Ein sehr elegantes Verfahren, sämtliche Eigenwerte und Eigenvektoren (bzw. allgemeiner,

invarianter Unterräume) einer Matrix zu berechnen, ist das QR-Verfahren.9 Dabei wird im

Wesentlichen mit Hilfe der Vektoriteration und der QR-Zerlegung die Schur-Normalform

einer Matrix (näherungsweise) konstruiert. Der Algorithmus selber ist äußerst einfach:

Algorithmus 8.3 QR-Verfahren

Input: 𝐴,𝑚∗

1: 𝐴(0) ← 𝐴

2: for𝑚 = 1 to𝑚∗ do
3: 𝑄 (𝑚), 𝑅 (𝑚) ← 𝐴(𝑚−1) ⊲ QR-Zerlegung von 𝐴(𝑚−1)

4: 𝐴(𝑚) ← 𝑅 (𝑚)𝑄 (𝑚)

Output: 𝐴(𝑚), 𝑄 (𝑚)

Die Iterierten 𝐴(𝑚) im QR-Verfahren konvergieren (unter bestimmten Voraussetzungen)

gegen eine obere Dreiecksmatrix, deren Diagonalelemente die Eigenwerte von 𝐴 sind, und

das Produkt der𝑄 (𝑚) konvergiert gegen eine unitäre Matrix, deren Spalten die zugehörigen

Schurvektoren (für normale Matrizen also die Eigenvektoren) sind.

Wir nähern uns der Konstruktion dieses Verfahrens in mehreren Schritten. Wir nehmen

dabei der Bequemlichkeit halber an, dass 𝐴 normal ist und

(8.5) |𝜆1 | > |𝜆2 | > · · · > |𝜆𝑛 |

9
In der heute verwendeten Form geht das Verfahren auf die unabhängigen Veröffentlichungen von Wera

Nikolajewna Kublanowskaja (1961) und John G. F. Francis (1961/62, inklusive impliziter Shifts) zurück. Der

Kerngedanke, eine Matrixzerlegung für die Eigenwertberechnung einzusetzen, stammt von Heinz Rutis-

hauser, der 1954 eine Rekursion für die Eigenwertberechnung basierend auf Nullstellen charakteristischer

Polynome (den qd-Algorithmus) herleitete, und erkannte, dass diese in Matrixschreibweise genau dem

LR-Verfahren 𝐿 (𝑘 )𝑅 (𝑘 ) = 𝐴 (𝑘 ) , 𝐴 (𝑘+1) = 𝑅 (𝑘 )𝐿 (𝑘 ) entspricht. Die Details sind nachzulesen in [Gutknecht

& Parlett 2011].
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8 vektor- und qr-iteration

gilt, d. h. die zugehörigen Eigenvektoren 𝑣1, 𝑣2, . . . , 𝑣𝑛 eine orthonormale Basis desℂ𝑛 bilden.

(Ansonsten ist überall „Eigenvektor“ durch „Schurvektor“ und „Spann der Eigenvektoren“

durch „invarianter Unterraum“ zu ersetzen.)

Schritt 1: (Unterraumiteration)

Die Vektoriteration liefert für ein 𝑥 mit ⟨𝑥, 𝑣1⟩ ≠ 0 eine Folge {𝐴𝑘𝑥}𝑘∈ℕ, die (nach Normali-

sierung) gegen 𝜎𝑣1 für |𝜎 | = 1 konvergiert, d.h. ein Element aus dem von 𝑣1 aufgespannten

Unterraum. Ein naheliegender Ansatz für die Berechnung mehrerer Eigenvektoren ist

also, die Vektoriteration für einen Unterraum mit einer größeren Dimension 1 ≤ 𝑘 ≤ 𝑛
durchzuführen. Dafür wählen wir 𝑘 linear unabhängige Vektoren 𝑥1, . . . , 𝑥𝑘 und setzen

𝑆𝑘 = span {𝑥1, . . . , 𝑥𝑘} ,
𝑇𝑘 = span {𝑣1, . . . , 𝑣𝑘} ,
𝑈𝑘 = span {𝑣𝑘+1, . . . , 𝑣𝑛} .

Wir zeigen nun, dass für 𝑆𝑘 ∩𝑈𝑘 = {0} gilt

{𝐴𝑚𝑥 : 𝑥 ∈ 𝑆𝑘} =: 𝐴𝑚𝑆𝑘 → 𝑇𝑘 für𝑚 →∞.

Sei dafür 𝑥 ∈ 𝑆𝑘 beliebig und schreibe

𝑥 = (𝜉1𝑣1 + · · · + 𝜉𝑘𝑣𝑘) + (𝜉𝑘+1𝑣𝑘+1 + · · · + 𝜉𝑛𝑣𝑛) .

Dann gilt

𝐴𝑚𝑥 =
(
𝜉1𝜆

𝑚
1
𝑣1 + · · · + 𝜉𝑘𝜆𝑚𝑘 𝑣𝑘

)
+

(
𝜉𝑘+1𝜆

𝑚
𝑘+1𝑣𝑘+1 + · · · + 𝜉𝑛𝜆

𝑚
𝑛 𝑣𝑛

)
= 𝜆𝑚

𝑘

[(
𝜉1

(
𝜆1

𝜆𝑘

)𝑚
𝑣1 + · · · + 𝜉𝑘𝑣𝑘

)
.

(
𝜉𝑘+1

(
𝜆𝑘+1
𝜆𝑘

)𝑚
𝑣𝑘+1 + · · · + 𝜉𝑛

(
𝜆𝑛

𝜆𝑘

)𝑚
𝑣𝑛

)]
.

Wegen (8.5) sind sämtliche Brüche in der ersten Klammer größer als 1, und sämtliche Brüche

in der zweiten Klammer kleiner als 1. Für𝑚 →∞ konvergiert die zweite Klammer daher

gegen 0. Es gilt also

𝑃𝑈 𝑘𝐴
𝑚𝑥 → 0.

Da 𝑆𝑘 und 𝑇𝑘 die gleiche Dimension haben und wegen 𝑥 ∉ 𝑈𝑘 die erste Klammer nicht

verschwindet, muss also 𝐴𝑚𝑆𝑘 gegen 𝑇𝑘 konvergieren.

Schritt 2: (Basisiteration)

Für die praktische Durchführung der Unterraumiteration wählt man eine Basis {𝑥1, . . . , 𝑥𝑘}
und berechnet {𝐴𝑚𝑥1, . . . , 𝐴𝑚𝑥𝑘}. Allerdings gilt wegen (8.3), dass 𝐴𝑚𝑥𝑖 für (fast) alle 𝑥𝑖
gegen 𝑣1 konvergiert;

10
diese Basis wird also mit fortschreitender Iteration immer schlechter

10
wenn auch nicht mit der gleichen Geschwindigkeit
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konditioniert sein. Außerdem ist eine Normalisierung nötig, damit die Iterierten beschränkt

bleiben. Deshalb wird in jedem Schritt eine neue Orthonormalbasis {𝑞 (𝑚)
1
, . . . , 𝑞

(𝑚)
𝑘
} von

𝐴𝑚𝑆𝑘 bestimmt. Der Name des QR-Verfahrens stammt nun daher, dass dies durch eine

QR-Zerlegung geschehen kann – und zwar gleichzeitig für alle 1 ≤ 𝑘 ≤ 𝑛. Seien dafür

𝑎1, . . . , 𝑎𝑛 die Spalten von 𝐴𝑚𝑋 mit 𝑋 = [𝑥1, . . . , 𝑥𝑛] und 𝑞1, . . . , 𝑞𝑛 die (orthonormalen)

Spalten von 𝑄 , so folgt aus spaltenweiser Betrachtung von 𝐴𝑚𝑋 = 𝑄𝑅

𝑎1 = 𝑞1𝑟11 ⇒ span {𝑎1} = span {𝑞1},(8.6)

𝑎2 = 𝑞1𝑟12 + 𝑞2𝑟22 ⇒ span {𝑎1, 𝑎2} = span {𝑞1, 𝑞2},(8.7)

...
...

𝑎𝑛 = 𝑞1𝑟1𝑛 + · · · + 𝑞𝑛𝑟𝑛𝑛 ⇒ span {𝑎1, 𝑎2, . . . , 𝑎𝑛} = span {𝑞1, 𝑞2, . . . , 𝑞𝑛}.(8.8)

Um alle Eigenvektoren zu bestimmen, führen wir also jeweils einen Basisiterationsschritt

auf den 𝑛 orthonormalen Vektoren 𝑞
(0)
1
, . . . , 𝑞

(0)
𝑛 durch, und berechnen dann durch QR-

Zerlegung eine neue orthonormale Basis. Dann gilt für alle 1 ≤ 𝑘 ≤ 𝑛:

𝑆
(𝑚)
𝑘

:= span

{
𝑞
(𝑚)
1
, . . . , 𝑞

(𝑚)
𝑘

}
= 𝐴𝑚𝑆𝑘 → 𝑇𝑘 .

Da die Spalten von 𝑄 orthogonal sind, ist 𝑞
(𝑚)
𝑘
∈ 𝐴𝑚𝑆𝑘 orthogonal zu 𝐴𝑚𝑆𝑘−1 für alle

2 ≤ 𝑘 ≤ 𝑛. Somit konvergiert 𝑞
(𝑚)
1
∈ 𝐴𝑚𝑆1 gegen den (einzigen) Basisvektor 𝑣1 von 𝑇1;

damit konvergiert 𝑞
(𝑚)
2
∈ 𝐴𝑚𝑆2 gegen den zu 𝑣1 orthogonalen Basisvektor 𝑣2 von 𝑇2; und

so weiter. In anderen Worten, die Spalten 𝑞
(𝑚)
𝑖

, 1 ≤ 𝑖 ≤ 𝑛, konvergieren simultan gegen die

entsprechenden Eigenvektoren von 𝐴.

Wählen wir also eine Matrix 𝑄 (0) mit orthonormalen Spalten (etwa die Identität), so lassen

sich die obigen Überlegungen mit Hilfe der QR-Zerlegung in Matrixform schreiben:

(8.9)

{
𝑆 (𝑚) = 𝐴𝑄 (𝑚−1)

𝑄 (𝑚)𝑅 (𝑚) = 𝑆 (𝑚)

Die Spalten der Matrizen 𝑄 (𝑚) konvergieren dann gegen eine orthonormale Basis aus

Eigenvektoren.

Schritt 3: (Schur-Normalform)

Wir konstruieren nun aus den näherungsweisen Eigenvektoren in 𝑄 (𝑚) die gesuchte

Näherung der Eigenwerte von 𝐴. Dazu verwenden wir eine iterative Approximation der

Schur-Normalform (1.6): Wir zeigen, dass

(8.10) 𝐴(𝑚) := (𝑄 (𝑚))∗𝐴𝑄 (𝑚)
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gegen eine obere Dreiecksmatrix konvergiert, auf deren Diagonalen die Eigenwerte von 𝐴

stehen. Dafür betrachten wir (8.10) spaltenweise. Bezeichne 𝑞
(𝑚)
𝑗

die 𝑗-te Spalte 𝑞
(𝑚)
𝑗

von

𝑄 (𝑚) . Da 𝑞 (𝑚)
𝑗

im Unterraum 𝐴𝑚𝑆 𝑗 liegt, welcher gegen 𝑇𝑗 konvergiert, können wir diesen

Vektor schreiben als

𝑞
(𝑚)
𝑗

=

𝑗∑︁
𝑘=1

𝑐𝑘𝑣𝑘 + 𝜀 (𝑚)1

mit einer Folge 𝜀
(𝑚)
1
→ 0 ∈ ℂ𝑛 für𝑚 →∞. Dann ist

𝐴𝑞
(𝑚)
𝑗

=

𝑗∑︁
𝑘=1

𝑐𝑘𝜆𝑘𝑣𝑘 + 𝜀 (𝑚)2

mit einer neuen Nullfolge 𝜀
(𝑚)
2
∈ ℂ𝑛 . Da 𝐴𝑚𝑆 𝑗 gegen 𝑇𝑗 konvergiert, konvergieren die 𝑞

(𝑚)
𝑖

,

1 ≤ 𝑖 ≤ 𝑗 , gegen eine (nach Konstruktion orthonormale) Basis von 𝑇𝑗 . Es lässt sich also

umgekehrt jeder Eigenvektor 𝑣𝑘 ∈ 𝑇𝑗 darstellen als

𝑣𝑘 =

𝑗∑︁
𝑖=1

𝑑
(𝑚)
𝑘,𝑖
𝑞
(𝑚)
𝑖
+ 𝜀 (𝑚)

3
,

wobei wieder 𝜀
(𝑚)
3
→ 0 mit𝑚 →∞ konvergiert. Zusammen gilt also

𝐴𝑞
(𝑚)
𝑗

=

𝑗∑︁
𝑘=1

𝛼
(𝑚)
𝑘
𝑞
(𝑚)
𝑘
+ 𝜀 (𝑚),

wobei wir alle auftretenden Nullfolgen in 𝜀 (𝑚) und alle skalaren Koeffizienten in 𝛼
(𝑚)
𝑘

gesammelt haben. Da die 𝑞
(𝑚)
𝑘

orthonormal sind, folgt für 𝑖 > 𝑗 aus der Stetigkeit des

Skalarprodukts, dass

⟨𝐴𝑞 (𝑚)
𝑗
, 𝑞
(𝑚)
𝑖
⟩ =

𝑗∑︁
𝑘=1

𝛼
(𝑚)
𝑘
⟨𝑞 (𝑚)
𝑘
, 𝑞
(𝑚)
𝑖
⟩︸       ︷︷       ︸

=0

+⟨𝜀 (𝑚), 𝑞 (𝑚)
𝑖
⟩ = ⟨𝜀 (𝑚), 𝑞 (𝑚)

𝑖
⟩ → 0.

Die Subdiagonaleinträge von (𝑄 (𝑚))∗𝐴𝑄 (𝑚) konvergieren also gegen Null. Weiterhin sind

die Diagonalelemente genau die Rayleigh-Quotienten zu den 𝑞 (𝑚) , die wie in der Vektorite-

ration wegen 𝑞
(𝑚)
𝑖
→ 𝑣𝑖 gegen die entsprechenden Eigenwerte von 𝐴 konvergieren.

Schritt 4: (QR-Algorithmus)

Wir zeigen nun durch Induktion nach𝑚, dass Algorithmus 8.3 genau die in (8.10) defi-

nierten Matrizen 𝐴(𝑚) für 𝑄 (0) = 𝐼 konstruiert. Der Induktionsanfang für𝑚 = 0 ist klar.

Bezeichne nun 𝑅̃ (𝑚), 𝑄̃ (𝑚), 𝐴̃(𝑚) die Matrizen aus dem QR-Verfahren, und 𝑅 (𝑚), 𝑄 (𝑚), 𝐴(𝑚)
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8 vektor- und qr-iteration

die entsprechenden Matrizen aus (8.9) und (8.10). Einsetzen von (8.9) für𝑚 + 1 in (8.10)

ergibt dann

𝐴(𝑚) = (𝑄 (𝑚))∗𝐴𝑄 (𝑚) =
[
(𝑄 (𝑚))∗𝑄 (𝑚+1)

]
𝑅 (𝑚+1) =: 𝑄𝑅.

Da die QR-Zerlegung (nach Festlegen des Vorzeichens der Spalten von 𝑄) eindeutig ist

(das folgt aus der Interpretation des Gram–Schmidt-Verfahrens als QR-Zerlegung), muss

nach Induktionsvoraussetzung 𝑄𝑅 auch die QR-Zerlegung von
˜𝐴(𝑚) sein. Es folgt also aus

Schritt 4 im QR-Algorithmus 8.3:

˜𝐴(𝑚+1) = 𝑅𝑄 = 𝑅 (𝑚+1)
[
(𝑄 (𝑚))∗𝑄 (𝑚+1)

]
= ((𝑄 (𝑚+1))∗𝐴𝑄 (𝑚)) (𝑄 (𝑚))∗𝑄 (𝑚+1)

= (𝑄 (𝑚+1))∗𝐴𝑄 (𝑚+1) = 𝐴(𝑚+1),

wobei wir in der vorletzten Zeile die Gleichung 𝑄 (𝑚)𝑅 (𝑚) = 𝐴𝑄 (𝑚−1) aus (8.9), aufgelöst
nach 𝑅 (𝑚) , verwendet haben.

Insgesamt erhalten wir aus dieser Herleitung

Satz 8.2. Sei 𝐴 ∈ ℂ𝑛×𝑛 normal mit Eigenwerten |𝜆1 | > |𝜆2 | > · · · > |𝜆𝑛 | und Eigenvektoren
für die gilt

(8.11) span {𝑒1, . . . , 𝑒𝑘} ∩ span {𝑣𝑘+1, . . . , 𝑣𝑛} = {0} für alle 1 ≤ 𝑘 < 𝑛,

so konvergieren die Iterierten 𝐴(𝑚) im QR-Verfahren gegen eine obere Dreiecksmatrix, deren
Diagonalelemente die Eigenwerte von 𝐴 sind, und die Spalten von 𝑄 (𝑚) konvergieren gegen
die Eigenvektoren von 𝐴.

Bedingung (8.11) entspricht dabei der Voraussetzung in der Unterraumiteration, dass 𝑆𝑘 ∩
𝑈𝑘 = {0} gilt. Sie ist in der Praxis so gut wie immer erfüllt. Aus der Herleitung ist auch

ersichtlich, dass die Einträge auf der Diagonalen von 𝐴(𝑚) nach ihrem Betrag sortiert

sind.

Bemerkung. Für𝐴 ∈ ℝ𝑛×𝑛
sind auch die Näherungen𝐴 (𝑚) reell; Satz 8.2 gilt aber auch in diesem Fall,

da wegen der Annahme (8.5) die Matrix 𝐴 keine komplex konjugierten Eigenwerte hat. Andernfalls

kann man analog über die reelle Schur-Normalform zeigen, dass 𝐴 (𝑚) gegen die obere Block-

Dreiecksmatrix in (1.6) konvergiert. Ist 𝐴 ∈ ℂ𝑛×𝑛
selbstadjungiert, konvergiert 𝐴 (𝑚) gegen eine

(reelle) Diagonalmatrix.

8.4 praktische durchführung des qr-verfahrens

Das QR-Verfahren in der Form von Algorithmus 8.3 hat folgende Nachteile:
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8 vektor- und qr-iteration

(i) In jedem Schritt ist eine QR-Zerlegung notwendig, die O(𝑛3) Operationen benötigt.

(ii) Die Konvergenz hängt von demMaximum über alle
|𝜆 𝑗+1 |
|𝜆 𝑗 | , 1 ≤ 𝑗 ≤ 𝑛−1, ab. Liegen also

zwei Eigenwerte sehr nahe beieinander, kann die Konvergenz (für alle) Eigenwerte

beliebig langsam sein.

In der Praxis bedient man sich deshalb verschiedener Techniken, um das Verfahren zu

beschleunigen. Wir betrachten hier stellvertretend jeweils die einfachsten Varianten.

1. transformation auf hessenbergform

Zur Erinnerung: Eine Matrix 𝐴 hat obere Hessenbergform, falls 𝑎𝑖 𝑗 = 0 für 𝑖 > 𝑗 + 1

gilt. In diesem Fall kann man 𝐴 durch Givens-Rotationen in O(𝑛2) Schritten auf obere

Dreiecksform bringen (da ja pro Zeile nur ein Element „wegrotiert“ werden muss):

𝐺𝑛,𝑛−1 · · ·𝐺21𝐴
(𝑚) = 𝑅 (𝑚) .

Geht man dabei wie beim GMRES-Verfahren von oben nach unten vor, bleibt im zweiten

Schritt des QR-Verfahrens,

𝐴(𝑚+1) = 𝑅 (𝑚)𝐺∗
21
· · ·𝐺∗𝑛,𝑛−1,

die obere Hessenbergform erhalten. Wir betrachten dies anhand eines Beispiels𝐴 ∈ ℂ4×4
:

𝐴(𝑚) =
©­­­«
∗ ∗ ∗ ∗
∗ ∗ ∗ ∗
0 ∗ ∗ ∗
0 0 ∗ ∗

ª®®®¬
𝐺43𝐺32𝐺21·−−−−−−−−→

©­­­«
∗ ∗ ∗ ∗
0 ∗ ∗ ∗
0 0 ∗ ∗
0 0 0 ∗

ª®®®¬
·𝐺∗

21−→
©­­­«
⊛ ⊛ ∗ ∗
⊛ ⊛ ∗ ∗
0 0 ∗ ∗
0 0 0 ∗

ª®®®¬
·𝐺∗

32−→
©­­­«
∗ ⊛ ⊛ ∗
∗ ⊛ ⊛ ∗
0 ⊛ ⊛ ∗
0 0 0 ∗

ª®®®¬
·𝐺∗

43−→
©­­­«
∗ ∗ ⊛ ⊛
∗ ∗ ⊛ ⊛
0 ∗ ⊛ ⊛
0 0 ⊛ ⊛

ª®®®¬ = 𝐴(𝑚+1) .

Nutzt man die Assoziativität der Matrixmultiplikation, kann man die berechneten Givens-

Rotationen sofort anwenden, ohne sie zwischenzuspeichern:

𝐴(𝑚+1) = (𝐺𝑛,𝑛−1(· · · (𝐺21𝐴
(𝑚))𝐺∗

21
) · · · )𝐺∗𝑛,𝑛−1

(Beachten Sie, dass die Givens-Rotation𝐺𝑘,𝑘−1 weiterhin so berechnet wird, dass der (𝑘, 𝑘 −
1)te Eintrag von (𝐺𝑘−1,𝑘−2 · · ·𝐺21)𝐴(𝑚) annulliert wird.)11

Um nun eine beliebige Matrix 𝐴 auf obere Hessenbergform zu bringen (ohne dass sich die

Eigenwerte ändern), kann z. B. der Arnoldi-Prozess verwendet werden.
12

11
Tatsächlich kann 𝐴 (𝑚) sofort bei Anwendung der berechneten Givens-Rotation von links und rechts

überschrieben werden. Dass das funktioniert, ist aber nicht offensichtlich.

12
Tatsächlich war dies die ursprüngliche Motivation für den Arnoldi-Prozess.
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2. spektralverschiebung

Die Konvergenzgeschwindigkeit des QR-Verfahrens hängt ab vom kleinsten Verhältnis der

Eigenwerte
|𝜆 𝑗+1 |
|𝜆 𝑗 | . Haben wir also eine Näherung 𝜇 für einen Eigenwert 𝜆𝑖 so, dass gilt

|𝜇 − 𝜆𝑖 | ≪ |𝜇 − 𝜆 𝑗 | für alle 𝑗 ≠ 𝑖,

und wenden das QR-Verfahren auf 𝐴 − 𝜇𝐼 an, dann wird der betragskleinste Eigenwert

𝜆𝑖 − 𝜇 von 𝐴 − 𝜇𝐼 sehr rasch angenähert. Macht man die Spektralverschiebung wieder

rückgängig, erhält man eine bessere Näherung 𝐴(𝑚+1) . Die Iteration wird also zu

𝑄 (𝑚)𝑅 (𝑚) = 𝐴(𝑚) − 𝜇𝐼,
𝐴(𝑚+1) = 𝑅 (𝑚)𝑄 (𝑚) + 𝜇𝐼 .

Wegen

𝐴(𝑚+1) = (𝑄 (𝑚))∗(𝐴(𝑚) − 𝜇𝐼 )𝑄 (𝑚) + 𝜇𝐼 = (𝑄 (𝑚))∗𝐴(𝑚)𝑄 (𝑚)

gilt immer noch 𝜎 (𝐴(𝑚+1)) = 𝜎 (𝐴). (Die obere Hessenbergform bleibt durch Addition einer

Diagonalmatrix natürlich erhalten.)

Wie bei der inversen Vektoriteration kann man nun in jedem Schritt einen neuen Pa-

rameter 𝜇 (𝑚) wählen, um die Konvergenzgeschwindigkeit weiter zu verbessern. Da die

Diagonaleinträge von 𝐴(𝑚) gegen die Eigenwerte von 𝐴 konvergieren, liegt die Wahl eines

Diagonaleintrags für 𝜇 (𝑚) nahe. Nun ist die ursprüngliche Spektralverschiebung so gewählt,

dass 𝜆𝑖 − 𝜇 der betragskleinste Eigenwert von 𝐴 − 𝜇𝐼 ist. Weil die Diagonalelemente im

QR-Algorithmus betragsmäßig abfallend sortiert werden, strebt der Eintrag 𝑎
(𝑚)
𝑛𝑛 − 𝜇 schnell

gegen 𝜆𝑖 − 𝜇. Man wählt daher sinnvollerweise den Rayleigh-Shift 𝜇 (𝑚) = 𝑎(𝑚)𝑛𝑛 .

Diese Verschiebung versagt allerdings, falls der Block(
𝑎
(𝑚)
𝑛−1,𝑛−1 𝑎

(𝑚)
𝑛−1,𝑛

𝑎
(𝑚)
𝑛,𝑛−1 𝑎

(𝑚)
𝑛𝑛

)
ein Paar komplex konjugierter (oder allgemeiner, mehrere betragsgleiche) Eigenwerte hat.

In diesem Fall berechnet man zum Beispiel die Eigenwerte 𝜇1, 𝜇2 dieser 2 × 2-Matrix und

wählt als Verschiebung denjenigen, der näher an 𝑎
(𝑚)
𝑛𝑛 liegt (Wilkinson-Shift) – dadurch wird

𝐴(𝑚+1) jedoch selbst für reelle 𝐴 in der Regel komplex. Alternativ führt man hintereinander

zwei Schritte des QR-Verfahrens mit Verschiebung 𝜇1 sowie Verschiebung 𝜇2 aus (doppelter
Shift).
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3. deflation

Bei Anwendung der Spektralverschiebung wird der Eintrag 𝑎
(𝑚)
𝑛,𝑛−1 in der Regel quadratisch

gegen 0 konvergieren. Sobald 𝑎
(𝑚)
𝑛,𝑛−1 = 𝜀 klein genug ist, hat 𝐴(𝑚) die Form

𝐴(𝑚) =
©­­­«

∗
𝐴 ∗

∗
0 0 𝜀 ˜𝜆𝑛

ª®®®¬ ,
wobei

˜𝜆𝑛 eine gute Näherung von 𝜆𝑛 und 𝐴 ∈ ℂ(𝑛−1)×(𝑛−1) eine obere Hessenbergmatrix

ist, deren Eigenwerte ungefähr gleich den Eigenwerten 𝜆 𝑗 , 𝑗 ≠ 𝑖 , der Matrix 𝐴 sind. Es

liegt also nahe, die Iteration mit 𝐴(𝑚+1) = 𝐴 fortzusetzen, und so mit jedem berechneten

Eigenwert die Dimension der auftretenden Matrizen zu reduzieren.

Algorithmus 8.4 beschreibt das QR-Verfahren inklusive der oben beschriebenen Modifika-

tionen (mit expliziten Rayleigh-Shifts). Sind zusätzlich die Eigenvektoren von 𝐴 gesucht,

müssen zumindest im letzten Schritt die Givens-Rotationen aufmultipliziert werden, um

die Matrix 𝑄 (𝑚) zu erhalten. (Ist 𝐴 nicht normal, erhält man die gesuchten Eigenvektoren

𝑣𝑖 durch jeweils eine einzige inverse Iteration auf 𝐴(0) – unter Ausnutzung der oberen

Hessenbergform – mit Verschiebung 𝜆
(𝑚)
𝑖

und anschließender Multiplikation mit 𝑄 .)

Algorithmus 8.4 QR-Verfahren mit expliziten Rayleigh-Shifts und Deflation

Input: 𝐴 ∈ ℝ𝑛×𝑛, 𝜀 > 0

1: Transformiere 𝐴 auf obere Hessenbergform→ 𝐴(0) , setze𝑚 = 0

2: repeat
3: 𝜇 (𝑚) ← 𝑎

(𝑚)
𝑛𝑛

4: 𝐴(𝑚) ← 𝐴(𝑚) − 𝜇 (𝑚)𝐼 , 𝐴(𝑚+1) ← 𝐴(𝑚)

5: for 𝑘 = 2 to 𝑛 do
6: Berechne Givens-Rotation 𝐺𝑘,𝑘−1 um 𝑎

(𝑚)
𝑘,𝑘−1 zu annullieren

7: 𝐴(𝑚) ← 𝐺𝑘,𝑘−1𝐴
(𝑚)

8: 𝐴(𝑚+1) ← 𝐺𝑘,𝑘−1𝐴
(𝑚+1)𝐺∗

𝑘,𝑘−1

9: 𝐴(𝑚+1) ← 𝐴(𝑚+1) + 𝜇 (𝑚)𝐼
10: 𝑚 ←𝑚 + 1
11: if |𝑎(𝑚)

𝑛,𝑛−1 | < 𝜀 then
12: 𝜆𝑛 ← 𝑎

(𝑚)
𝑛𝑛

13: 𝐴(𝑚) ← (𝑎(𝑚)
𝑖 𝑗
)𝑛−1𝑖, 𝑗=1

14: 𝑛 ← 𝑛 − 1
15: until 𝑛 = 0

Output: 𝜆𝑖
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Auch für Eigenwertprobleme basieren die modernen Verfahren für große, dünn besetzte

Matrizen auf einem Projektionsansatz: Statt das volle Problem zu lösen, geht man zu einem

(viel) kleineren Problem in einem Unterraum über. Dabei besteht – wie auch bei der Vektor-

und QR-Iteration – die Hauptaufgabe in der Berechnung von Eigenvektoren, aus denen die

zugehörigen Eigenwerte leicht mit Hilfe des Rayleigh-Quotienten (8.4) berechnet werden

können. Üblicherweise ist man dabei nur an wenigen Eigenwerten und Eigenvektoren,

meist den betragsgrößten oder -kleinsten, interessiert.

9.1 projektionsverfahren

Der Grundansatz sind wieder die Galerkin-Bedingungen: Zu einer gegebenen Matrix

𝐴 ∈ ℂ𝑛×𝑛 sucht man
˜𝜆 ∈ ℂ und 𝑣 ∈ ℂ𝑛 \ {0}, so dass gilt{

𝑣 ∈ K,
𝐴𝑣 − ˜𝜆𝑣 ⊥L,

für geeignete UnterräumeK,L ⊂ ℂ𝑛 der Dimension𝑚 ≤ 𝑛. Haben wir eine Basis 𝑣1, . . . , 𝑣𝑚
vonK und eine Basis𝑤1, . . . ,𝑤𝑚 von L zur Verfügung, so können wir mit𝑉 = [𝑣1, . . . , 𝑣𝑚]
und𝑊 = [𝑤1, . . . ,𝑤𝑚] sowie 𝜉 ∈ ℂ𝑚 \ {0} mit 𝑉𝜉 = 𝑣 die Galerkin-Bedingungen in

Matrixform schreiben als

𝑊 ∗(𝐴𝑉𝜉 − ˜𝜆𝑉𝜉) = 0.

Sind die Basen biorthogonal, d. h. gilt𝑊 ∗𝑉 = 𝐼 , dann erfüllen
˜𝜆 und 𝜉 die Gleichung

(𝑊 ∗𝐴𝑉 )𝜉 = ˜𝜆𝜉.

Für𝑚 ≪ 𝑛 kann dieses Eigenwertproblem für 𝐴𝑚 := 𝑊 ∗𝐴𝑉 ∈ ℂ𝑚×𝑚 mit Hilfe der QR-

Iteration gelöst werden. Analog zu Algorithmus 4.1 erhält man das folgende allgemeine

Verfahren.
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Algorithmus 9.1 Projektionsverfahren für Eigenwertprobleme

Input: 𝐴 ∈ ℂ𝑛×𝑛 , 𝜀 > 0, 𝑘 = 0, 𝑟 0𝑖 = 1,

1: while ∥𝑟𝑘𝑖 ∥2 > 𝜀 für ein 𝑖 do
2: 𝑘 ← 𝑘 + 1
3: Wähle Unterräume K , L
4: Berechne biorthogonale Basen 𝑉 ,𝑊 von K und L
5: Berechne Eigenwerte 𝜆𝑘𝑖 und Eigenvektoren 𝑦𝑘𝑖 von 𝐴𝑘 =𝑊

∗𝐴𝑉
6: 𝑣𝑘𝑖 = 𝑉 𝑦𝑘𝑖
7: 𝑟𝑘𝑖 = 𝐴𝑣𝑘𝑖 − 𝜆𝑘𝑖 𝑣𝑘𝑖

Output: 𝑣𝑘𝑖 , 𝜆
𝑘
𝑖

Eine wesentliche Frage ist hier, ob ein kleines Residuum 𝑟𝑘𝑖 auch bedeutet, dass der zugehö-

rige Eigenwert 𝜆𝑘𝑖 eine gute Approximation eines Eigenwerts von 𝐴 darstellt. Die Antwort

gibt der folgende Störungssatz.

Satz 9.1 (Bauer–Fike). Sei 𝐴 ∈ ℂ𝑛×𝑛 diagonalisierbar mit 𝐴 = 𝑋𝐷𝑋−1, und seien ˜𝜆 ∈ ℂ und
𝑣 ∈ ℂ𝑛 mit ∥𝑣 ∥2 = 1 gegeben. Dann existiert ein Eigenwert 𝜆 von 𝐴 mit

|𝜆 − ˜𝜆 | ≤ 𝜅2(𝑋 )∥𝐴𝑣 − ˜𝜆𝑣 ∥2.

Beweis. Angenommen,
˜𝜆 ist kein Eigenwert von 𝐴 (sonst gilt die Ungleichung trivialerwei-

se). Dann ist 𝐴 − ˜𝜆𝐼 invertierbar, und es gilt wegen 𝐴 = 𝑋𝐷𝑋−1 für 𝑟 := 𝐴𝑣 − ˜𝜆𝑣

𝑣 = (𝐴 − ˜𝜆𝐼 )−1𝑟 = 𝑋 (𝐷 − ˜𝜆𝐼 )−1𝑋−1𝑟 .

Da 𝑣 normiert ist, folgt daraus

1 = ∥𝑋 (𝐷 − ˜𝜆𝐼 )−1𝑋−1𝑟 ∥2
≤ ∥𝑋 ∥2∥𝑋−1∥2∥(𝐷 − ˜𝜆𝐼 )−1∥2∥𝑟 ∥2.

Nun ist die Spektralnorm einer Diagonalmatrix gegeben durch den betragsgrößten Diago-

naleintrag (der ja gleich dem betragsgrößten Eigenwert ist). Daher gilt

1 ≤ 𝜅2(𝑋 )∥𝑟 ∥2 max

𝜆∈𝜎 (𝐴)
|𝜆 − ˜𝜆 |−1,

und wir erhalten die gewünschte Abschätzung für denjenigen Eigenwert, für den das

Maximum angenommen wird (d. h. den, der am nächsten an
˜𝜆 liegt). □

Daraus folgt sofort eine wichtige Erkenntnis: Das Eigenwertproblem für selbstadjungierte

Matrizen (und allgemeiner, für normale Matrizen, für die 𝑋 unitär ist) ist stabil. Dagegen

kann für nicht-selbstadjungierte Matrizen die Konditionszahl von 𝑋 beliebig groß sein.
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Der orthogonale Projektionsansatz mit L = K wird als Rayleigh–Ritz-Verfahren bezeich-

net. Führen wir die orthogonale Projektion 𝑃K auf K ein, so können wir die Galerkin-

Bedingungen schreiben als

(9.1) 𝐴K𝑣 := 𝑃K𝐴𝑃K𝑣 = ˜𝜆𝑣,

wobei 𝑣 ∈ ℂ𝑛 \ {0} ist. (Da die linke Seite wegen 𝑃K in K ist, muss dann auch 𝑣 ∈ K sein.)

Erfüllt ( ˜𝜆, 𝑣) die Bedingung (9.1), so nennt man
˜𝜆 Ritz-Wert und 𝑣 Ritz-Vektor von 𝐴.

Für die später betrachteten Krylovraum-Verfahren ist folgendes Resultat wichtig.

Satz 9.2. Wenn K invariant unter 𝐴 ist, so sind die Ritz-Werte bzw. Ritz-Vektoren Eigenwerte
bzw. Eigenvektoren von 𝐴.

Beweis. Angenommen
˜𝜆 ∈ ℂ und 𝑣 ∈ K \ {0} erfüllen (9.1). Dann ist insbesondere 𝑃K𝑣 = 𝑣 .

Ist K invariant unter 𝐴, so ist auch 𝐴𝑣 ∈ K , und daher ist (9.1) äquivalent zu

0 = 𝐴K𝑣 − ˜𝜆𝑣 = 𝑃K (𝐴𝑣 − ˜𝜆𝑣) = 𝐴𝑣 − ˜𝜆𝑣,

d. h. 𝑣 ist Eigenvektor zum Eigenwert
˜𝜆 von 𝐴. □

Ist K nicht invariant, so wird die bestmögliche Näherung dadurch bestimmt, wie „nahe“

der gesuchte Eigenvektor 𝑣 an K liegt, gemessen durch den Abstand ∥(𝐼 − 𝑃K)𝑣 ∥2. Die
Idee dabei ist, den Satz 9.1 von Bauer–Fike anzuwenden auf 𝐴K und das Paar (𝜆, 𝑃K𝑣) (d. h.
wir suchen für einen exakten Eigenwert von 𝐴 den nächstgelegenen Ritz-Wert anstatt

umgekehrt). Das nächste Lemma erlaubt die Abschätzung des dann auftretenden Residuums

des projizierten Problems durch diese Distanz.

Lemma 9.3. Sei 𝜆 ∈ ℂ Eigenwert von 𝐴 mit Eigenvektor 𝑣 ∈ ℂ𝑛 \ {0}. Dann gilt die Abschät-
zung

∥(𝐴K − 𝜆𝐼 )𝑃K𝑣 ∥2 ≤ 𝛾 ∥(𝐼 − 𝑃K)𝑣 ∥2
mit 𝛾 = ∥𝑃K𝐴(𝐼 − 𝑃K)∥2 ≤ ∥𝐴∥2.

Beweis. Da 𝑃K und (𝐼 − 𝑃K) Projektionen sind, gilt

∥(𝐴K − 𝜆𝐼 )𝑃K𝑣 ∥2 = ∥𝑃K𝜆𝑣 −𝐴K𝑃K𝑣 ∥2
= ∥𝑃K𝐴𝑣 − 𝑃K𝐴𝑃K𝑣 ∥2
= ∥𝑃K𝐴(𝐼 − 𝑃K)𝑣 ∥2
= ∥𝑃K𝐴(𝐼 − 𝑃K) (𝐼 − 𝑃K)𝑣 ∥2
≤ 𝛾 ∥(𝐼 − 𝑃K)𝑣 ∥2,

wobei wir die Definition von 𝐴K und 𝐴𝑣 = 𝜆𝑣 verwendet haben. Die Abschätzung von 𝛾

folgt dann daraus, dass orthogonale Projektionen immer Norm 1 haben. □
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Folgerung 9.4. Sei 𝐴K diagonalisierbar und 𝜆 ein Eigenwert von 𝐴 mit Eigenvektor 𝑣 . Dann
existiert ein Ritz-Wert ˜𝜆 mit

|𝜆 − ˜𝜆 | ≤ 𝜅 (𝑋 )𝛾 ∥(𝐼 − 𝑃K)𝑣 ∥2.

Ist 𝑣 also „nahe“ an K und 𝐴 selbstadjungiert, so liefert das orthogonale Projektionsverfah-

ren eine gute Näherung. Wie gut diese Näherung ist, hängt natürlich von der speziellen

Wahl vonK ab; im nächsten Abschnitt werden wir diesen Abstand für Krylovräume unter-

suchen. (Mit deutlich mehr Aufwand lassen sich auch Störungsresultate für Eigenvektoren

und daraus Fehlerabschätzungen für Ritz-Vektoren zeigen.)

Für selbstadjungierte Matrizen können wir auch Optimalitätsaussagen über die Ritz-Werte

beweisen. Wir nehmen wieder an, dass die Eigenwerte von 𝐴 absteigend angeordnet sind,

d. h. es gelte

𝜆1 ≥ 𝜆2 ≥ · · · ≥ 𝜆𝑛,
und ebenso gelte für die Ritz-Werte

˜𝜆1 ≥ · · · ≥ ˜𝜆𝑚 .

Dann gilt folgende Charakterisierung der Ritz-Werte.

Satz 9.5. Sei𝐴 ∈ ℂ𝑛×𝑛 selbstadjungiert undK ein Unterraum von ℂ𝑛 mit dim(K) =𝑚. Dann
erfüllen die Ritz-Werte ˜𝜆𝑖 und die zugehörigen Ritz-Vektoren 𝑣𝑖 von 𝐴 bezüglich K

˜𝜆𝑖 =
⟨𝑣𝑖, 𝐴𝑣𝑖⟩
⟨𝑣𝑖, 𝑣𝑖⟩

= min

𝑆⊂K,dim(𝑆)=𝑚−𝑖+1
max

𝑥∈𝑆\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ = max

𝑆⊂K,dim(𝑆)=𝑖
min

𝑥∈𝑆\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ .

Beweis. Da 𝐴 und 𝑃K als orthogonale Projektion selbstadjungiert sind, ist auch 𝐴K selbst-

adjungiert. Wir können daher den Satz von Courant–Fischer anwenden auf 𝐴K : K → K ;
die letzten beiden Darstellungen folgen dann wegen

⟨𝑥,𝐴K𝑥⟩
⟨𝑥, 𝑥⟩ =

⟨𝑃K𝑥,𝐴𝑃K𝑥⟩
⟨𝑥, 𝑥⟩ =

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ für alle 𝑥 ∈ K .

Wegen 𝑣𝑖 ∈ K ist schließlich

⟨𝑣𝑖, 𝐴𝑣𝑖⟩ = ⟨𝑣𝑖, 𝐴K𝑣𝑖⟩ = ˜𝜆𝑖 ⟨𝑣𝑖, 𝑣𝑖⟩,

woraus die erste Gleichung folgt. □

Folgerung 9.6. Sei 𝐴 ∈ ℂ𝑛×𝑛 selbstadjungiert und K ⊂ ℂ𝑛 ein Unterraum. Dann gilt für die
Eigenwerte 𝜆𝑖 und Ritz-Werte ˜𝜆𝑖 , 1 ≤ 𝑖 ≤ 𝑚, von 𝐴 gilt

𝜆𝑖 ≥ ˜𝜆𝑖 ≥ 𝜆𝑛 .
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Beweis. Dies folgt aus

˜𝜆𝑖 = max

𝑆⊂K,dim(𝑆)=𝑖
min

𝑥∈𝑆\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ ≤ max

𝑆⊂ℂ𝑛,dim(𝑆)=𝑖
min

𝑥∈𝑆\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ = 𝜆𝑖

sowie

˜𝜆𝑖 ≥ ˜𝜆𝑚 = min

𝑥∈K\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ ≥ min

𝑥∈ℂ𝑛\{0}

⟨𝑥,𝐴𝑥⟩
⟨𝑥, 𝑥⟩ = 𝜆𝑛 . □

Dies bedeutet, dass die extremalen Ritz-Werte bei wachsender Dimension von K die

extremalen Eigenwerte von 𝐴 monoton „von innen“ annähern. Orthogonale Projektions-

verfahren eignen sich also insbesondere dafür, die größten bzw. kleinsten Eigenwerte einer

(selbstadjungierten) Matrix zu berechnen.

9.2 arnoldi- und lanczos-verfahren

Wir kommen nun zu dem Standard-Verfahren für die Eigenwertbestimmung großer, dünn-

besetzter Matrizen: dem Arnoldi- beziehungsweise Lanczos-Verfahren. Dabei handelt es
sich um orthogonale Projektionsverfahren auf die Krylovräume

K𝑚 (𝐴, 𝑣) = span {𝑣, 𝐴𝑣,𝐴2𝑣, . . . , 𝐴𝑚−1𝑣}.

Wir kommen rasch zum Kern der Sache, denn wir sind gut vorbereitet. Seien 𝐴 ∈ ℂ𝑛×𝑛 und
𝑣 ∈ ℂ𝑛 \ {0} gegeben. Dann berechnet der Arnoldi-Prozess nach𝑚 Schritten eine Matrix

𝑄𝑚 ∈ ℂ𝑛×𝑚 , deren Spalten 𝑞1, . . . , 𝑞𝑚 eine orthonormale Basis von K𝑚 (𝐴, 𝑣) bilden, und
eine obere Hessenbergmatrix 𝐻𝑚 ∈ ℂ𝑚×𝑚 mit

𝑄∗𝑚𝐴𝑄𝑚 = 𝐻𝑚 .

Die Ritz-Werte von 𝐴 bezüglich K𝑚 (𝐴, 𝑣) sind also die Eigenwerte von 𝐻𝑚 , und die Ritz-

Vektoren können aus den zugehörigen Eigenvektoren 𝜉𝑖 von 𝐻𝑚 durch 𝑣𝑖 = 𝑄𝑚𝜉𝑖 berechnet

werden. Der Arnoldi-Prozess bricht nur ab, wenn K𝑚 (𝐴, 𝑣) invariant unter 𝐴 ist; in diesem

Fall sind die Ritz-Werte nach Satz 9.2 bereits Eigenwerte von𝐴 (und zwar die betragsgrößten

– sowohl positive als auch negative wegen K𝑚 (𝐴, 𝑣) = K𝑚 (−𝐴, 𝑣)).

Bricht der Prozess nicht ab, existieren auch ℎ𝑚+1,𝑚 ≠ 0 und 𝑞𝑚+1 ∈ ℂ𝑛 \ {0} mit

(9.2) 𝐴𝑄𝑚 = 𝑄𝑚𝐻𝑚 + ℎ𝑚+1,𝑚𝑞𝑚+1𝑒∗𝑚 .

Wie im GMRES-Verfahren können wir diese Darstellung verwenden, um ein Abbruch-

Kriterium zu definieren.
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Satz 9.7. Angenommen, es wurden𝑚 Schritte im Arnoldi-Prozess durchgeführt, und seien
˜𝜆𝑖 und 𝑣𝑖 = 𝑄𝑚𝜉𝑖 , 𝑖 = 1, . . . ,𝑚, die Ritz-Werte und Ritz-Vektoren von 𝐴 ∈ ℂ𝑛×𝑛 bezüglich
K𝑚 (𝐴, 𝑣). Dann gilt

∥𝐴𝑣𝑖 − ˜𝜆𝑖𝑣𝑖 ∥2 = |ℎ𝑚+1,𝑚⟨𝜉𝑖, 𝑒𝑚⟩|.

Beweis. Multiplizieren von (9.2) mit 𝜉𝑖 , 1 ≤ 𝑖 ≤ 𝑚, ergibt

𝐴𝑄𝑚𝜉𝑖 = 𝑄𝑚𝐻𝑚𝜉𝑖 + ℎ𝑚+1,𝑚𝑞𝑚+1⟨𝜉𝑖, 𝑒𝑚⟩ = ˜𝜆𝑖𝑄𝑚𝜉𝑖 + ℎ𝑚+1,𝑚𝑞𝑚+1⟨𝜉𝑖, 𝑒𝑚⟩.

Daraus folgt

𝐴𝑣𝑖 − ˜𝜆𝑖𝑣𝑖 = 𝐴𝑄𝑚𝜉𝑖 − ˜𝜆𝑖𝑄𝑚𝜉𝑖 = ℎ𝑚+1,𝑚𝑞𝑚+1⟨𝜉𝑖, 𝑒𝑚⟩
und damit die Behauptung. □

Die letzte Komponente eines berechneten Eigenvektors von 𝐻𝑚 , multipliziert mit ℎ𝑚+1,𝑚 ,
liefert also das Residuum der zugehörigen Eigenwertgleichung.

Ist𝐴 selbstadjungiert, so liefert stattdessen der Lanczos-Prozess eine tridiagonale Matrix𝑇𝑚 ,

deren Eigenwerte und Eigenvektoren die Ritz-Werte und Ritz-Vektoren darstellen. Wieder

bricht der Prozess nur ab, wenn die Ritz-Werte exakt sind; ansonsten gilt Satz 9.7 (mit 𝛽𝑚+1
anstelle von ℎ𝑚+1,𝑚).

Das Arnoldi-Verfahren (und – mutatis mutandis – das Lanczos-Verfahren) zur (näherungs-

weisen) Berechnung von 𝑘 Eigenwerten der Matrix𝐴 kann also wie folgt zusammengefasst

werden:

Beginne mit Zufallsvektor 𝑣1
for𝑚 = 1, . . . do

1. Führe einen Schritt im Arnoldi-Prozess durch{ 𝐻𝑚, 𝑄𝑚, ℎ𝑚+1,𝑚
2. Bestimme Eigenwerte

˜𝜆𝑖 und Eigenvektoren 𝜉𝑖 von 𝐻𝑚 mit QR-Iteration

3. Falls |ℎ𝑚+1,𝑚⟨𝜉𝑖, 𝑒𝑚⟩| < 𝜀, berechne Ritz-Vektoren 𝑣𝑖 = 𝑄𝑚𝜉𝑖

Da die Matrix 𝐻𝑚 bereits obere Hessenbergform hat, bietet sich das QR-Verfahren in

Schritt 2 an. In der Praxis wird man – insbesondere beim Arnoldi-Verfahren –𝑚 nicht

beliebig groß werden lassen, sondern Neustarts durchführen. Ebenso möchte man bereits

berechnete gute Näherungen an gesuchte Eigenvektoren behalten. Dies führt auf das

Neustarts ähnlich wie bei GMRES-Verfahren mit Hilfe von spektalen Filtern, die analog

wie bei der Spektralverschiebung für das QR-Verfahren funktionieren.

Um das Konvergenzverhalten der Krylovraum-Verfahren zu untersuchen, müssen wir

nach Lemma 9.3 den Abstand ∥(𝐼 − 𝑃K)𝑣𝑖 ∥2 der Eigenvektoren 𝑣𝑖 von 𝐴 zum Krylovraum

K = K𝑚 (𝐴, 𝑣) untersuchen. Dabei nutzen wir wieder aus, dass jeder Vektor 𝑥 ∈ K𝑚 (𝐴, 𝑣)
geschrieben werden kann als 𝑥 = 𝑝𝑚−1(𝐴)𝑣 für ein Polynom 𝑝𝑚−1 vom Höchstgrad𝑚 − 1.
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Satz 9.8. Sei 𝐴 ∈ ℂ𝑛×𝑛 diagonalisierbar mit Eigenwerten 𝜆𝑖 und normierten Eigenvektoren
𝑣𝑖 , 𝑖 = 1, . . . , 𝑛, und sei 𝑣 =

∑𝑛
𝑗=1 𝛼 𝑗𝑣 𝑗 gegeben. Bezeichne 𝑃K die orthogonale Projektion auf

K𝑚 (𝐴, 𝑣). Dann gilt für alle 1 ≤ 𝑖 ≤ 𝑛 mit 𝛼𝑖 ≠ 0 die Abschätzung

∥(𝐼 − 𝑃K)𝑣𝑖 ∥2 ≤
©­­« min

𝑝∈P𝑚−1
𝑝 (𝜆𝑖 )=1

max

𝜆∈𝜎 (𝐴)\{𝜆𝑖 }
|𝑝 (𝜆) |

ª®®¬
𝑛∑︁
𝑗=1
𝑗≠𝑖

|𝛼 𝑗 |
|𝛼𝑖 |

.

Beweis. Wir betrachten statt 𝑣𝑖 den skalierten Eigenvektor 𝛼𝑖𝑣𝑖 . Nach Satz 3.6 erfüllt die

orthogonale Projektion auf K𝑚 (𝐴, 𝑣) die Eigenschaft

∥𝛼𝑖𝑣𝑖 − 𝑃K𝛼𝑖𝑣𝑖 ∥2 = min

𝑥∈K𝑚 (𝐴,𝑣)
∥𝛼𝑖𝑣𝑖 − 𝑥 ∥2 = min

𝑝∈P𝑚−1
∥𝛼𝑖𝑣𝑖 − 𝑝 (𝐴)𝑣 ∥2

≤ min

𝑝∈P𝑚−1
𝑝 (𝜆𝑖 )=1

∥𝛼𝑖𝑣𝑖 − 𝑝 (𝐴)𝑣 ∥2.

Sei 𝑝 ∈ P𝑚−1 mit 𝑝 (𝜆𝑖) = 1 beliebig. Dann gilt

∥𝛼𝑖𝑣𝑖 − 𝑝 (𝐴)𝑣 ∥2 = ∥𝑝 (𝜆𝑖)𝛼𝑖𝑣𝑖 −
∑𝑛
𝑗=1𝑝 (𝜆 𝑗 )𝛼 𝑗𝑣 𝑗 ∥2 ≤ max

𝑗≠𝑖
|𝑝 (𝜆 𝑗 ) |

𝑛∑︁
𝑗=1
𝑗≠𝑖

|𝛼 𝑗 |,

da die 𝑣𝑖 normierte Eigenvektoren sind. Division durch |𝛼𝑖 | ≠ 0 liefert die gewünschte

Abschätzung. □

Für selbstadjungierte Matrizen können wir wieder konkretere Schranken angeben, indem

wir das minimierende Polynom auf 𝜎 (𝐴) ⊂ ℝ nach oben durch Tschebyschow-Polynome

abschätzen.

Satz 9.9. Sei 𝐴 selbstadjungiert mit absteigend sortierten Eigenwerten 𝜆𝑖 und zugehörigen
Eigenvektoren 𝑣𝑖 . Dann gilt

min

𝑝∈P𝑚−1
𝑝 (𝜆𝑖 )=1

max

𝜆∈𝜎 (𝐴)\{𝜆𝑖 }
|𝑝 (𝜆) | ≤ 2𝜅𝑖(

𝛾𝑖 +
√︃
𝛾2
𝑖
− 1

)𝑚−𝑖
mit

𝜅1 = 1, 𝜅𝑖 =
𝑖−1∏
𝑗=1

𝜆 𝑗 − 𝜆𝑛
𝜆 𝑗 − 𝜆𝑖

für 𝑖 > 1

und
𝛾𝑖 = 1 + 2 𝜆𝑖 − 𝜆𝑖+1

𝜆𝑖+1 − 𝜆𝑛
.
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Beweis. Wir betrachten zuerst den Fall 𝑖 = 1. Setze

𝑝 (𝜆) = 𝑇𝑚−1(𝑟1(𝜆))
𝑇𝑚−1(𝛾1)

, 𝑟1(𝜆) = 1 + 2 𝜆 − 𝜆2
𝜆2 − 𝜆𝑛

.

Dann ist 𝑝 ∈ P𝑚−1 und 𝑝 (𝜆1) = 1. Außerdem gilt 𝑟1(𝜆) ∈ [−1, 1] für 𝜆 ∈ {𝜆2, . . . , 𝜆𝑛} und
damit 𝑇𝑚−1(𝑟1(𝜆)) ≤ 1. Weiterhin zeigt man mit Induktion, dass

𝑇𝑘 (𝑧) =
1

2

[(
𝑧 +
√
𝑧2 − 1

)𝑘
+

(
𝑧 −
√
𝑧2 − 1

)𝑘 ]
für |𝑧 | ≥ 1 gilt. Damit ist

𝑝 (𝜆) ≤ 1

𝑇𝑚−1(𝛾1)
≤ 2(

𝛾1 −
√︃
𝛾2
1
− 1

)𝑚−1 ,
woraus die Abschätzung für 𝑖 = 1 folgt.

Für 𝑖 > 1 wählen wir

𝑝 (𝜆) = (𝜆1 − 𝜆) · · · (𝜆𝑖−1 − 𝜆)(𝜆1 − 𝜆𝑖) · · · (𝜆𝑖−1 − 𝜆𝑖)
𝑞(𝜆)

für ein Polynom 𝑞 ∈ P𝑚−𝑖 mit 𝑞(𝜆𝑖) = 1. Dann ist 𝑝 (𝜆 𝑗 ) = 0 für alle 𝑗 < 𝑖 und daher

max

𝜆∈𝜎 (𝐴)\{𝜆𝑖 }
|𝑝 (𝜆) | = max

𝜆∈{𝜆𝑖+1,...,𝜆𝑛}

���� (𝜆1 − 𝜆) · · · (𝜆𝑖−1 − 𝜆)(𝜆1 − 𝜆𝑖) · · · (𝜆𝑖−1 − 𝜆𝑖)
𝑞(𝜆)

����
≤ 𝜅𝑖 max

𝜆∈{𝜆𝑖+1,...,𝜆𝑛}
|𝑞(𝜆) |.

Die Aussage folgt nun, indem wir für 𝑞 wie im Fall 𝑖 = 1 das Polynom

𝑞(𝜆) = 𝑇𝑚−𝑖 (𝑟𝑖 (𝜆))
𝑇𝑚−𝑖 (𝛾𝑖)

, 𝑟𝑖 (𝜆) = 1 + 2 𝜆 − 𝜆𝑖+1
𝜆𝑖+1 − 𝜆𝑛

,

wählen. □

Zusammenmit Folgerung 9.4 liefert dies eine Fehlerabschätzung für das Lanczos-Verfahrens.

Für das Arnoldi-Verfahren bei nicht-selbstadjungierten Matrizen kann man ähnlich wie für

GMRES mit Hilfe komplexer Tschebyschow-Polynome ähnliche Abschätzungen herleiten,

wenn das Spektrum von 𝐴 in bestimmten Ellipsen in der komplexen Ebene enthalten ist.
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10 GRUNDLAGEN UND EINSCHRITTVERFAHREN

Gewöhnliche Differentialgleichungen charakterisieren Funktionen durch ihre (zeitliche)

Änderungsrate. Wichtige Beispiele kommen aus der Populationsdynamik (zeitliche Ände-

rung der Bevölkerungszahl), Reaktionskinetik (zeitliche Änderung von chemischen Kon-

zentrationen) oder der Mechanik (zeitliche Änderung von Ort und Impuls).

10.1 theoretische grundlagen

Zu einer gegebenen Funktion

(10.1) 𝑓 : ℝ ×ℝ𝑛 → ℝ

(im Folgenden auch als rechte Seite bezeichnet), einerAnfangszeit 𝑡0 ∈ ℝ, einemAnfangswert
𝑦0 ∈ ℝ𝑛

und einer Endzeit 𝑇 ∈ (𝑡0,∞] wird eine Funktion 𝑦 : ℝ → ℝ𝑛
gesucht, die das

Anfangswertproblem

(10.2)

{
𝑦′(𝑡) = 𝑓 (𝑡, 𝑦), 𝑡 ∈ (𝑡0,𝑇 ],
𝑦 (𝑡0) = 𝑦0,

erfüllt. Da nur die erste Ableitung von 𝑦 (𝑡) = (𝑦1(𝑡), . . . , 𝑦𝑛 (𝑡)) vorkommt, spricht man von

einem System erster Ordnung; tauchen in der Gleichung auch𝑚-te Ableitungen auf, liegt

entsprechend ein System𝑚-ter Ordnung vor. Diese lassen sich auf ein (größeres) System

erster Ordnung zurückführen, indem man alle Ableitungen von 𝑦 als neue Unbekannte

einführt.

Der folgende zentrale Satz in der Theorie von Anfangswertproblemen besagt, unterwelchen

Voraussetzungen das Problem (10.2) stabil ist.

Satz 10.1 (Picard–Lindelöf). Sei 𝑓 (𝑡, 𝑦) : ℝ ×ℝ𝑛 → ℝ𝑛 stetig in 𝑡 und lokal Lipschitzstetig
in 𝑦 , d. h. es existieren 𝛿, 𝐿 > 0 mit

∥ 𝑓 (𝑡, 𝑦) − 𝑓 (𝑡, 𝑧)∥ ≤ 𝐿∥𝑦 − 𝑧∥
für alle 𝑦, 𝑧 ∈ ℝ𝑛 in einer Umgebung von 𝑦0 und alle 𝑡 ∈ [𝑡0, 𝑡0 + 𝛿]. Dann existiert eine
eindeutige Lösung 𝑦 (𝑡), 𝑡 ∈ [𝑡0, 𝑡0 + 𝜀] für ein 𝜀 > 0, von (10.2). Weiterhin gilt für eine Lösung
𝑦 zum Anfangswert 𝑦0 und eine Lösung 𝑦̃ zum Anfangswert 𝑦̃0 die Abschätzung

(10.3) ∥𝑦 (𝑡) − 𝑦̃ (𝑡)∥ ≤ 𝑒𝐿(𝑡−𝑡0) ∥𝑦0 − 𝑦̃0∥ für alle 𝑡 ∈ [𝑡0, 𝑡0 + 𝜀] .
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Ist die rechte Seite lokal Lipschitzstetig, so existiert also (lokal)
1
eine eindeutige Lösung,

die stetig von den Anfangswerten abhängt. Wir nehmen daher in Folge an, dass die Vor-

aussetzungen von Satz 10.1 erfüllt sind und eine Lösung auf dem gesamten Intervall [0,𝑇 ]
existiert. Der Kürze halber setzen wir von nun an auch 𝑡0 = 0.

Wir untersuchen nun die Stabilität des Anfangswertproblems für längere Zeiträume. Es ist

zweckmäßig, dies durchzuführen am Beispiel der Testgleichung

(10.4) 𝑦′(𝑡) = 𝜆𝑦 (𝑡), 𝜆 ∈ ℂ.

Für 𝑡 ≥ 0 ist die Lösung gegeben durch

(10.5) 𝑦 (𝑡) = 𝑒𝜆𝑡𝑦 (0),

wie man leicht durch Differenzieren nachprüft. Wir betrachten nun zwei Anfangswerte 𝑦0

und 𝑧0 (letzteren darf man sich als “gestörten Anfangswert” vorstellen). Die zugehörigen

Lösungen 𝑦 (𝑡) und 𝑧 (𝑡) der Testgleichung erfüllen dann für alle 𝑡 ≥ 0 die Abschätzung

∥𝑦 (𝑡) − 𝑧 (𝑡)∥ = ∥𝑒𝜆𝑡 (𝑦0 − 𝑧0)∥ ≤ 𝑒Re(𝜆)𝑡 ∥𝑦0 − 𝑧0∥,

wobei Re(𝜆) den Realteil der komplexen Zahl 𝜆 bezeichnet.

Wir unterscheiden nun drei Fälle.

(i) Gilt Re(𝜆) ≤ 0, so ist 𝑒Re(𝜆)𝑡 ≤ 1 für alle 𝑡 ≥ 0, und die Anfangsstörung bleibt für alle

Zeiten beschränkt; das Problem ist stabil.

(ii) Gilt Re(𝜆) < 0, so geht 𝑒Re(𝜆)𝑡 → 0 für 𝑡 →∞, und die Differenz der Lösungen wird

sogar immer kleiner; das Problem ist asymptotisch stabil.

(iii) Gilt Re(𝜆) > 0, so geht 𝑒Re(𝜆)𝑡 → ∞ für 𝑡 → ∞; ein beliebig kleiner Anfangsfehler

wird also nach einer gewissen Zeit beliebig groß. Solch ein Problem ist instabil, und
man kann nur für sehr kleine 𝑡 eine sinnvolle Lösung erwarten.

Die Untersuchung allgemeiner Anfangswertprobleme 𝑦′(𝑡) = 𝑓 (𝑡, 𝑦) lässt sich (etwa durch
Diagonalisierung linearer Systeme oder Linearisierung nichtlinearer Systeme) auf die

Betrachtung von Testgleichungen dieser Art zurückführen. Die Testgleichung stellt damit

einen geeigneten Prüfstein für die Stabilität numerischer Verfahren dar.

10.2 elementare einschrittverfahren

Wir betrachten hier drei verschiedene Methoden zur numerischen Lösung des Anfangs-

wertproblems (10.2), die beispielhaft die Konstruktion und Analyse solcher Verfahren

aufzeigen.

1
Stärkere Bedingungen, die für alle 𝑡 und 𝑦, 𝑧 gelten, erlauben freilich auch stärkere Aussagen über globale

Existenz und Eindeutigkeit.
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Allen Ansätzen liegt die Idee zugrunde, die gesuchte Lösung für 𝑡 ∈ [𝑡0,𝑇 ] durch eine Folge
von diskreten Funktionswerten zu approximieren. Dafür definieren wir die Zeitschritte

0 = 𝑡0 < 𝑡1 < · · · < 𝑡𝑁 = 𝑇

mit der Schrittweite
ℎ 𝑗 := 𝑡 𝑗 − 𝑡 𝑗−1.

Die numerische Näherung der exakten Lösung 𝑦 (𝑡) im Zeitschritt 𝑡 𝑗 bezeichnen wir mit

𝑦 𝑗 ≈ 𝑦 (𝑡 𝑗 ), 𝑗 = 0, . . . , 𝑁 .

Da 𝑦0 ≈ 𝑦 (𝑡0) = 𝑦0 bekannt ist, brauchen wir nun eine Vorschrift, um aus 𝑦 𝑗−1 den Wert 𝑦 𝑗
zu konstruieren; man spricht daher von Zeitschrittverfahren. Diese bekommen wir durch

Diskretisierung der Differentialgleichung.

(i) Die Ableitung 𝑦′(𝑡) wird durch den Vorwärtsdifferenzenquotienten in 𝑡 𝑗−1 ersetzt:

𝑦 (𝑡 𝑗 ) − 𝑦 (𝑡 𝑗−1)
ℎ 𝑗

≈ 𝑦′(𝑡 𝑗−1) = 𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1)).

Durch Ersetzen von 𝑦 (𝑡 𝑗 ) durch die diskrete Näherung 𝑦 𝑗 und Auflösen erhalten wir

daraus das explizite Euler-Verfahren

𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗 𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1), 𝑗 = 1, . . . , 𝑁 ,

𝑦0 = 𝑦
0.

(ii) Die Ableitung 𝑦′(𝑡) wird durch den Rückwärtsdifferenzenquotienten in 𝑡 𝑗 ersetzt:

𝑦 (𝑡 𝑗 ) − 𝑦 (𝑡 𝑗−1)
ℎ 𝑗

≈ 𝑦′(𝑡 𝑗 ) = 𝑓 (𝑡 𝑗 , 𝑦 (𝑡 𝑗 )) .

Analog erhalten wir daraus das implizite Euler-Verfahren

𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗 𝑓 (𝑡 𝑗 , 𝑦 𝑗 ), 𝑗 = 1, . . . , 𝑁 ,

𝑦0 = 𝑦
0.

Um bei bekanntem 𝑦 𝑗−1 den neuen Wert 𝑦 𝑗 zu bestimmen, muss dabei die Glei-

chung (bzw. das Gleichungssystem) 𝑦 𝑗 − ℎ 𝑗 𝑓 (𝑡 𝑗 , 𝑦 𝑗 ) = 𝑦 𝑗−1 gelöst werden, etwa
durch Fixpunktiteration oder Newton-Verfahren. Im Gegensatz dazu ist im explizi-

ten Euler-Verfahren 𝑦 𝑗 direkt durch Einsetzen von 𝑦 𝑗−1 in die rechte Seite gegeben.

Allgemein nennt man Zeitschrittverfahren implizit, falls in jedem Zeitschritt ein

Gleichungssystem gelöst werden muss, und explizit, falls das nicht erforderlich ist.
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(iii) Integrieren wir die Differentialgleichung 𝑦′ = 𝑓 (𝑡, 𝑦) auf beiden Seiten über einen

Zeitschritt und wenden den Hauptsatz der Differential- und Integralrechnung an,

erhalten wir die äquivalente Integralgleichung

(10.6) 𝑦 (𝑡 𝑗 ) = 𝑦 (𝑡 𝑗−1) +
∫ 𝑡 𝑗

𝑡 𝑗−1

𝑓 (𝑡, 𝑦 (𝑡)) 𝑑𝑡 .

Indem wir das Integral auf der rechten Seite durch eine Quadraturformel approxi-

mieren, erhalten wir eine weitere Klasse von Zeitschrittverfahren. Die Trapezregel∫ 𝑡 𝑗

𝑡 𝑗−1

𝑓 (𝑡, 𝑦 (𝑡)) 𝑑𝑡 ≈
𝑡 𝑗 − 𝑡 𝑗−1

2

(
𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1)) + 𝑓 (𝑡 𝑗 , 𝑦 (𝑡 𝑗 ))

)
führt auf das Trapezverfahren oder Crank–Nicolson-Verfahren

𝑦 𝑗 = 𝑦 𝑗−1 +
ℎ 𝑗

2

(
𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1) + 𝑓 (𝑡 𝑗 , 𝑦 𝑗 )

)
, 𝑗 = 1, . . . , 𝑁 ,

𝑦0 = 𝑦
0.

Auch das Trapezverfahren ist implizit, da 𝑦 𝑗 auch in der rechten Seite vorkommt.

Alle drei Methoden sind Beispiele von Einschrittverfahren, da nur der letzte Zeitschritt 𝑡 𝑗−1
zur Berechnung von 𝑡 𝑗 verwendet wird. Allgemein haben Einschrittverfahren die Form

(10.7)

{
𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗Φ𝑓 (𝑡 𝑗−1, 𝑡 𝑗 , 𝑦 𝑗−1, 𝑦 𝑗 ), 𝑗 = 1, . . . , 𝑁 ,

𝑦0 = 𝑦
0.

mit einerVerfahrensfunktion Φ𝑓 , deren Definition natürlich von der gegebenen rechten Seite
𝑓 abhängt. Für das explizite Euler-Verfahren etwa ist Φ𝑓 (𝑡 𝑗−1, 𝑡 𝑗 , 𝑦 𝑗−1, 𝑦 𝑗 ) = 𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1).

10.3 konvergenz und stabilität

Eine wesentliche Frage ist nun, wie genau diese Verfahren sind, d. h. wie gut die mit ihnen

berechnete diskrete Näherung 𝑦 𝑗 die exakte Lösung 𝑦 (𝑡 𝑗 ) annähert. Wir unterscheiden

dabei den lokalen Fehler, der in einem einzigen Zeitschritt entsteht, und den globalen Fehler,
der die gesamte Evolution berücksichtigt.

Konsistenz beschreibt, wie gut das diskrete Zeitschrittverfahren die gewöhnliche Differen-

tialgleichung approximiert; wir untersuchen hier also den Diskretisierungsfehler. Um das

zu präzisieren, schreiben wir das Einschrittverfahren (10.7) in der Form

Ψℎ𝑦 𝑗 :=
𝑦 𝑗 − 𝑦 𝑗−1

ℎ 𝑗
− Φ𝑓 (𝑡 𝑗−1, 𝑡 𝑗 , 𝑦 𝑗−1, 𝑦 𝑗 ) = 0
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und untersuchen, wie gut die exakte Lösung 𝑦 (𝑡) diese diskrete Gleichung erfüllt.2

Definition 10.2. Der lokale Fehler im Zeitschritt 𝑡 𝑗 ist definiert als

𝑑 𝑗 := ∥Ψℎ𝑦 (𝑡 𝑗 )∥ =




𝑦 (𝑡 𝑗 ) − 𝑦 (𝑡 𝑗−1)ℎ 𝑗

− Φ𝑓 (𝑡 𝑗−1, 𝑡 𝑗 , 𝑦 (𝑡 𝑗−1), 𝑦 (𝑡 𝑗 ))




.

Ein Verfahren hat Konsistenzordnung 𝑝 , falls für alle 1 ≤ 𝑗 ≤ 𝑁 gilt

𝑑 𝑗 = O(ℎ𝑝𝑗 ).

Es heißt konsistent, falls es mindestens Konsistenzordnung 𝑝 = 1 besitzt.

Da es sich hier um einen Diskretisierungsfehler handelt, können wir die Konsistenzord-

nung direkt an der zur Konstruktion des Verfahrens verwendeten Approximation able-

sen.

Beispiel 10.3. (i) Explizites Euler-Verfahren: Hier ist

Ψℎ𝑦 (𝑡 𝑗 ) =
𝑦 (𝑡 𝑗 ) − 𝑦 (𝑡 𝑗−1)

ℎ 𝑗
− 𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1)) =

𝑦 (𝑡 𝑗 ) − 𝑦 (𝑡 𝑗−1)
ℎ 𝑗

− 𝑦′(𝑡 𝑗−1) = O(ℎ 𝑗 ),

wie aus Numerik 1 bekannt ist. Die Konsistenzordnung ist daher 𝑝 = 1.

(ii) Implizites Euler-Verfahren: Hier liegt auch die Konsistenzordnung 𝑝 = 1 vor, da

der Rückwärtsdifferenzenquotient die selbe Fehlerordnung besitzt.

(iii) Trapezverfahren: Mit Hilfe der Quadraturfehlerabschätzung für das Trapezver-

fahren erhalten wir aus (10.6), dass gilt

𝑦 (𝑡 𝑗 ) = 𝑦 (𝑡 𝑗−1) +
ℎ 𝑗

2

(
𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1)) + 𝑓 (𝑡 𝑗 , 𝑦 (𝑡 𝑗 ))

)
+ O(ℎ3𝑗 ) .

Umformen und durch Division durch ℎ 𝑗 ergibt

Ψℎ𝑦 (𝑡 𝑗 ) =
𝑦 (𝑡 𝑗 ) − 𝑦 (𝑡 𝑗−1)

ℎ 𝑗
− 1

2

(
𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1)) + 𝑓 (𝑡 𝑗 , 𝑦 (𝑡 𝑗 ))

)
= O(ℎ2𝑗 ).

Das Trapezverfahren hat daher Konsistenzordnung 𝑝 = 2.

Konvergenz beschreibt dagegen, wie nahe die diskrete Lösung an der exakten Lösung

liegt. Im Gegensatz zu dem lokalen Fehler müssen wir hier alle bisherigen Zeitschritte

berücksichtigen.

2
Vergleichen Sie dies mit der Verwendung des Residuums 𝑏 − 𝐴𝑥 (𝑘 ) zur Fehlermessung im Gradienten-

verfahren. Da die diskrete Näherung 𝑦 𝑗 nur an den Zeitschritten 𝑡 𝑗 definiert ist, ist eine Ableitung nicht

definiert, und wir können 𝑦 𝑗 nicht in die Differentialgleichung einsetzen. Deshalb wird hier umgekehrt

die exakte Lösung in das numerische Verfahren eingesetzt.
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Definition 10.4. Der globale Fehler im Zeitschritt 𝑡 𝑗 ist definiert als

𝑒 𝑗 := ∥𝑦 (𝑡 𝑗 ) − 𝑦 𝑗 ∥.

Ein Verfahren hat Konvergenzordnung 𝑝 , falls für alle 1 ≤ 𝑗 ≤ 𝑁 und ℎ := max1≤ 𝑗≤𝑁 ℎ 𝑗 gilt

𝑒 𝑗 = O(ℎ𝑝).

Es heißt konvergent, falls es mindestens Konvergenzordnung 𝑝 = 1 besitzt.

Der globale Fehler misst also zusätzlich, wie sich die Diskretisierungsfehler über die Zeit-

schritte aufsammeln.

Nullstabilität bedeutet, dass die Fehler in früheren Schritten durch die folgenden Schrit-

te nicht übermässig verstärkt werden, der globale Fehler also durch den lokalen Fehler

bestimmt wird.

Dazu definieren wir in den Zeitschritten 𝑡0, . . . , 𝑡𝑁 zwei Folgen von Werten

𝑥0, . . . , 𝑥𝑁 und 𝑧0, . . . , 𝑧𝑁 ,

und setzen wieder ℎ := max1≤ 𝑗≤𝑁 (𝑡 𝑗 − 𝑡 𝑗−1).

Definition 10.5. Ein Verfahren heißt nullstabil, falls ℎ0 > 0 und 𝐾 > 0 existieren, so dass

für alle 𝑥0, . . . , 𝑥𝑁 und 𝑧0, . . . , 𝑧𝑁 mit ℎ ≤ ℎ0 die Abschätzung

(10.8) ∥𝑥𝑛 − 𝑧𝑛∥ ≤ 𝐾
[
∥𝑥0 − 𝑧0∥ + max

1≤ 𝑗≤𝑛
∥Ψℎ𝑥 𝑗 − Ψℎ𝑧 𝑗 ∥

]
für alle 1 ≤ 𝑛 ≤ 𝑁 gilt.

Satz 10.6. Für ein nullstabiles Einschrittverfahren gilt

(i) Konsistenz impliziert Konvergenz;

(ii) Konsistenzordnung ist gleich Konvergenzordnung.

Beweis. Setzen wir in (10.8) für 𝑥 𝑗 die exakte Lösung 𝑦 (𝑡 𝑗 ) und für 𝑧 𝑗 die diskrete Lösung

𝑦 𝑗 ein, so erhalten wir sofort aus der Definition des globalen und des lokalen Fehlers die

Abschätzung

𝑒 𝑗 ≤ 𝐾 max

1≤ 𝑗≤𝑛
𝑑 𝑗 . □
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Die Abschätzung (10.8) ist eine diskrete Form von (10.3). Tatsächlich kann man auf ähnliche

Weise mittels Induktion zeigen, dass ein Verfahren nullstabil ist, wenn Φ𝑓 Lipschitzstetig
bezüglich 𝑦 𝑗 und 𝑦 𝑗−1 ist. Da wir 𝑓 als Lipschitzstetig vorausgesetzt haben, erkennen wir

sofort, dass beide Euler-Verfahren sowie das Trapezverfahren nullstabil sind. Die Euler-

Verfahren haben also auch Konvergenzordnung 𝑝 = 1, während das Trapezverfahren

Konvergenzordnung 𝑝 = 2 hat.

A-Stabilität ist schließlich die Forderung, dass das numerische Verfahren, angewandt auf

die Testgleichung (10.4), eine Näherung liefert, die das gleiche Abklingverhalten wie die

exakte Lösung (10.5) liefert. Wir verlangen also, dass für Re(𝜆) ≤ 0 die diskrete Lösung

(10.9) ∥𝑦 𝑗 ∥ ≤ ∥𝑦 𝑗−1∥, 1 ≤ 𝑗 ≤ 𝑁,

erfüllt. Wir betrachten das am Beispiel des expliziten Euler-Verfahrens:

𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗 𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1) = 𝑦 𝑗−1 + ℎ 𝑗𝜆𝑦 𝑗−1 = (1 + ℎ 𝑗𝜆)𝑦 𝑗−1.

Damit (10.9) erfüllt ist, muss also

|1 + ℎ𝜆 | ≤ 1

mit ℎ = max1≤ 𝑗≤𝑛 ℎ 𝑗 gelten. Je kleiner also Re(𝜆) < 0, desto kleiner muss die maximale

Zeitschrittweite sein, um die gewünschte monoton fallende Näherung zu garantieren.

Auch für andere Verfahren spielt das Produkt ℎ𝜆 eine Rolle, was die folgende Definition

rechtfertigt.

Definition 10.7. Ein Zeitschrittverfahren hat die Stabilitätsfunktion 𝑔 : ℂ → ℂ, falls es

angewandt auf die Testgleichung Näherungen erzeugt, für die gelten

𝑦 𝑗 = 𝑔(𝜆ℎ 𝑗 )𝑦 𝑗−1.

Der absolute Stabilitätsbereich des Verfahrens ist dann gegeben durch

𝐴 = {𝑧 ∈ ℂ : |𝑔(𝑧) | ≤ 1} .

Das Verfahren heißt A-stabil, falls {𝑧 ∈ ℂ : Re(𝑧) ≤ 0} ⊂ 𝐴 gilt.

A-stabile Verfahren produzieren also für alle stabilen Testgleichungen monoton fallende

Näherungen, unabhängig von der gewählten Schrittweite.

Beispiel 10.8. (i) Für das explizites Euler-Verfahren haben wir bereits gezeigt, dass

𝑔(𝑧) = 1 + 𝑧 und damit

𝐴 = {𝑧 ∈ ℂ : |1 + 𝑧 | ≤ 1}

(der Kreis um −1 mit Radius 1) ist. Das explizite Euler-Verfahren ist also nicht
A-stabil.
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(ii) Für das implizite Euler-Verfahren erhält man

(1 − ℎ 𝑗𝜆)𝑦 𝑗 = 𝑦 𝑗−1

und daraus die Bedingung ���� 1

1 − ℎ𝜆

���� ≤ 1.

Also ist 𝑔(𝑧) = 1 − 𝑧 und der absolute Stabilitätsbereich daher

𝐴 = {𝑧 ∈ ℂ : |1 − 𝑧 | ≥ 1}

(alles außerhalb des Kreises um 1 mit Radius 1). Das implizite Euler-Verfahren ist

also A-stabil.

(iii) Das Trapezverfahren kann man umformen zu(
1 −

ℎ 𝑗

2

𝜆

)
𝑦 𝑗 =

(
1 +

ℎ 𝑗

2

𝜆

)
𝑦 𝑗−1,

woraus folgt

𝐴 =

{
𝑧 ∈ ℂ :

���� 1 + 𝑧
2

1 − 𝑧
2

���� ≤ 1

}
= {𝑧 ∈ ℂ : Re(𝑧) ≤ 0} ,

da der Zähler genau dann kleiner als der Nenner ist, wenn Re(𝑧) ≤ 0 gilt. Auch

das Trapezverfahren ist damit A-stabil.

Die A-Stabilität ist besonders wichtig für steife Differentialgleichungen. Diese sind charakte-
risiert durch ein extrem rasches “Einschwingen” auf einen stationären Zustand, unabhängig

vom Anfangswert. Betrachten wir zum Beispiel für 𝑦0 > 0 das Anfangswertproblem

𝑦′(𝑡) = −100(𝑦 (𝑡) − sin(𝑡)), 𝑦 (0) = 𝑦0,

so sehen wir, dass sich für sehr kleine 𝑡 die rechte Seite wie 𝑓 (𝑡, 𝑦) ≈ −100𝑦 (𝑡) verhält,
die Lösung 𝑦 (𝑡) also exponentiell abfällt. Sobald aber 𝑦 (𝑡) ≈ sin(𝑡) erreicht wird, ist
𝑓 (𝑡, 𝑦) ≈ 0 und daher 𝑦 (𝑡) ≈ sin(𝑡). Für große 𝑡 reichen also sehr große Zeitschritte, um

die langsam variierende Lösung korrekt zu berechnen. Trotzdem ist die schnell abklingende

Komponente noch vorhanden, sodass sie über den absoluten Stabilitätsbereich die maximale

Zeitschrittweite mitbestimmt. Wegen −100 ≪ 0 muss diese daher sehr klein sein, obwohl

für den Zweck der Genauigkeit eine viel größere Schrittweite ausreichen würde. Hier ist

also ein A-stabiles Verfahren vorteilhaft.

Allgemein kann man zeigen, dass für explizite Verfahren die Stabilitätsfunktion 𝑔(𝑧) ein
Polynom ist. Polynome können aber prinzipiell die Exponentialfunktion nur für kleine |𝑧 |
gut annähern, da 𝑒𝑥 → 0 für 𝑥 → −∞ aber 𝑝 (𝑥) → ±∞ für jedes Polynom gilt. Dagegen
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10 grundlagen und einschrittverfahren

führen implizite Verfahren auf rationale Stabilitätsfunktionen, die auch das asymptotische

Verhalten der Exponentialfunktion wiedergeben können.

Merke: Explizite Verfahren sind für steife Differentialgleichungen ungeeignet!

(Dies wird auch oft als pragmatische Definition der Steifheit verwendet.)
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11 RUNGE–KUTTA-VERFAHREN

Ist nur eine geringe Genauigkeit der Approximation gewünscht, so leisten die in Ab-

schnitt 10.2 vorgestellten Verfahren gute Dienste. Für eine höhere Genauigkeit benötigen

diese aber sehr kleine Zeitschrittweiten, was die Berechnung ineffizient macht. Hier sind

Verfahren mit höherer Konvergenzordnung sinnvoll, die (für genügend glatte rechte Sei-

ten 𝑓 ) hohe Genauigkeit bei großen Schrittweiten erlauben. Die wichtigste Klasse von

Einschrittverfahren höherer Ordnung sind die Runge–Kutta-Verfahren.1

Die Grundidee setzt wieder bei der Approximation der Integralgleichung (10.6) durch ein

Quadraturverfahren an. Das Prinzip erkennt man bereits am Beispiel der Mittelpunktsregel
(der Gauß-Formel für 𝑛 = 0), ∫ ℎ

0

𝑓 (𝑥) 𝑑𝑥 = ℎ𝑓 (ℎ
2
) + O(ℎ3).

Dies führt auf

(11.1) 𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗 𝑓 (𝑡 𝑗− 1

2

, 𝑦 𝑗− 1

2

),

wobei wir 𝑡 𝑗− 1

2

= 𝑡 𝑗−1 +
ℎ 𝑗
2
und 𝑦 𝑗− 1

2

≈ 𝑦 (𝑡 𝑗−1 +
ℎ 𝑗
2
) setzen. Dabei sind weder 𝑦 𝑗 noch 𝑦 𝑗− 1

2

bekannt. Der Kern der Runge–Kutta-Verfahren besteht darin, 𝑦 𝑗− 1

2

zuerst mit Hilfe des

expliziten Euler-Verfahrens berechnen, und dann in (11.1) einsetzen. Wir erhalten dadurch

das explizite, zweistufige Verfahren

𝑦̃ 𝑗− 1

2

= 𝑦 𝑗−1 +
ℎ 𝑗

2

𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1),

𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗 𝑓 (𝑡 𝑗− 1

2

, 𝑦̃ 𝑗− 1

2

).

Es bleibt zu zeigen, dass wir dadurch wirklich eine höhere Ordnung erreicht haben, da

das explizite Euler-Verfahren ja nur die Konsistenzordnung 𝑝 = 1 hat, auch wenn der

Quadraturfehler der Mittelpunktsregel (wie der der Trapezregel) sich wie O(ℎ3𝑗 ) verhält.
Allerdings wird der Term mit 𝑦̃ 𝑗− 1

2

in der zweiten Stufe mit ℎ 𝑗 multipliziert, und deshalb

1
Carl Runge, der 1904 die erste Professur in AngewandterMathematik in Göttingen erhielt, gab 1895 erstmals

ein mehrstufiges Verfahren höherer Ordnung an. Martin Kutta beschrieb das klassische Verfahren 1900

in seiner Doktorarbeit.
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11 runge–kutta-verfahren

auch der Fehler im Euler-Verfahren. Wir können also tatsächlich die Ordnung 𝑝 = 2

erhoffen.

Wir weisen das nun nach. Der lokale Fehler ist gegeben durch

𝑑 𝑗 =
𝑦 (𝑡 𝑗 ) − 𝑦 (𝑡 𝑗−1)

ℎ 𝑗
− 𝑓

(
𝑡 𝑗− 1

2

, 𝑦 (𝑡 𝑗−1) +
ℎ 𝑗

2

𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1))
)
.

Wir schreiben nun 𝑦 (𝑡 𝑗 ) = 𝑦 (𝑡 𝑗−1 + ℎ 𝑗 ), setzen

𝐹 (ℎ 𝑗 ) := 𝑓
(
𝑡 𝑗−1 +

ℎ 𝑗

2

, 𝑦 (𝑡 𝑗−1) +
ℎ 𝑗

2

𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1)
)
,

und fassen 𝑑 𝑗 als Funktion von ℎ 𝑗 auf. Taylorentwicklung von 𝑑 𝑗 (ℎ 𝑗 ) in ℎ 𝑗 = 0 ergibt

dann

𝑑 𝑗 (ℎ 𝑗 ) =
(
𝑦′(𝑡 𝑗−1) +

ℎ 𝑗

2

𝑦′′(𝑡 𝑗−1) +
ℎ2𝑗

6

𝑦′′′(𝑡 𝑗−1)
)
−

(
𝐹 (0) + ℎ 𝑗𝐹 ′(0) +

ℎ2𝑗

2

𝐹 ′′(0)
)
+ O(ℎ3𝑗 ).

Wir führen nun einen Koeffizientenvergleich für ℎ 𝑗 durch. Schreiben wir kurz 𝑓 𝑗−1 :=

𝑓 (𝑡 𝑗−1, 𝑦 (𝑡 𝑗−1)), so erhalten wir

𝐹 (0) = 𝑓 𝑗−1 = 𝑦′(𝑡 𝑗−1),

𝐹 ′(0) = 1

2

𝜕𝑡 𝑓 𝑗−1 +
1

2

(𝜕𝑦 𝑓 𝑗−1) 𝑓 𝑗−1 =
1

2

𝑓 ′𝑗−1 =
1

2

𝑦′′(𝑡 𝑗−1),

𝐹 ′′(0) = 1

4

𝜕𝑡𝑡 𝑓 𝑗−1 +
1

2

(𝜕𝑡𝑦 𝑓 𝑗−1) 𝑓 𝑗−1 +
1

4

(𝜕𝑦𝑦 𝑓 𝑗−1) 𝑓 2𝑗−1 ≠
1

6

𝑦′′′(𝑡 𝑗−1).

Alle Terme bis auf den für ℎ2𝑗 heben sich also auf. Es folgt

𝑑 𝑗 = O(ℎ2𝑗 ),

und damit ist die Konsistenzordnung 𝑝 = 2.

Mit der selben Vorgehensweise erhalten wir aus der Trapezregel∫ ℎ

0

𝑓 (𝑥) 𝑑𝑥 =
ℎ

2

(𝑓 (0) + 𝑓 (ℎ)) + O(ℎ3)

das explizite Trapezverfahren

𝑦̃ 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗 𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1),

𝑦 𝑗 = 𝑦 𝑗−1 +
ℎ 𝑗

2

(
𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1) + 𝑓 (𝑡 𝑗 , 𝑦̃ 𝑗 )

)
,

ebenfalls mit Konsistenzordnung 𝑝 = 2.
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11 runge–kutta-verfahren

Das klassische Runge–Kutta-Verfahren 4. Ordnung (RK4) entsteht aus der Simpson-Regel∫ ℎ

0

𝑓 (𝑥) 𝑑𝑥 =
ℎ

6

(𝑓 (0) + 4𝑓 (ℎ
2
) + 𝑓 (ℎ)) + O(ℎ5)

und lautet

𝑦 (𝑡 𝑗 ) = 𝑦 (𝑡 𝑗−1) +
ℎ 𝑗

6

(
𝑓 (𝑡 𝑗−1, 𝑦 𝑗−1) + 4𝑓 (𝑡 𝑗− 1

2

, 𝑦 𝑗− 1

2

) + 𝑓 (𝑡 𝑗 , 𝑦 𝑗 )
)

mit Genauigkeit O(ℎ5𝑗 ). Die Konstruktion einer expliziten Näherung dritter Ordnung für

𝑦 𝑗− 1

2

und 𝑦 𝑗 ist nicht mehr trivial und benötigt mehrere Zwischenstufen; sie ist gegeben

durch

𝑌1 = 𝑦 𝑗−1,

𝑌2 = 𝑦 𝑗−1 +
ℎ 𝑗

2

𝑓 (𝑡 𝑗−1, 𝑌1),

𝑌3 = 𝑦 𝑗−1 +
ℎ 𝑗

2

𝑓 (𝑡 𝑗− 1

2

, 𝑌2),

𝑌4 = 𝑦 𝑗−1 + ℎ 𝑗 𝑓 (𝑡 𝑗− 1

2

, 𝑌3),

𝑦 𝑗 = 𝑦 𝑗−1 +
ℎ 𝑗

6

(
𝑓 (𝑡 𝑗−1, 𝑌1) + 2𝑓 (𝑡 𝑗− 1

2

, 𝑌2) + 2𝑓 (𝑡 𝑗− 1

2

, 𝑌3) + 𝑓 (𝑡 𝑗 , 𝑌4)
)
.

Mit Hilfe der Taylorentwicklung kann man wieder zeigen, dass dieses Verfahren tatsächlich

die Konsistenzordnung 𝑝 = 4 hat. Dieses Vorgehen führt im allgemeinen Fall auf die

folgende Definition.

Definition 11.1. Ein 𝑠-stufiges Runge–Kutta-Verfahren hat die Form

𝑌𝑖 = 𝑦 𝑗−1 + ℎ 𝑗
𝑠∑︁
𝑘=1

𝑎𝑖𝑘 𝑓 (𝑡 𝑗 + 𝑐𝑘ℎ 𝑗 , 𝑌𝑘), 1 ≤ 𝑖 ≤ 𝑠,

𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗
𝑠∑︁
𝑘=1

𝑏𝑘 𝑓 (𝑡 𝑗 + 𝑐𝑘ℎ 𝑗 , 𝑌𝑘),

mit Koeffizienten 𝑎𝑖𝑘 , 𝑏𝑘 , 𝑐𝑘 ∈ ℝ. Das Verfahren ist explizit, falls 𝑎𝑖𝑘 = 0 für alle 𝑘 ≥ 𝑖;
ansonsten ist es implizit.

Durch rekursives Anwenden der Lipschitzstabilität von 𝑓 zeigt man

Satz 11.2. Alle Runge–Kutta-Verfahren sind null-stabil, ihre Konvergenzordnung ist also gleich
der Konsistenzordnung.
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Die Koeffizienten werden so gewählt, dass in der Taylor-Entwicklung von 𝑑 𝑗 (ℎ 𝑗 ) sich
möglichst viele Terme wegheben. Die zu erfüllenden Bedingungen explodieren für explizite

Verfahren sehr rasch mit der gewünschten Konsistenzordnung. Für die maximal erreich-

bare Konsistenzordnung 𝑝 von expliziten Verfahren für gegebenes 𝑠 kann man folgende

Progression zeigen.

𝑠 1 2 3 4 5 6 7 8 ≥ 9

𝑝 1 2 3 4 4 5 6 6 ≤ 𝑠 − 2

Mit 𝑠-stufigen impliziten Verfahren lässt sich dagegen die Konsistenzordnung 2𝑠 errei-

chen, etwa mit den sogenannten Gauß-Kollokationsverfahren. Ausgangspunkt sind die 𝑠

Stützstellen für eine Gauß-Quadraturformel im Intervall [0, 1],

0 ≤ 𝑐1 < · · · < 𝑐𝑠 ≤ 1,

die mit der Definition 𝜏𝑘 := 𝑡 𝑗−1+𝑐𝑘ℎ 𝑗 (affin) auf das Intervall [𝑡 𝑗−1, 𝑡 𝑗 ] transformiert werden.

Wir suchen nun ein Polynom 𝜑 ∈ 𝑃𝑠 , das in den Gauß-Knoten die Differentialgleichung

exakt erfüllt (Kollokation), d. h.

𝜑 (𝑡 𝑗−1) = 𝑦 𝑗−1,
𝜑′(𝜏𝑘) = 𝑓 (𝜏𝑘 , 𝜑 (𝜏𝑘)), 1 ≤ 𝑘 ≤ 𝑠 .

Man kann zeigen, dass diese 𝑠 + 1 (nichtlinearen) Bedingungen 𝜑 ∈ 𝑃𝑠 eindeutig festlegen.

Als neue Näherung setzen wir dann

𝑦 𝑗 = 𝜑 (𝑡 𝑗 ).

Dieses Vorgehen ergibt ein 𝑠-stufiges implizites Runge–Kutta-Verfahren. Um das zu erken-

nen, und die Verfahrens-Koeffizienten zu bestimmen, setzen wir zuerst

𝐾𝑘 := 𝑓 (𝜏𝑘 , 𝜑 (𝜏𝑘)) .

Nun ist 𝜑′ ein Polynom vom Höchstgrad 𝑠 − 1, das in den 𝑠 Stützstellen 𝜏𝑘 die Werte 𝐾𝑘
interpoliert. Es muss also identisch mit dem Interpolationspolynom sein, das in Lagrange-

Form lautet

𝜑′(𝑡) =
𝑠∑︁
𝑖=1

ℓ𝑖,𝑠−1(𝑡)𝐾𝑖, ℓ𝑖,𝑠−1(𝑡) =
∏
𝑘≠𝑖

𝑡 − 𝜏𝑘
𝜏𝑖 − 𝜏𝑘

.

Wenn wir auf beiden Seiten von 𝑡 𝑗−1 bis 𝜏𝑘 , 𝑘 = 1, . . . , 𝑠 integrieren und die Transformati-

onsformel für 𝑡 (𝑟 ) = 𝑡 𝑗−1 + 𝑟ℎ 𝑗 anwenden, erhalten wir

𝜑 (𝜏𝑘) − 𝜑 (𝑡 𝑗−1) =
𝑠∑︁
𝑖=1

∫ 𝜏𝑘

𝑡 𝑗−1

ℓ𝑖,𝑠−1(𝑡) 𝑑𝑡𝐾𝑖

= ℎ 𝑗

𝑠∑︁
𝑖=1

∫ 𝑐𝑘

0

ℓ̃𝑖,𝑠−1(𝑟 ) 𝑑𝑟𝐾𝑖,
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wobei wir verwendet haben, dass gilt

ℓ𝑖,𝑠−1(𝑡 𝑗−1 + 𝑟ℎ 𝑗 ) =
∏
𝑘≠𝑖

(𝑡 𝑗−1 + 𝑟ℎ 𝑗 ) − (𝑡 𝑗−1 + 𝑐𝑘ℎ 𝑗 )
(𝑡 𝑗−1 + 𝑐𝑖ℎ 𝑗 ) − (𝑡 𝑗−1 + 𝑐𝑘ℎ 𝑗 )

=
∏
𝑘≠𝑖

𝑟 − 𝑐𝑘
𝑐𝑖 − 𝑐𝑘

=: ℓ̃𝑖,𝑠−1(𝑟 ).

Genauso ergibt Integration von 𝑡 𝑗−1 bis 𝑡 𝑗

𝜑 (𝑡 𝑗 ) − 𝜑 (𝑡 𝑗−1) = ℎ 𝑗
𝑠∑︁
𝑖=1

∫
1

0

ℓ̃𝑖,𝑠−1(𝑟 ) 𝑑𝑟𝐾𝑖 .

Setzen wir jetzt

𝑎𝑖𝑘 =

∫ 𝑐𝑖

0

ℓ̃𝑘,𝑠−1(𝑟 ) 𝑑𝑟, 𝑏𝑘 =

∫
1

0

ℓ̃𝑘,𝑠−1(𝑟 ) 𝑑𝑟,

erhalten wir durch Einsetzen und Verwendung von 𝜑 (𝑡 𝑗−1) = 𝑦 𝑗−1

𝐾𝑖 = 𝑓 (𝑡 𝑗−1 + 𝑐𝑖ℎ 𝑗 , 𝜑 (𝑡 𝑗−1 + 𝑐𝑖ℎ 𝑗 ))

= 𝑓

(
𝑡 𝑗−1 + 𝑐𝑖ℎ 𝑗 , 𝑦 𝑗−1 + ℎ 𝑗

𝑠∑︁
𝑘=1

𝑎𝑖𝑘𝐾𝑘

)
, 1 ≤ 𝑖 ≤ 𝑠,

𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗
𝑠∑︁
𝑘=1

𝑏𝑘𝐾𝑘 .

Mit Hilfe der Beziehung

𝑌𝑖 := 𝑦 𝑗−1 + ℎ 𝑗
𝑠∑︁
𝑘=1

𝑎𝑖𝑘𝐾𝑘

sieht man, dass dies eine äquivalente Definition eines impliziten Runge–Kutta-Verfahrens

ist. Da die Zwischenstufen 𝐾𝑖 (und damit 𝑌𝑖 ) nach Konstruktion die Differentialgleichung

exakt erfüllen, bestimmt nur der Quadraturfehler die Konsistenzordnung. Da die Gauß-

Quadratur mit 𝑠 Stützstellen exakt vom Grad 2(𝑠 − 1) + 1 = 2𝑠 − 1 ist, ist der Quadraturfehler
O(ℎ2𝑠+1𝑗 ), und wir erhalten in der Tat die Ordnung 𝑝 = 2𝑠 .

Beispiel 11.3. Für 𝑠 = 2 sind die Gauß-Knoten

𝑐1 =
3 −
√
3

6

, 𝑐2 =
3 +
√
3

6

,

woraus man für die restlichen Koeffizienten erhält

𝑎11 𝑎12 𝑎21 𝑎22 𝑏1 𝑏2

1

4

3−2
√
3

12

3+2
√
3

12

1

4

1

2

1

2
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Die absoluten Stabilitätsbereiche für Runge–Kutta-Verfahren bestimmt man wieder mit

Hilfe der Testgleichung. Wir wenden zum Beispiel die explizite Mittelpunktsregel auf die

Testgleichung an und erhalten

𝑦 𝑗 = 𝑦 𝑗−1 + ℎ 𝑗𝜆(𝑦̃ 𝑗− 1

2

)

= 𝑦 𝑗−1 + ℎ 𝑗𝜆
(
𝑦 𝑗−1 +

ℎ 𝑗

2

𝜆𝑦 𝑗−1

)
= 𝑦 𝑗−1

(
1 + ℎ 𝑗𝜆 +

1

2

(ℎ 𝑗𝜆)2
)
.

Wieder ist der absolute Stabilitätsbereich dadurch gegeben, dass die Stabilitätsfunktion

𝑔(𝑧) := 1 + 𝑧 + 𝑧2

2
die Bedingung |𝑔(𝑧) | ≤ 1 erfüllt. Ähnlich wie in Kapitel 10 führen

explizite Runge-Kutta-Verfahren auf Polynome, während implizite Verfahren auf rationale

Funktionen führen. Basierend darauf kann man das folgende Resultat zeigen.

Satz 11.4. Für explizite Runge–Kutta-Verfahren mit 𝑠 = 𝑝 gilt immer

𝑔(𝑧) =
𝑠∑︁
𝑘=1

𝑧𝑘

𝑘!
,

sie sind daher nie A-stabil. Die impliziten Gauß-Kollokationsverfahren sind dagegen A-stabil.
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12 MEHRSCHRITTVERFAHREN

Es stellt sich die Frage, obman statt der Zwischenstufen nicht bereits berechnete Zeitschritte

verwenden kann, um eine höhere Ordnung zu erreichen. Die Theorie der so konstruier-

ten Mehrschrittverfahren skizzieren wir hier nur kurz. Wie bei den Einschrittverfahren

existieren verschiedene Klassen von Verfahren.

Im Folgenden gehen wir davon aus, dass die Zeitschritte uniform sind, also ℎ 𝑗 = ℎ für alle

1 ≤ 𝑗 ≤ 𝑁 gilt.

12.1 adams-verfahren

Wieder betrachten wir die Formulierung

𝑦 (𝑡 𝑗 ) = 𝑦 (𝑡 𝑗−1) +
∫ 𝑡 𝑗

𝑡 𝑗−1

𝑓 (𝑡, 𝑦 (𝑡)) 𝑑𝑡

und approximieren das Integral durch eine Interpolationsquadraturformel, diesmal mit den

Stützstellen 𝑡 𝑗−𝑘 , 0 ≤ 𝑘 ≤ 𝑚. Da diese Stützstellen nicht im Integrationsintervall liegen,

können wir nicht auf die Newton–Cotes-Formeln zurückgreifen; die Herleitung ist aber

identisch.

Ist 𝑘 > 0, sind die so konstruierten Formeln explizit; man spricht von Adams–Bashforth-
Verfahren.1 Ein Beispiel mit𝑚 = 2 soll das Prinzip erläutern: Für die Interpolationsquadratur

wird der Integrand 𝑓 (𝑡, 𝑦 (𝑡)) in 𝑡 𝑗−1 und 𝑡 𝑗−2 interpoliert und das Interpolationspolynom 𝑝2
exakt integriert. Wir setzen der Übersichtlichkeit halber wieder 𝑓 𝑗 = 𝑓 (𝑡 𝑗 , 𝑦 𝑗 ). In Lagrange-

Form ist dann

𝑝2(𝑡) =
𝑡 − 𝑡 𝑗−2
𝑡 𝑗−1 − 𝑡 𝑗−2

𝑓 𝑗−2 +
𝑡 − 𝑡 𝑗−1
𝑡 𝑗−2 − 𝑡 𝑗−1

𝑓 𝑗−1 =
1

ℎ

(
(𝑡 − 𝑡 𝑗−2) 𝑓 𝑗−2 + (𝑡 𝑗−1 − 𝑡) 𝑓 𝑗−1

)

1
Benannt nach John Couch Adams und Francis Bashforth, die diese Verfahren 1883 in einer gemeinsamen

Arbeit über Kapillarwirkung einführten.
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12 mehrschrittverfahren

und daher ∫ 𝑡 𝑗

𝑡 𝑗−1

𝑝2(𝑡) 𝑑𝑡 =
1

ℎ

(∫ 𝑡 𝑗

𝑡 𝑗−1

(𝑡 − 𝑡 𝑗−2) 𝑑𝑡 𝑓 𝑗−2 +
∫ 𝑡 𝑗

𝑡 𝑗−1

(𝑡 𝑗−1 − 𝑡) 𝑑𝑡 𝑓 𝑗−1

)
=
ℎ

2

(
3𝑓 𝑗−2 − 𝑓 𝑗−1

)
.

Daraus erhält man das explizite Zweischrittverfahren

𝑦 𝑗 = 𝑦 𝑗−1 +
ℎ

2

(
3𝑓 𝑗−2 − 𝑓 𝑗−1

)
,

das die Konsistenzordnung 𝑝 = 2 hat, da die Interpolationsquadratur mit 2 Stützstellen

die Fehlerordnung O(ℎ3) hat. Da man zur Berechnung des ersten Zeitschritts 𝑦1 den

nicht-existenten Zeitschritt 𝑦−1 bräuchte, muss man diesen zunächst mit einem Einschritt-

verfahren berechnen, das ebenfalls die Ordnung 𝑝 = 2 haben sollte. Erst ab dann kann man

das Zweischrittverfahren anwenden.

Für𝑚 = 4 erhält man analog

𝑦 𝑗 = 𝑦 𝑗−1 +
ℎ

24

(
−9𝑓 𝑗−4 + 37𝑓 𝑗−3 − 59𝑓 𝑗−2 + 55𝑓 𝑗−1

)
,

mit der Konsistenzordnung 𝑝 = 4. Auch hier sind 𝑦1, 𝑦2, und 𝑦3 zuerst mit einem genü-

gend genauen (z. B. Runge–Kutta-)Verfahren zu berechnen. Allgemein haben die Adams–

Bashforth-Verfahren mit𝑚 Schritten die Konsistenzordnung 𝑝 =𝑚, allerdings sehr kleine

Stabilitätsbereiche.

Verwendet man zusätzlich auch den aktuellen Zeitschritt 𝑡 𝑗 als Stützstelle, erhält man die

impliziten Adams–Moulton-Verfahren.2 Dass 𝑓 𝑗 nicht bekannt ist, ist für das Aufstellen
(und Integrieren) des Interpolationspolynoms ohne Belang, und die Konstruktion ist völlig

analog zu den expliziten Verfahren. Für𝑚 = 4 ergibt dies zum Beispiel

𝑦 𝑗 = 𝑦 𝑗−1 +
ℎ

720

(
−19𝑓 𝑗−4 + 106𝑓 𝑗−3 − 264𝑓 𝑗−2 + 646𝑓 𝑗−1 + 251𝑓 (𝑡 𝑗 , 𝑦 𝑗 )

)
.

Da wir nun 5 Stützstellen verwenden, erhalten wir die Konsistenzordnung 𝑝 = 5. Adams–

Moulton-Verfahren mit𝑚 Schritten haben allgemein die Konsistenzordnung 𝑝 =𝑚 + 1 und
größere Stabilitätsbereiche als die Adams–Bashforth-Verfahren. A-stabil sind allerdings

nur die Verfahren mit𝑚 ≤ 2.

Auch eine Kombination ist möglich: Man berechnet eine Näherung 𝑦̃ 𝑗 von 𝑦 (𝑡 𝑗 ) mit Hilfe

eines𝑚1-stufigen Adams–Bashforth-Verfahrens, und setzt diese an Stelle von 𝑦 𝑗 in der

rechten Seite eines𝑚2-stufigen Adams–Moulton-Verfahrens ein. Dadurch erhält man ein

explizites Verfahren mit der Konsistenzordnung 𝑝 = min(𝑚1 + 1,𝑚2 + 1), für𝑚1 =𝑚2 =𝑚

also 𝑝 = 𝑚 + 1. Man kann aber nicht erwarten, dass die Stabilität des Adams–Moulton-

Verfahrens erhalten bleibt.

2
Forest Ray Moulton war ein US-amerikanischer Astronom, der Anfang des 20. Jahrhunderts mit Hilfe

dieser Verfahren die numerischen Berechnungen durchführte, die die Grundlage für die moderne Theorie

der Entstehung des Sonnensystems lieferten.
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12 mehrschrittverfahren

12.2 bdf-verfahren

Auch der Ansatz, die Ableitung in der Differentialgleichung durch einen Rückwärtsdifferen-

zenquotienten höherer Ordnung zu ersetzen, führt auf Mehrschrittverfahren, nämlich die

backward differentiation formulas (BDF). Die klassischen Differenzenquotienten höherer

Ordnung für 𝑦′(𝑡 𝑗 ) in den Stützstellen 𝜏𝑘 = 𝑡 𝑗−𝑘 , 𝑘 = 0, . . . ,𝑚, ergeben zum Beispiel sofort

die Verfahren

• 𝑚 = 2: 3𝑦 𝑗 = 4𝑦 𝑗−1 − 𝑦 𝑗−2 + 2ℎ𝑓 (𝑡 𝑗 , 𝑦 𝑗 ),

• 𝑚 = 3: 11𝑦 𝑗 = 18𝑦 𝑗−1 − 9𝑦 𝑗−2 + 2𝑦 𝑗−3 + 6ℎ𝑓 (𝑡 𝑗 , 𝑦 𝑗 ).

Alle BDF-Verfahren sind implizit, und haben wegen der Fehlerdarstellung für die Diffe-

renzenquotienten die Konsistenzordnung 𝑝 =𝑚. Sie sind A-stabil für𝑚 ≤ 2, und haben

für 𝑚 ≥ 3 immer noch sehr große Stabilitätsbereiche, die den größten Teil der imagi-

nären Halbebene, und insbesondere die negative reelle Achse umfassen, was für viele

steife Differentialgleichungen ausreichend ist. Für𝑚 > 6 sind sie allerdings nicht mehr

konvergent.

12.3 lineare mehrschrittverfahren

BDF-Verfahren verwenden dieWerte der Lösung in früheren Zeitschritten,Adams-Verfahren

die der rechten Seite, um höhere Ordnung zu erreichen. Die Kombination beider Ansätze

führt auf die linearen Mehrschrittverfahren. Die Konvergenz- und Stabilitätstheorie soll

hier nur kurz gestreift werden.

Definition 12.1. Ein lineares Mehrschrittverfahren mit𝑚 Schritten hat die Form

𝑚∑︁
𝑘=0

𝛼𝑘𝑦 𝑗−𝑘 = ℎ
𝑚∑︁
𝑘=0

𝛽𝑘 𝑓 (𝑡 𝑗−𝑘 , 𝑦 𝑗−𝑘)

mit 𝛼𝑘 , 𝛽𝑘 ∈ ℝ. Zwecks Normierung wird 𝛼0 = 1 fixiert.

Genau wie für das Runge–Kutta-Verfahren wird die Konsistenzordnung bestimmt, indem

der lokale Fehler

𝑑 𝑗 :=
𝑚∑︁
𝑘=0

𝛼𝑘𝑦 (𝑡 𝑗−𝑘) − ℎ
𝑚∑︁
𝑘=0

𝛽𝑘 𝑓 (𝑡 𝑗−𝑘 , 𝑦 (𝑡 𝑗−𝑘))

als Funktion von ℎ aufgefasst und in eine Taylorreihe um ℎ = 0 entwickelt wird. Im Gegen-

satz zu Einschrittverfahren sind Mehrschrittverfahren allerdings nicht immer nullstabil.

Für die Stabilitätstheorie sind die charakteristischen Polynome fundamental:

𝜌 (𝑧) =
𝑚∑︁
𝑘=0

𝛼𝑘𝑧
𝑗−𝑘 , 𝜎 (𝑧) =

𝑚∑︁
𝑘=0

𝛽𝑘𝑧
𝑗−𝑘 .
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12 mehrschrittverfahren

Wendet man das allgemeine lineare Mehrschrittverfahren auf die homogene Differential-

gleichung 𝑦′(𝑡) = 0, 𝑦 (0) = 0, mit der konstanten Lösung 𝑦 (𝑡) = 0 and, so erhält man die

Relation

∑𝑚
𝑘=0

𝛼𝑘𝑦 𝑗−𝑘 = 0. Man kann zeigen, dass die Lösungen solcher Differenzenglei-

chung Linearkombinationen von Fundamentallösungen der Form 𝑦 𝑗 = 𝜁
𝑗
mit 𝜁 Nullstelle

von 𝜌 (𝑧) sind. Der folgende Satz sagt, wann solche Lösungen nicht durch Rundungsfehler

unbeschränkt wachsen können.

Satz 12.2. Ein lineares Mehrschrittverfahren ist nullstabil, falls jede Nullstelle 𝜁 von 𝜌 (𝑧) die
Bedingungen

(i) |𝜁 | ≤ 1,

(ii) |𝜁 | = 1 nur, falls 𝜁 einfache Nullstelle ist,

erfüllt. Ist der Fehler der Startwerte 𝑦0, . . . , 𝑦𝑚−1 von der Ordnung 𝑝 , und hat das Mehrschritt-
verfahren die Konsistenzordnung 𝑝 , so ist es auch konvergent mit Ordnung 𝑝 .

Aus Satz 12.2 folgt sofort, dass alle Adams-Verfahren nullstabil sind. Es ist nämlich 𝜌 (𝑧) =
𝑧1 − 𝑧0 = 𝑧 − 1 mit der einzigen Nullstelle 𝜁 = 1. Im Gegensatz zu Einschrittverfahren ist

die erreichbarer Ordnung nullstabiler Mehrschrittverfahren aber beschränkt.

Satz 12.3 (1. Dahlquist-Schranke). Ein nullstabiles lineares𝑚-Schrittverfahren hat höchstens
die Konsistenzordnung

𝑝 ≤
{
𝑚 + 1 falls𝑚 ungerade,
𝑚 + 2 falls𝑚 gerade.

Für die absolute Stabilität betrachten wir wieder das Mehrschrittverfahren für die Testglei-

chung 𝑦′(𝑡) = 𝜆𝑦 (𝑡),
𝑚∑︁
𝑘=0

𝛼𝑘𝑦 𝑗−𝑘 = ℎ
𝑚∑︁
𝑘=0

𝛽𝑘𝜆𝑦 𝑗−𝑘 .

Mit Hilfe des Ansatzes 𝑦 𝑗 = 𝜁
𝑗
sehen wir, dass 𝜁 eine Lösung von

𝑚∑︁
𝑘=0

𝛼𝑘𝜁
𝑗−𝑘 = ℎ𝜆

𝑚∑︁
𝑘=0

𝛽𝑘𝜁
𝑗−𝑘

sein muss. Damit 𝑦 𝑗 = 𝜁
𝑗
beschränkt bleibt für 𝑗 →∞, muss |𝜁 | ≤ 1 sein. Also liegt 𝑧 = ℎ𝜆

im absoluten Stabilitätsbereich, wenn jede Lösung 𝜁 von

𝜌 (𝜁 ) = 𝑧𝜎 (𝜁 )

die Bedingung |𝜁 | ≤ 1 erfüllt. A-stabile Verfahren sind mit linearen Mehrschrittverfahren

sehr schwer zu erreichen.

Satz 12.4 (2. Dahlquist-Schranke). Explizite lineare Mehrschrittverfahren sind nicht A-stabil.
A-stabile Mehrschrittverfahren haben höchstens die Konsistenzordnung 𝑝 ≤ 2.
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13 FINITE DIFFERENZEN FÜR RANDWERTPROBLEME

Differentialgleichungen höherer Ordnung benötigen mehr Bedingungen, um eine eindeuti-

ge Lösung zu haben; für eine Gleichung zweiter Ordung 𝑦′′(𝑡) = 𝑓 (𝑡, 𝑦 (𝑡)) zum Beispiel

müssen 𝑦 (0) und 𝑦′(0) spezifiziert werden (wie man sich für 𝑓 ≡ 0 leicht versichert).

Eine Alternative ist, den Funktionswert 𝑦 (𝑡) in den beiden Randpunkten 𝑡 = 0 und 𝑡 = 𝑇

vorzugeben; man spricht dann von Randwertproblemen. Aus Kausalitätsgründen sind dann

allerdings Zeitschrittverfahren nicht mehr anwendbar; solche Probleme tauchen daher

auch weniger bei zeitabhängigen als bei ortsabhängigen Modellen auf. Wir wechseln daher

leicht die Notation und illustrieren das Vorgehen an dem Modellproblem

(13.1)

{−𝑢′′(𝑥) + 𝑐 (𝑥)𝑢 (𝑥) = 𝑓 (𝑥), 𝑥 ∈ (0, 1),
𝑢 (0) = 𝑢 (1) = 0,

mit 𝑐, 𝑓 ∈ 𝐶 ( [0, 1]) und 𝑐 (𝑥) ≥ 0 für alle 𝑥 ∈ [0, 1]. Die zweite Gleichung in (13.1) beschreibt
die Randbedingungen. Man kann zeigen, dass dieses Problem eine eindeutige Lösung

𝑢 ∈ 𝐶2( [0, 1]) besitzt; sind 𝑐 und 𝑓 genügend oft differenzierbar, ist die Lösung sogar in

𝐶4( [0, 1]), was wir in Folge annehmen werden.

Für die numerische Lösung gehen wir analog wie bei Anfangswertproblemen vor: Wir

wählen ein Gitter
0 = 𝑥0 < 𝑥1 < · · · < 𝑥𝑁 = 1

mit 𝑁 ≥ 2 und setzen ℎ𝑖 := 𝑥𝑖 − 𝑥𝑖−1; der Einfachheit nehmen wir an, dass ℎ𝑖 =
1

𝑁
=: ℎ

konstant ist. Wieder diskretisieren wir das Problem, indem wir sie nur in den Gitterpunkten

betrachten und die zweite Ableitung durch einen Differenzenquotienten ersetzen, diesmal

den zentralen Differenzenquotienten zweiter Ordnung

(13.2)

𝑢 (𝑥 𝑗+1) − 2𝑢 (𝑥 𝑗 ) + 𝑢 (𝑥 𝑗−1)
ℎ2

= 𝑢′′(𝑥 𝑗 ) + O(ℎ2), 1 ≤ 𝑗 ≤ 𝑁 − 1,

für 𝑢 ∈ 𝐶4( [0, 1]). Wir verlangen also, dass die numerische Näherung 𝑢0, . . . , 𝑢𝑁 das Finite-
Differenzen-Schema

(13.3)


−
𝑢 𝑗+1 − 2𝑢 𝑗 + 𝑢 𝑗−1

ℎ2
+ 𝑐 (𝑥 𝑗 )𝑢 (𝑥 𝑗 ) = 𝑓 (𝑥 𝑗 ) 1 ≤ 𝑗 ≤ 𝑁 − 1,

𝑢0 = 𝑢𝑁 = 0,
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13 finite differenzen für randwertprobleme

erfüllt. Wie erwähnt kann man dieses Schema nicht wie in einem Zeitschrittverfahren „von

links nach rechts abarbeiten“; man muss alle unbekannten Werte gleichzeitig berechnen.

Dies bedarf etwas Notation. Zuerst schreiben wir die 𝑁 − 1 tatsächlich zu berechnenden

Werte in einen Vektor

𝑈 := (𝑢1, . . . , 𝑢𝑁−1)𝑇 ∈ ℝ𝑁−1

sowie analog

𝐹 := (𝑓 (𝑥1), . . . , 𝑓 (𝑥𝑁−1))𝑇 ∈ ℝ𝑁−1.

Für die zentralen Differenzenquotienten führen wir die Matrix

𝐷2

𝑥 ∈ ℝ(𝑁−1)×(𝑁−1), [𝐷2

𝑥𝑈 ] 𝑗 :=
𝑢 𝑗+1 − 2𝑢 𝑗 + 𝑢 𝑗−1

ℎ2
, 1 ≤ 𝑗 ≤ 𝑁 − 1,

ein sowie für den zweiten Term in der Gleichung die Diagonalmatrix

𝐶 ∈ ℝ(𝑁−1)×(𝑁−1), [𝐶𝑈 ] 𝑗 := 𝑐 (𝑥 𝑗 )𝑢 𝑗 , 1 ≤ 𝑗 ≤ 𝑁 − 1,

und erhalten zusammen die symmetrische Tridiagonalmatrix

𝐴ℎ := −𝐷2

𝑥 +𝐶 =

©­­­­­­«

2

ℎ2
+ 𝑐 (𝑥1) − 1

ℎ2

− 1

ℎ2
2

ℎ2
+ 𝑐 (𝑥2) − 1

ℎ2

. . .
. . .

. . .

− 1

ℎ2
2

ℎ2
+ 𝑐 (𝑥𝑁−2) − 1

ℎ2

− 1

ℎ2
2

ℎ2
+ 𝑐 (𝑥𝑁−1)

ª®®®®®®¬
.

Das Finite-Differenzen-Schema (13.3) ist also äquivalent zu dem linearen Gleichungssystem

𝐴ℎ𝑈 = 𝐹 .

Wir müssen nun die Invertierbarkeit der Matrix 𝐴ℎ zeigen. Die Grundidee dabei ist, analog

wie bei dem Beweis der Existenz der exakten Lösung vorzugehen, nur mit angepassten git-
terabhängigen Skalarprodukten und Normen. Wir definieren dafür zunächst das gewichtete

Skalarprodukt

⟨𝑉 ,𝑊 ⟩ℎ :=
𝑁−1∑︁
𝑖=1

ℎ(𝑣𝑖𝑤𝑖) für 𝑉 ,𝑊 ∈ ℝ𝑁−1.

Wir benötigen auch eine Matrixdarstellung des Rückwärtsdifferenzenquotienten,

𝐷−𝑥 ∈ ℝ𝑁×(𝑁−1), [𝐷−𝑥𝑈 ] 𝑗 :=
𝑢 𝑗 − 𝑢 𝑗−1

ℎ
, 1 ≤ 𝑗 ≤ 𝑁,

wobei wir 𝑢0 = 𝑢𝑁 = 0 verwendet haben. Das folgende fundamentale Lemma ist nun eine

„diskrete partielle Integration“.

Lemma 13.1. Für 𝑉 = (𝑣1, . . . , 𝑣𝑁−1)𝑇 ∈ ℝ𝑁−1 und 𝑣0 = 𝑣𝑁 = 0 ist

(13.4) ⟨−𝐷2

𝑥𝑉 ,𝑉 ⟩ℎ =
𝑁∑︁
𝑖=1

ℎ | [𝐷−𝑥𝑉 ]𝑖 |2.
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Beweis. Wir setzen die Definitionen des gewichteten Skalarprodukts und der Differenzen-

quotienten ein, machen eine Indexverschiebung, verwenden 𝑣0 = 𝑣𝑁 = 0, und erhalten

⟨−𝐷2

𝑥𝑉 ,𝑉 ⟩ℎ = −
𝑁−1∑︁
𝑖=1

ℎ[𝐷2

𝑥𝑉 ]𝑖𝑣𝑖 = −
𝑁−1∑︁
𝑖=1

𝑣𝑖+1 − 𝑣𝑖
ℎ

𝑣𝑖 +
𝑁−1∑︁
𝑖=1

𝑣𝑖 − 𝑣𝑖−1
ℎ

𝑣𝑖

= −
𝑁∑︁
𝑖=2

𝑣𝑖 − 𝑣𝑖−1
ℎ

𝑣𝑖−1 +
𝑁−1∑︁
𝑖=1

𝑣𝑖 − 𝑣𝑖−1
ℎ

𝑣𝑖

= −
𝑁∑︁
𝑖=1

𝑣𝑖 − 𝑣𝑖−1
ℎ

𝑣𝑖−1 +
𝑁∑︁
𝑖=1

𝑣𝑖 − 𝑣𝑖−1
ℎ

𝑣𝑖

=
𝑁∑︁
𝑖=1

𝑣𝑖 − 𝑣𝑖−1
ℎ
(𝑣𝑖 − 𝑣𝑖−1) =

𝑁∑︁
𝑖=1

ℎ | [𝐷−𝑥𝑉 ]𝑖 |2. □

Daraus folgt nun die gewünschte Invertierbarkeit.

Satz 13.2 (Existenz). Für alle 𝑓 , 𝑐 ∈ 𝐶 ( [0, 1]) mit 𝑐 (𝑥) ≥ 0 und alle ℎ > 0 hat das Finite-
Differenzen-Schema (13.3) eine eindeutige Lösung𝑈 ∈ ℝ𝑁−1.

Beweis. Nach Annahme an 𝑐 und Lemma 13.1 gilt für alle 𝑉 ∈ ℝ𝑁−1
und 𝑣0 = 𝑣𝑁 = 0

⟨𝐴ℎ𝑉 ,𝑉 ⟩ℎ =
𝑁∑︁
𝑖=1

ℎ | [𝐷−𝑥𝑉 ]𝑖 |2 +
𝑁−1∑︁
𝑖=1

ℎ𝑐 (𝑥)𝑣2𝑖 ≥
𝑁∑︁
𝑖=1

ℎ | [𝐷−𝑥𝑉 ]𝑖 |2.

Ist also 𝐴ℎ𝑉 = 0 und 𝑣0 = 𝑣𝑁 = 0, so ist auch [𝐷−𝑥𝑉 ] 𝑗 = 0 für alle 1 ≤ 𝑗 ≤ 𝑁 . Aus der

Definition des Rückwärtsdifferenzenquotienten folgt nun 0 = 𝑣0 = 𝑣1 = . . . 𝑣𝑁−1, d. h.𝑉 = 0.

Also ist die symmetrische Matrix 𝐴ℎ injektiv und daher invertierbar. Die gesuchte Lösung

ist daher gegeben durch𝑈 = 𝐴−1
ℎ
𝐹 . □

Als nächstes untersuchen wir die Stabilität des Finite-Differenzen-Schemas. Auch hier

verwenden wir gitterabhängige, gewichtete Normen auf ℝ𝑁−1
. Die durch das gewichtete

Skalarprodukt induzierte Norm bezeichnen wir mit

∥𝑉 ∥ℎ := ⟨𝑉 ,𝑉 ⟩1/2ℎ =

(
𝑁−1∑︁
𝑖=1

ℎ |𝑣𝑖 |2
)
1/2

.

Analog definieren wir unter Verwendung von 𝑣0 = 𝑣𝑁 = 0 die diskrete Seminorm

|𝑉 |1,ℎ :=
(
𝑁∑︁
𝑖=1

ℎ | [𝐷−𝑥𝑉 ]𝑖 |2
)
1/2
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sowie die diskrete Sobolevnorm

∥𝑉 ∥1,ℎ :=
(
∥𝑉 ∥2

ℎ
+ |𝑉 |2

1,ℎ

)
1/2
.

(Alle diese Normen hängen zwar von ℎ ab, skalieren aber in jedem Fall mit ℎ1/2 = 𝑁 −1/2,
was die mit ℎ → 0 wachsende Anzahl von Summanden kompensiert. So ist die Norm des

konstanten Vektors 𝑉 = (1, . . . , 1)𝑇 ∈ ℝ𝑁−1
unabhängig von 𝑁 .)

Das zweite fundamentale Lemma ist nun eine „diskrete Poincaré-Ungleichung“.

Lemma 13.3. Für 𝑉 = (𝑣1, . . . , 𝑣𝑁−1)𝑇 ∈ ℝ𝑁−1 und 𝑣0 = 𝑣𝑁 = 0 ist

(13.5) ∥𝑉 ∥2
ℎ
≤ 1

2

|𝑉 |2
1,ℎ
.

Beweis. Zunächst erhalten wirmit einer Teleskopsumme und derHölderschen Ungleichung

|𝑣𝑖 |2 =
����� 𝑖∑︁
𝑗=1

ℎ[𝐷−𝑥𝑉 ] 𝑗

�����2 ≤
(
𝑖∑︁
𝑗=1

ℎ

) (
𝑖∑︁
𝑗=1

ℎ | [𝐷−𝑥𝑉 ] 𝑗 |2
)
= 𝑖ℎ

𝑖∑︁
𝑗=1

ℎ | [𝐷−𝑥𝑉 ] 𝑗 |2.

Weiter ist

∑𝑁−1
𝑖=1 𝑖 =

1

2
(𝑁 − 1)𝑁 ≤ 1

2
𝑁 2 = 1

2
ℎ−2 und daher

∥𝑉 ∥2
ℎ
=
𝑁−1∑︁
𝑖

ℎ |𝑣𝑖 |2 ≤
𝑁−1∑︁
𝑖=1

𝑖ℎ2
𝑖∑︁
𝑗=1

ℎ | [𝐷−𝑥𝑉 ] 𝑗 |2

≤
(
𝑁−1∑︁
𝑖=1

𝑖ℎ2

) (
𝑁∑︁
𝑗=1

ℎ | [𝐷−𝑥𝑉 ] 𝑗 |2
)
≤ 1

2

|𝑉 |2
1,ℎ

□

Folgerung 13.4. Ist 𝑐 ∈ 𝐶 ( [0, 1]) mit 𝑐 (𝑥) ≥ 0, dann gilt

⟨𝐴ℎ𝑉 ,𝑉 ⟩ℎ ≥
1

2

∥𝑉 ∥1,ℎ für alle 𝑉 ∈ ℝ𝑁−1.

Insbesondere ist 𝐴ℎ für alle ℎ > 0 symmetrisch und positiv definit.

Beweis. Setzen wir 𝑣0 = 𝑣𝑁 = 0, so folgt wie im Beweis von Satz 13.2 aus Lemmata 13.1

und 13.3 die Abschätzung

⟨𝐴ℎ𝑉 ,𝑉 ⟩ℎ ≥ |𝑉 |21,ℎ ≥
1

2

|𝑉 |2
1,ℎ
+ ∥𝑉 ∥2

ℎ
≥ 1

2

∥𝑉 ∥2
1,ℎ
.

Die Äquivalenz aller endlichdimensionaler Normen ergibt nun die zweite Behauptung. □

Daraus folgt insbesondere, dass die Lösung von 𝐴ℎ𝑈 = 𝐹 sehr effizient mit dem CG-

Verfahren aus Kapitel 6 erfolgen kann.

Nach all der Vorarbeit erhalten wir nun schnell das folgende Stabilitätsresultat.
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Satz 13.5 (Stabilität). Für alle 𝑐 ∈ 𝐶 ( [0, 1]) mit 𝑐 (𝑥) ≥ 0, alle 𝐹 ∈ ℝ𝑁−1, und alle ℎ > 0 erfüllt
die Finite-Differenzen-Näherung𝑈 ∈ ℝ𝑁−1 aus (13.3) die Abschätzung

(13.6) ∥𝑈 ∥1,ℎ ≤ 2∥𝐹 ∥ℎ .

Beweis. Aus Folgerung 13.4 und der Cauchy–Schwarz-Ungleichung erhalten wir sofort

1

2

∥𝑈 ∥2
1,ℎ
≤ ⟨𝐴ℎ𝑈 ,𝑈 ⟩ℎ = ⟨𝐹,𝑈 ⟩ℎ ≤ ∥𝐹 ∥ℎ∥𝑈 ∥ℎ ≤ ∥𝐹 ∥ℎ∥𝑈 ∥1,ℎ,

und Division durch ∥𝑈 ∥1,ℎ > 0 (sonst gilt die Ungleichung trivialerweise) ergibt die Be-

hauptung. □

Für die Konvergenz betrachten wir wieder den globalen Fehler

𝑒 𝑗 := 𝑢 (𝑥 𝑗 ) − 𝑢 𝑗 , 1 ≤ 𝑗 ≤ 𝑁 − 1,

mit 𝑒0 = 𝑒𝑁 = 0 aufgrund der Randbedingungen. Die Kernidee ist nun, dass der globale

Fehler aufgrund der Linearität des Randwertproblems das selbe Finite-Differenzen-Schema

erfüllt: Schreiben wir 𝑈 := (𝑢 (𝑥1), . . . 𝑢 (𝑥𝑁−1))𝑇 , so gilt für alle 1 ≤ 𝑗 ≤ 𝑁 − 1 wegen

𝐴ℎ𝑈 = 𝐹 sowie (13.1)

[𝐴ℎ𝐸] 𝑗 = [𝐴ℎ𝑈 ] 𝑗 − [𝐴ℎ𝑈 ] 𝑗 = [−𝐷2

𝑥𝑈 ] 𝑗 + 𝑐 (𝑥 𝑗 )𝑢 (𝑥 𝑗 ) − 𝑓 (𝑥 𝑗 )

= −
𝑢 (𝑥 𝑗+1) − 2𝑢 (𝑥 𝑗 ) + 𝑢 (𝑥 𝑗−1)

ℎ2
+ 𝑢′′(𝑥 𝑗 ) =: 𝑑 𝑗 ,

wobei 𝑑 𝑗 wieder den lokalen Fehler in 𝑥 𝑗 bezeichnet, der nach (13.2) für 𝑢 ∈ 𝐶4( [0, 1]) die
Konsistenzordnung O(ℎ2) hat. Zusammen mit Satz 13.5 erhalten wir daraus sofort das

folgende Konvergenzresultat.

Satz 13.6 (Konvergenz). Sei 𝑓 , 𝑐 ∈ 𝐶 ( [0, 1]) mit 𝑐 (𝑥) ≥ 0 und 𝑢 ∈ 𝐶4( [0, 1]) die Lösung von
(13.1). Dann erfüllt für alle ℎ > 0 die Finite-Differenzen-Näherung 𝑈 ∈ ℝ𝑁−1 aus (13.3) die
Abschätzung

(13.7) ∥𝑈 −𝑈 ∥1,ℎ ≤ 𝐶ℎ2.

Beweis. Wir wenden Satz 13.5 an auf die Gleichung 𝐴ℎ𝐸 = 𝐷 , 𝑒0 = 𝑒𝑁 = 0, und erhalten

wegen

∑𝑁−1
𝑖=1 ℎ = (𝑁 − 1)𝑁 −1 < 1

∥𝑈 −𝑈 ∥1,ℎ ≤ 2∥𝐷 ∥ℎ = 2

(
𝑁−1∑︁
𝑖=1

ℎ |𝑑𝑖 |2
)
1/2

≤ 𝐶ℎ2. □

Es gilt also auch hier: Konsistenz(ordnung) plus Stabilität ergibt Konvergenz(ordnung).
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