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ÜBERBLICK

Inhalt dieser Vorlesung sind moderne mathematische Methoden für Aufgaben in der Bild-

verarbeitung und Bildgebung; darunter fallen Entrauschen, Schärfen oder Interpolation von

Bildern sowie die Rekonstruktion von Bildern aus (unvollständigen) Messungen wie in der

Computer-Tomographie oder Magnetresonanztomographie. Bilder werden dabei aufgefasst

als Funktionen u : Ω → M für ein Gebiet Ω ⊂ Rn
und eine Wertemenge M ⊂ Rd

. Im

einfachsten Fall eines Schwarz-Weiss-Bildes (auf den wir uns hier konzentrieren wollen)

bildet u einen Punkt x ∈ [0, 1]2 auf die Helligkeitswert u(x) ∈ [0, 1] ab (wobei 0 schwarz

und 1 weiss bedeutet); dieses Modell umfasst aber ebenso Farbbilder (u(x) = (r ,д,b) ∈ R3

entspricht dann dem Farbwert) bis hin zu dreidimensionalen und zeitabhängigen Datensät-

zen in der medizinischen Bildgebung. Durch diesen abstrakten Zugang werden Begri�e

und Methoden aus der Funktionalanalysis und der nichtlinearen Optimierung anwendbar;

man spricht von Variationsmethoden. Ein Kernaspekt dabei ist es, Funktionenräume zu

�nden, die die Struktur von Bildern möglichst gut berücksichtigen.

Ein Beispiel soll dies verdeutlichen. Nimmt man ein Photo bei schlechten Lichtverhältnissen

auf, muss das eingefangene Licht stark verstärkt werden um ein sichtbares Bild zu erhalten.

Dabei wird neben dem gewünschten Bildinhalt auch thermisches Rauschen verstärkt;

dessen nachträgliches Entfernen wird als Entrauschen bezeichnet. Wir nehmen also an,

das aufgenommene Bild f : [0, 1]2 → R setzt sich zusammen aus dem gewünschten,

rauschfreien, Bildinhalt u0
: [0, 1]2 → R und einer unerwünschten Störung η : [0, 1]2 → R,

d. h.

f = u0 + η.

Die Aufgabe ist also, bei gegebenem f das unbekannte u0
zu �nden. Natürlich gibt es

unendlich viele Möglichkeiten, eine Funktion als Summe zweier Funktionen zu schreiben.

Wir müssen also diese Möglichkeiten einschränken, indem wir Annahmen an die Struktur

von u0
und f machen:

• Thermisches Rauschen entsteht durch Zufallsprozesse, die unabhängig in jedem

Punkt x ∈ [0, 1]2 wirken, deren Stärke aber (zum Beispiel) normalverteilt ist. Solche

Funktionen sind in dem Raum der quadrat-integrierbaren Funktionen enthalten, d. h.

η ∈ L2(Ω).
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• Bilder haben dagegen eine räumliche Struktur, benachbarte Bildpunkte sind also (in

der Regel) ähnlich. Eine erste Möglichkeit, dies zu beschreiben, ist durch Ableitungen

– je ähnlicher benachbarte Helligkeitswerte, desto kleiner die Ableitung. Wir setzen

also u0
als (schwach) di�erenzierbar an: u0 ∈ H 1(Ω), d. h. der (schwache) Gradient

∇u0 ∈ L2(Ω)2. (Eine mathematisch rigorose De�nition folgt in einem späteren

Kapitel.)

Wollen wir jeweils aus dieser Funktionenklasse das beste Element �nden, so führt dies auf

das Minimierungsproblem

min

u0∈H 1(Ω),η∈L2(Ω)

u0+η=f

∫
Ω
|η(x)|2 dx +

∫
Ω
|∇u0(x)|2 dx .

Eliminieren wir die letzte Bedingung durch Setzen von η = f − u0
, so erhalten wir

min

u∈H 1(Ω)

∫
Ω
|u(x) − f (x)|2 dx +

∫
Ω
|∇u(x)|2 dx .

Wir werden sehen, dass viele Probleme in der Bildverarbeitung in dieser Form geschrieben

werden können:

min

u∈U
F (u) + αR(u),

wobei der Diskrepanzerm F die Struktur der Störung und der Regularisierungsterm R die

Struktur des gesuchten Bildes beschreibt; blicherweise verwendet man hier (Halb-)Normen

in einem geeigneten BanachraumX ⊃ U . Der Regularisierungsparameter α gewichtet dabei,

was uns wichtiger ist: Die Struktur des Bildes oder die Nähe zu den gegebenen Daten.

Die Fragen, die wir uns nun zu stellen haben, sind

(i) Hat dieses Problem eine Lösung, d. h. existiert ein ū ∈ U mit

F (ū) + αR(ū) ≤ F (u) + αR(u) für alle u ∈ U ?

(ii) Gibt es eine intrinsische Charakterisierung von ū, d. h. ohne Vergleich mit allen

anderen u ∈ U ?

(iii) Wie kann dieses ū (e�zient) berechnet werden?

Das Vorgehen lässt sich anhand der einfachsten Situation, nämlich U ⊂ R, skizzieren:

(i) Ist U kompakt und sind F und G stetig, so nimmt die Funktion J := F +G nach dem

Satz von Weierstraß ihr Minimum in ū ∈ U an.

(ii) Sind F und G di�erenzierbar, so gilt das Fermat-Prinzip

0 = J ′(ū) = F ′(ū) + αR′(ū).
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(iii) Sind F undG stetig di�erenzierbar, so kann man das Verfahren des steilsten Abstiegs

verwenden: Wähle u0
und setze für k = 1, . . .

uk+1 = uk − tk J
′(uk)

mit geeigneter Schrittweite tk , dann gilt uk → ū für k →∞.

Ziel der Vorlesung ist es, diese Ansätze so zu verallgemeinern, dass sie auf Bildverarbei-

tungsprobleme angewendet werden können. Wir werden sehen, dass wir dabei schnell

gezwungen sind, den Standardrahmen zu verlassen, denn Bilder haben eine besondere

Struktur, die zu berücksichtigen ist: Sie bestehen typischerweise aus glatten Regionen, die

durch Kanten getrennt sind (und können dazu Texturen, d. h. fein aufgelöste, regelmässige,

Details enthalten). Allerdings sind (auch schwach) di�erenzierbare Funktionen stetig, und

können daher keine Sprünge enthalten; Sobolevräume wie H 1(Ω) sind also ungeeignet,

Bilder zu beschreiben. Andererseits enthalten Lebesgueräume wie L2(Ω) auch Rauschen,

erlauben also keine Trennung von Bild und Rauschen. Wir brauchen also Räume „dazwi-

schen“; insbesondere der Raum der Funktionen mit beschränkter Variation hat sich als

nützlich herausgestellt. Diese Räume sind aber in der Regel keine Hilberträume und füh-

ren zu nichtdi�erenzierbaren Diskrepanz- bzw. Regularisierungstermen, so dass die oben

genannten Schritte schwierig werden. Dies macht aber auch den Reiz der Bildverbeitung

aus: tiefe Methoden der Funktionalanalysis, Maßtheorie und konvexen Analysis werden

notwendig für eine praktische Anwendung!

In dieser Vorlesung konzentrieren wir uns jedoch auf algorithmische Aspekte und ver-

zichten dafür auf die maßtheoretischen Details bei der Konstruktion der auftretenden

Funktionenräume.

Dieses Skriptum basiert vor allem auf den folgenden Werken:

[1] K. Bredies & D. A. Lorenz (2011), Mathematische Bildverarbeitung, Einführung in
Grundlagen und moderne Theorie, Vieweg+Teubner, doi: 10.1007/978-3-8348-9814-2

[2] W. Schirotzek (2007), Nonsmooth Analysis, Universitext, Berlin: Springer, doi: 10.

1007/978-3-540-71333-3

[3] H.H. Bauschke & P. L. Combettes (2017), Convex Analysis and Monotone Operator
Theory in Hilbert Spaces, 2. Au�., New York: Springer, doi: 10.1007/978-3-319-48311-5

[4] M. Brokate (2014), Konvexe Analysis und Evolutionsprobleme, Vorlesungsskript,

Zentrum Mathematik, TU München, url: h�p://www-m6.ma.tum.de/~brokate/cev_ss14.

pdf

[5] H. Attouch u. a. (2014), Variational Analysis in Sobolev and BV Spaces, 2. Au�., Phil-

adelphia, PA: Society for Industrial & Applied Mathematics (SIAM), doi: 10.1137/1.

9781611973488

[6] O. Scherzer u. a. (2009), Variational Methods in Imaging, Springer, New York, doi:

10.1007/978-0-387-69277-7
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GRUNDLAGEN
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1 GRUNDLAGEN DER FUNKTIONALANALYSIS

In diesem Kapitel stellen wir die für diese Vorlesung wesentlichen Begri�e, Notationen

und Resultate zusammen. Für Beweise wird auf die Standardliteratur verwiesen, z. B. auf

[Werner 2011], sowie auf [Clason 2015].

1.1 normierte räume

Im Folgenden bezeichne X einen Vektorraum über dem Körper K, wobei wir uns hier stets

auf den Fall K = R beschränken. Eine Abbildung ‖ · ‖ : X → R+ := [0,∞) heißt Norm (auf

X ), falls für alle x ∈ X gilt

(i) ‖λx ‖ = |λ |‖x ‖ für alle λ ∈ K,

(ii) ‖x + y ‖ ≤ ‖x ‖ + ‖y ‖ für alle y ∈ X ,

(iii) ‖x ‖ = 0 genau dann, wenn x = 0 ∈ X .

Beispiel 1.1. (i) Auf X = RN
werden Normen de�niert durch

‖x ‖p =

(
N∑
i=1

|xi |
p

)
1/p

1 ≤ p < ∞,

‖x ‖∞ = max

i=1,...,N
|xi |.

(ii) Auf X = `p (dem Raum der reellen Folgen, auf dem folgende Ausdrücke endlich sind)

sind Normen de�niert durch

‖x ‖p =

(
∞∑
i=1

|xi |
p

)
1/p

1 ≤ p < ∞,

‖x ‖∞ = sup

i=1,...,∞
|xi |.
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1 grundlagen der funktionalanalysis

(iii) AufX = Lp(Ω) (dem Raum der messbaren reellen Funktionen auf dem Gebiet Ω ⊂ Rn
,

auf dem folgende Ausdrücke endlich sind) sind Normen de�niert durch

‖u‖p =

(∫
Ω
|u(x)|p

)
1/p

1 ≤ p < ∞,

‖u‖∞ = ess sup

x∈Ω
|u(x)|.

(iv) Auf X = C(Ω) (dem Raum der stetigen Funktionen auf Ω) ist eine Norm de�niert

durch

‖u‖C = sup

x∈Ω

|u(x)|.

Eine analoge Norm ist auf X = C0(Ω) (dem Raum der stetigen Funktionen auf Ω mit

kompaktem Träger) de�niert, wenn das Supremum nur über x ∈ Ω genommen wird.

Ist ‖ · ‖ eine Norm auf X , so bezeichnet man das Paar (X , ‖ · ‖) als normierten Raum, und

schreibt in diesem Fall oft ‖ · ‖X . Ist die Norm kanonisch (etwa in Beispiel 1.1 (ii)–(iv)), so

wird sie oft weggelassen.

Zwei Normen ‖ · ‖1, ‖ · ‖2 heißen äquivalent auf X , falls c1, c2 > 0 existieren mit

c1‖x ‖2 ≤ ‖x ‖1 ≤ c2‖x ‖2 für alle x ∈ X .

Ist X endlichdimensional, so sind alle Normen auf X äquivalent. Die Konstanten c1, c2

hängen dann jedoch von der Dimension N von X ab; die Vermeidung solcher dimen-

sionsabhängiger Konstanten ist einer der Gründe, warum wir Bilder – unabhängig von

ihrer eigentlich diskreten Pixelstruktur – als Elemente in einem unendlichdimensionalen

Funktionenraum betrachten wollen.

Sind (X , ‖ · ‖X ) und (Y , ‖ · ‖Y ) normierte Räume mit X ⊂ Y , so heißt X stetig eingebettet in

Y , geschrieben X ↪→ Y , falls ein C > 0 existiert mit

‖x ‖Y ≤ C‖x ‖X für alle x ∈ X .

Wir betrachten nun Abbildungen zwischen normierten Räumen. Seien im Folgenden stets

(X , ‖ · ‖X ) und (Y , ‖ · ‖Y ) normierte Räume, U ⊂ X , und F : U → Y eine Abbildung. Wir

bezeichnen mit

• dom F := U den De�nitionsbereich (englisch „domain“) von F ;

• ker F := {x ∈ U : F (x) = 0} den Kern (englisch „kernel“ oder „null space“) von F ;

• ran F := {F (x) ∈ Y : x ∈ U } das Bild (englisch „range“) von F ;

• graph F := {(x,y) ∈ X × Y : y = F (x)} den Graph von F .
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1 grundlagen der funktionalanalysis

Wir sagen, F ist

• stetig in x ∈ U , wenn für alle ε > 0 ein δ > 0 existiert mit

‖F (x) − F (z)‖Y ≤ ε für alle z ∈ U mit ‖x − z‖X ≤ δ ;

• Lipschitz-stetig, wenn ein L > 0 existiert (genannt Lipschitz-Konstante) mit

‖F (x1) − F (x2)‖Y ≤ L‖x1 − x2‖X für alle x1, x2 ∈ U .

Ist T : X → Y linear, so ist die Stetigkeit äquivalent zu der Bedingung, dass eine Konstante

C > 0 existiert mit

‖Tx ‖Y ≤ C‖x ‖X für alle x ∈ X .

Stetige lineare Abbildungen nennt man daher auch beschränkt; man spricht auch von einem

beschränkten linearen Operator. Der Raum L(X ,Y ) der beschränkten linearen Operatoren

ist ein normierter Raum versehen mit der Operatornorm

‖T ‖L(X ,Y ) = sup

x∈X\{0}

‖Tx ‖Y
‖x ‖X

= sup

‖x ‖X=1

‖Tx ‖Y = sup

‖x ‖X ≤1

‖Tx ‖Y

(die gleich der kleinstmöglichen Konstante C in der De�nition der Stetigkeit ist). Ist T ∈
L(X ,Y ) bijektiv, dann ist die Inverse T −1

: Y → X stetig genau dann, wenn ein c > 0

existiert mit

c‖x ‖X ≤ ‖Tx ‖Y für alle x ∈ X .

In diesem Fall ist ‖T −1‖L(Y ,X ) = c
−1

für die größtmögliche Wahl von c .

1.2 starke und schwache konvergenz

Eine Norm vermittelt auf direkte Weise einen Konvergenzbegri�, die sogenannte starke
Konvergenz: Eine Folge {xn}n∈N ⊂ X konvergiert (stark in X ) gegen ein x ∈ X , geschrieben

xn → x , wenn gilt

lim

n→∞
‖xn − x ‖X = 0.

Eine Teilmenge U ⊂ X nennen wir

• abgeschlossen, falls für jede konvergente Folge {xn}n∈N ⊂ U auch der Grenzwert

x ∈ U liegt;

• kompakt, falls jede Folge {xn}n∈N ⊂ U eine konvergente Teilfolge {xnk }k∈N besitzt,

deren Grenzwert x ∈ U liegt.
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1 grundlagen der funktionalanalysis

Eine Abbildung F : X → Y ist genau dann stetig, wenn aus xn → x auch F (xn) → F (x)
folgt, und abgeschlossen, wenn für xn → x und F (xn) → y folgt, dass F (x) = y ist (also

graph F eine abgeschlossene Menge ist).

Weiterhin de�nieren wir für späteren Gebrauch für x ∈ X und r > 0

• die o�ene Kugel Or (x) := {z ∈ X : ‖x − z‖X < r } und

• die abgeschlossene Kugel Kr (x) := {z ∈ X : ‖x − z‖X ≤ r }.

Die abgeschlossene Kugel um 0 mit Radius 1 bezeichnet man auch als Einheitskugel BX
(englisch „unit ball“). Eine Menge U ⊂ X heißt

• o�en, falls für alle x ∈ U ein r > 0 existiert mit Or (x) ⊂ U (d. h. alle x ∈ U innere
Punkte von U sind, deren Menge wir als Inneres U o

bezeichnen);

• beschränkt, falls sie in einer abgeschlossenen Kugel Kr (0) für ein r > 0 enthalten ist;

• konvex, falls für x,y ∈ U auch λx + (1 − λ)y ∈ U für alle λ ∈ [0, 1] gilt.

In normierten Räumen gilt, dass das Komplement einer o�enen Menge abgeschlossen ist

und umgekehrt (d. h. die abgeschlossenen Mengen im Sinne der Topologie sind genau die

(Folgen-)abgeschlossenen Mengen im Sinne unserer De�nition). Sowohl o�ene als auch

abgeschlossene Kugeln sind wegen der Norm-Axiome konvex.

Ein normierter Raum X heißt vollständig, wenn jede Cauchy-Folge in X konvergiert; man

nennt X dann auch Banachraum. Alle Räume in Beispiel 1.1 sind Banachräume. Ebenso ist

L(X ,Y ), versehen mit der Operatornorm, ein Banachraum, wenn Y ein Banachraum ist.

Von wesentlicher Bedeutung wird für uns der Spezialfall Y = R sein, das heißt der Raum

L(X ,R) der linearen stetigen Funktionale aufX . In diesem Fall bezeichnet manX ∗ := L(X ,R)
als Dualraum von X . Ist x∗ ∈ X ∗, so schreibt man auch

〈x∗, x〉X := x∗(x) ∈ R.

Diese duale Paarung soll andeuten, dass man auch x auf x∗ wirkend au�assen kann, was

später wichtig sein wird. Aus der De�nition der Operatornorm folgt sofort, dass

(1.1) 〈x∗, x〉X ≤ ‖x
∗‖X ∗ ‖x ‖X für alle x ∈ X , x∗ ∈ X ∗.

In vielen Fällen kann der Dualraum eines Banachraums mit einem bekannten Banachraum

identi�ziert werden.

Beispiel 1.2. (i) (RN , ‖ · ‖p)
∗ � (RN , ‖ · ‖q)mit p−1+q−1 = 1, wobei 0

−1 = ∞ und∞−1 = 0

gesetzt wird. Die duale Paarung ist gegeben durch

〈x∗, x〉p =
N∑
i=1

x∗i xi .

8



1 grundlagen der funktionalanalysis

(ii) (`p)∗ � (`q) für 1 < p < ∞. Die duale Paarung ist gegeben durch

〈x∗, x〉p =
∞∑
i=1

x∗i xi .

Darüber hinaus ist (`1)∗ = `∞, aber (`∞)∗ ist selber kein Folgenraum.

(iii) Ebenso ist Lp(Ω)∗ � Lq(Ω) für 1 < p < ∞. Die duale Paarung ist gegeben durch

〈u∗,u〉p =

∫
Ω
u∗(x)u(x)dx .

Es gilt auch L1(Ω)∗ � L∞(Ω), aber L∞(Ω)∗ ist selber kein Funktionenraum.

(iv) C0(Ω)
∗ �M(Ω), dem Raum Radon-Maße; er enthält unter anderem das Lebesgue-

Maß, aber auch Dirac-Maße δx für x ∈ Ω, de�niert durch δx (u) = u(x) für u ∈ C0(Ω).
Die duale Paarung ist gegeben durch

〈u∗,u〉C =

∫
Ω
u(x)du∗.

Ein zentrales Resultat über Dualräume ist der Satz von Hahn–Banach, auf dem viele der

folgenden Aussagen beruhen. Es gibt von ihm eine algebraische und eine geometrische

Version.

Satz 1.3 (Hahn–Banach, algebraisch). Sei X ein normierter Raum. Zu jedem x ∈ X existiert
ein x∗ ∈ X ∗ mit

‖x∗‖X ∗ = 1 und 〈x∗, x〉X = ‖x ‖X .

Satz 1.4 (Hahn–Banach, geometrisch). Seien X ein normierter Raum und A,B ⊂ X konvex,
nichtleer und disjunkt. Ist A o�en, dann existiert ein x∗ ∈ X ∗ und ein λ ∈ R mit

〈x∗, x1〉X < λ ≤ 〈x
∗, x2〉X für alle x1 ∈ A, x2 ∈ B.

Insbesondere die geometrische Version – auch als Trennungssatz bekannt – ist von zentraler

Bedeutung für die konvexe Analysis; wir werden sie in der folgenden Variante benötigen,

die als Satz von Eidelheit bekannt ist.

Folgerung 1.5. Seien X ein normierter Raum undA,B ⊂ X konvex und nichtleer. Ist die Menge
Ao der inneren Punkte von A nichtleer und disjunkt zu B, dann existiert ein x∗ ∈ X ∗ \ {0} und
ein λ ∈ R mit

(1.2) 〈x∗, x1〉X ≤ λ ≤ 〈x
∗, x2〉X für alle x1 ∈ A, x2 ∈ B.

9



1 grundlagen der funktionalanalysis

Beweis. Satz 1.4 liefert die Existenz von x∗ und λ, so dass die Aussage gilt für alle x1 ∈ A
o

(sogar mit strikter Ungleichung, woraus auch x∗ , 0 folgt). Es bleibt also zu zeigen, dass

〈x∗, x〉X ≤ λ auch für x ∈ A \ Ao
gilt. Da Ao

nichtleer ist, existiert ein x0 ∈ Ao
, d. h. es

existiert r > 0 mit Or (x0) ⊂ A. Aus der Konvexität von A folgt dann, dass für alle t ∈ [0, 1]
und x̃ ∈ Or (x0) auch tx̃ + (1 − t)x ∈ A ist. Damit ist

(1.3) tOr (x0) + (1 − t)x = Otr (tx0 + (1 − t)x) ⊂ A,

und insbesondere gilt x(t) := tx0 + (1 − t)x ∈ A
o

für alle t ∈ (0, 1).

Wir �nden also eine Folge {xn}n∈N ⊂ Ao
(zum Beispiel xn = x(n−1)) mit xn → x . Aus der

Stetigkeit von x∗ ∈ X = L(X ,R) folgt mit Grenzübergang dann

〈x∗, x〉X = lim

n→∞
〈x∗, xn〉X ≤ λ. �

Ein normierter Raum wird also in gewisser Weise durch seinen Dualraum charakterisiert.

Als direkte Folgerung von Satz 1.3 erhalten wir, dass die Norm in einem Banachraum als

Operatornorm dargestellt werden kann.

Folgerung 1.6. Sei X ein Banachraum. Dann gilt für alle x ∈ X

‖x ‖X = sup

‖x∗‖X ∗≤1

|〈x∗, x〉X |,

und das Supremum wird angenommen.

Ein x ∈ X können wir also auch als lineares und wegen (1.1) stetiges Funktional auf X ∗

au�assen, also als Element im Bidualraum X ∗∗ := (X ∗)∗. Die Einbettung X ↪→ X ∗∗ wird

dabei vermittelt durch die kanonische Injektion

J : X → X ∗∗, 〈Jx, x∗〉X ∗ := 〈x∗, x〉X für alle x∗ ∈ X ∗.

O�ensichtlich ist J linear; aus Satz 1.3 folgt weiterhin ‖ Jx ‖X ∗∗ = ‖x ‖X . Ist die kanonische

Injektion surjektiv – können wir also X ∗∗ mit X identi�zieren – so nennt man X re�exiv.

Endlichdimensionale Räume sind re�exiv, sowie Beispiel 1.1 (ii) und (iii) für 1 < p < ∞,

nicht aber `1, `∞, und L1(Ω), L∞(Ω) sowie C(Ω).

Durch die duale Paarung werden weitere Konvergenzbegri�e erzeugt: die schwache Kon-

vergenz auf X sowie die schwach-∗ Konvergenz auf X ∗.

(i) Eine Folge {xn}n∈N ⊂ X konvergiert schwach (in X ) gegen x ∈ X , geschrieben

xn ⇀ x , falls

〈x∗, xn〉X → 〈x
∗, x〉X für alle x∗ ∈ X ∗.

10



1 grundlagen der funktionalanalysis

(ii) Eine Folge {x∗n}n∈N ⊂ X ∗ konvergiert schwach-∗ (in X ∗) gegen x∗ ∈ X ∗, geschrieben

x∗n ⇀
∗ x∗, falls

〈x∗n, x〉X → 〈x
∗, x〉X für alle x ∈ X .

Die schwache Konvergenz verallgemeinert den Begri� der komponentenweisen Konver-

genz in Rn
, der – wie aus dem Beweis des Satzes von Heine–Borel ersichtlich ist – im

Kontext der Kompaktheit der wesentliche ist. Aus starker Konvergenz folgt schwache Kon-

vergenz; ebenso folgt aus Konvergenz in der Operatornorm (auch punktweise Konvergenz
genannt) die schwach-∗ Konvergenz. Ist X re�exiv, so stimmen schwache und schwach-∗

Konvergenz (beide in X = X ∗∗!) überein. In endlichdimensionalen Räumen stimmen alle

Konvergenzbegri�e überein.

Konvergiert xn → x und x∗n ⇀
∗ x∗ oder xn ⇀ x und x∗n → x∗, so gilt 〈x∗n, xn〉X → 〈x

∗, x〉X .

Die duale Paarung aus schwach(-∗) konvergenten Folgen konvergiert aber in der Regel

nicht! Analog zur starken Konvergenz de�niert man nun schwache(-∗) Stetigkeit und Ab-

geschlossenheit von Abbildungen sowie schwache(-∗) Abgeschlossenheit und Kompaktheit

von Mengen. Letztere Eigenschaft wird für uns wesentlich sein; ihre Charakterisierung ist

daher ein zentrales Resultat dieses Kapitels.

Satz 1.7 (Eberlein–S̆mulyan). Sei X ein normierter Raum. Dann ist BX schwach kompakt
genau dann, wenn X re�exiv ist.

In einem re�exiven Raum enthalten also insbesondere alle beschränkten Folgen eine

schwach (aber im allgemeinen nicht stark) konvergente Teilfolge. Beachten Sie, dass schwa-

che Abgeschlossenheit eine stärkere Forderung ist als Abgeschlossenheit. Für konvexe

Mengen stimmen die Begri�e aber überein.

Lemma 1.8. Eine konvexe Menge U ⊂ X ist genau dann abgeschlossen, wenn sie schwach
abgeschlossen ist.

Ist X nicht re�exiv (wie z. B. L∞(Ω)), so müssen wir auf die schwach-∗ Konvergenz auswei-

chen.

Satz 1.9 (Banach–Alaoglu). Ist der normierte Raum X separabel (d. h. es gibt eine abzählbare
dichte Teilmenge), so ist BX ∗ schwach-∗ kompakt.

Nach dem Weierstraßschen Approximationssatz sind C(Ω) und Lp(Ω) für 1 ≤ p < ∞
separabel; auch `p ist separabel für 1 ≤ p < ∞. Also sind beschränkte und schwach-∗

abgeschlossene Kugeln in `∞, L∞(Ω) undM(Ω) schwach-∗ kompakt; diese Räume sind

aber selber nicht separabel. Beachten Sie aber, dass abgeschlossene konvexe Mengen in

nichtre�exiven Räumen nicht schwach-∗ abgeschlossen sein müssen.

11



1 grundlagen der funktionalanalysis

Da ein Dualraum den ursprünglichen Raum charakterisiert, ist dies auch der Fall für lineare

Operatoren auf diesem Raum. Für T ∈ L(X ,Y ) ist durch T ∗ : Y ∗ → X ∗,

〈T ∗y∗, x〉X = 〈y
∗,Tx〉Y für alle x ∈ X ,y∗ ∈ Y ∗

der adjungierte Operator T ∗ ∈ L(Y ∗,X ∗) de�niert. Es gilt stets ‖T ∗‖L(Y ∗,X ∗) = ‖T ‖L(X ,Y ).
Außerdem folgt aus der Stetigkeit vonT , dassT ∗ schwach-∗ stetig (undT natürlich schwach

stetig) ist.

1.3 hilberträume

Besonders weitgehende Dualitäts-Aussagen gelten in Hilberträumen. Eine Abbildung

(·, ·) : X × X → R auf dem Vektorraum X über R heißt Skalarprodukt, falls gilt

(i) (αx + βy, z) = α (x, z) + β (y, z) für alle x,y, z ∈ X und α, β ∈ R;

(ii) (x,y) = (y, x) für alle x,y ∈ X ;

(iii) (x, x) ≥ 0 für alle x ∈ X mit Gleichheit genau dann, wenn x = 0.

Ein Banachraum mit Skalarprodukt (X , (·, ·)X ) wird Hilbertraum genannt; ist das Skalar-

produkt kanonisch, lässt man es weg. Durch das Skalarprodukt wird eine Norm

‖x ‖X :=
√
(x, x)X

induziert, die der Cauchy–Schwarz-Ungleichung gehorcht:

(x,y)X ≤ ‖x ‖X ‖y ‖X .

Beispiel 1.2 (i–iii) für p = 2(= q) ist jeweils ein Hilbertraum, wobei das Skalarprodukt der

dualen Paarung entspricht und die kanonischen Normen induziert.

Ein Skalarprodukt vermittelt den Begri� der Orthogonalität: Ist X ein Hilbertraum, so

nennt man x,y ∈ X orthogonal, falls (x,y)X = 0 gilt. Eine Menge U ⊂ X , deren Elemente

paarweise orthogonal sind, heißt Orthogonalsystem. Gilt sogar für alle x,y ∈ U , dass

(x,y)X =

{
1 falls x = y,

0 sonst,

so heißt U Orthonormalsystem. Ein Orthonormalsystem ist vollständig, falls kein Ortho-

normalsystem V ⊂ X mit U ( V existiert. Ein höchstens abzählbares vollständiges

Orthonormalsystem nennt man auch Orthonormalbasis.

12



1 grundlagen der funktionalanalysis

Jedes Orthonormalsystem U ⊂ X erfüllt die Besselsche Ungleichung:

(1.4)

∑
y∈U

| (x,y)X |
2 ≤ ‖x ‖2X für alle x ∈ X ,

wobei höchstens abzählbar viele Summanden von Null verschieden sind. Ist U vollständig

und X ein Hilbertraum, so gilt sogar Gleichheit; dies folgt aus der Parseval-Identität

(1.5) (x1, x2)X =
∑
y∈U

(x1,y)X (x2,y)X für alle x1, x2 ∈ X

(man spricht daher im Fall der Gleichheit in (1.4) auch von der Parseval-Relation).

Der für uns wesentliche Punkt ist, dass der Dualraum eines Hilbertraums X mit X identi�-

ziert werden kann.

Satz 1.10 (Fréchet–Riesz). Sei X ein Hilbertraum. Dann existiert zu jedem x∗ ∈ X ∗ genau ein
zx∗ ∈ X mit ‖x∗‖X ∗ = ‖zx∗ ‖X und

〈x∗, x〉X = (x, zx∗)X für alle x ∈ X .

Man bezeichnet zx∗ als Riesz-Repräsentant von x∗. Die (lineare) Abbildung JX : X ∗ → X ,

x∗ 7→ zx∗ wird Riesz-Isomorphismus genannt. Mit ihrer Hilfe zeigt man zum Beispiel, dass

jeder Hilbertraum re�exiv ist.

Satz 1.10 erlaubt, anstelle der dualen Paarung das Skalarprodukt zu verwenden. So konver-

giert {xn}n∈N schwach gegen x genau dann, wenn gilt

(1.6) (xn, z)X → (x, z)X für alle z ∈ X .

Ähnliches gilt für lineare Operatoren auf Hilberträumen. Für Hilberträume X ,Y wird zu

T ∈ L(X ,Y ) der Hilbertraum-adjungierte Operator T? ∈ L(Y ,X ) de�niert durch(
T?y, x

)
X = (Tx,y)Y für alle x ∈ X ,y ∈ Y .

Ist T? = T , so nennt man T selbstadjungiert. Zwischen den beiden De�nitionen einer

Adjungierten besteht die Beziehung T? = JXT
∗J−1

Y . Ist der Kontext klar, werden wir nicht

in der Notation unterscheiden.
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2 GRUNDLAGEN DER VARIATIONSRECHNUNG

Variationsmethoden führen auf die Aufgabe, ein (nichtlineares) Funktional F : X → R

über einer Teilmenge U eines Banachraums X zu minimieren. Mit solchen Problemen

beschäftigt sich die Variationsrechnung.

2.1 direkte methode der variationsrechnung

Wir befassen uns zuerst mit der Frage nach der Existenz eines Minimierers x̄ von F . Dabei

ist es hilfreich, die Beschränkung x̄ ∈ U in das Funktional aufzunehmen, indem wir F auf

X erweitern, dafür aber den Wert∞ zulassen. Wir betrachten also

F̄ : X → R := R ∪ {∞}, F̄ (x) =

{
F (x) x ∈ U ,

∞ x ∈ X \U .

Dabei wird R mit der üblichen Arithmetik versehen, d. h. t < ∞ und t +∞ = ∞ für alle

t ∈ R; Subtraktion und Multiplikation von negativen Zahlen mit ∞ und insbesondere

F (x) = −∞ sind nicht zugelassen. Existiert überhaupt ein x ∈ U , so kann ein Minimierer x̄
also nur in U liegen.

Wir betrachten also in Folge Funktionale F : X → R. Die Menge, auf der F endlich ist,

bezeichnet man als (e�ektiven) De�nitionsbereich

dom F := {x ∈ X : F (x) < ∞} .

Ist dom F , ∅, so nennt man F eigentlich (englisch: „proper“).

Wir verallgemeinern nun den Satz von Weierstraß (jede reellwertige stetige Funktion

auf kompakten Mengen nimmt ihr Minimum und Maximum an) auf Banachräume und

insbesondere auf Funktionen der Form F̄ . Da wir nur an Minima interessiert sind, reicht

dafür eine „einseitige“ Stetigkeit: Man nennt F unterhalbstetig in x ∈ X (englisch: „lower

semicontinuous“), falls gilt

F (x) ≤ lim inf

n→∞
F (xn) für alle Folgen {xn}n∈N ⊂ X mit xn → x .
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2 grundlagen der variationsrechnung

Analog de�niert man schwach(-∗) unterhalbstetige Funktionen über schwach(-∗) konver-

gente Folgen. Gilt schließlich für jede Folge {xn}n∈N ⊂ X mit ‖xn‖X →∞ auch F (xn) → ∞,

so heißt F koerziv.

Damit haben wir alle Begri�e zur Hand, um das zentrale Resultat der Variationsrechnung

zu beweisen.
1

Satz 2.1. Sei X ein re�exiver Banachraum und F : X → R eigentlich, koerziv und schwach
unterhalbstetig. Dann hat das Minimierungsproblem

min

x∈X
F (x)

eine Lösung x̄ ∈ dom F .

Beweis. Der Beweis kann in drei Schritte aufgeteilt werden.„Die Existenz eines Minimierers

folgt aus Standard-Argumenten.“

(i) Zeige, dass eine Minimalfolge existiert.

Da F eigentlich ist, ist M := infx∈X F (x) < ∞ (wobei M = −∞ noch nicht ausge-

schlossen ist). Wir können also eine Folge {yn}n∈N ⊂ ran F \ {∞} ⊂ R �nden mit

yn → M , d. h. es existiert eine Folge {xn}n∈N ⊂ X mit

F (xn) → M = inf

x∈X
F (x).

Eine solche Folge wird Minimalfolge genannt. Beachten Sie, dass wir aus der Konver-

genz von {F (xn)}n∈N (noch) nicht auf die Konvergenz von {xn}n∈N schließen können.

(ii) Zeige, dass die Minimalfolge eine konvergente Teilfolge besitzt.

Wir zeigen zuerst, dass {xn}n∈N beschränkt ist. Angenommen, das ist nicht der Fall,

d. h. ‖xn‖X →∞ für n →∞. Aus der Koerzivität von F folgt dann auch F (xn) → ∞,

im Widerspruch zu F (xn) → M < ∞ nach De�nition der Minimalfolge. Also ist

{xn}n∈N beschränkt und enthält daher nach dem Satz von Eberlein–S̆mulyan eine

schwach konvergente Teilfolge {xnk }k∈N mit Grenzwert x̄ ∈ X . Dieser Grenzwert ist

Kandidat für einen Minimierer.

(iii) Zeige, dass dieser Grenzwert ein Minimierer ist.

Aus der De�nition der Minimalfolge folgt, dass auch für die Teilfolge F (xnk ) → M
gilt. Mit der schwachen Unterhalbstetigkeit von F und der De�nition des In�mums

erhalten wir daher

inf

x∈X
F (x) ≤ F (x̄) ≤ lim inf

k→∞
F (xnk ) = M = inf

x∈X
F (x) < ∞.

1
Diese Beweis-Strategie, bekannt unter dem Namen direkte Methode der Variationsrechnung, wird so häu�g

angewendet, dass in Forschungsarbeiten üblicherweise nur geschrieben wird: Das Grundprinzip geht auf

Hilbert zurück; die hier verwendete Formulierung für unterhalbstetige Funktionen stammt von Leonida

Tonelli (1885–1946), der damit die moderne Variationsrechnung nachhaltig geprägt hat.
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2 grundlagen der variationsrechnung

Daraus folgt x̄ ∈ dom F sowie infx∈X F (x) = F (x̄) > −∞ (da F eigentlich ist). Das

In�mum wird also in x̄ ∈ dom F angenommen, und damit ist x̄ der gesuchte Mini-

mierer. �

Ist X nicht re�exiv, aber Dualraum eines separablen Banachraums, so zeigt man analog

die Existenz von Minimierern schwach-∗ unterhalbstetiger Funktionale mit dem Satz von

Banach–Alaoglu.

Beachten Sie, wie im Beweis die zu verwendende Topologie auf X durch Schritt (ii) und

(iii) eingeschränkt wird: Schritt (ii) pro�tiert von einer groben Topologie (in der mehr

Folgen konvergieren), Schritt (iii) von einer feinen (je weniger Folgen konvergieren, desto

einfacher ist die lim inf-Bedingung zu erfüllen). Da wir in unseren Fällen nicht mehr als

die Beschränktheit einer Minimalfolge erwarten können, können wir keine feinere als

die schwache Topologie verwenden. Es bleibt daher die Frage, ob genügend (interessante)

Funktionale schwach unterhalbstetig sind.

Ein erstes Beispiel sind beschränkte lineare Funktionale: Ist x∗ ∈ X ∗, so ist

F : X → R, x 7→ 〈x∗, x〉X ,

schwach stetig (nach De�nition der schwachen Konvergenz) und damit insbesondere

schwach unterhalbstetig. Ein weiterer Vorzug der (schwachen) Unterhalbstetigkeit ist, dass

sie unter bestimmten Operationen erhalten bleibt.

Lemma 2.2. Seien X ,Y Banachräume und sei F : X → R schwach unterhalbstetig. Dann sind
schwach unterhalbstetig

(i) αF für alle α ≥ 0;

(ii) F +G für G : X → R schwach unterhalbstetig;

(iii) φ ◦ F für φ : R→ R unterhalbstetig und monoton steigend;

(iv) F ◦ Φ für Φ : Y → X schwach stetig, d. h. aus yn ⇀ y folgt Φ(yn)⇀ Φ(y);

(v) x 7→ supi∈I Fi(x) mit Fi : X → R schwach unterhalbstetig für eine beliebige Menge I .

Beachte, dass Aussage (v) für stetige Funktionen nicht gilt!

Beweis. Die Aussagen (i) und (ii) folgen direkt aus den Rechenregeln für den lim inf.

Aussage (iii) folgt aus der Monotonie und der schwachen Unterhalbstetigkeit von φ, denn

für xn ⇀ x gilt

φ(F (x)) ≤ φ(lim inf

n∈N
F (xn)) ≤ lim inf

n∈N
φ(F (xn)).
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2 grundlagen der variationsrechnung

Aussage (iv) folgt direkt aus der schwachen Stetigkeit von Φ: Gilt yn ⇀ y , so gilt xn :=

Φ(yn)⇀ Φ(y) =: x , und aus der Unterhalbstetigkeit von F folgt

F (Φ(y)) ≤ lim inf

n→∞
F (Φ(yn)).

Sei schließlich {xn}n∈N eine schwach konvergente Folge mit Grenzwert x ∈ X . Dann gilt

nach De�nition des Supremums

(2.1) Fj(x) ≤ lim inf

n→∞
Fj(xn) ≤ lim inf

n→∞
sup

i∈I
Fi(xn) für alle j ∈ I .

Nehmen wir auf beiden Seiten das Supremum über alle j ∈ I , so folgt die Aussage (v). �

Folgerung 2.3. Sei X ein Banachraum. Dann ist ‖ · ‖X eigentlich, koerziv und schwach
unterhalbstetig.

Beweis. Koerzivität und dom ‖ · ‖X = X folgt direkt aus der De�nition; schwache Unterhalb-

stetigkeit folgt aus Lemma 2.2 (v) und Folgerung 1.6, denn

�(2.2) ‖x ‖X = sup

‖x∗‖X ∗≤1

|〈x∗, x〉X |.

Ein weiteres häu�g auftretendes Funktional ist die Indikator-Funktion2
einer MengeU ⊂ X ,

de�niert als

δU (x) =

{
0 x ∈ U ,

∞ x ∈ X \U .

Der Zweck dieser De�nition ist natürlich, die Minimierung eines Funktionals F : X → R

unter der Nebenbedingung x ∈ U auf die unbeschränkte Minimierung von F̄ := F + δU
zurückführen. Für die Existenz von Minimierern ist daher das folgende Resultat wichtig.

Lemma 2.4. Sei X ein Banachraum undU ⊂ X . Dann ist δU

(i) eigentlich, wennU nichtleer ist;

(ii) schwach unterhalbstetig, wennU konvex und abgeschlossen ist;

(iii) koerziv, wennU beschränkt ist.

Beweis. Aussage (i) ist klar. Für (ii) betrachte eine schwach konvergente Folge {xn}n∈N ⊂ X
mit Grenzwert x ∈ X . Ist x ∈ U , dann ist wegen δU ≥ 0 natürlich

δU (x) = 0 ≤ lim inf

n→∞
δU (xn).

2
nicht zu verwechseln mit der charakteristischen Funktion 1U mit 1U (x) = 1 für x ∈ U und 0 sonst!
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Sei nun x < U . Da U konvex und abgeschlossen und daher nach Lemma 1.8 auch schwach

abgeschlossen ist, muss ein N ∈ N existieren mit xn < U für alle n ≥ N (sonst könnten

wir – durch Übergang zu einer Teilfolge – eine Folge mit xn ⇀ x ∈ U konstruieren, im

Widerspruch zur Annahme). Also gilt δU (xn) = ∞ für alle n ≥ N und damit

δU (x) = ∞ = lim inf

n→∞
δU (xn).

Für (iii) sei U beschränkt, d. h. es gebe ein M > 0 mit U ⊂ KM (0). Gilt ‖xn‖X → ∞, so

existiert ein N ∈ N mit ‖xn‖X > M für alle n ≥ N , und damit xn < KM (0) ⊃ U für alle

n ≥ N . Also gilt auch δU (xn) → ∞. �

2.2 differenzierbarkeit in banachräumen

Auch im Banachraum möchte man Minimierer intrinsisch mit Hilfe des Fermatschen

Prinzip charakterisieren. Dafür übertragen wir den klassischen Ableitungsbegri� in den

Banachraum. Dies geschieht in mehreren Schritten.

Seien X ,Y Banachräume, F : X → Y eine Abbildung, und x,h ∈ X .

• Existiert der einseitige Grenzwert

F ′(x ;h) := lim

t→0
+

F (x + th) − F (x)

t
∈ Y ,

so nennen wir diesen Richtungsableitung in x in Richtung h.

• Falls F ′(x ;h) für alle h ∈ X existiert und durch

DF (x) : X → Y ,h 7→ F ′(x ;h)

ein linearer beschränkter Operator de�niert wird, so heißt F Gâteaux-di�erenzierbar
(in x ) und DF ∈ L(X ,Y ) Gâteaux-Ableitung.

• Gilt zusätzlich

lim

‖h‖X→0

‖F (x + h) − F (x) − DF (x)h‖Y
‖h‖X

= 0,

so heißt F Fréchet-di�erenzierbar (in x) und F ′(x) := DF (x) ∈ L(X ,Y ) Fréchet-
Ableitung.

• Ist die Abbildung x 7→ F ′(x) stetig, so heißt F stetig di�erenzierbar.
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2 grundlagen der variationsrechnung

Der Unterschied zwischen Gâteaux- und Fréchet-Di�erenzierbarkeit liegt also im Appro-

ximationsfehler von F in der Nähe von x durch F (x) + DF (x)h: Während für Gâteaux-

di�erenzierbare Funktionen dieser nur beschränkt durch ‖h‖X – also linear in ‖h‖X – sein

muss, ist er für Fréchet-di�erenzierbare Funktionen sogar superlinear in ‖h‖X . (Für eine

feste Richtungh ist dies natürlich auch für Gâteaux-di�erenzierbare Funktionen der Fall; für

Fréchet-di�erenzierbare Funktionen ist zusätzlich also Gleichmäßigkeit in h gefordert.)

Ist F Gâteaux-di�erenzierbar, kann man die Gâteaux-Ableitung berechnen via

DF (x)h =
(
d
dt F (x + th)

) ���
t=0

.

O�ensichtlich sind lineare beschränkte Operatoren F ∈ L(X ,Y ) überall Fréchet-di�erenzier-

bar mit Ableitung F ′(x) = F ∈ L(X ,Y ) für alle x ∈ X . Weitere Ableitungen erhält man

durch die üblichen Rechenregeln, die genau wie in Rn
gezeigt werden. Beispielhaft sei die

folgende Kettenregel angegeben.

Satz 2.5. Seien X ,Y ,Z Banachräume und F : X → Y Fréchet-di�erenzierbar in x ∈ X und
G : Y → Z Fréchet-di�erenzierbar in y := F (x) ∈ Y . Dann ist G ◦ F Fréchet-di�erenzierbar
in x und

(G ◦ F )′(x) = G′(F (x)) ◦ F ′(x).

Eine analoge Regel für Gâteaux-Ableitungen gilt dagegen nicht!

Wir betrachten nun die Charakterisierung von Minimierern eines di�erenzierbaren Funk-

tionals F : X → R.
3

Satz 2.6 (Fermat-Prinzip). Sei F : X → R Gâteaux-di�erenzierbar und x̄ ∈ X ein lokaler
Minimierer von F . Dann gilt DF (x̄) = 0, d. h.

DF (x̄)h = F ′(x ;h) = 0 für alle h ∈ X .

Beweis. Wenn x̄ ein Minimierer von F ist, so muss insbesondere für alle h ∈ X und ε > 0

klein genug die Funktion f : (−ε, ε) → R, t 7→ F (x̄ + th), ein Minimum in t = 0 haben. Da

F Gâteaux-di�erenzierbar ist, existiert die Ableitung f ′(t) in t = 0 und damit muss gelten

0 = f ′(0) = lim

t→0
+

f (t) − f (0)

t
= F ′(x ;h). �

Beachten Sie, dass Gâteaux-Ableitungen eines Funktionals F : X → R Elemente des

Dualraums X ∗ = L(X ,R) sind und daher nicht zu Vektoren in X addiert werden können.

In Hilberträumen (und insbesondere Rn
) kann man aber DF (x) ∈ X ∗ mit Hilfe des Satz

3
In der indirekten Methode der Variationsreichnung zeigt man darüber auch die Existenz von Minimierern,

etwa als Lösung einer partiellen Di�erentialgleichung.
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2 grundlagen der variationsrechnung

von Fréchet–Riesz kanonisch mit einem Element ∇F (x) ∈ X , genannt Gradient von F ,

identi�zieren über

DF (x)h = (∇F (x),h)X für alle h ∈ X .

Als Beispiel betrachten wir für die durch das Skalarprodukt induzierte Norm in einem

Hilbertraum das Funktional F (x) = 1

2
‖x ‖2X . Dann gilt für alle x,h ∈ X

F ′(x ;h) = lim

t→0
+

1

2
(x + th, x + th)X −

1

2
(x, x)X

t
= (x,h)X = DF (x)h,

da das Skalarprodukt für festes x linear in h ist. Die quadrierte Norm ist also Gâteaux-

di�erenzierbar in x mit Ableitung DF (x) = (x, ·)X ∈ X ∗ und Gradient ∇F (x) = x ∈ X ;

wegen

lim

‖h‖X→0

�� 1

2
‖x + h‖2X −

1

2
‖x ‖2X − (x,h)X

��
‖h‖X

= lim

‖h‖X→0

1

2

‖h‖X = 0

ist sie sogar Fréchet-di�erenzierbar. Fasst man nun dieselbe Abbildungsvorschrift auf als

de�niert auf einem kleineren Hilbertraum X ′ ↪→ X (zum Beispiel X = L2(Ω), X ′ = H 1(Ω)),
so istDF (x) ∈ (X ′)∗ immer noch gegeben durchDF (x)h = (x,h)X (nur noch für alleh ∈ X ′),
aber ∇F (x) ∈ X ′ ist nun charakterisiert durch

DF (x)h = (∇F (x),h)X ′ für alle h ∈ X ′.

Unterschiedliche Skalarprodukte führen daher zu unterschiedlichen Gradienten.
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3 GRUNDLAGEN DER KONVEXEN ANALYSIS

Die klassischen Ableitungsbegri�e des letzten Kapitels sind für unsere Zwecke nicht

ausreichend, denn viele interessante Funktionale sind in diesem Sinne nicht di�erenzierbar;

auch Funktionale mit Werten in R können damit nicht behandelt werden. Wir brauchen

daher einen Ableitungsbegri�, der allgemeiner als Gâteaux- und Fréchet-Ableitungen ist,

aber immer noch ein Fermatsches Prinzip und praktische Rechenregeln erlaubt.

3.1 konvexe funktionen

Wir betrachten zuerst die Klasse der Funktionale, die solch eine verallgemeinerte Ableitung

zulassen. Ein eigentliches Funktional F : X → R̄ heißt konvex, wenn für alle x,y ∈ X und

λ ∈ [0, 1] gilt

F (λx + (1 − λ)y) ≤ λF (x) + (1 − λ)F (y)

(dabei ist der Funktionswert∞ auf beiden Seiten zugelassen). Gilt für x , y und λ ∈ (0, 1)
sogar

F (λx + (1 − λ)y) < λF (x) + (1 − λ)F (y),

so heißt F strikt konvex.

Ein Funktional F ist genau dann konvex, wenn ihr Epigraph

epi F := {(x, t) ∈ X ×R : F (x) ≤ t}

konvex (als Teilmenge von X × R) ist. Weiterhin ist F genau dann konvex und unter-

halbstetig, wenn epi F konvex und abgeschlossen ist. Daraus folgt auch, dass ein konvexes

Funktional genau dann unterhalbstetig ist, wenn es schwach unterhalbstetig ist.

Direkt aus der De�nition folgt die Konvexität

• der Norm ‖ · ‖X in einem normierten Raum X ;

• der Indikatorfunktion δC für eine konvexe Menge C .
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3 grundlagen der konvexen analysis

Ist X ein Hilbertraum, so ist F (x) = ‖x ‖2X sogar strikt konvex: Für x,y ∈ X mit x , y und

λ ∈ (0, 1) beliebig gilt

‖λx + (1 − λ)y ‖2X = (λx + (1 − λ)y, λx + (1 − λ)y)X

= λ2 (x, x)X + 2λ(1 − λ) (x,y)X + (1 − λ)
2 (y,y)X

= λ
(
λ (x, x) + (1 − λ) (x − y,y)X + (1 − λ) (y,y)X

)
+ (1 − λ)

(
λ (x, x) − λ (x − y,y)X + (1 − λ) (y,y)X

)
= (λ + (1 − λ))

(
λ (x, x)X + (1 − λ) (y,y)X

)
− λ(1 − λ) (x − y, x − y)X

= λ‖x ‖2X + (1 − λ)‖y ‖
2

X − λ(1 − λ)‖x − y ‖
2

X

< λ‖x ‖2X + (1 − λ)‖y ‖
2

X .

Weitere Beispiele lassen sich durch folgende Operationen erzeugen.

Lemma 3.1. Seien X ,Y normierte Räume und sei F : X → R konvex. Dann sind konvex

(i) αF für alle α ≥ 0;

(ii) F +G für G : X → R konvex (ist F oder G strikt konvex, so auch F +G);

(iii) φ ◦ F für φ : R→ R konvex und monoton steigend;

(iv) F ◦A für A ∈ L(Y ,X );

(v) x 7→ supi∈I Fi(x) für eine beliebige Indexmenge I und Fi konvex für alle i ∈ I .

Nach all der Vorarbeit können wir nun schnell das Hauptresultat über die Existenz von

Lösungen konvexer Minimierungsaufgaben beweisen.

Satz 3.2. Sei X ein re�exiver Banachraum und seien

(i) U ⊂ X nichtleer, abgeschlossen, und konvex,

(ii) F : X → R eigentlich, konvex, und unterhalbstetig mit dom F ∩U , ∅,

(iii) U beschränkt oder F koerziv.

Dann hat das Problem
min

x∈U
F (x)

eine Lösung x̄ ∈ U ∩ dom F . Ist F strikt konvex, so ist die Lösung eindeutig.
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3 grundlagen der konvexen analysis

Beweis. Wir betrachten das Funktional F̄ = F + δU . Aus Voraussetzung (i) folgt mit Lem-

ma 2.2, dass δU eigentlich, konvex und schwach unterhalbstetig ist. Wegen (ii) existiert

ein Punkt x0 ∈ U mit F̄ (x0) < ∞, daher ist auch F̄ eigentlich, konvex und damit sogar

unterhalbstetig. Aus (iii) folgt schließlich die Koerzivität von F̄ (da die Summe koerziv ist,

sobald es einer dieser Summanden ist). DaX re�exiv ist, können wir nun Satz 2.1 anwenden

und erhalten die Existenz eines Minimierers x̄ ∈ dom F̄ = U ∩ dom F von F̄ mit

F (x̄) = F̄ (x̄) ≤ F̄ (x) = F (x) für alle x ∈ U ,

d. h. x̄ die gesuchte Lösung.

Sei nun F strikt konvex, und seien x̄, x̄′ ∈ U zwei verschiedene Minimierer, d. h. x̄ , x̄′

aber F (x̄) = F (x̄′) = minx∈U F (x). Dann ist für alle λ ∈ (0, 1) wegen der Konvexität von U
auch

xλ := λx̄ + (1 − λ)x̄′ ∈ U ,

aber wegen der strikten Konvexität von F gilt

F (xλ) < λF (x̄) + (1 − λ)F (x̄
′) = F (x̄),

im Widerspruch zu F (x̄) ≤ F (x) für alle x ∈ U . �

3.2 konvexe subdifferentiale

Wir wenden uns nun der Charakterisierung von Minimierern konvexer Funktionen durch

ein Fermatsches Prinzip zu. Ein erster Kandidat für den nötigen Ableitungsbegri� ist die

Richtungsableitung, denn diese existiert (zumindest in den erweiterten reellen Zahlen) für

jede konvexe Funktion.

Lemma 3.3. Sei F : X → R konvex und seien x ∈ dom F und h ∈ X gegeben. Dann gilt:

(i) Die Funktion

φ : (0,∞) → R, t 7→
F (x + th) − F (x)

t
,

ist monoton steigend.

(ii) Der Grenzwert F ′(x ;h) = limt→0
+ φ(t) ∈ [−∞,∞] existiert und erfüllt

(3.1) F ′(x ;h) ≤ F (x + h) − F (x).

Beweis. Zu (i): Durch Einsetzen und Umformen sieht man, dass für alle 0 < s ≤ t die

Bedingung φ(s) ≤ φ(t) äquivalent ist zu

F (x + sh) ≤
s

t
F (x + th) +

(
1 −

s

t

)
F (x).
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3 grundlagen der konvexen analysis

Dies folgt aber wegen x + sh = (1 − s
t )x +

s
t (x + th) aus der Konvexität von F .

Aussage (ii) folgt sofort nun aus (i) wegen

F ′(x ;h) = lim

t→0
+
φ(t) = inf

t>0

φ(t) ≤ φ(1) = F (x + h) − F (x). �

Leider liefert dieser Begri� noch nicht das Gewünschte, denn die konvexe Funktion f :

R → R, f (t) = |t | hat ein Minimum in t = 0, dort aber nur die Richtungsableitung

f ′(0;h) = |h | > 0 für h ∈ R \ {0}. Es gilt also nicht f ′(0;h) = 0 für irgendein h , 0, aber

es gilt zumindest 0 ≤ f ′(0;h) für alle h ∈ R. Diese Bedingung wollen wir auf allgemeine

normierte Räume verallgemeinern. Dafür betrachten wir für F : X → R und x ∈ dom F
die Menge

{x∗ ∈ X ∗ : 〈x∗,h〉X ≤ F ′(x ;h) für alle h ∈ X } .

Diese Menge (die auch leer sein kann!) ist mit Hilfe von Lemma 3.3 auch ohne Richtungs-

ableitung charakterisierbar.

Lemma 3.4. Seien F : X → R konvex und x ∈ dom F . Dann sind für x∗ ∈ X ∗ äquivalent

(i) 〈x∗,h〉X ≤ F ′(x ;h) für alle h ∈ X ;

(ii) 〈x∗,h〉X ≤ F (x + h) − F (x) für alle h ∈ X .

Beweis. Gilt (i), so folgt direkt aus Lemma 3.3 (ii)

〈x∗,h〉X ≤ F ′(x ;h) ≤ F (x + h) − F (x) für alle h ∈ X .

Gilt (ii) für alle h ∈ X , so auch für th für alle h ∈ X und t > 0. Division durch t und

Grenzübergang liefert dann

〈x∗,h〉X ≤ lim

t→0
+

F (x + th) − F (x)

t
= F ′(x ;h). �

Führen wir x̃ = x + h ∈ X ein, so führt die zweite Bedingung auf die folgende De�nition.

Für F : X → R und x ∈ dom F de�nieren wir das (konvexe) Subdi�erential als

(3.2) ∂F (x) := {x∗ ∈ X ∗ : 〈x∗, x̃ − x〉X ≤ F (x̃) − F (x) für alle x̃ ∈ X } .

(Beachten Sie, dass x̃ < dom F zugelassen ist, da dann die Ungleichung trivialerweise erfüllt

ist.) Für x < dom F setzen wir ∂F (x) = ∅. Ein Element ξ ∈ ∂F (x) heißt Subgradient.

Diese De�nition liefert nun das Gewünschte.

Satz 3.5. Seien F : X → R und x̄ ∈ dom F . Dann sind äquivalent:

(i) 0 ∈ ∂F (x̄).

(ii) F (x̄) = min

x∈X
F (x);
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3 grundlagen der konvexen analysis

Beweis. Dies folgt direkt aus den De�nitionen: Es ist 0 ∈ ∂F (x̄) genau dann, wenn gilt

0 = 〈0, x̃ − x̄〉X ≤ F (x̃) − F (x̄) für alle x̃ ∈ X ,

d. h. F (x̄) ≤ F (x̃) für alle x̃ ∈ X . �

Dies entspricht auch der geometrischen Anschauung: Für X = R = X ∗ beschreibt ỹ :=

f (x̃) = f (x) + ξ (x̃ − x) mit ξ ∈ ∂ f (x) eine Tangente an y = f (x) mit Steigung ξ ; die

Bedingung ξ = 0 ∈ ∂ f (x̃) bedeutet also, dass f in x̄ eine waagerechte Tangente hat.
1

Wir betrachten einige Beispiele. Zunächst ist aus der Konstruktion ersichtlich, dass das

Subdi�erential die Gâteaux-Ableitung verallgemeinert.

Satz 3.6. Sei F : X → R konvex und Gâteaux-di�erenzierbar in x . Dann ist ∂F (x) = {DF (x)}.

Beweis. Nach De�nition der Gâteaux-Ableitung gilt

〈DF (x),h〉X = DF (x)h = F ′(x ;h) für alle h ∈ X .

Aus Lemma 3.4 folgt nun mit x̃ = x + h sofort DF (x) ∈ ∂F (x).

Umgekehrt folgt aus ξ ∈ ∂F (x) mit h := x̃ − x ∈ X , dass gilt

〈ξ ,h〉X ≤ F ′(x ;h) = 〈DF (x),h〉X .

Da x̃ ∈ X beliebig war, gilt dies für alle h ∈ X . Supremum über alle h mit ‖h‖X ≤ 1 liefert

dann ‖ξ − DF (x)‖X ∗ ≤ 0, d. h. ξ = DF (x). �

Natürlich möchten wir auch Subdi�erentiale von Funktionen berechnen, die nicht di�e-

renzierbar sind. Das kanonische Beispiel ist die Norm ‖x ‖X in einem normierten Raum,

die ja in x = 0 nicht di�erenzierbar ist.

Satz 3.7. Für x ∈ X ist

(3.3) ∂(‖ · ‖X )(x) =

{
{x∗ ∈ X ∗ : 〈x∗, x〉X = ‖x ‖X und ‖x∗‖X ∗ = 1} falls x , 0,

BX ∗ falls x = 0.

1
Beachten Sie, dass in Satz 3.5 nirgendwo die Konvexität von F eingeht! Tatsächlich charakterisiert 0 ∈ ∂F (x̄)

die globalen Minimierer jeder Funktion. Nichtkonvexe Funktionen können aber auch lokale Minimierer

haben, für die die Subdi�erentialinklusion nicht erfüllt ist. Tatsächlich sind (konvexe) Subdi�erentiale

nichtkonvexer Funktionen in der Regel leer. Dies führt insbesondere für den Beweis einiger Rechenregeln

zu Problemen, für die wir in der Tat Konvexität voraussetzen müssen.
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3 grundlagen der konvexen analysis

Beweis. Für x = 0 ist nach De�nition ξ ∈ ∂(‖ · ‖X )(x) genau dann, wenn gilt

〈ξ , x̃〉X ≤ ‖x̃ ‖X für alle x̃ ∈ X \ {0}

(für x̃ = 0 ist die Ungleichung trivial). Dies ist aber wegen der De�nition der Operatornorm

äquivalent mit ‖ξ ‖X ∗ ≤ 1.

Sei nun x , 0 und betrachte ξ ∈ ∂(‖ · ‖X )(x). Indem wir nacheinander x̃ = 0 und x̃ = 2x in

die De�nition (3.2) einsetzen, erhalten wir

‖x ‖X ≤ 〈ξ , x〉X = 〈ξ , 2x − x〉 ≤ ‖2x ‖X − ‖x ‖X = ‖x ‖X ,

d. h. 〈ξ , x〉X = ‖x ‖X . Analog haben wir für alle x̃ ∈ X , dass gilt

〈ξ , x̃〉X = 〈ξ , (x̃ + x) − x〉X ≤ ‖x̃ + x ‖X − ‖x ‖X ≤ ‖x̃ ‖X ,

woraus wie im Fall x = 0 folgt ‖ξ ‖X ∗ ≤ 1. Für x̃ = x/‖x ‖X gilt nun

〈ξ , x̃〉X = ‖x ‖
−1

X 〈ξ , x〉X = ‖x ‖
−1

X ‖x ‖X = 1.

Also ist tatsächlich ‖ξ ‖X ∗ = 1.

Es sei umgekehrt x∗ ∈ X ∗ mit 〈x∗, x〉X = ‖x ‖X und ‖x∗‖X ∗ = 1. Dann gilt mit (1.1) für alle

x̃ ∈ X die Relation

〈x∗, x̃ − x〉X = 〈x
∗, x̃〉X − 〈x

∗, x〉X ≤ ‖x̃ ‖X − ‖x ‖X ,

und daher nach De�nition x∗ ∈ ∂(‖ · ‖X )(x) �

Für den Fall X = R erhalten wir daraus das Subdi�erential der Betragsfunktion als

(3.4) ∂(| · |)(t) = sign(t) :=


{1} falls t > 0,

{−1} falls t < 0,

[−1, 1] falls t = 0.

Durch komponentenweise Betrachtung erhält man daraus die Charakterisierung des Sub-

di�erentials der Norm in (RN , ‖ · ‖1).

Schließlich haben wir auch eine einfache Darstellung für das Subdi�erential der Indikator-

funktion einer konvexen Menge C ⊂ X . Für x ∈ C = domδC gilt nämlich

x∗ ∈ ∂δC(x) ⇔ 〈x
∗, x̃ − x〉X ≤ δC(x̃) für alle x̃ ∈ X

⇔ 〈x∗, x̃ − x〉X ≤ 0 für alle x̃ ∈ C,

da die Ungleichung für alle x̃ < C trivialerweise erfüllt ist. Die Menge ∂δC(x) nennt

man auch Normalenkegel an C in x . Wieder ist das Beispiel X = R erhellend: Betrachte

C = [−1, 1] und t ∈ C . Dann ist ξ ∈ ∂δ[−1,1](t) genau dann, wenn ξ (t̃ − t) ≤ 0 für alle

t̃ ∈ [−1, 1] gilt. Wir machen nun eine Fallunterscheidung:

26



3 grundlagen der konvexen analysis

1. Fall: t = 1. Dann ist t̃ − t ∈ [−2, 0] und damit gilt die Bedingung genau dann, wenn ξ ≥ 0

ist.

2. Fall: t = −1. Dann ist t̃ − t ∈ [0, 2] und damit gilt die Bedingung genau dann, wenn

ξ ≤ 0 ist.

3. Fall: t ∈ (−1, 1). Dann kann t̃ − t sowohl positive als auch negative Werte annehmen,

und damit muss ξ = 0 sein.

Also ist

∂δ[−1,1](t) =


[0,∞) falls t = 1,

(−∞, 0] falls t = −1,

{0} falls t ∈ (−1, 1),

∅ falls t ∈ R \ [−1, 1].

Dies entspricht den aus der linearen Optimierung bekannten Komplementaritätsbedingun-
gen für Lagrange-Multiplikatoren zu den Ungleichungen −1 ≤ t ≤ 1. Analoges gilt für

komponentenweise Schranken in X = RN
.

Subdi�erentiale weiterer Funktionale erhält man durch Rechenregeln. Es ist naheliegend,

dass diese umso aufwändiger zu beweisen sind, je schwächer der Di�erenzierbarkeitsbegri�

ist (d. h. je mehr Funktionen in diesem Sinne di�erenzierbar sind). Die ersten beiden Regeln

folgen noch direkt aus der De�nition.

Lemma 3.8. Für F : X → R konvex und x ∈ dom F gilt

(i) ∂(λF )(x) = λ(∂F (x)) := {λξ : ξ ∈ ∂F (x)} für λ > 0;

(ii) ∂F (· + x0)(x) = ∂F (x + x0) für x0 ∈ X mit x + x0 ∈ dom F .

Schon die Summenregel ist deutlich aufwändiger.

Satz 3.9 (Summenregel). Seien F ,G : X → R konvex. Dann gilt für alle x ∈ dom F ∩ domG

∂F (x) + ∂G(x) ⊂ ∂(F +G)(x).

Existiert ein x0 ∈ dom F ∩ domG mit F stetig in x0, so gilt Gleichheit.

Beweis. Die Inklusion folgt durch Addition der De�nitionen der Subdi�erentiale. Seien

daher x ∈ dom F ∩G und ξ ∈ ∂(F +G)(x), erfüllen also

(3.5) 〈ξ , x̃ − x〉X ≤ (F (x̃) +G(x̃)) − (F (x) +G(x)) für alle x̃ ∈ X .
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Unser Ziel ist nun, mit Hilfe der Charakterisierung konvexer Funktionale durch ihren

Epigraphen und des Trennungssatzes ein lineares Funktional ζ ∈ ∂G(x) ⊂ X ∗ zu �nden

mit ξ − ζ ∈ ∂F (x), d. h.

F (x̃) − F (x) − 〈ξ , x̃ − x〉X ≥ 〈ζ , x − x̃〉X für alle x̃ ∈ dom F ,

G(x) −G(x̃) ≤ 〈ζ , x − x̃〉X für alle x̃ ∈ domG .

Wir de�nieren dafür die Mengen

C1 := {(x̃, t − (F (x) − 〈ξ , x〉X )) : x̃ ∈ dom F , t ≥ F (x̃) − 〈ξ , x̃〉X } ,

C2 := {(x̃,G(x) − t) : x̃ ∈ domG, t ≥ G(x̃)} ,

d. h.

C1 = epi(F − ξ ) − (0, F (x) − 〈ξ , x〉X ), C2 = −(epiG − (0,G(x))).

Wegen x ∈ dom F ∩ domG sindC1 undC2 nichtleer. Weiter kann man direkt nachrechnen,

dassC1 undC2 konvex sind. Weiter ist x0 ein innerer Punkt von dom F = dom(F − ξ ) (sonst

wäre F nicht stetig in x0) und damit (x0,α) für α groß genug ein innerer Punkt von C1

(denn F ist stetig und damit in einer Umgebung U ⊂ (dom F )o von x0 beschränkt; wir

�nden also ein o�enes Intervall I ⊂ R mit U × I ⊂ C1, wobei U × I nach De�nition der

Produkttopologie o�en in X ×R ist). Das Innere (C1)
o

von C1 ist also nichtleer. Bleibt zu

zeigen, dass (C1)
o

undC2 disjunkt sind. Dafür sei (x̃,α) ∈ (C1)
o ∩C2, für das nach De�nition

von C1 und C2 (und einigem Umformen) gilt

(3.6) F (x̃) − F (x) − 〈ξ , x̃ − x〉X < α ≤ G(x) −G(x̃),

im Widerspruch zu (3.5). Folgerung 1.5 liefert also ein (x∗, s) ∈ (X ∗ × R) \ {(0, 0)} =
(X ×R)∗ \ {(0, 0)} und ein λ ∈ R mit

〈x∗, x̃〉X + s(t − (F (x) − 〈ξ , x〉X )) ≤ λ, x̃ ∈ dom F , t ≥ F (x̃) − 〈ξ , x̃〉X ,(3.7)

〈x∗, x̃〉X + s(G(x) − t) ≥ λ, x̃ ∈ domG, t ≥ G(x̃).(3.8)

Wir zeigen nun, dass s < 0 ist. Für s = 0 folgt mit x̃ = x0 ∈ dom F ∩ domG sofort der

Widerspruch

〈x∗, x0〉X < λ ≤ 〈x
∗, x0〉X ,

da (x0,α) für α groß genug innerer Punkt von C1 ist und daher nach Satz 1.4 die Trennung

sogar mit strikter Ungleichung erfüllt ist. Gilt s > 0, so ist für t > F (x)−〈ξ , x〉X die Klammer

in (3.7) positiv, und t →∞ mit x̃ fest führt zum Widerspruch zur Beschränktheit durch λ.

Also ist s < 0, und aus (3.7) mit t = F (x̃) − 〈ξ , x̃〉X und aus (3.8) mit t = G(x̃) folgt

F (x̃) − F (x) + 〈ξ , x̃ − x〉X ≥ s−1(λ − 〈x∗, x̃〉X ), für alle x̃ ∈ dom F ,

G(x) −G(x̃) ≤ s−1(λ − 〈x∗, x̃〉X ), für alle x̃ ∈ domG .

Setzen wir x̃ = x ∈ dom F ∩ domG in beiden Ungleichungen, so folgt sofort λ = 〈x∗, x〉X .

Damit ist ζ = s−1x∗ ∈ X ∗ das gewünschte Funktional mit (ξ − ζ ) ∈ ∂F (x) und ζ ∈ ∂G(x),
d. h. ξ ∈ ∂F (x) + ∂G(x). �
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Daraus erhält man per Induktion Summenregeln für beliebig viele Summanden (wobei in

x0 alle bis auf ein Summand stetig sein müssen). Analog beweist man eine Kettenregel für

lineare Operatoren.

Satz 3.10 (Ke�enregel). Seien X ,Y normierte Räume, A ∈ L(X ,Y ), und F : Y → R konvex.
Existiert ein x0 ∈ X so, dass F stetig in Ax0 ist, dann gilt für alle x ∈ dom(F ◦A)

∂(F ◦A)(x) = A∗∂F (Ax) := {A∗y∗ : y∗ ∈ ∂F (Ax)} .

Beweis. Die rechte Inklusion folgt wieder direkt aus der De�nition: Für η ∈ ∂F (Ax) ⊂ Y ∗

gilt insbesondere für alle Ax̃ ∈ Y , x̃ ∈ X , dass

F (Ax̃) − F (Ax) ≥ 〈η,Ax̃ −Ax〉Y = 〈A
∗η, x̃ − x〉X ,

d. h. ξ := A∗η ∈ ∂(F ◦A) ⊂ X ∗.

Sei nun x ∈ dom(F ◦A) und ξ ∈ ∂(F ◦A)(x), d. h.

(3.9) F (Ax) + 〈ξ , x̃ − x〉X ≤ F (Ax̃) für alle x̃ ∈ X .

Ähnlich wie im Beweis von Satz 3.9 zeigen wir durch Trennung die Existenz eines η ∈
∂F (Ax) mit ξ = A∗η. Wir de�nieren dafür

C1 := epi F , C2 := {(Ax̃, F (Ax) + 〈ξ , x̃ − x〉X ) : x̃ ∈ X } .

Man vergewissert sich leicht, dass C2 nichtleer und konvex ist. Ebenso ist C1 nichtleer

und konvex und besitzt nach Voraussetzung den inneren Punkt (Ax0,α) für α groß genug.

Schließlich gilt für (ỹ, t) ∈ (C1)
o ∩C2 sowohl F (ỹ) < t als auch ỹ = Ax̃ und t = F (Ax) +

〈ξ , x̃ − x〉X für ein x̃ ∈ X , woraus ein Widerspruch zu (3.9) folgt.

Wir können also wieder Folgerung 1.5 anwenden und erhalten (y∗, s) ∈ (Y ∗ ×R) \ {(0, 0)}
und ein λ ∈ R mit

〈y∗, ỹ〉Y + st ≤ λ, ỹ ∈ dom F , t ≥ F (ỹ),(3.10)

〈y∗,Ax̃〉Y + s(F (Ax) + 〈ξ , x̃ − x〉X ) ≥ λ, x̃ ∈ X .(3.11)

Wie zuvor können wir den Fall s = 0 durch Wahl x̃ = x0, ỹ = Ax0, und den Fall s > 0

durch Betrachtung von t → ∞ für ỹ fest ausschließen. Also ist s < 0, und die Wahl von

x̃ = x ∈ dom(F ◦A), ỹ = Ax ∈ dom F und t = F (Ax) ergibt sofort λ = 〈y∗,Ax〉Y + sF (Ax).

Aus (3.10) folgt nun wegen s < 0 mit t = F (ỹ), dass

F (ỹ) − F (Ax) ≥ 〈s−1y∗,Ax − ỹ〉Y für alle ỹ ∈ dom F ,

d. h. η := −s−1y∗ ∈ ∂F (Ax). Damit kann man (3.11) vereinfachen zu

〈ξ −A∗η, x̃ − x〉X ≤ 0 für alle x̃ ∈ X .

Da an x̃ keine Einschränkungen gelten, kann die Ungleichung nur gelten, falls ξ = A∗η ist,

was zu zeigen war. �
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3 grundlagen der konvexen analysis

Damit erhalten wir eine Charakterisierung von Minimierern konvexer Funktionen unter

(konvexen) Nebenbedingungen.

Folgerung 3.11. SeiU ⊂ X nichtleer, konvex und abgeschlossen, und sei F : X → R eigentlich,
konvex und unterhalbstetig. Existiert ein x0 ∈ U

o ∩ dom F , so ist x̄ ∈ U Lösung von

min

x∈U
F (x)

genau dann, wenn ein ξ ∈ X ∗ existiert mit

(3.12)

{
− ξ ∈ ∂F (x̄),

〈ξ , x̃ − x̄〉 ≤ 0 für alle x̃ ∈ U .

Beweis. Da F und U konvex sind, können wir Satz 3.5 auf J := F + δU anwenden; und da

δU in x0 ∈ U
o

stetig ist, können wir auch die Summenregel anwenden. Also hat F in x̄ ein

Minimum genau dann, wenn gilt

0 ∈ ∂J (x̄) = ∂F (x̄) + ∂δU (x̄).

Zusammen mit der Charakterisierung des Subdi�erentials der Indikatorfunktion als Nor-

malenkegel erhält man damit (3.12). �

Für eine Gâteaux-di�erenzierbare (und damit stetige) Funktion F : X → R ergibt (3.12) die

klassischen Karush–Kuhn–Tucker-Bedingungen; die Existenz des inneren Punktes x0 ∈ U
o

entspricht dabei genau der Slater-Bedingung.

3.3 konvexe konjugierte und dualität

Ein wesentliches Werkzeug in der konvexen Optimierung ist die Dualität: Jedem Op-

timierungsproblem kann ein duales Problem zugeordnet werden, und die gleichzeitige

Betrachtung beider Probleme liefert zusätzliche Informationen. Die Verbindung wird über

das folgende Konzept hergestellt.

Sei X ein normierter Raum und F : X → R eigentlich. Dann ist die Fenchel-Konjugierte zu

F de�niert als

F ∗ : X ∗ → R, F ∗(x∗) = sup

x∈X
〈x∗, x〉X − F (x).

(Da dom F , ∅ angenommen ist, gilt F ∗(x∗) > −∞ für alle x∗ ∈ X ∗, also ist die De�nition

sinnvoll.) Anschaulich ist F ∗(x∗) der (negative) a�ne Anteil der Tangente an F (im Punkt

x , in dem das Supremum angenommen wird) mit der Steigung x∗. Aus Lemma 3.1 (v) und

Lemma 2.2 (v) folgt sofort, dass F ∗ für eigentliche F stets konvex und unterhalbstetig ist.
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Ist F nach unten durch ein a�n-lineares Funktional beschränkt, so ist auch F ∗ eigentlich.

Aus der De�nition folgt außerdem sofort die Fenchel–Young-Ungleichung

(3.13) 〈x∗, x〉X ≤ F (x) + F ∗(x∗) für alle x ∈ X , x∗ ∈ X ∗.

FallsX nicht re�exiv ist, de�nieren wir analog für F : X ∗ → R die Fenchel-Präkonjugierte

F∗ : X → R, F∗(x) = sup

x∗∈X ∗
〈x∗, x〉X − F (x

∗).

Durch diese Konvention ist die Bikonjugierte

F ∗∗ : X → R, F ∗∗(x) = (F ∗)∗(x),

selbst für nicht-re�exive Räume wieder auf X de�niert (anstatt auf X ∗∗ ⊃ X ); für re�exive

X gilt F∗ = F ∗. Anschaulich ist F ∗∗ die untere konvexe Hülle von F , die für konvexe

Funktionen ja mit F übereinstimmt. Um dies zu zeigen, benötigen wir das folgende Resultat,

das wir hier nicht beweisen wollen.

Lemma 3.12. Sei F : X → R eigentlich. Dann ist F genau dann konvex und unterhalbstetig,
wenn gilt

F = F Γ
:= sup {G : X → R : G(x) = 〈x∗, x〉X − α, x

∗ ∈ X ∗,α ∈ R mit G ≤ F } .

Der etwas längliche Beweis beruht ähnlich wie der von Satz 3.9 auf dem Trennungssatz

von Hahn–Banach und �ndet sich z. B. in [Schirotzek 2007, Theorem 2.1.2].

Satz 3.13 (Fenchel–Moreau–Rockafellar). Sei F : X → R eigentlich. Dann gilt

(i) F ∗∗ ≤ F ;

(ii) F ∗∗ = F genau dann, wenn F konvex und unterhalbstetig ist.

Beweis. Für Aussage (i) nehmen wir in der Fenchel–Young-Ungleichung (3.13) das Supre-

mum über alle x∗ ∈ X ∗ und erhalten

F (x) ≥ sup

x∗∈X ∗
〈x∗, x〉X − F

∗(x∗) = F ∗∗(x).

Für (ii) zeigen wir, dass F ∗∗ = F Γ
gilt, woraus mit Lemma 3.12 die Behauptung folgt. Nach

De�nition der Fenchel-Konjugierten ist F ∗∗ konvex und unterhalbstetig, und wegen (i) ist

F ∗∗ auch eigentlich. Also gilt nach Lemma 3.12

F ∗∗ = sup {G : X → R : G(x) = 〈x∗, x〉X − α, x
∗ ∈ X ∗,α ∈ R mit G ≤ F ∗∗} .

Wir zeigen nun, dass wir in der De�nition F ∗∗ durch F ersetzen können. Sei dafür G(x) =
〈x∗, x〉X −α für x∗ ∈ X ∗ und α ∈ R beliebig. GiltG ≤ F ∗∗, so folgt aus (i) sofortG ≤ F . Gilt
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umgekehrt G ≤ F , so ist 〈x∗, x〉X − F (x) ≤ α für alle x ∈ X und durch Supremum über alle

x ∈ X erhalten wir α ≥ F ∗(x∗). Daraus folgt nun

G(x) = 〈x∗, x〉X − α ≤ 〈x
∗, x〉X − F

∗(x∗) ≤ F ∗∗(x) für alle x ∈ X ,

d. h. G ≤ F ∗∗. �

Wir betrachten wieder relevante Beispiele.

Beispiel 3.14.

(i) Sei X ein Hilbertraum und F (x) = 1

2
‖x ‖2X . Wir identi�zieren X über den Satz von

Fréchet–Riesz mit seinem Dualraum X ∗, so dass die duale Paarung durch das Ska-

larprodukt ausgedrückt werden kann. Da F Fréchet-di�erenzierbar ist mit Gradient

∇F (x) = x , muss die Lösung x̄ von

sup

x∈X
(x∗, x)X −

1

2
(x, x)X

das Fermat-Prinzip erfüllen, d. h. x∗ = x̄ . Einsetzen und vereinfachen liefert die

Konjugierte

F ∗ : X → R, F ∗(x∗) = 1

2
‖x∗‖2X .

(ii) Sei BX die Einheitskugel im normierten Raum X und setze F = δBX . Dann ist für

x∗ ∈ X ∗

(δBX )
∗(x∗) = sup

x∈X
〈x∗, x〉X − δBX (x) = sup

‖x ‖X ≤1

〈x∗, x〉X = ‖x
∗‖X ∗ .

Analog zeigt man unter Verwendung der De�nition der Präkonjugierten im Dualraum

und Folgerung 1.6, dass (δBX ∗ )∗(x) = ‖x ‖X ist.

(iii) Sei X ein normierter Raum und setze F (x) = ‖x ‖X . Für x∗ ∈ X ∗ unterscheiden wir

nun zwei Fälle:

1. Fall: ‖x∗‖X ∗ ≤ 1. Dann gilt mit (1.1) für alle x ∈ X dass 〈x∗, x〉X − ‖x ‖X ≤ 0 ist.

Weiterhin ist 〈x∗, 0〉 = 0 = ‖0‖X . Also gilt

F ∗(x∗) = sup

x∗∈X ∗
〈x∗, x〉X − ‖x ‖X = 0.

2. Fall: ‖x∗‖X ∗ > 1. Nach De�nition der Norm im Dualraum existiert dann ein x0 ∈ X
mit 〈x∗, x0〉X > ‖x0‖X . Lassen wir daher t →∞ gehen in

0 < t(〈x∗, x0〉X − ‖x0‖X ) = 〈x
∗, tx0〉X − ‖tx0‖X ≤ F ∗(x∗),

so erhalten wir F ∗(x∗) = ∞.

Zusammen ergibt dies F ∗ = δBX ∗ .

Wie oben zeigt man analog, dass (‖ · ‖X ∗)∗ = δBX ist.
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Wir notieren noch einige nützliche Rechenregeln.

Lemma 3.15. Sei F : X → R eigentlich. Dann ist

(i) (αF )∗ = αF ∗ ◦ (α−1
Id) für α > 0;

(ii) (F (· + x0) + 〈x
∗
0
, ·〉X )

∗ = F ∗(· − x∗
0
) − 〈· − x∗

0
, x0〉X für alle x0 ∈ X , x∗

0
∈ X ∗;

(iii) (F ◦A)∗ = F ∗ ◦A−∗ für A ∈ L(Y ,X ) stetig invertierbar und A−∗ := (A−1)∗.

Beweis. Die Regeln folgen direkt aus den Eigenschaften des Supremums.

Aussage (i) gilt wegen α > 0 und

(αF )∗(x∗) = sup

x∈X

(
α 〈α−1x∗, x〉X − αF (x)

)
= α sup

x∈X

(
〈α−1x∗, x〉X − F (x)

)
= αF ∗(α−1x∗).

Aussage (ii) gilt wegen {x + x0 : x ∈ X } = X und

(F (· + x0) + 〈x
∗
0
, ·〉X )

∗(x∗) = sup

x∈X
〈x∗, x〉X − F (x + x0) − 〈x

∗
0
, x〉X

= sup

x∈X

(
〈x∗ − x∗

0
, x + x0〉X − F (x + x0)

)
− 〈x∗ − x∗

0
, x0〉X

= sup

x̃=x+x0,x∈X

(
〈x∗ − x∗

0
, x̃〉X − F (x̃)

)
− 〈x∗ − x∗

0
, x0〉X

= F ∗(x∗ − x∗
0
) − 〈x∗ − x∗

0
, x0〉X .

Aussage (iii) gilt wegen X = ranA und

(F ◦A)∗(y∗) = sup

y∈Y
〈y∗,A−1Ay〉Y − F (Ay)

= sup

x=Ay,y∈Y
〈A−∗y∗, x〉X − F (x) = F ∗(A−∗y∗). �

Die De�nition der Fenchel-Konjugierten ist auf besondere Weise verträglich mit der des

Subdi�erentials.

Lemma 3.16. Sei F : X → R eigentlich, konvex und unterhalbstetig. Dann sind äquivalent
für x ∈ X und x∗ ∈ X ∗:

(i) 〈x∗, x〉X = F (x) + F ∗(x∗);

(ii) x∗ ∈ ∂F (x);

(iii) x ∈ ∂F ∗(x∗).
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Beweis. Gilt (i), so folgt aus der De�nition von F ∗ als Supremum, dass für alle x̃ ∈ X gilt

(3.14) 〈x∗, x〉X − F (x) = F ∗(x∗) ≥ 〈x∗, x̃〉X − F (x̃),

was nach De�nition äquivalent ist zu x∗ ∈ ∂F (x). Umgekehrt ergibt Supremum über alle

x̃ ∈ X auf beiden Seiten von (3.14)

〈x∗, x〉X ≥ F (x) + F ∗(x∗),

und zusammen mit der Fenchel–Young-Ungleichung (3.13) folgt (i).

Analog erhält man aus (i) zusammen mit Satz 3.13 für alle x̃∗ ∈ X ∗ die Ungleichung

〈x∗, x〉X − F
∗(x∗) = F (x) = F ∗∗(x) ≥ 〈x̃∗, x〉X − F

∗(x̃∗),

woraus wie oben die Äquivalenz von (i) und (iii) folgt. �

Bemerkung. Ist X nicht re�exiv, so ist dabei x ∈ ∂F ∗(x∗) ⊂ X ∗∗ über die kanonische

Injektion aufzufassen, d. h. via

〈J (x), x̃∗ − x∗〉X ∗ = 〈x̃
∗ − x∗, x〉X ≤ F ∗(x̃∗) − F ∗(x∗) für alle x̃∗ ∈ X .

Gleichheit in der Fenchel–Young-Ungleichung (oder äquivalent die Subdi�erentialinklusion

(ii)) garantiert also in (iii) die Existenz eines Subgradienten in X ⊂ X ∗∗ und nicht nur in

X ∗∗; umgekehrt ist in (iii) die Existenz eines Subgradienten in X ⊂ X ∗∗ notwendig für die

Gleichheit (und damit (ii)). (Analoges gilt für F : X ∗ → R und F∗ : X → R.)

Lemma 3.16 spielt die Rolle des „Satzes von der konvexen Umkehrfunktion“. Damit kann

man insbesondere das Subdi�erential einer komplizierten Norm durch das (einfachere) der

konjugierten Indikatorfunktion ersetzen. Hat man zum Beispiel ein Problem der Form

(3.15) inf

x∈X
F (x) +G(Ax)

für F : X → R undG : Y → R eigentlich, konvex, und unterhalbstetig sowieA ∈ L(X ,Y ), so

können wirG mit Hilfe von Satz 3.13 ersetzen durch die De�nition von G∗∗ und erhalten

(3.16) inf

x∈X
sup

Y ∗∈Y ∗
F (x) + 〈y∗,Ax〉Y −G

∗(y∗).

Dürften wir nun inf und sup vertauschen, so könnten wir schreiben (mit inf F = − sup(−F ))

inf

x∈X
sup

y∗∈y∗
F (x) + 〈y∗,Ax〉Y −G

∗(y∗) = sup

y∗∈Y ∗
inf

x∈X
F (x) + 〈y∗,Ax〉Y −G

∗(y∗)

= sup

y∗∈Y ∗
−

(
sup

x∈X
−F (x) + 〈−A∗y∗, x〉X

)
−G∗(y∗).
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Einsetzen der De�nition von F ∗ ergibt dann das duale Problem

(3.17) sup

y∗∈Y ∗
−F ∗(−A∗y∗) −G∗(y∗).

Als Nebene�ekt haben wir den Operator A zwischen den Funktionalen verschoben.

Der folgende Satz nutzt auf elegante Weise das Fermat-Prinzip, Summen- und Kettenregel

sowie die Fenchel–Young-Gleichung, um hinreichende Bedingungen für die Vertauschbar-

keit zu geben.

Satz 3.17 (Fenchel–Rockafellar). Seien X ,Y normierte Räume, F : X → R und G : Y → R

eigentlich, konvex und unterhalbstetig, und A ∈ L(X ,Y ). Gelte weiterhin:

(i) das primale Problem (3.15) hat eine Lösung x̄ ∈ X ;

(ii) es existiert ein x0 ∈ dom F ∩ dom(G ◦A) so dass G stetig ist in Ax0.

Dann hat das duale Problem (3.17) eine Lösung ȳ∗ ∈ Y ∗ und es gilt

(3.18) min

x∈X
F (x) +G(Ax) = max

y∗∈Y ∗
−F ∗(−A∗y∗) −G∗(y∗).

Weiterhin sind x̄ und ȳ∗ Lösungen von (3.15) bzw. (3.17) genau dann, wenn gilt

(3.19)

{
−A∗ȳ∗ ∈ ∂F (x̄),

ȳ∗ ∈ ∂G(Ax̄).

Beweis. Nach Satz 3.5 ist x̄ ∈ X genau dann eine Lösung von (3.15), wenn 0 ∈ ∂(F +G◦A)(x̄)
gilt. Wegen Voraussetzung (ii) sind Satz 3.9 und Satz 3.10 anwendbar; wir erhalten also

0 ∈ ∂(F +G ◦A)(x̄) = ∂F (x̄) +A∗∂G(Ax̄)

und damit die Existenz eines ȳ∗ ∈ ∂G(Ax̄) mit −A∗ȳ∗ ∈ ∂F (x̄), d. h. (3.19) ist erfüllt. Aus

(3.19) folgt nun mit Lemma 3.16 die Gleichheit in den Fenchel–Youngschen Ungleichungen

für F und G, d. h.

(3.20)

{
〈−A∗ȳ∗, x̄〉X = F (x̄) + F ∗(−A∗ȳ∗),

〈ȳ∗,Ax̄〉Y = G(Ax̄) +G
∗(ȳ∗).

Durch Summieren beider Gleichungen erhalten wir

(3.21) F (x̄) +G(Ax̄) = −F ∗(−A∗ȳ∗) −G∗(ȳ∗).

Es bleibt zu zeigen, dass ȳ∗ Lösung von (3.17) ist. Setze dafür

L : X × Y ∗ → R, L(x,y∗) = F (x) + 〈y∗,Ax〉Y −G
∗(y∗).
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Dann gilt für alle x̃ ∈ X und ỹ∗ ∈ Y ∗ stets

sup

y∗∈Y ∗
L(x̃,y∗) ≥ L(x̃, ỹ∗) ≥ inf

x∈X
L(x, ỹ∗),

und damit (In�mum über alle x̃ in der ersten und Supremum über alle ỹ∗ in der zweiten

Ungleichung)

inf

x∈X
sup

y∗∈Y ∗
L(x,y∗) ≥ sup

y∗∈Y ∗
inf

x∈X
L(x,y∗).

Also ist wegen G = G∗∗ = (G∗)∗

(3.22) F (x̄) +G(Ax̄) = inf

x∈X
sup

Y ∗∈Y ∗
F (x) + 〈y∗,Ax〉Y −G

∗(y∗)

≥ sup

Y ∗∈Y ∗
inf

x∈X
F (x) + 〈y∗,Ax〉Y −G

∗(y∗)

= sup

y∗∈Y ∗
−F ∗(−A∗y∗) −G∗(y∗).

Zusammen mit der Gleichung (3.21) erhalten wir damit

−F ∗(−A∗ȳ∗) −G(ȳ∗) = F (x̄) +G(Ax̄) ≥ sup

y∗∈Y ∗
−F ∗(−A∗y∗) −G∗(y∗),

d. h. ȳ∗ ist Lösung von (3.17). Damit folgt aus (3.21) auch (3.18).

Sind schließlich x̄ ∈ X und ȳ∗ ∈ Y ∗ Lösungen von (3.15) bzw. (3.17), so folgt aus (3.18) auch

(3.21). Zusammen mit der produktiven Null erhalten wir daraus

0 = [F (x̄) + F ∗(−A∗ȳ∗) − 〈−A∗ȳ∗, x̄〉X ] + [G(Ax̄) +G
∗(ȳ∗) − 〈ȳ∗,Ax̄〉Y ] .

Da beide Klammern wegen der Fenchel–Young-Ungleichung nicht-negativ sind, müssen

sie einzeln verschwinden. Also gilt (3.20), und aus Lemma 3.16 folgt (3.19). �

Man nennt (3.19) auch Fenchel-Extremalitätsbedingungen; mit Hilfe von Lemma 3.16 können

wir aus ihnen weitere äquivalente Optimalitätsbedingungen erzeugen, indem wir eine

oder beide Subdi�erentialinklusionen invertieren. Dies werden wir später nutzen, um

praktisch durchführbare Algorithmen für die Lösung von Optimierungsproblemen dieser

Form herzuleiten.
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4 PROXIMALPUNKT-VERFAHREN

Wir beschäftigen uns jetzt mit Verfahren zur numerischen Berechnung von Minimierern

von Funktionalen J : X → R der Form

J (x) := F (x) +G(x)

für F ,G konvex aber nicht di�erenzierbar. Die Schwierigkeit dabei ist, dass im Gegensatz

zu di�erenzierbaren Funktionen das Äquivalent zum Gradientenabstieg, die Iteration

xk+1 ∈ xk − τk∂J (x
k),

nicht wohlde�niert ist, da ein beliebiges Element im Subdi�erential keine Abstiegsrichtung

sein muss; dies kann man nur für den Subgradienten minimaler Norm garantieren – und

für J erhält man diesen auch nicht aus den entsprechenden Subgradienten von F und G.

Dies macht einen Subgradientenabstieg in der Regel nicht praktikabel. Wir ändern daher

unseren Blickwinkel und suchen eine Nullstelle der mengenwertigen Abbildung x 7→ ∂J (x)
durch eine geeignete Fixpunktiteration.

Um technischen Schwierigkeiten aus dem Weg zu gehen – und da wir später die Algorith-

men auf diskretisierte Bilder, d. h. im RN
, anwenden werden – beschränken wir uns in

diesem und dem nächsten Kapitel auf den Fall, dass X ein Hilbertraum ist. Dies erlaubt,

X ∗ mit X identi�zieren; insbesondere identi�zieren wir ∂J (x) ⊂ X ∗ mit der Menge der

entsprechenden Riesz-Repräsentanten in X . Damit können wir x̄ mit 0 ∈ ∂J (x̄) durch

Fixpunktiteration auf der äquivalenten Inklusion x̄ ∈ {x̄} + ∂J (x̄) suchen.

4.1 monotone operatoren

Zuerst betrachten wir die Klasse von Abbildungen der Form x 7→ ∂J (x). Für zwei normierte

Räume X ,Y betrachten wir eine mengenwertige Abbildung A : X → P(Y ), geschrieben

auch A : X ⇒ Y , und de�nieren weiter

• den De�nitionsbereich domA = {x ∈ X : Ax , ∅};

• das Bild ranA =
⋃

x∈X Ax ;
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• die Inverse A−1
: Y ⇒ X durch A−1(y) = {x ∈ X : y ∈ Ax} für alle y ∈ Y . (Beachten

Sie, dass A−1(y) = ∅ möglich ist.)

Für A,B : X ⇒ Y , C : Y ⇒ Z , und λ ∈ R de�nieren wir

• λA : X ⇒ Y durch (λA)(x) = {λy : y ∈ Ax};

• A + B : X ⇒ Y durch (A + B)(x) = {y + z : y ∈ Ax, z ∈ Bx};

• C ◦A : X ⇒ Z durch (C ◦A)(x) = {z : es gibt y ∈ Y mit y ∈ Ax, z ∈ Cy}.

Eine mengenwertige Abbildung A : X ⇒ X heißt monoton, falls gilt

(y1 − y2, x1 − x2)X ≥ 0 für alle x1, x2 ∈ X ,y1 ∈ Ax1,y2 ∈ Ax2.

Gilt Gleichheit nur für x1 = x2, so heißt A streng monoton.

Klarerweise ist die Identität Id : X ⇒ X , x 7→ {x}, monoton. Für eine konvexe Funktion

F : X → R ist auch der Operator ∂F : X ⇒ X , x 7→ ∂F (x) monoton: Sind x1, x2 ∈ X und

x∗
1
∈ ∂F (x1) und x∗

2
∈ ∂F (x2), so gilt nach De�nition(

x∗
1
, x̃ − x1

)
≤ F (x̃) − F (x1) für alle x̃ ∈ X ,(

x∗
2
, x̃ − x2

)
≤ F (x̃) − F (x2) für alle x̃ ∈ X ,

woraus für x̃ = x2 in der ersten und x̃ = x1 in der zweiten Ungleichung und Addition die

Monotonie folgt. Ebenso sind für A,B monoton und λ ≥ 0 auch λA und A + B monoton.

Wir werden aber noch eine stärkere Eigenschaft benötigen, die die Abgeschlossenheit von

A garantiert.

Definition 4.1. Ein monotoner Operator A : X ⇒ X ist maximal monoton genau dann,

wenn für x ∈ X und x∗ ∈ X die Bedingung

(4.1) (x∗ − x̃∗, x − x̃)X ≥ 0 für alle x̃ ∈ X , x̃∗ ∈ Ax

impliziert, dass x∗ ∈ Ax ist.

Für feste x ∈ X und x∗ ∈ X besagt die Bedingung (4.1) gerade, dass die Erweiterung Ã ⊃ A,

de�niert durch

Ãx̃ :=

{
Ax ∪ {x∗} x̃ = x,

Ax̃ x̃ , x,

monoton ist. Die Behauptung ist dann genau, dass dies keine echte Erweiterung darstellt.

Beispielsweise ist A : R⇒ R de�niert durch

At =

{
1 t ≥ 0,

−1 t < 0,

monoton aber nicht maximal monoton, da A eine Teilmenge des durch Ãt = sign(t) =
∂(| · |)(t) de�nierten monotonen Operators ist.

Aus der De�nition folgen sofort einige nützliche Aussagen.
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Lemma 4.2. Ist A : X ⇒ X maximal monoton, dann ist es auch λA für alle λ > 0.

Beweis. Seien x, x∗ ∈ X und

0 ≤ (x∗ − x̃∗, x − x̃)X = λ
(
λ−1x∗ − λ−1x̃∗, x − x̃

)
X für alle x̃ ∈ X , x̃∗ ∈ λAx .

Da für x̃∗ ∈ λAx gilt λ−1x̃∗ ∈ Ax und A maximal monoton ist, folgt daraus λ−1x̄∗ ∈ Ax̄ , d. h.

x̄∗ ∈ λAx̄ . Damit ist λA maximal monoton. �

Lemma 4.3. Ist A : X ⇒ X maximal monoton, dann ist A schwach–stark abgeschlossen, d. h.
aus xn ⇀ x und Axn 3 x∗n → x∗ folgt x∗ ∈ Ax .

Beweis. Für x̃ ∈ X und x̃∗ ∈ Ax̃ beliebig gilt

0 ≤
(
x∗n − x̃

∗, xn − x̃
)
X → (x

∗ − x̃∗, x − x̃)X

da xn schwach und x∗n stark in X konvergieren. Da A maximal monoton ist, folgt daraus

x∗ ∈ Ax . �

Von zentraler Bedeutung für die Theorie der monotonen Operatoren ist der Satz von
Minty.

Satz 4.4 (Minty). Sei A : X ⇒ X monoton. Dann ist A maximal monoton genau dann, wenn
ran(Id+A) = X .

Beweis. Wir zeigen nur, dass diese Bedingung hinreichend ist; der Beweis der Notwendig-

keit ist deutlich aufwendiger,
1

weshalb hierfür auf die Literatur verwiesen wird; siehe z. B.

[Bauschke & Combettes 2017, Theorem 21.1].

Sei Id+A surjektiv, und seien x ∈ X und x∗ ∈ X mit

(4.2) (x∗ − x̃∗, x − x̃)X ≥ 0 für alle x̃ ∈ X , x̃∗ ∈ Ax .

Nach Annahme existiert nun für x + x∗ ∈ X ein z ∈ X und ein z∗ ∈ Az mit

(4.3) x + x∗ = z + z∗ ∈ (Id+A)z.

Einsetzen von (x̃, x̃∗) = (z, z∗) in (4.2) ergibt dann

0 ≤ (x∗ − z∗, x − z)X = (z − x, x − z)X = −‖x − z‖
2

X ≤ 0,

d. h. x = z. Aus (4.3) folgt dann auch x∗ = z∗ ∈ Az = Ax , und damit ist A maximal

monoton. �

1
Er verläuft analog zu dem Beweis von Folgerung 4.5 über die Konstruktion eines Funktionals FA – der

Fitzpatrick-Funktion – welches für A die selbe Rolle spielt wie F für ∂F .
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Damit lässt sich nun zeigen, dass Subdi�erentiale maximal monoton sind.

Folgerung 4.5. Für F : X → R eigentlich, konvex und unterhalbstetig ist ∂F : X ⇒ X
maximal monoton.

Beweis. Da ∂F monoton ist, genügt es zu zeigen, dass Id+∂F surjektiv ist. Für gegebenes

z ∈ X betrachten wir das Funktional J : X → R,

J (x) =
1

2

‖x − z‖2X + F (x).

Da sowohl die quadrierte Norm als auch F eigentlich, konvex und unterhalbstetig sind,

ist J eigentlich, konvex und unterhalbstetig. Weiter ist J koerziv, da F für ‖x ‖X → ∞
schlimmstenfalls linear fällt. Nach Satz 3.2 existiert also ein x̄ ∈ X mit J (x̄) = minx∈X J (x),
für welches nach Sätze 3.5 und 3.9 gilt

0 ∈ ∂J (x̄) = {x̄ − z} + ∂F (x̄),

d. h. z ∈ {x̄} + ∂F (x̄). �

4.2 resolventen und proximalpunkte

Wie wir im Beweis von Folgerung 4.5 gesehen haben, ist Id+∂F surjektiv; da die quadrierte

Norm im Hilbertraum und damit J strikt konvex ist, ist der Minimierer und damit das Urbild

sogar eindeutig. Also ist (Id+∂F )−1
einwertig, auch wenn ∂F dies nicht ist. Es besteht daher

die Ho�nung, dieses Urbild anstelle von Subgradienten – oder allgemeiner, Elementen aus

dem Bild eines monotonen Operators – für Algorithmen nutzen zu können.

Wir de�nieren daher für A : X ⇒ X maximal monoton die Resolvente

RA : X ⇒ X , RA(x) = (Id+A)
−1x,

und für F : X → R eigentlich, konvex und unterhalbstetig die Proximalpunktabbildung

proxF : X → X , proxF (x) = arg min

w∈X

1

2

‖w − x ‖2X + F (w).

Da wie im Beweis von Folgerung 4.5 w = R∂F (x) die notwendige und hinreichende

Bedingung dafür ist, dass w der eindeutige Minimierer (man sagt auch Proximalpunkt)
dieser strikt konvexen Funktion ist, gilt

proxF = (Id+∂F )
−1 = R∂F .

Wir müssen noch zeigen, dass auch die Resolvente von beliebigen maximal monotonen

Operators einwertig ist, d. h. die Schreibweise RA : X → X gerechtfertigt ist.
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Lemma 4.6. Sei A : X ⇒ X maximal monoton. Dann ist RA auf ganz X de�niert und
einwertig.

Beweis. Da A maximal monoton ist, ist Id+A surjektiv, woraus domRA = X folgt. Seien

nun x∗, z∗ ∈ X beliebig und x ∈ RA(x
∗) und z ∈ RA(z

∗), d. h. es gilt x∗ ∈ {x} + Ax und

z∗ ∈ {z} +Az. Aus x∗ − x ∈ Ax und z∗ − z ∈ Az folgt mit der Monotonie von A, dass

‖x − z‖2X ≤ (x
∗ − z∗, x − z)X

gilt. Ist x∗ = z∗, so muss daher auch x = z sein. Also ist RA einwertig. �

Tatsächlich lassen sich Minimierer konvexer Funktionen auch als Proximalpunkte charak-

terisieren, indem man den folgende nützlichen Zusammenhang verwendet.

Lemma 4.7. Sei F : X → R eigentlich, konvex und unterhalbstetig, und seien x, x∗ ∈ X . Dann
ist für beliebige γ > 0

x∗ ∈ ∂F (x) ⇔ x = proxγF (x + γx
∗).

Beweis. Mit Hilfe der Rechenregeln für mengenwertige Abbildungen sieht man, dass

x∗ ∈ ∂F (x) ⇔ x + γx∗ ∈ (Id+γ ∂F )(x)

⇔ x ∈ (Id+γ ∂F )−1(x + γx∗)

⇔ x = proxγF (x + γx
∗).

Im letzten Schritt haben wir dabei proxγF = R∂(γF ) = Rγ ∂F nach Lemma 3.8 (i) und die

Einwertigkeit der Proximalpunktabbildung verwendet. �

Wendet man diese Umformulierung auf das Fermat-Prinzip 0 ∈ ∂F (x̄) an, erhält man sofort

das folgende Resultat.

Folgerung 4.8. Sei F : X → R eigentlich, konvex und unterhalbstetig und γ > 0 beliebig.
Dann ist x̄ ∈ dom F ein Minimierer von F genau dann, wenn gilt

x̄ = proxγF (x̄).

Damit liefert uns die Proximalpunkt-Abbildung eine Möglichkeit, Minimierer konvexer

Funktionen statt durch (explizite) Mengeninklusion durch eine (implizite) Gleichung zu

charakterisieren.

Weiter erhält man daraus eine Verallgemeinerung der orthogonalen Zerlegung von Vektor-

räumen.
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Satz 4.9 (Moreau-Zerlegung). Sei F : X → R eigentlich, konvex und unterhalbstetig. Dann
gilt für alle x ∈ X

x = proxF (x) + proxF ∗(x).

Beweis. Setze w = proxF (x). Dann folgt aus Lemmata 3.16 und 4.7 für γ = 1, dass gilt

w = proxF (x) = proxF (w + (x −w)) ⇔ x −w ∈ ∂F (rwx)

⇔ w ∈ ∂F ∗(x −w)

⇔ x −w = proxF ∗((x −w) +w) = proxF ∗(x). �

Folgende Rechenregeln werden nützlich sein.

Lemma 4.10. Sei F : X → R eigentlich, konvex und unterhalbstetig.

(i) Für λ , 0 und z ∈ X gilt mit H (x) = F (λx + z)

proxH (x) = λ
−1(proxλ2F (λx + z) − z).

(ii) Für γ > 0 gilt
proxγF ∗(x) = x − γ proxγ−1F (γ

−1x).

(iii) Für G : Y → R gilt mit H : X × Y → R, H (x,y) = F (x) +G(y)

proxγH (x,y) =

(
proxγF (x)

proxγG(y)

)
.

Beweis. Zu (i): Nach De�nition ist

w̄ := proxH (x) = arg min

w∈X

1

2

‖w − x ‖2X + F (λw + z).

Da X ein Vektorraum ist, gilt weiter

min

w∈X

1

2

‖w − x ‖2X + F (λw + z) = min

v∈X

1

2

‖λ−1(v − z) − x ‖2X + F (v),

und die entsprechenden Minimierer erfüllen v̄ = λw̄ + z. Die Aussage folgt also aus

v̄ = arg min

v∈X

1

2

‖λ−1(v − z) − x ‖2X + F (v)

= arg min

v∈X

1

2λ2
‖v − (λx + z)‖2X + F (v)

= arg min

v∈X

1

2

‖v − (λx + z)‖2X + λ
2F (v)

= proxλ2F (λx + z).
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Zu (ii): Aus der Moreau-Zerlegung, den Rechenregeln für die Fenchel-Konjugierte, und (i)

für λ = γ−1
, z = 0, folgt

proxγF (x) = x − prox(γF )∗(x)

= x − proxγF ∗◦(γ−1
Id)(x)

= x − γ proxγ (γ−2F ∗)(γ
−1x).

Anwenden auf F ∗ unter Verwendung von F ∗∗ = F nach Satz 3.13 liefert die Aussage.

Zu (iii): Nach De�nition der Norm auf X × Y gilt

proxγH (x,y) = arg min

(u,v)∈X×Y

1

2

‖(u,v) − (x,y)‖2X×Y + γH (u,v)

= arg min

u∈X ,v∈Y

(
1

2

‖u − x ‖2X + γF (u)

)
+

(
1

2

‖v − y ‖2Y + γG(v)

)
.

Da keine gemischten Terme in u und v auftreten, können die Klammern separat minimiert

werden. Also ist proxγH (x,y) = (ū, v̄) mit

ū = arg min

u∈X

1

2

‖u − x ‖2X + γF (u) = proxγF (x),

v̄ = arg min

v∈Y

1

2

‖v − y ‖2Y + γG(v) = proxγG(x). �

Das Ausrechnen von Proximalpunkten ist in der Regel schwierig, denn die Auswertung

von proxF enthält ja bereits die Minimierung von F . In manchen Fällen kann man aber

eine geschlossene Formel angeben.

Beispiel 4.11. Wir betrachten zuerst X = R.

(i) F (t) = 1

2
|t |2, d. h. ∂F (t) = {t} und damit ist proxγF (t) = (1 + γ )

−1t .

(ii) F (t) = |t |, d. h. ∂F (t) = sign(t); siehe (3.4). Also ist s = proxγF (t) = (Id+γ sign)−1(t)
genau dann, wenn t ∈ {s} + γ sign(s) ist. Angenommen, für gegebenes t gelte diese

Inklusion für ein s̄ . Wir machen nun eine Fallunterscheidung.

1. Fall s̄ = 0. Dies impliziert t ∈ γ [−1, 1] = [−γ ,γ ].

2. Fall s̄ > 0. Dies impliziert t = s̄ + γ , d. h. s̄ = t − γ und damit t > γ .

3. Fall s̄ < 0. Dies impliziert t = s̄ − γ , d. h. s̄ = t + γ und damit t < −γ .

Da dies auch eine vollständige und disjunkte Fallunterscheidung für t ∈ R ist,

erhalten wir

proxγF (t) =


t − γ t > γ ,

0 t ∈ [−γ ,γ ],

t + γ t < −γ .

Diese Abbildung wird auch als soft-shrinkage-Operator bezeichnet.
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(iii) F (t) = δ[−1,1](t). Nach Beispiel 3.14 (iii) gilt F ∗(t) = |t |, und daraus erhalten wir mit

Lemma 4.10 (ii)

proxγF (t) = t − γ proxγ−1F ∗(γ
−1t)

=


t − γ (γ−1t − γ−1) γ−1t > γ−1,

t − 0 γ−1t ∈ [−γ−1,γ−1],

t − γ (γ−1t + γ−1) γ−1t < −γ−1

=


1 t > 1,

t t ∈ [−1, 1],

−1 t < −1.

Die Proximalpunktabbildung ist also – unabhängig von γ – die Projektion von t auf

[−1, 1].

Beispiel 4.12. Beispiel 4.11 kann aufX = RN
(versehen mit dem Euklidischen Skalarprodukt)

verallgemeinert werden, indem man N mal Lemma 4.10 (iii) anwendet. Man erhält dann

komponentenweise

(i) für F (x) = 1

2
‖x ‖2

2

[proxγF (x)]i =
1

1 + γ
xi, 1 ≤ i ≤ N ;

(ii) für F (x) = ‖x ‖1

[proxγF (x)]i = (|xi | − γ )
+

sign(xi), 1 ≤ i ≤ N ;

(iii) für F (x) = δB∞(x)

[proxγF (x)]i = xi − (xi − 1)+ − (xi + 1)−

=
xi

max{1, |xi |}
, 1 ≤ i ≤ N

mit der Schreibweise (t)+ = max{t, 0} und (t)− := min{t, 0}.

Viele weitere Beispiele �ndet man in [Parikh & Boyd 2014, § 6.5]. Allgemein gilt in einem

Hilbertraum X :

(i) Ist F = 1

2
‖ · ‖2X =

1

2
(·, ·)X , so ist proxγF (x) = (1 + γ )

−1x .

(ii) Ist F = ‖ · ‖X , so zeigt man analog mit Fallunterscheidung nach Satz 3.7

proxγF (x) =

(
1 −

γ

‖x ‖X

)+
x .
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(iii) Ist F = δC für C ⊂ X nichtleer, konvex und abgeschlossen, so ist

proxγF (x) = projC(x),

die Projektion von x auf C; die Proximalpunktabbildung verallgemeinert also die

metrische Projektion auf (konvexe) Mengen. Projektionsformeln bzw. -verfahren für

verschiedene Klassen von Mengen sind in [Cegielski 2012, Kapitel 4.1] aufgeführt.

4.3 proximalpunkt-verfahren

Wir haben gesehen, dass ein Minimierer x̄ von F : X → R charakterisiert werden kann als

Fixpunkt von proxγF für beliebiges γ > 0. Dies legt nahe, diesen durch eine Fixpunktitera-

tion zu berechnen: Wähle x0 ∈ X und setze für eine geeignete Folge {γk}k∈N

(4.4) xk+1 = proxγkF
(xk).

Wie bei der klassischen Fixpunktiteration müssen wir nun nachweisen, dass die Fixpunk-

tabbildung in einem passenden Sinne kontrahierend wirkt. Eine Abbildung T : X → X
heißt nichtexpansiv, wenn für alle x, z ∈ X gilt ‖Tx − Tz‖X ≤ ‖x − z‖X . Sie heißt fest
nichtexpansiv (englisch: „�rmly nonexpansive“), wenn sogar gilt

‖Tx −Tz‖2X ≤ (Tx −Tz, x − z)X für alle x, z ∈ X .

Resolventen maximal monotoner Operatoren sind stets fest nichtexpansiv.

Lemma 4.13. Sei A : X ⇒ X maximal monoton. Dann ist RA : X → X fest nichtexpansiv,
und es gilt

‖RAx − RAz‖
2

X + ‖(Id−RA)x − (Id−RA)z‖
2

X ≤ ‖x − z‖
2

X für alle x, z ∈ X .

Beweis. Wie im Beweis von Lemma 4.6 erhalten wir aus der Monotonie von A, dass für

x∗ = RA(x) und z∗ = RA(z) gilt

‖x∗ − z∗‖2X ≤ (x
∗ − z∗, x − z)X ,

also RA fest nichtexpansiv ist. Daraus folgt nun, dass gilt

‖(Id−RA)x − (Id−RA)z‖
2

X = ‖x − z‖
2

X − 2 (x − z,RAx − RAz)X + ‖RAx − RAz‖
2

X

≤ ‖x − z‖2X − ‖RAx − RAz‖
2

X �

Damit können wir nun die Konvergenz der Fixpunktiteration für Resolventen maximal

monotoner Operatoren zeigen, woraus sofort die Konvergenz des Proximalpunktverfahrens

(4.4) folgt.
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Satz 4.14. Sei A : X ⇒ X maximal monoton, und sei {γk}k∈N ⊂ (0,∞) mit
∑∞

k=0
γ 2

k
= ∞.

Erfüllt {xk}k∈N ⊂ X die Rekursion

xk+1 = RγkAx
k,

dann konvergiert xk ⇀ x̄ mit 0 ∈ Ax̄ .

Beweis. Aus der Rekursion xk+1 = RγkAx
k = (Id+γkA)

−1xk folgt

wk
:= γ−1

k (x
k − xk+1) ∈ Axk+1

und damit auch xk+1 − xk+2 = γk+1w
k+1

. (Der Vektor wk
spielt die Rolle des Residuums in

der verallgemeinerten Gleichung 0 ∈ Ax .) Da A monoton ist, gilt für γk+1 > 0

0 ≤ γ−1

k+1

(
wk −wk+1, xk+1 − xk+2

)
X

=
(
wk −wk+1,wk+1

)
X

=
(
wk,wk+1

)
X
− ‖wk+1‖2X

≤ ‖wk+1‖X

(
‖wk ‖X − ‖w

k+1‖X

)
.

Also ist die Folge {‖wk ‖X }k∈N der Residuumsnormen nicht-negativ und monoton fallend

und daher konvergent. (Solange wk+1 , 0, aber in diesem Fall ist wegen wk+1 ∈ Axk+2

bereits xk+2
die gesuchte Nullstelle.)

Sei nun x∗ ∈ X eine Nullstelle von A, d. h. 0 ∈ Ax∗. Dann ist x∗ = RγAx
∗

für alle γ > 0.

Aus Lemma 4.13 folgt

(4.5) ‖xk+1 − x∗‖2X = ‖RγkAx
k − RγkAx

∗‖2X

≤ ‖xk − x∗‖2X − ‖(Id−RγkA)x
k − (Id−RγkA)x

∗‖2X

= ‖xk − x∗‖2X − γ
2

k ‖w
k ‖2X ,

Also ist {‖xk − x∗‖}k∈N für jede Nullstelle x∗ monoton fallend (man nennt solche Folgen

Féjer-monoton) und damit beschränkt. Also ist auch {xk}k∈N beschränkt und hat daher eine

schwach konvergente Teilfolge xkl ⇀ x̄ . Aus (4.5) folgt außerdem

(4.6) ‖xk+1 − x∗‖2X ≤ ‖x
0 − x∗‖2X −

k∑
j=0

γ 2

j ‖w
j ‖2X .

Die Partialsummenfolge ist also monoton wachsend und beschränkt, und deshalb kon-

vergiert

∑∞
k=0

γ 2

k
‖wk ‖2X . Da die Folge {γ 2

k
}k∈N nach Annahme nicht summierbar ist, muss

lim infk→∞ ‖w
k ‖2X = 0 gelten. Aus der Konvergenz von {‖wk ‖X }k∈N folgt damit wk → 0.
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Lemma 4.3 angewendet auf {xkl }l∈N mit xkl ⇀ x̄ und {wkl }l∈N mit wkl → 0, ergibt dann

0 ∈ Ax̄ , d. h. jeder schwache Häufungspunkt von {xk}k∈N ist eine Nullstelle von A.

Wir zeigen nun, dass die gesamte Folge {xk}k∈N konvergiert. Seien x̄ und x̂ schwache

Häufungspunkte und damit Nullstellen von A. Dann sind wegen der Féjer-Monotonie von

{xk}k∈N sowohl {‖xk − x̄ ‖X }k∈N als auch {‖xk − x̂ ‖X }k∈N monoton fallend und beschränkt

und daher konvergent. Also konvergiert auch(
xk, x̄ − x̂

)
X
=

1

2

(
‖xk − x̂ ‖2X − ‖x

k − x̄ ‖2X + ‖x̄ ‖
2

X − ‖x̂ ‖
2

X

)
gegen ein c ∈ R. Da x̄ schwacher Häufungspunkt ist, existiert eine Teilfolge {xkn }n∈N mit

xkn ⇀ x̄ ; ebenso existiert eine Teilfolge {xkm }m∈N mit xkm ⇀ x̂ . Also ist

(x̄, x̄ − x̂)X = lim

n→∞

(
xkn , x̄ − x̂

)
X
= c = lim

m→∞

(
xkm , x̄ − x̂

)
X
= (x̂, x̄ − x̂)X ,

und damit

0 = ‖x̄ − x̂ ‖2X ,

d. h. x̄ = x̂ . Jede Teilfolge hat daher den selben Grenzwert, und deshalb konvergiert die

gesamte Folge {xk}k∈N gegen diesen. �
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5 SPLITTING-VERFAHREN

Für Funktionale aus der Bildverarbeitung, die üblicherweise die Form J (x) = F (x) +G(x)
haben, ist das Proximalpunkt-Verfahren in der Regel nicht praktikabel, da die Auswer-

tung proxJ nicht wesentlich einfacher ist als das ursprüngliche Problem. Anstatt die

Proximalpunkt-Formulierung auf 0 ∈ ∂J (x̄) anzuwenden, verwendet man zuerst die Sum-

menregel und erhält dadurch ein p̄ ∈ X mit

(5.1)

{
p̄ ∈ ∂F (x̄),

−p̄ ∈ ∂G(x̄).

Man kann nun eine oder beide der Subdi�erentialinklusionen durch eine Proximalpunkt-

Abbildung ersetzen.

In expliziten Splitting-Verfahren – auch forward–backward splitting genannt – wendet man

Lemma 4.7 nur auf die zweite Inklusion in (5.1) an und erhält

(5.2)

{
p̄ ∈ ∂F (x̄),

x̄ = proxγG(x̄ − γp̄).

Die zugehörige Fixpunkt-Iteration ist dann

(i) Wähle pk ∈ ∂F (xk) (mit minimaler Norm).

(ii) Setze xk+1 = proxγkG
(xk − γkp

k).

Dies ist im Allgemeinen kein praktikables Verfahren, da die Bestimmung eines Subgra-

dienten minimaler Norm aufwändig ist. Eine Ausnahme ist jedoch, wenn F zusätzlich

di�erenzierbar ist: Dann gilt (im Hilbertraum) ∂F (x) = {∇F (x)}. In diesem Fall erhalten

wir das Proximal-Gradientenverfahren

(5.3) xk+1 = proxγkG
(xk − γk∇F (x

k))

(im Spezialfall G = δC – d. h. proxγG(x) = projC(x) – auch projiziertes Gradientenverfahren
genannt).

Um nun analog zum Proximalpunkt-Verfahren Konvergenz zu zeigen, müssen wir die

Lipschitz-Stetigkeit des Gradienten voraussetzen (da wir für F ja keine Resolvente verwen-

den, die automatisch stark nichtexpansiv und damit Lipschitz-stetig ist).
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5 splitting-verfahren

Lemma 5.1. Sei F : X → R Gâteaux-di�erenzierbar mit Lipschitz-stetigem Gradienten, d. h.
‖∇F (x) − ∇F (y)‖X ≤ L‖x − y ‖X für alle x,y ∈ X . Dann gilt

F (y) ≤ F (x) + (∇F (x),y − x)X +
L

2

‖x − y ‖2X für alle x,y ∈ X .

Beweis. Aus der Gâteaux-Di�erenzierbarkeit von F folgt

d

dt
F (x + t(y − x)) = (∇F (x + t(y − x)),y − x)X für alle x,y ∈ X .

Integration über t auf [0, 1] liefert damit∫
1

0

(∇F (x + t(y − x)),y − x)X dt = F (y) − F (x).

Zusammen mit der produktiven Null erhalten wir dann unter Verwendung der Cauchy–

Schwarz-Ungleichung und Lipschitz-Stetigkeit

F (y) = F (x) + (∇F (x),y − x)X +

∫
1

0

(∇F (x + t(y − x)) − ∇F (x),y − x)X dt

≤ F (x) + (∇F (x),y − x)X +

∫
1

0

‖∇F (x + t(y − x)) − ∇F (x)‖X ‖x − y ‖X dt

≤ F (x) + (∇F (x),y − x)X +

∫
1

0

Lt ‖x − y ‖2X dt

= F (x) + (∇F (x),y − x)X +
L

2

‖x − y ‖2X . �

Für genügend kleine Schrittweiten kann man damit die Konvergenz des Proximal-Gradienten-

verfahrens zeigen.

Satz 5.2. Seien F : X → R und G : X → R eigentlich, konvex, und unterhalbstetig. Sei
zusätzlich F Gâteaux-di�erenzierbar mit Lipschitz-stetigem Gradienten. Gilt 0 < γmin ≤ γk ≤
L−1, dann konvergiert die durch (5.3) erzeugte Folge {xk}k∈N schwach gegen einen Minimierer
x̄ von J .

Beweis. Wir argumentieren ähnlich wie im Beweis von Satz 4.14, wobei wir die Monotonie

der Folge der Residuumsnormen wk ∈ Axk+1
durch die der Funktionswerte J (xk) ersetzen.

Wir de�nieren dafür

(5.4) Tγ : X → X , x 7→ γ−1(x − proxγG(x − γ∇F (x))),

womit wir die Iteration (5.3) umschreiben können als

(5.5) xk+1 = proxγkG
(xk − γk∇F (x

k)) = xk − γkTγk (x
k).
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5 splitting-verfahren

Nach Lemma 4.7 gilt daher

(5.6) Tγk (x
k) − ∇F (xk) ∈ ∂G(xk − γkTγk (x

k)).

Aus Lemma 5.1 folgt weiter mit x = xk , y = xk+1 = xk − γkTγk (x
k), und γk ≤ L−1

(5.7) F (xk − γkTγk (x
k)) ≤ F (xk) − γk

(
∇F (xk),Tγk (x

k)

)
X
+
γ 2

k
L

2

‖Tγk (x
k)‖2X

≤ F (xk) − γk

(
∇F (xk),Tγk (x

k)

)
X
+
γk
2

‖Tγk (x
k)‖2X .

Damit erhalten wir aus der De�nition von Subgradienten unter Verwendung von (5.6) und

∇F (x) ∈ ∂F (x) für beliebige z ∈ X , dass gilt

(5.8) J (xk+1) = F (xk − γkTγk (x
k)) +G(xk − γkTγk (x

k))

≤ F (xk) − γk

(
∇F (xk),Tγk (x

k)

)
X
+
γk
2

‖Tγk (x
k)‖2X

+G(z) +
(
Tγk (x

k) − ∇F (xk), xk − γkTγk (x
k) − z

)
X

≤ F (z) +
(
∇F (xk), xk − z

)
X
− γk

(
∇F (xk),Tγk (x

k)

)
X
+
γk
2

‖Tγk (x
k)‖2X

+G(z) +
(
Tγk (x

k) − ∇F (xk), xk − z − γkTγk (x
k)

)
X

= J (z) +
(
Tγk (x

k), xk − z
)
X
−
γk
2

‖Tγk (x
k)‖2X .

Für z = xk folgt daraus

(5.9) J (xk+1) ≤ J (xk) −
γk
2

‖Tγk (x
k)‖2X ,

d. h. {J (xk)}k∈N ist monoton fallend. (Das Proximal-Gradientenverfahren ist also ein Ab-
stiegsverfahren.) Für z = x∗ mit J (x∗) = minx∈X J (x) folgt weiter durch quadratisches

Ergänzen

(5.10) 0 ≤ J (xk+1) − J (x∗) ≤
(
Tγk (x

k), xk − x∗
)
X
−
γk
2

‖Tγk (x
k)‖2X

=
1

2γk

(
‖xk − x∗‖2X − ‖x

k − x∗ − γkTγk (x
k)‖2X

)
=

1

2γk

(
‖xk − x∗‖2X − ‖x

k+1 − x∗‖2X

)
.

Insbesondere ist {‖xk − x∗‖X }k∈N monoton fallend und damit {xk}k∈N Féjer-monoton und

beschränkt. Es existiert also eine schwach konvergente Teilfolge {xkl }l∈N mit xkl ⇀ x̄ .
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5 splitting-verfahren

Summieren über k = 1, . . . ,n liefert nun

n∑
k=1

(J (xk) − J (x∗)) ≤
1

2γmin

n∑
k=1

(
‖xk−1 − x∗‖2X − ‖x

k − x∗‖2X

)
=

1

2γmin

(
‖x0 − x∗‖2X − ‖x

n − x∗‖2X
)

≤
1

2γmin

‖x0 − x∗‖2X .

Da {J (xk)}k∈N monoton fallend ist, folgt

(5.11) J (xn) − J (x∗) ≤
1

n

n∑
k=1

(J (xk) − J (x∗)) ≤
1

2nγmin

‖x0 − x∗‖2X

und damit J (xn) → J (x∗) für n →∞. Also gilt auch wegen der schwachen Unterhalbste-

tigkeit von F und G, dass

J (x̄) ≤ lim inf

l→∞
J (xkl ) = J (x∗).

Wie im Beweis von Satz 4.14 folgt nun aus der Féjer-Monotonie von {xk}k∈N, dass xk ⇀ x̄
für die gesamte Folge gilt. �

Aus (5.11) folgt insbesondere J (xk) = J (x∗) + O(k−1). Um J (xk) ≤ J (x∗) + ε zu erreichen,

sind also O(ε−1) Iterationen notwendig. Durch eine geschickte Extrapolation lässt sich dies

auf O(ε−1/2) reduzieren, was beweisbar optimal ist; siehe [Nesterov 1983], [Nesterov 2004,

Theorem 2.1.7]. (Dafür ist die Folge der Funktionswerte allerdings nicht mehr monoton

fallend.) Die Iterationsvorschrift dafür ist

(5.12)


xk+1 = proxγkG

(x̄k − γk∇F (x̄
k)),

x̄k+1 =

(
1 −

1 − τk
τk+1

)
xk+1 +

1 − τk
τk+1

xk,

für die (schwer zu motivierende) Folge

τ0 = 1, τk =
1 +

√
1 + 4τ 2

k−1

2

(→ ∞),

siehe [Beck & Teboulle 2009, § 4].

Ein Nachteil des expliziten Splittings ist die Notwendigkeit, für die Wahl einer zulässigen

Schrittweite γk die Lipschitzkonstante L von ∇F zu kennen. Im Beweis von Satz 5.2 erkennt

man, dass dies lediglich dazu dient, die Abschätzung (5.7) zu garantieren. Ist die Lipschitz-

konstante nicht bekannt, kann man versuchen, die Gültigkeit von (5.7) durch Liniensuche
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zu erfüllen: Man startet mit γ 0 > 0 und verkleinert γk (etwa durch Halbieren) so lange,

bis

F (xk − γkTγk (x
k)) ≤ F (xk) − γk

(
∇F (xk),Tγk (x

k)

)
X
+
γk
2

‖Tγk (x
k)‖2X

erfüllt ist (was spätestens fürγk < L−1
der Fall ist). Dafür ist in jedem Schritt der Liniensuche

jeweils eine Auswertung von F und proxγkG
erforderlich (wobei Letzteres durch Vertauschen

von Proximal- und Gradientenschritt – backward–forward splitting – vermieden werden

kann).

5.1 implizites splitting

Auch mit Liniensuche bleiben die Anforderungen an die Schrittweite γk in expliziten

Verfahren unbefriedigend. Dies kann man mit einem impliziten Splitting umgehen. Hier

wenden wir die Proximalpunkt-Formulierung auf beide Subdi�erential-Inklusionen in (5.1)

an und erhalten

(5.13)

{
x̄ = proxγF (x̄ + γp̄),

x̄ = proxγG(x̄ − γp̄).

Um p̄ aus den Gleichungen zu eliminieren, setzen wir z̄ := x̄ + γp̄ und w̄ := x̄ − γp̄. Dann

ist z̄ + w̄ = 2x̄ , d. h.

w̄ = 2x̄ − z̄.

Damit brauchen wir nur noch eine Rekursion für z̄; diese gewinnen wir aus der produktiven

Null

z̄ = z̄ + (x̄ − x̄).

Durch eine geeignete Fixpunktiteration auf diesen Gleichungen erhalten wir das Douglas–
Rachford-Verfahren

(5.14)


xk+1 = proxγF (z

k),

yk+1 = proxγG(2x
k+1 − zk),

zk+1 = zk + yk+1 − xk+1.

Diese Iteration kann man durch Einführen von geeigneten Operatoren als Proximalpunkt-

Verfahren schreiben, woraus mit etwas Aufwand (nach Nachweisen der maximalen Mo-

notonie des entsprechenden Operators) die Konvergenz mit Satz 4.14 folgt; siehe etwa

[Eckstein & Bertsekas 1992]. Wir betrachten hier gleich eine allgemeinere Variante, die sich

besonders in der mathematischen Bildverarbeitung als sehr erfolgreich erwiesen hat.
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5.2 primal-duales splitting

Diese Verfahren wurden speziell für Probleme der Form

min

x∈X
F (x) +G(Ax)

für F ,G eigentlich, konvex und unterhalbstetig und A ∈ L(X ,Y ) entwickelt. Aus Satz 3.17

und Lemma 3.16 erhält man dafür die Fenchel-Extremalitätsbedingungen

(5.15)

{
−A∗ȳ ∈ ∂F (x̄),

ȳ ∈ ∂G(Ax̄),
⇔

{
−A∗ȳ ∈ ∂F (x̄),

Ax̄ ∈ ∂G∗(ȳ).

Die zugehörige Proximalpunktformulierung nach Lemma 4.7 ist{
x̄ = proxτ F (x̄ − τA

∗ȳ),

ȳ = proxσG∗(ȳ + σAx̄),

für beliebige σ , τ > 0. Daraus lässt sich direkt eine Fixpunktiteration gewinnen. Es ist aber

sowohl aus praktischer als auch aus theoretischer Sicht hilfreich, einen Extrapolationsschritt

wie in (5.14) einzuschieben:

(5.16)


xk+1 = proxτ F (x

k − τA∗yk),

x̄k+1 = 2xk+1 − xk,

yk+1 = proxσG∗(y
k + σAx̄k+1).

Dieses primal-duale Extragradienten-Verfahren kann man nun – dank des zusätzlichen

Extrapolationsschritts! – als Proximalpunkt-Verfahren au�assen.
1

Dazu formen wir (5.16)

so um, dass (xk,yk) und (xk+1,yk+1) auf jeweils einer Seite stehen. Verwenden von proxτ F =

(Id+τ ∂F )−1
ergibt für die erste Gleichung:

xk+1 = proxτ F (x
k − τA∗yk) ⇔ xk − τA∗yk ∈ {xk+1} + τ ∂F (xk+1)

⇔ τ−1xk −A∗yk ∈ {τ−1xk+1} + ∂F (xk+1).

Analog haben wir für die zweite Gleichung (nach Elimination von x̄k+1
)

yk+1 = proxσG∗(y
k + σA(2xk+1 − xk)) ⇔ σ−1yk −Axk ∈ {σ−1yk+1 − 2Axk+1} + ∂G∗(yk+1).

Setzen wir Z = X × Y , z = (x,y),

M =

(
τ−1

Id −A∗

−A σ−1
Id

)
, T =

(
∂F A∗

−A ∂G∗

)
,

1
Eingeführt wurde das Verfahren in [Chambolle & Pock 2011], weshalb es in der Literatur auch oft als

Chambolle–Pock-Verfahren bezeichnet wird; der Zusammenhang mit Proximalpunkt-Verfahren wurde in

[He & Yuan 2012] beschrieben.
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so ist (5.16) äquivalent zu

Mzk ∈ (M +T )zk+1 ⇔ zk+1 ∈ (M +T )−1Mzk .

Ist M invertierbar, so gilt M = (M−1)−1
und damit (M + T )−1Mzk = (Id+M−1T )−1zk ; es

handelt sich dann also in der Tat um ein Proximalpunkt-Verfahren für den Operator M−1T .

Dazu zeigen wir, dass – unter Voraussetzungen an σ , τ – M selbstadjungiert und positiv

de�nit ist bezüglich des Skalarproduktes

(z1, z2)Z = (x1, x2)X + (y1,y2)Y für alle z1 = (x1,y1) ∈ Z , z2 = (x2,y2) ∈ Z .

Lemma 5.3. Der OperatorM ist beschränkt und selbstadjungiert. Gilt στ ‖A‖2
L(X ,Y )

< 1, so ist
M positiv de�nit.

Beweis. Direkt aus der De�nition von M folgt die Beschränktheit (da A ∈ L(X ,Y ) be-

schränkt ist) und Selbstadjungiertheit. Sei nun z = (x,y) ∈ Z beliebig. Dann ist

(Mz, z)Z =
(
τ−1x −A∗y, x

)
X +

(
σ−1y −Ax,y

)
Y

= τ−1‖x ‖2X − 2 (x,A∗y)X + σ
−1‖y ‖2Y

≥ τ−1‖x ‖2X − 2‖A‖L(X ,Y )‖x ‖X ‖y ‖Y + σ
−1‖y ‖2Y

≥ τ−1‖x ‖2X − ‖A‖L(X ,Y )
√
στ (τ−1‖x ‖2X + σ

−1‖y ‖2Y ) + σ
−1‖y ‖2Y

= (1 − ‖A‖L(X ,Y )
√
στ )(τ−1‖x ‖2X + σ

−1‖y ‖2Y )

≥ C(‖x ‖2X + ‖y ‖
2

Y )

für C := (1 − ‖A‖L(X ,Y )
√
στ )min{τ−1,σ−1} > 0. Also ist (Mz, z)Z ≥ C‖z‖2Z für alle z ∈ Z

und damit M positiv de�nit. �

Der Operator M induziert also ein Skalarprodukt (z1, z2)M := (Mz1, z2)Z und dadurch eine

Norm ‖z‖2M = (z, z)M , für die gilt

(5.17) c1‖z‖Z ≤ ‖z‖M ≤ c2‖z‖Z für alle z ∈ Z .

Folgerung 5.4. Gilt στ ‖A‖2
L(X ,Y )

< 1, so istM stetig invertierbar, d. h. es giltM−1 ∈ L(Z ,Z ).

Beweis. Wegen (5.17) ist für beliebige z ∈ Z die Abbildung v 7→ (z,v)Z ein (bezüglich

‖ · ‖M ) beschränktes Funktional. Nach dem Satz von Fréchet–Riesz, angewendet auf den

Hilbertraum (Z , (·, ·)M ), existiert also ein eindeutiges z∗ ∈ Z mit

(Mz∗,v)Z = (z
∗,v)M = (z,v)Z für alle v ∈ Z ,

und die Abbildung M−1
: z 7→ z∗ ist linear. Damit gilt

c2

1
‖z∗‖2Z ≤ ‖z

∗‖2M = (Mz∗, z∗)Z = (z, z
∗)Z ≤ ‖z‖Z ‖z

∗‖Z ,

und nach Division durch c2

1
‖z∗‖Z folgt die behauptete Beschränktheit von M−1

. �
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Also ist M−1T wohlde�niert, d. h. graphM−1T , ∅. Wir zeigen nun, dass M−1T maximal

monoton ist bezüglich des Skalarproduktes (·, ·)M

Lemma 5.5. Gilt στ ‖A‖2
L(X ,Y )

< 1, so istM−1T maximal monoton in (X , (·, ·)M ).

Beweis. Wir zeigen zunächst die Monotonie. Sei z ∈ Z und z∗ ∈ M−1Tz, d. h. Mz∗ ∈ Tz.

Nach De�nition vonT existieren daher für z = (x,y) ein ξ ∈ ∂F (x) und ein η ∈ ∂G∗(y)mit

Mz∗ = (ξ +A∗y,η −Ax). Analog können wir für z̄ = (x̄, ȳ) ∈ Z und z̄∗ ∈ M−1Tz̄ schreiben

Mz̄∗ = ( ¯ξ +A∗ȳ, η̄ −Ax̄) für
¯ξ ∈ ∂F (x̄) und η̄ ∈ ∂G∗(ȳ). Dann gilt

(z̄∗ − z∗, z̄ − z)M = (Mz̄∗ −Mz∗, z̄ − z)Z =
(
( ¯ξ +A∗ȳ) − (ξ +A∗y), x̄ − x

)
X

+ ((η̄ −Ax̄) − (η −Ax), ȳ − y)Y
=

(
¯ξ − ξ , x̄ − x

)
X + (A

∗(ȳ − y), x̄ − x)X
− (A(x̄ − x), ȳ − y)Y + (η̄ − η, ȳ − y)Y
=

(
¯ξ − ξ , x̄ − x

)
X + (η̄ − η, ȳ − y)Y ≥ 0

wegen der Monotonie der Subdi�erentiale.

Für die maximale Monotonie seien nun z̄∗, z̄ ∈ Z und es gelte

(z̄∗ − z∗, z̄ − z)M ≥ 0 für alle (z∗, z) ∈ graphM−1T .

Wie oben ist nun Mz∗ = (ξ +A∗y,η −Ax) für ein ξ ∈ ∂F (x) und ein η ∈ ∂G∗(y). Also gilt

(5.18) (Mz̄∗ −Mz∗, z̄ − z)Z = (z̄
∗ − z∗, z̄ − z)M ≥ 0 für alle z ∈ Z ,Mz∗ ∈ Tz.

Setze nun
¯ξ := x̃∗ − A∗ȳ und η̄ := ỹ∗ + Ax̄ für Mz̄∗ = (x̃∗, ỹ∗) und z̄ = (x̄, ȳ). Dann ist

Mz̄∗ = ( ¯ξ +A∗ȳ, η̄ −Ax̄), und aus (5.18) folgt daher für alle (x,y) ∈ Z :

0 ≤
(
( ¯ξ +A∗ȳ) − (ξ +A∗y), x̄ − x

)
X + ((η̄ −Ax̄) − (η −Ax), ȳ − y)Y

=
(
¯ξ − ξ , x̄ − x

)
X + (η̄ − η, ȳ − y)Y .

Setzen wir speziell Paare der Form (x, ȳ) für x ∈ X beliebig und (x̄,y) für y ∈ Y beliebig

ein, erhalten wir, dass beide Skalarprodukte auf der rechten Seiten nichtnegativ sind. Aus

der maximalen Monotonie von Subdi�erentialen folgt nun
¯ξ ∈ ∂F (x̄) und η̄ ∈ ∂G∗(ȳ). Also

ist

Mz̄∗ = ( ¯ξ +A∗ȳ, η̄ −Ax̄) ∈ Tz̄

und damit z̄∗ ∈ M−1Tz̄. Dies zeigt die maximale Monotonie von M−1T . �

Das primal-duale Extragradienten-Verfahren (5.16) ist also äquivalent mit der Proximal-

punktiteration zk+1 = RM−1Tz
k

für M−1T maximal monoton, so dass aus Satz 4.14 zusammen

mit der positiven De�nitheit von M die schwache Konvergenz folgt.

Satz 5.6. Erfüllen F ,G,A die Voraussetzungen von Satz 3.17 und gilt στ ‖A‖2
L(X ,Y )

< 1, so
konvergiert {(xk,yk)}k∈N schwach in Z gegen eine Lösung (x̄, ȳ) von (5.15).
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Beweis. Aus Satz 4.14 erhalten wir wegen Lemma 5.5 zunächst die schwache Konvergenz

von zk := (xk,yk) bezüglich des Skalarprodukts (·, ·)M . Da aber M symmetrisch und positiv

de�nit und damit invertierbar ist, folgt daraus

(zk,Mw)X = (zk,w)M → (z,Mw)X für alle w ∈ X

und damit schwache Konvergenz bezüglich (·, ·)X , da mitw auchMw ganzX durchläuft. �

Beachten Sie, dass das Verfahren durch die Proximalpunktformulierung der Fenchel-

Extremalitätsbedingungen zwar implizit in F und G, nicht jedoch in A ist; es ist also nicht

verwunderlich, dass dadurch eine Schrittweitenrestriktion an τ und σ durch A entsteht.
2

Setzt man A = Id, τ = γ , σ = γ−1
und zk = xk − γyk und wendet Lemma 4.10 (ii) an, so

erkennt man, dass die Iteration (5.16) äquivalent ist mit (5.14); die Konvergenz des Douglas–

Rachford-Verfahrens kann man aber wegen στ ‖A‖2
L(X ,Y )

= 1 nicht aus Satz 5.6 folgern.

2
Die Proximalpunktabbildung zuG◦Awürde zu einem voll impliziten Verfahren führen, dafür aber aufgrund

der Rechenregeln die Anwendung von A−1
benötigen. Es ist gerade Sinn und Zweck des primal-dualen

Extragradientenverfahrens, die Invertierung von A – was in der Praxis oft schlecht konditioniert oder

sogar unmöglich ist – zu vermeiden.
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BILDMODELLE
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6 KONTINUIERLICHE BILDMODELLE

Um die Werkzeuge der Variationsrechnung auf Probleme der Bildverarbeitung anwenden

zu können, fassen wir nun (Schwarz-Weiss-)Bilder auf als Funktionen u : Ω → R mit

Ω ⊂ Rd
(z. B. Ω = [0, 1]2). Dabei ist es wichtig, einen korrekten Funktionenraum zu �nden,

in dem wir Bilder suchen: Er sollte genug Regularität erfordern, um zufälliges Rauschen

auszuschliessen, aber nicht so viel Regularität, dass keine Sprünge (d. h. Kanten im Bild)

erlaubt sind.

6.1 lebesgue-räume

Die grundlegende Klasse von Funktionenräumen (die wir später einschränken wollen)

sind die Räume der Lebesgue-integrierbaren Funktionen. Dabei handelt es sich um Äquiva-

lenzklassen von Funktionen, die bezüglich des Lebesgue-Maßes messbar sind; identi�ziert

werden Funktionen, die sich nur auf einer Menge vom Lebesgue-Maß Null unterscheiden.

Für 1 ≤ p ≤ ∞ sind die Lebesgue-Räume de�niert als

Lp(Ω) := {u messbar : ‖u‖Lp < ∞}

mit den in Beispiel 1.1 (iii) de�nierten Normen. Wir erinnern, dass es sich dabei um Ba-

nachräume und für p = 2 um einen Hilbertraum handelt, und dass Lp(Ω)∗ � Lq(Ω) für

1 ≤ p < ∞ und p−1 + q−1 = 1 ist. (Diese Identi�zierung werden wir im Folgenden still-

schweigend verwenden und Lq(Ω) als Dualraum bezeichnen.) Die Ungleichung (1.1) wird

dann zur Hölder-Ungleichung∫
Ω
u(x)v(x)dx ≤ ‖u‖Lp ‖v ‖Lq für alle u ∈ Lp(Ω),v ∈ Lq(Ω).

Daraus folgt sofort für beschränkte Gebiete Ω die Einbettung Lp(Ω) ↪→ Lp
′

(Ω) für p ≥ p′.
Da dies für Bilder keine Einschränkung darstellt, betrachten wir in Folge stets beschränkte

Gebiete.

Eine Sonderrolle (als der “größtmögliche” Lebesgue-Raum) spielt

L1

loc
(Ω) :=

{
u messbar : u |K ∈ L

1(K) für alle K ⊂ Ω kompakt

}
.

Ein Grund, mit Lebesgue-integrierbaren Funktionen zu arbeiten, ist die Verträglichkeit

dieses Integralbegri�s mit der Unterhalbstetigkeit.
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6 kontinuierliche bildmodelle

Lemma 6.1. Sei φ : R→ R eigentlich, konvex und unterhalbstetig mit φ ≥ 0. Dann gilt dies
auch für

Φ : Lp(Ω) → R, Φ(u) =

{∫
Ω
φ(u(x))dx φ ◦ u ∈ L1(Ω),

∞ sonst.

Beweis. Da φ eigentlich ist, existiert ein t0 ∈ domφ. Also ist die konstante Funktion

u ≡ t0 ∈ domΦ, da φ(u) ≡ φ(t0) ∈ L
∞(Ω) ⊂ L1(Ω).

Für u,v ∈ domΦ und λ ∈ (0, 1) folgt für fast alle x ∈ Ω aus der Konvexität von φ, dass

φ(λu(x) + (1 − λ)v(x)) ≤ λφ(u(x)) + (1 − λ)v(x).

Da für f ,д ∈ L1(Ω) und α, β ∈ R auch α f + βд ∈ L1(Ω) gilt, ist also λu + (1 − λ)v ∈ domΦ,

und durch Integration der Ungleichung über Ω folgt die Konvexität von Φ.

Sei nun {un}n∈N mit un → u in Lp(Ω). Dann existiert eine Teilfolge {unk }k∈N mit unk (x) →
u(x) fast überall.

1
Wegen der Unterhalbstetigkeit von φ und mit dem Lemma von Fatou gilt

Φ(u) =

∫
Ω
φ(u(x))dx

≤

∫
Ω

lim inf

k→∞
φ(unk (x))dx

≤ lim inf

k→∞

∫
Ω
φ(unk (x))dx = lim inf

k→∞
Φ(unk ). �

Für solche Funktionale lässt sich das Subdi�erential punktweise charakterisieren. Im Fol-

genden sei stets p−1 + q−1 = 1, d. h. Lq(Ω) = Lp(Ω)∗ für 1 ≤ p < ∞, angenommen.

Lemma 6.2. Sei φ : R→ R eigentlich, konvex und unterhalbstetig und Φ : Lp(Ω) → R mit
1 ≤ p < ∞ wie in Lemma 6.1. Dann ist für alle u ∈ domΦ

∂Φ(u) = {u∗ ∈ Lq(Ω) : u∗(x) ∈ ∂φ(u(x)) für fast alle x ∈ Ω} .

Beweis. Sei u ∈ domΦ, d. h. φ ◦ u ∈ L1(Ω). Gilt für u∗ ∈ Lq(Ω) dass u∗(x) ∈ ∂φ(u(x)) fast

überall, so folgt daraus durch Integration

Φ(ũ) − Φ(u) =

∫
Ω
φ(ũ(x)) − φ(u(x))dx ≥

∫
Ω
u∗(x)(ũ(x) − u(x))dx = 〈u∗, ũ − u〉Lp

für alle ũ ∈ Lp(Ω).

Sei umgekehrt u∗ ∈ ∂Φ(u). Dann gilt nach De�nition∫
Ω
u∗(x)(ũ(x) − u(x))dx ≤

∫
Ω
φ(ũ(x)) − φ(u(x))dx für alle ũ ∈ Lp(Ω).

1
siehe z. B. [Dobrowolski 2010, Satz 4.25]
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6 kontinuierliche bildmodelle

Sei nun t ∈ R beliebig und sei A ⊂ Ω eine beliebige messbare Menge. Für die Wahl

ũ(x) :=

{
t x ∈ A,

u(x) x < A,

folgt wegen ũ ∈ Lp(Ω) aus der obigen Ungleichung∫
A
u∗(x)(t − u(x))dx ≤

∫
A
φ(t) − φ(u(x))dx .

Da A beliebig war, muss gelten

u∗(x)(t − u(x)) ≤ φ(t) − φ(u(x)) für fast alle x ∈ Ω.

Da t ∈ R beliebig war, folgt daraus u∗(x) ∈ ∂u(x) für fast alle x ∈ Ω. �

Auf ähnliche Weise zeigt man, dass sich auch die Fenchel-Konjugierte punktweise berechnen

lässt.
2

Lemma 6.3. Sei φ : R→ R eigentlich, konvex und unterhalbstetig, und sei Φ : Lp(Ω) → R

mit 1 ≤ p < ∞ wie in Lemma 6.1. Dann ist die Fenchel-Konjugierte von Φ gegeben durch

Φ∗ : Lq(Ω) → R, Φ∗(u∗) =

∫
Ω
φ∗(u∗(x))dx .

Auf dem anderen Ende der Glattheitsskala liegen die unendlich oft di�erenzierbaren Test-
funktionen in

C∞
0
(Ω) := {φ : Ω → R : φ unendlich oft stetig di�erenzierbar, suppφ ⊂ Ω kompakt} ,

wobei suppφ = {x ∈ Ω : φ(x) , 0} den Träger von φ bezeichnet. Ihr Wert liegt darin, dass

sich Lebesgue-integrierbare Funktionen beliebig gut durch Testfunktionen approximieren

lassen; man sagt, C∞
0
(Ω) liegt dicht in Lp(Ω).3

Satz 6.4. Für alle u ∈ Lp(Ω), 1 ≤ p < ∞, existiert eine Folge {φn}n∈N ⊂ C∞
0
(Ω) mit φn → u

in Lp(Ω).

Dieses Resultat erlaubt die klassische Beweistechnik des Dichtheitsarguments: Will man

eine Eigenschaft für alle u ∈ Lp(Ω) nachweisen, so zeigt man sie zuerst für alle φ ∈ C∞
0
(Ω)

und argumentiert, dass sie beim Grenzübergang in der approximierenden Folge erhalten

bleibt. So zeigt man beispielsweise das folgende wichtige Resultat.

Satz 6.5 (Fundamentallemma der Variationsrechnung
4
). Sei u ∈ L1

loc
(Ω) mit∫

Ω
u(x)φ(x)dx ≥ 0 für alle φ ∈ C∞

0
(Ω).

Dann ist u(x) = 0 für fast alle x ∈ Ω.
2
siehe z. B. [Ekeland & Témam 1999, Proposition IV.1.2]

3
siehe z. B. [Dobrowolski 2010, Satz 4.23]

4
siehe z. B. [Dobrowolski 2010, Satz 5.1]
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6 kontinuierliche bildmodelle

6.2 sobolev-räume

Es ist klar, dass Testfunktionen kein gutes Modell für Bilder darstellen. Statt Funktionen,

die im klassischen Sinn di�erenzierbar sind, betrachten wir daher als nächstes schwach
di�erenzierbare Funktionen. Diese Funktionen sind die Grundlage der modernen Theorie

partieller Di�erentialgleichungen und eignen sich besonders für Funktionale mit Inte-

graldarstellung. Ausgangspunkt ist, die klassische punktweise De�nition der Ableitung

durch eine „De�nition im Mittel“ zu ersetzen; als grundlegende Eigenschaft fordert man

dabei, dass der neue Ableitungsbegri� verträglich ist mit der partiellen Integration. Dafür

ist es nützlich, einen Multiindex

α := (α1, . . . ,αd) ∈ N
d
0

mit Länge |α | :=
∑d

i=1
αi zu de�nieren, um für f de�niert auf Ω ⊂ Rd

eine (klassische)

partielle Ableitung der Ordnung |α | kompakt schreiben zu können als

Dα f (x1, . . . , xd) :=
∂ |α | f (x1, . . . , xd)

∂xα1

1
· · · ∂xαd

d

.

(Wir schreiben auch kurz ∂i := ∂
∂xi

.) Eine Funktionu ∈ L1

loc
(Ω) heißt schwach di�erenzierbar,

falls ein v ∈ L1

loc
(Ω) existiert mit

(6.1)

∫
Ω
v(x)φ(x)dx = (−1)|α |

∫
Ω
u(x)Dαφ(x)dx für alle φ ∈ C∞

0
(Ω).

Nach dem Fundamentallemma der Variationsrechnung ist dann die schwache Ableitung
eindeutig de�niert als Dαu := v; besitzt u eine entsprechende klassische Ableitung, so

stimmt die schwache Ableitung mit dieser überein (und wir unterscheiden daher nicht in der

Notation). Die schwache Ableitung existiert aber für ein grössere Klasse von Funktionen;

zum Beispiel hat u : (−1, 1) → R, u(x) = |x |, die schwache Ableitung Du : (−1, 1) → R,

Du(x) = 1 für x ≥ 0 und Du(x) = −1 für x < 0.

Wir können nun die Sobolev-RäumeW k,p(Ω) für k ∈ N0 und 1 ≤ p ≤ ∞ de�nieren als

W k,p(Ω) =
{
u ∈ Lp(Ω) : Dαu ∈ Lp(Ω) für alle |α | ≤ k

}
.

Diese sind Banachräume
5

versehen mit der Norm

‖u‖W k ,p =
©­«
∑
|α |≤k

‖Dαu‖
p
Lp

ª®¬
1

p

für 1 ≤ p < ∞,

‖u‖W k ,∞ = max

|α |≤k
‖Dαu‖L∞ .

5
siehe z. B. [Dobrowolski 2010, Satz 5.10]
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6 kontinuierliche bildmodelle

Für p = 2 handelt es sich um Hilberträume mit Skalarprodukt

(u,v)W k ,2 =
∑
|α |≤k

(Dαu,Dαv)L2 .

Man schreibt daher üblicherweise Hk(Ω) :=W k,2(Ω).

Auch Sobolev-Funktionen lassen sich beliebig gut durch Testfunktionen (ohne kompakten

Träger) approximieren.
6

Satz 6.6. Für alle k ∈ N und 1 ≤ p < ∞ liegt C∞(Ω) ∩W k,p(Ω) dicht inW k,p(Ω).

Damit kann man etliche Eigenschaften von Sobolev-Funktionen mit Dichtheitsargumenten

beweisen. Ein nützliches Resultat ist

Lemma 6.7. Gilt für ein u ∈W k,p(Ω), dass Dαu = 0 für alle |α | = k ist, dann stimmt u fast
überall mit einem Polynom vom Grad k − 1 überein.

Die Norm im Sobolev-Raum misst die Regularität von Funktionen auf unterschiedliche

Weise, bestimmt durch die beiden Zahlen k und p: Je grösser k , desto stärker fallen Oszil-
lationen ins Gewicht; je grösserm, desto stärker fällt eine Konzentration ins Gewicht. Ist

Ω glatt genug, so kann man diese beiden Eigenschaften in einem bestimmten Rahmen in

Beziehung setzen.
7

Ist Ω ⊂ Rd
o�en, zusammenhängend und beschränkt, und kann der

Rand ∂Ω von Ω durch eine Lipschitz-stetige Funktion parametrisiert werden, so nennt

man Ω Lipschitz-Gebiet. Insbesondere ist das Einheitsquadrat (0, 1)2 ein Lipschitzgebiet.

Satz 6.8 (Einbe�ungssatz von Sobolev, Morrey
8
). Sei 1 ≤ p,q < ∞ und Ω ⊂ Rd ein

Lipschitz-Gebiet. Dann sind die folgenden Einbettungen stetig:

W k,p(Ω) ↪→


Lq(Ω) p < d

k und p ≤ q ≤
dp

d−kp ,

Lq(Ω) p = d
k und p ≤ q < ∞,

C(Ω) p > d
k .

Auf solchen Gebieten lassen sich Sobolev-Funktionen auch stetig (bzgl. der Norm) auf

größere Gebiete fortsetzen. Je glatter das Gebiet, desto mehr Regularität bleibt dabei erhalten.

Wir de�nierenCm,1
-Gebiete analog zu Lipschitz-Gebieten (die fürm = 0 in dieser De�nition

enthalten sind).

6
Dies wurde bewiesen von Meyers und Serrin in einer Arbeit, die zu Recht berühmt ist sowohl für die Be-

deuting ihres Inhalts als auch für die Kürze ihres Titels, „H =W “. Für den Beweis siehe z. B. [Dobrowolski

2010, Satz 5.16].

7
Für eine schöne Darstellung dieser Intuition, siehe [Tao 2010b] sowie [Tao 2010a].

8
siehe z. B. [Adams & Fournier 2003, Theorem 4.12], [Dobrowolski 2010, Satz 6.24]
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6 kontinuierliche bildmodelle

Satz 6.9 (Fortsetzung
9
). Seim ∈ N und Ω ein Cm−1,1-Gebiet. Zu jedem Gebiet Ω′, das Ω als

kompakte Teilmenge enthält, existiert für alle 0 ≤ k ≤ m ein E ∈ L(W k,p(Ω),W k,p(Ω′)) mit
(Eu)|Ω = u.

Wir beschränken uns in Folge auf den Fall k = 1, und verwenden für u ∈ W 1,p(Ω) die

übliche Notation ∇u := (∂1u, . . . , ∂du)
T ∈ Lp(Ω)d für den Gradienten von u sowie

(6.2) |u |W 1,p := ‖∇u‖(Lp )d =

(∫
Ω
|∇u(x)|

p
p dx

)
1/p

für die Seminorm aufW 1,p(Ω). Damit ist

‖u‖W 1,p = (‖u‖
p
Lp + |u |

p

W 1,p )
1/p,

sowie für p = 2

(u,v)H 1 = (u,v)L2 + (∇u,∇v)(L2)d .

Durch partielle Integration de�nieren wir nun für eine Vektor-Funktionu = (u1, . . . ,ud)
T ∈

L1

loc
(Ω)d die schwache Divergenz

divu =
d∑
i=1

∂iui ∈ L
1

loc
(Ω),

falls gilt ∫
Ω

divuφ dx = −

∫
Ω
u · ∇φ dx für alle φ ∈ C∞

0
(Ω).

Sucht man nun für Bildverarbeitungsaufgaben Minimierer inW 1,p(Ω), so ist es naheliegend,

die entsprechende Seminorm als Regularisierungsterm zu verwenden. Für die direkte

Methode müssen wir Konvexität, Unterhalbstetigkeit und Koerzivität untersuchen. Dafür

zeigen wir zuerst die Abgeschlossenheit von ∇.

Lemma 6.10. Sei Ω ⊂ Rd und 1 ≤ p,q < ∞. Dann ist

∇ :

{
u ∈ Lq(Ω) : ∇u ∈ Lp(Ω)d

}
→ Lp(Ω)d

schwach abgeschlossen, d. h. un ⇀ u in Lp(Ω) und ∇un ⇀ v in Lq(Ω)d impliziert v = ∇u. Die
Aussage gilt für p = ∞ oder q = ∞, wenn die entsprechende Konvergenz durch schwach-∗
Konvergenz ersetzt wird.

9
siehe z. B. [Dobrowolski 2010, Satz 6.10]
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Beweis. Sei {un}n∈N ⊂ Lq(Ω) eine Folge mit un ⇀ u in Lq(Ω) und Lp(Ω)d 3 ∇un ⇀ v
in Lp(Ω)d). Für alle φ ∈ C∞

0
(Ω) gilt insbesondere φ ∈ Lp(Ω)∗ und ∂kφ ∈ Lq(Ω)∗ für alle

1 ≤ k ≤ d . Nach De�nition der schwachen Konvergenz und der schwachen Ableitung gilt

dann

(6.3)

∫
Ω
u∂kφ dx = 〈∂kφ,u〉Lq = lim

n→∞
〈∂kφ,un〉Lq

= lim

n→∞

∫
Ω
un∂kφ dx = − lim

n→∞

∫
Ω
∂kunφ dx

= − lim

n→∞
〈φ, ∂kun〉Lp = −〈φ, ∂ku〉Lp

= −

∫
Ω
vkφ dx,

d. h. vk = ∂ku für alle 1 ≤ k ≤ d nach De�nition der schwachen Ableitung. Damit ist

∇u = v . �

Aus der Gleichheit des zweiten und des vorletzten Terms in (6.3) folgt, dass formal ∇∗ =

− div gilt. Dies kann durch korrekte Wahl der Bild- und De�nitionsbereiche auch rigoros

bewiesen werden; siehe z. B. [Kurula & Zwart 2012].

Es ist klar, dass die Seminorm nicht koerziv ist, da |u |W 1,p = 0 gilt für u ≡ c konstant. Eine

Möglichkeit, diesen Fall auszuschliessen, ist die Beschränkung auf Funktionen mit Mittel-

wert 0; dann folgt die Koerzivität aus der Poincaré-Ungleichung. Sei dafür Ω beschränkt

mit Lebesgue-Maß |Ω | und u ∈ L1(Ω), und setze

µ(u) :=
1

|Ω |

∫
Ω
u(x)dx

sowie für alle 1 ≤ p ≤ ∞

Π0 : Lp(Ω) → Lp(Ω), Π0(u) = u − µ(u).

Lemma 6.11 (Poincaré–Wirtinger-Ungleichung
10

). Sei Ω ein konvexes Lipschitz-Gebiet und
1 ≤ p < ∞. Dann existiert ein c > 0 mit

‖Π0u‖Lp ≤ c |u |W 1,p für alle u ∈W 1,p(Ω).

Damit können wir nun das Gewünschte zeigen.

Satz 6.12. Sei Ω ein konvexes Lipschitz-Gebiet und 1 < p < ∞. Dann ist

R : Lp(Ω) → R, R(u) :=

{
1

p |u |
p

W 1,p u ∈W 1,p(Ω),

∞ sonst

eigentlich, konvex und unterhalbstetig, und für {un}n∈N ⊂ Lp(Ω) mit ‖Π0un‖Lp → ∞ gilt
R(un) → ∞.
10

siehe z. B. [Dobrowolski 2010, Satz 6.23]
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Beweis. Da R(u) = 0 für u = 0 ∈W 1,p(Ω), ist R eigentlich. Weiter ist die Vektornorm | · |p
konvex auf Rd

, und zusammen mit der Konvexität und Monotonie von t 7→ tp auf [0,∞)
folgt die Konvexität von R analog zum Beweis von Lemma 6.1.

Für die Unterhalbstetigkeit betrachten wir eine Folge un ⇀ u in Lp(Ω). Gilt |un |W 1,p →

∞, so ist nichts zu zeigen. Ansonsten ist {∇un}n∈N beschränkt in Lp(Ω) und hat daher

wegen dessen Re�exivität für 1 < p < ∞ nach dem Satz von Eberlein–S̆mulyan eine

konvergente Teilfolge ∇unk ⇀ v ∈ Lp(Ω)d . Da nach Voraussetzung auch unk ⇀ u gilt, folgt

aus Lemma 6.10 also ∇unk ⇀ ∇u. Da wir dieses Argument auf jede Teilfolge von {un}n∈N
anwenden können, gilt dies für die gesamte Folge. Die Unterhalbstetigkeit der Norm in

Lp(Ω)d ergibt dann

‖∇u‖(Lp )d ≤ lim inf

k→∞
‖∇unk ‖(Lp )d ,

und aus der Monotonie von t 7→ 1

p |t |
p

folgt die Unterhalbstetigkeit von R.

Sei nun {un}n∈N ⊂ Lp(Ω) mit ‖Π0un‖Lp → ∞. Angenommen, es gäbe ein M > 0 mit

R(un) ≤ M für unendlich viele n ∈ N. Nach De�nition von R undW 1,p(Ω) Muss dann auch

|un |W 1,p ≤ M̃ und damit insbesondere un ∈W
1,p(Ω) für diese n gelten. Aus Lemma 6.11 folgt

dann ‖Π0un‖Lp ≤ c |un |W 1,p ≤ cM , ein Widerspruch. �

Wir berechnen schließlich die Richtungsableitungen von R.

Lemma 6.13. Seien u,h ∈ domR =W 1,p(Ω) für 1 < p < ∞. Dann gilt

R′(u;h) =

∫
Ω
|∇u |

p−2

p ∇u · ∇h dx .

Beweis. Die Abbildung t 7→ 1

p t
p

ist konvex und di�erenzierbar auf [0,∞) mit Ableitung

|t |p−2t . Wie im Beweis von Lemma 3.3 folgt daraus, dass für fast alle x ∈ Ω die Abbildung

φx : (0,∞) → R, φx (t) :=
1

t

(
1

p |∇u(x) + t∇h(x)|
p
p −

1

p |∇u(x)|
p
p

)
,

monoton steigend ist mit |φx (t)| ≤ |φx (1)| ≤
1

p |∇h(x)|
p

für alle t ∈ (0, 1]. Wegenh ∈W 1,p(Ω)

ist daherφx (t) ∈ L
1(Ω) (als Funktion auf Ω für festes t ) für alle t ∈ (0, 1]. Nach dem Satz von

Lebesgue
11

können wir daher den Grenzübergang t → 0
+

unter dem Integral durchführen

und erhalten

R′(u;h) =

∫
Ω

lim

t→0
+
φx (t)dx =

∫
Ω
|∇u |

p−2

p ∇u · ∇h dx . �

Da diese Richtungsableitung linear in h ist, ist R Gâteaux-di�erenzierbar, und wir erhalten

mit Satz 3.6 eine Charakterisierung des Subdi�erentials.

11
siehe z. B. [Dobrowolski 2010, Satz 4.11]
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6 kontinuierliche bildmodelle

Folgerung 6.14. Für u ∈W 1,p(Ω), 1 < p < ∞, gilt ξ ∈ ∂R(u) genau dann, wenn∫
Ω
ξ h dx =

∫
Ω
|∇u |

p−2

p ∇u · ∇h dx für alle h ∈W 1,p(Ω).

Auf der rechten Seite steht die schwache Formulierung eines partiellen Di�erentialoperators

(der für p , 2 nichtlinear ist; für p = 2 erhält man den negativen Laplace-Operator) mit

homogenen Neumann-Randbedingungen, siehe z. B. [Attouch u. a. 2014, Theorem 6.6.1,

Remark 6.6.1].

6.3 funktionen mit beschränkter variation

Zwar lässtW 1,p(Ω) für p → 1 immer stärkere Konzentration von ∇u zu, echte Kanten (d. h.

Unstetigkeiten entlang Linien) sind dennoch auch für p = 1 nicht zugelassen. Das sieht

man bereits an einem einfachen Beispiel: Betrachte für Ω = (−1, 1) die Funktion de�niert

durchu(x) = 1 für x ≥ 0 undu(x) = −1 für x < 0. Falls eine schwache Ableitungv existiert,

müsste diese für beliebige φ ∈ C∞
0
(Ω) erfüllen∫

1

−1

v(x)φ(x)dx = −

∫
1

−1

u(x)φ′(x)dx =

∫
0

−1

φ′(x)dx −

∫
1

0

φ′(x)dx = 2φ(0).

Es gibt aber keine Funktion v ∈ L1(Ω) mit

∫
Ω
vφ dx = φ(0) für alle φ ∈ C∞

0
(Ω) (denn diese

müsste fast überall gleich Null sein). Hingegen gilt dies für δ0 ∈ M(Ω) = C0(Ω)
∗
; siehe

Beispiel 1.2 (iv). Um Kanten zu erhalten, müssen wir also auch Funktionen zulassen, deren

schwacher Gradient nur ein Radon-Maß ist.

Analog zur schwachen Ableitung de�nieren wir daher für u ∈ L1

loc
(Ω) die sehr schwache

Ableitung Dαu ∈ M(Ω) via (6.1). Der entsprechende sehr schwache Gradient ist dann ein

vektorwertiges Maß, d. h. ein Element im DualraumM(Ω;Rd) des Raums C0(Ω;Rd) der

stetigen Funktionen von Ω nach Rd
, versehen mit der Norm

12

‖φ‖(C)d := sup

x∈Ω

|φ(x)|2.

Dann ist ∇u := v ∈ M(Ω;Rd) der sehr schwache Gradient von u genau dann, wenn gilt∫
Ω
u divφ dx = −

∫
Ω
φ · dv = −

d∑
i=1

∫
Ω
φi dvi für alle φ ∈ C∞

0
(Ω;Rd),

12
Die Wahl der Vektornorm für φ(x) ∈ Rd

ist für das Folgende unwesentlich, hat aber Auswirkungen auf

die geometrische Struktur von Minimierern der unten de�nierten totalen Variation. Die Euklidische

Norm hat den Vorteil der Rotationsinvarianz, d. h. die totale Variation eines Bildes hängt nicht davon ab,

ob Kanten mit Koordinatenrichtungen zusammenfallen. Man spricht daher in diesem Fall auch von der

isotropen totalen Variation.
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6 kontinuierliche bildmodelle

und wir können für sehr schwach di�erenzierbare u wegen der Dichtheit von C∞
0
(Ω) in

C0(Ω) schreiben

TV (u) := ‖∇u‖(M)d = sup

{∫
Ω
u divφ dx : φ ∈ C∞

0
(Ω;Rd) mit ‖φ‖(C)d ≤ 1

}
.

Hat u keinen sehr schwachen Gradienten, setzen wir TV (u) = ∞. Man nennt TV (u) die

totale Variation von u.
13

Für die eingangs de�nierte Funktion ist zum Beispiel

TV (u) = sup

‖φ‖C≤1

∫
1

−1

u(x)φ′(x)dx = sup

‖φ‖C≤1

2φ(0) = 2,

was genau der Höhe des Sprungs von u in x = 0 entspricht. Weiter folgt für u ∈W 1,1(Ω)
durch partielle Integration und Dichtheit von C∞

0
(Ω) in L∞(Ω) bezüglich der punktweisen

fast überall (aber nicht gleichmäßigen!) Konvergenz,
14

dass TV (u) = ‖∇u‖(L1)d gilt. Die

totale Variation stellt also eine Erweiterung der Seminorm inW 1,1(Ω) dar.

Wir möchten nun TV als Regularisierungsterm verwenden; dafür müssen wir nachweisen,

dass TV eigentlich (klar wegen TV (0) = 0), konvex und unterhalbstetig ist. Dafür zeigt

man zuerst die Abgeschlossenheit des sehr schwachen Gradienten; der Beweis läuft genau

wie in Lemma 6.10.

Lemma 6.15. Sei Ω ⊂ Rd und 1 ≤ p < ∞. Dann ist der sehr schwache Gradient

∇ :

{
u ∈ Lp(Ω) : ∇u ∈ M(Ω;Rd)

}
→M(Ω;Rd)

schwach-∗ abgeschlossen, d. h. un ⇀ u in Lp(Ω) und ∇un ⇀∗ v in M(Ω;Rd) impliziert
v = ∇u.

Analog zu Satz 6.12 (mit dem Satz von Banach–Alaoglu anstelle von Eberlein–S̆mulyan)

folgt daraus Konvexität und Unterhalbstetigkeit von TV .

Satz 6.16. Sei Ω ⊂ Rd und 1 ≤ p < ∞. Dann ist TV : Lp(Ω) → R eigentlich, konvex und
unterhalbstetig.

Dagegen ist dieW 1,1
-Seminorm nicht unterhalbstetig in L1(Ω): Für die eingangs betrachtete

stückweise konstante Funktion u ∈ L∞(−1, 1) konvergiert die Folge {un}n∈N ⊂ L∞(−1, 1),
de�niert durch

un(x) :=


1 x ≥ 1/n,

nx |x | < 1/n,

−1 x ≤ −1/n,

13
Im Sinne der Maßtheorie ist TV (u) eigentlich die totale Variation |∇u |(Ω) des Maßes ∇u; die Bezeichnung

hat sich in diesem Kontext trotzdem eingebürgert.

14
siehe z. B. [Brezis 2010, Exercise 4.25]
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6 kontinuierliche bildmodelle

stark (und damit auch schwach) in L1(−1, 1) gegen u und erfüllt

|un |W 1,1 =

∫
1/n

−1/n
ndx = 2,

aber u <W 1,1(−1, 1) und daher |u |W 1,1 = ∞. Dies ist eine weitere Begründung für die Not-

wendigkeit, auf sehr schwache Ableitungen und damit die totale Variation auszuweichen.

Funktionen, deren totale Variation endlich ist, nennt man Funktionen mit beschränkter
Variation. Der zugehörige Funktionenraum

BV (Ω) :=
{
u ∈ L1(Ω) : TV (u) < ∞

}
ist ein Banachraum versehen mit der Norm

15

‖u‖BV := ‖u‖L1 +TV (u).

Weitere Eigenschaften von BV erhält man wie für Sobolevräume über Dichtheitsargumente.

Allerdings liegen die Testfunktionen nicht dicht in BV bezüglich der starken Konvergenz

(laut Satz 6.6 ist der Abschluss von C∞(Ω) bezüglich dieser Norm gerade W 1,1(Ω)). Wir

brauchen dafür einen schwächeren Konvergenzbegri�: Wir sagen, un konvergiert strikt in

BV gegen u, wenn un → u in L1
und zusätzlich TV (un) → TV (u) gilt.

Satz 6.17 (Dichtheit
16

). Sei Ω ein beschränktes Gebiet. Dann existiert für alle u ∈ BV (Ω) eine
Folge {φn}n∈N ⊂ C∞(Ω), die strikt in BV gegen u konvergiert.

Damit lassen sich jetzt die üblichen Resultate zeigen. Wir setzen für alle Aussagen voraus,

dass Ω ein beschränktes Lipschitz-Gebiet ist.

Satz 6.18 (Einbe�ung
17

). Für alle 1 ≤ p ≤ d
d−1

ist die Einbettung BV (Ω) ↪→ Lp(Ω) stetig.

Satz 6.19 (Fortsetzung
18

). Es gibt einen beschränkten linearen Operator E : BV (Ω) → BV (Rd)

mit Eu |Ω = u, Eu |Rd\Ω = 0, und ‖∇(Eu)‖M(∂Ω) = 0 für alle u ∈ BV (Ω).

Satz 6.20 (Poincaré–Wirtinger
19

). Sei 1 ≤ p ≤ d/(d − 1). Dann existiert ein c > 0 so dass für
alle u ∈ BV (Ω) gilt

‖Π0u‖Lp ≤ c TV (u).

Insbesondere gilt für {un}n∈N ⊂ Lp(Ω) mit ‖Π0un‖Lp →∞ auch TV (un) → ∞.

15
siehe z. B. [Attouch u. a. 2014, Theorem 10.1.1]

16
siehe z. B. [Attouch u. a. 2014, Theorem 10.1.2]

17
siehe z. B. [Attouch u. a. 2014, Theorem 10.1.3]

18
siehe z. B. [Ambrosio u. a. 2000, Proposition 3.21]

19
siehe z. B. [Ambrosio u. a. 2000, Theorem 3.44] zusammen mit der Einbettung von BV (Ω) in Lp (Ω)
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6 kontinuierliche bildmodelle

Die Untersuchung der Sprungstellen von Funktionenu ∈ BV (Ω) und deren Verbindung mit

der totalen VariationTV (u) ist Inhalt der geometrischen Maßtheorie, deren Behandlung den

Rahmen dieser Vorlesung sprengen würde. Hierfür sei auf [Ambrosio u. a. 2000], [Ziemer

1989], [Valkonen 2014] oder [Attouch u. a. 2014, Kapitel 10.3] verwiesen; wir betrachten

lediglich einige beispielhafte Resultate.

Wir betrachten zuerst die charakteristische Funktion 1E für ein Lipschitz-Gebiet E ⊂ Ω. Es

gilt nun für alle φ ∈ C∞
0
(Ω;Rd) nach dem Satz von Gauß, dass∫

Ω
1E divφ dx =

∫
E

divφ dx =

∫
∂E
φ · ν dHd−1,

wobei ν die äußere Einheitsnormale an ∂Ω undHd−1
das (d − 1)-dimensionale Hausdor�-

Maß ist. Also ist ∇1E = −νH
d−1(∂E ∩ Ω). Man kann nun zeigen,

20
dass

TV (1E) = H
d−1(∂E ∩ Ω) < ∞

und damit 1E ∈ BV (Ω) ist. Die totale Variation der charakteristischen Funktion eines

genügend regulären Gebietes E entspricht also seinem Umfang (oder Perimeter) Per(E). Für

stückweise glatte Funktionen, d. h. u ∈ BV (Ω) mit uk := u |Ωk ∈W
1,1(Ωk) für eine disjunkte

Zerlegung von Ω in Lipschitzgebiete Ωk ⊂ Ω, zeigt man mit ein wenig mehr Aufwand

TV (u) =
∑
k

‖∇uk ‖L1(Ωk ) +
∑
l,k

∫
∂Ωk∩∂Ωl

|uk − ul | dH
d−1.

Die totale Variation misst also den schwachen Gradienten in den glatten Bereichen plus

den Gesamtsprung über alle Kanten. (Vergleiche auch das Eingangsbeispiel.) Dies zeigt

wieder die Nützlichkeit der totalen Variation im Zusammenhang mit Bildern.

Kernstück der geometrischen Maßtheorie ist das folgende Resultat, das eine Funktion

u ∈ BV (Ω) mit ihren Niveaumengen Et := {x ∈ Ω : u(x) > t} in Beziehung setzt.

Satz 6.21 (Koflächenformel
21

). Für u ∈ BV (Ω) gilt

TV (u) =

∫
R

Per(Et )dt .

Dieses Resultat erlaubt, die (analytische) Struktur von BV -Funktionen über die (geome-

trischen) Eigenschaften ihrer Niveaumengen zu beschreiben; zum Beispiel lässt sich mit

Hilfe der Ko�ächenformel zeigen, dass u ∈ BV (Ω) fast überall (bezüglich des Lebesgue-

Maßes) di�erenzierbar ist und dass die Sprungstellen von u Kurven von einer bestimmten

Regularität darstellen; siehe z. B. [Ambrosio u. a. 2000, Kapitel 3.7] und [Valkonen 2014].

Diese tiefe Verbindung von analytischen und geometrischen Begri�en macht den Reiz der

geometrischen Maßtheorie aus.

20
siehe z. B. [Ziemer 1989, Remark 5.4.2]

21
siehe z. B. [Ziemer 1989, Theorem 5.4.4]
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Ähnlich subtil ist die Charakterisierung des Subdi�erentials ∂TV ⊂ BV (Ω)∗. Formal lässt

sich für TV (u) = ‖∇u‖Md mit der Kettenregel (Satz 3.10) schreiben al:w s

∂TV (u) = ∇∗∂(‖ · ‖Md )(∇u),

für ξ ∈ ∂TV (u) gibt es also ein η ∈ ∂(‖ · ‖Md )(∇u) mit ξ = − divη. Einer mathematisch

sauberen Ausführung stehen nun im Wege, dass ∂(‖ · ‖Md ) ⊂ M(Ω;Rd)∗ ist – ein Raum,

der sehr schwierig zu charakterisieren ist – und weder De�nitions- noch Bildbereich von ∇∗

o�ensichtlich sind. Interessierte seien verwiesen auf [Bredies & Lorenz 2011, Seite 346–355];

wir machen uns das Leben leichter und betrachten stattdessen eine Diskretisierung des

Problems, für die der Unterschied zwischen Prädual- und Dualraum entfällt und daher die

Verfahren aus Abschnitt 5.2 angewendet werden können.
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Für die konkrete Berechnung von Minimierern mit Hilfe der in Teil II vorgestellten Al-

gorithmen muss man eine endlichdimensionale Approximation der zu minimierenden

Funktionale betrachten. Hier verwenden wir eine pixelweise Diskretisierung, die verträg-

lich ist mit der üblichen Darstellung in der digitalen Bildverarbeitung.

Ein kontinuierliches Bild u : [0, 1]2 → R wird dabei angenähert durch ein diskretes Bild

uh ∈ R
n
, indem wir das Gebiet [0, 1]2 in n = N 2

quadratische Teilgebiete – genannt Pixel –

mit Fläche h2 = 1/N 2
unterteilen, auf denen uh stückweise konstant ist. Da der Trend zum

Breitbild geht, lassen wir auch nichtquadratische Bilder mit n = NM Pixeln (die dann nicht

mehr quadratisch sein müssen) und entsprechend h2 = 1/(NM) zu. Dem kontinuierlichen

Grauwertu(ih, jh) entspricht also der diskrete Grauwert (uh)ij für 1 ≤ i ≤ N und 1 ≤ j ≤ M .
1

Um die Notation übersichtlich zu halten, verzichten wir im Rest dieses Kapitels auf den

Index h.

Wir versehen den Vektorraum RNM
mit dem Skalarprodukt

(u,v) = h2

N∑
i=1

M∑
j=1

uijvij

und der dadurch induzierten Norm

‖u‖2 =
√
(u,u) = h

(
N∑
i=1

M∑
j=1

|uij |
2

)
1/2

.

Analog de�nieren auch die diskreten p-Normen für p , 2 als

‖u‖p =

(
h2

N∑
i=1

M∑
j=1

|uij |
p

)
1/p

, 1 ≤ p < ∞,

‖u‖∞ = max

1≤i≤N
1≤j≤M

|uij |, p = ∞.

1
Fasst man in verbreiteter Matlab-Konventionuh als Matrix in RN×M

auf, so zeigt die diskrete x1-Koordinate

nach unten.

72



7 diskrete bildmodelle

Durch diese De�nition wird sichergestellt, dass die Norm eines konstanten Bildes nicht

von der Au�ösung abhängt. Für vektorwertige Funktionen (wie etwa den Gradienten eines

Bildes) in R2NM
ersetzen wir |uij | durch die Euklidische Norm

|ξij |2 =
√
ξij · ξij =

(
2∑

k=1

(ξijk)
2

)
1/2

.

Insbesondere erhalten wir das Skalarprodukt von ξ und η in R2NM
(bzw. die duale Paarung

in (R2NM, ‖ · ‖p) und (R2NM, ‖ · ‖p ′))

(ξ ,η) = h2

N∑
i=1

M∑
j=1

2∑
k=1

ξijkηijk .

Für die Approximation der Normen in Sobolevräumen oder BV brauchen wir noch eine

Diskretisierung des Gradienten. Dafür interpretieren wir den Grauwert eines Pixels (i, j)
wieder mit dem Wert u(ih, jh) und approximieren die partiellen Ableitungen ∂ku(ih, jh)
durch Vorwärtsdi�erenzienquoten mit konstanter Fortsetzung am Rand, d. h. wir setzen

u(ih, (M + 1)h) = u(ih,Mh).2 Die partiellen Ableitungen, ausgedrückt durch den Vektor

u ∈ RNM
, sind dann

(∂h,+
1

u)ij =

{
ui+1, j−ui j

h i < N ,

0 i = N ,

(∂h,+
2

u)ij =

{
ui , j+1−ui j

h j < M,

0 J = M .

Der diskrete Gradient ∇hu ∈ R
2NM

eines diskreten Bildes u ∈ RNM
ist dann komponen-

tenweise gegeben durch

(∇hu)ijk = (∂
h,+
k

u)ij .

Damit kann die diskrete Sobolev-Seminorm approximiert werden durch

|u |
W

1,p
h

:= ‖∇hu‖p =

(
h2

N∑
i=1

M∑
j=1

|(∇hu)ij |
p
p

)
1/p

und die (isotrope) totale Variation durch

TVh(u) = h
2

N∑
i=1

M∑
j=1

|(∇hu)ij |2 = ‖|∇hu |2‖1.

2
Alternativen wären zentrale Di�erenzenquotienten bzw. periodische oder Null-Fortsetzung.
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Aus der De�nition ist ersichtlich, dass aus ∇hu = 0 folgt u ≡ λ für ein λ ∈ R, denn damit ist

ui−1,j = uij für alle i < N und ui,j−1 = uij für alle j < M . Per Induktion erhalten wir daraus

uij = uNM für alle i, j und damit ist u ein konstanter Vektor.

Da es sich bei dem diskreten Gradienten um einen linearen Operator von RNM
nach R2NM

handelt, gibt es natürlich eine Darstellung als Matrix in R2NM×NM
; es ist jedoch in der

Regel weder notwendig noch sinnvoll, diese zu aufzustellen, da für die hier betrachteten

Algorithmen nur die Anwendung des Gradienten mit Hilfe der obigen De�nition notwendig

ist. Für die Berechnung von zulässigen Schrittweiten im primal-dualen Extragradienten-

Verfahren brauchen wir dennoch die Operatornorm dieser Matrix.

Lemma 7.1. Für ∇h : RNM → R2NM und die durch ‖ · ‖2 induzierte Operatornorm gilt

‖∇h‖2 <

√
8

h
.

Beweis. Wir zeigen zuerst eine Hilfsabschätzung: Für ‖u‖2 ≤ 1 ist

−h2

N−1∑
i=1

M∑
j=1

ui+1,juij < 1 und − h2

N∑
i=1

M−1∑
j=1

ui,j+1uij < 1.

Führen wirvij = −ui+1,j für i < N undvN j = 0 ein, so ist die erste Ungleichung äquivalent zu

(v,u) < 1. Sei nunu , 0 (sonst ist die Abschätzung trivialerweise erfüllt) und angenommen,

die Ungleichung gilt nicht, d. h. (u,v) ≥ 1. Wegen ‖v ‖2 ≤ ‖u‖2 ≤ 1 ist dann

1 ≤ (u,v) ≤ ‖u‖2‖v ‖2 ≤ 1,

es gilt also Gleichheit in der Cauchy–Schwarz-Ungleichung. Dies ist aber dann und nur

dann der Fall, wenn v = λu für ein λ ∈ R \ {0} ist. Nach Konstruktion von v ist gilt daher

für beliebige j ∈ {1, . . . ,M}

0 = |vN j | = |λuN j | = |λvN−1,j | = |λ
2uN−1,j | = · · · = |λ

Nu1j |,

und damit u = 0 im Widerspruch zur Annahme. Die zweite Abschätzung zeigt man analog.

Mit dieser Abschätzung erhalten wir für alle ‖u‖2 ≤ 1, dass gilt

‖∇hu‖
2

2
= h2

(
N−1∑
i=1

M∑
j=1

(ui+1,j − uij

h

)
2

)
+ h2

(
N∑
i=1

M−1∑
j=1

(ui,j+1 − uij

h

)
2

)
=

(
N−1∑
i=1

M∑
j=1

u2

i+1,j + u
2

ij − 2ui+1,juij

)
+

(
N∑
i=1

M−1∑
j=1

u2

i,j+1
+ u2

ij − 2ui,j+1uij

)
≤ 4

(
N∑
i=1

M∑
j=1

u2

ij

)
− 2

(
N−1∑
i=1

M∑
j=1

ui+1,juij

)
− 2

(
N∑
i=1

M−1∑
j=1

ui,j+1uij

)
<

4

h2
‖u‖2

2
+

2

h2
+

2

h2
≤

8

h2
,

woraus die Aussage folgt. �
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Für die primal-dualen Algorithmen brauchen wir auch den adjungierten Operator, die

diskrete Divergenz divh : R2NM → RNM
. Da es sich um den adjungierten Operator bezüglich

des diskreten Skalarprodukts handeln muss, können wir nicht einfach den (bezüglich (·, ·)L2)

adjungierten Operator ∇∗ analog zum Gradienten diskretisieren. Stattdessen verwenden

wir hier Rückwärtsdi�erenzenquotienten und Nullfortsetzung, und de�nieren füru ∈ RNM

komponentenweise

(∂h,−
1

u)ij =


u1j
h i = 1,
ui j−ui−1, j

h 1 < i < N ,
−uN−1, j

h i = N ,

(∂h,−
2

u)ij =


ui1
h j = 1,
ui j−ui , j−1

h 1 < j < M,
−ui ,M−1

h j = M,

sowie für v ∈ R2NM

(divh v)ij =
2∑

k=1

(
∂h,−
k
v·,·,k

)
ij
.

(Beachten Sie die Sonderbehandlung der Randterme i = N und j = M!)

Lemma 7.2. Für alle u ∈ RNM und v ∈ R2NM gilt

(∇hu,v) = (u,− divh v) .

Beweis. Wir verwenden „diskrete partielle Integration“:

(∇hu,v) = h

(
N−1∑
i=1

M∑
j=1

(ui+1,j − uij)vij,1

)
+ h

(
N∑
i=1

M−1∑
j=1

(ui,j+1 − uij)vij,2

)
= h

M∑
j=1

((
N∑
i=2

uijvi−1,j,1

)
−

(
N−1∑
i=1

uijvij,1

))
+ h

N∑
i=1

((
M∑
j=2

uijvi,j−1,2

)
−

(
M−1∑
j=1

uijvij,2

))
= h

M∑
j=1

(
−v1j,1u1j +

(
N−1∑
i=2

(vi−1,j,1 −vij,1)uij

)
+vN−1,j,1uN ,j

)
+ h

N∑
i=1

(
−vi1,2ui1 +

(
M−1∑
j=2

(vi,j−1,2 −vij,2)uij

)
+vi,M−1,2ui,M

)
= h2

N∑
i=1

M∑
j=1

(
−(∂h,−

1
v·,·,1)ij − (∂

h,−
2
v·,·,2)ij

)
uij

= (u,− divh v) . �
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8 ENTRAUSCHEN

Wir kehren nun zurück zu dem Entrausch-Problem, das uns am Anfang als Motivation

diente: Ein gegebenes verrauschtes Bild f : [0, 1]2 → R soll additiv zerlegt werden in einen

gewünschten Bildinhalt u0
: [0, 1]2 → R und eine unerwünschte Störung η : [0, 1]2 → R.

Je nach Struktur der Störung und des erwarteten Bildinhalts wird man nun die Summe

geeigneter (Semi-)Normen von η undu0
minimieren, so dass f = u0+η gilt. Wir betrachten

also

min

u∈X
F (u) + αR(u)

und untersuchen Existenz, Optimalitätsbedingungen und numerische Lösung für drei

konkrete Beispiele.

8.1 l
2
-h

1
-entrauschen

Ist die Störung η normalverteilt mit Erwartungswert 0 und Varianz σ , so bietet sich für F
die quadrierte L2

-Norm von f −u an. Für R setzen wir zunächst der Einfachheit halber die

H 1
-Seminorm an, betrachten also für Ω = (0, 1)2, f ∈ L2(Ω), und α > 0

min

u∈L2(Ω)

1

2

‖ f − u‖2L2(Ω) +
α

2

|u |2H 1(Ω).

Wir kommen schnell zur Sache, denn wir sind gut vorbereitet. Für die Existenz wenden

wir Satz 3.2 an. Wegen domR = H 1(Ω) ⊂ L2(Ω) = dom F ist das Funktional eigentlich.

Da u 7→ f − u stetig und t 7→ 1

2
t2

stetig und monoton steigend ist, ist F nach Lemma 2.2

schwach unterhalbstetig; und wegen der strikten Konvexität von ‖ · ‖2X im Hilbertraum ist

F strikt konvex. Die entsprechenden Eigenschaften von αR folgen aus Satz 6.12. Somit ist

das gesamte Funktional strikt konvex und unterhalbstetig. Schließlich gilt o�ensichtlich

F (un) → ∞ für ‖un‖L2 → ∞, d. h. das Funktional ist wegen R ≥ 0 koerziv. Nach Satz 3.2

hat (8.1) also eine eindeutige Lösung ū ∈ domR = H 1(Ω).

Nach Satz 3.5 ist ū genau dann Lösung, wenn 0 ∈ ∂(F + αR)(ū) gilt. Nun ist F Fréchet-

di�erenzierbar mit ∇F (u) = u − f (Fréchet-Di�erenzierbarkeit der quadrierten Norm im

Hilbertraum und Kettenregel, Satz 2.5). Also ist F insbesondere stetig auf ganz L2(Ω), und

Anwendung der Summenregel aus Satz 3.9 ergibt

f − ū ∈ ∂(αR)(ū).
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8 entrauschen

Nach Lemma 6.13 ist also u ∈ H 1(Ω) Lösung von (8.1) genau dann, wenn gilt

α(∇ū,∇v)(L2)d + (ū,v)L2 = (f ,v)L2 für alle v ∈ H 1(Ω).

Ist nun mit fh ∈ RNM
eine Pixelbild, so erhalten wir für das diskretisierte Problem die

Optimalitätsbedingung

(fh,vh) = α(∇huh,∇hvh) + (uh,vh) = (α(− divh)∇huh + uh,vh) für alle vh ∈ R
NM,

d. h. (nach Kürzen vonh2
auf beiden Seiten) ūh als Lösung des linearen Gleichungssystems

Khuh = fh

mit der Matrix Kh := −α divh ∇h + Id ∈ RNM×NM
, zum Beispiel mit dem CG-Verfahren.

1

Ganz analog geht man für F (u) = 1

q ‖ f − u‖
q
Lq und R(u) = 1

p |u |
p

W 1,p für 1 < q ≤ p < ∞ vor

(wobei dann die Optimalitätsbedingungen auf eine nichtlineare Gleichung führen).

8.2 l
2
-tv-entrauschen

Da L2
-H 1

-Entrauschen Kanten nicht erhalten kann, ist es für Bilder in der Regel nicht

geeignet. Mittlerweile hat sich daher das L2
-TV -Entrauschen

2
durchgesetzt. Hier betrachtet

man

min

u∈L2(Ω)

1

2

‖ f − u‖2L2(Ω) + αTV (u).

Auch hier sind wir dank unserer Vorarbeiten schnell am Ziel. Wie zuvor ist der Dis-

krepanzterm F eigentlich, strikt konvex, unterhalbstetig, und koerziv auf L2
. Ebenso ist

R = αTV nach Satz 6.16 eigentlich, konvex und unterhalbstetig mit domTV = BV (Ω) ↪→
L2(Ω) = dom F wegen Satz 6.18 und d = 2. Auch dieses Funktional ist wegen TV (u) ≥ 0

koerziv, und aus Satz 3.2 folgt daher wieder die Existenz eines eindeutigen Minimierers

ū ∈ domTV = BV (Ω).

Aus Satz 3.5 und der Summenregel erhalten wir wie zuvor die Optimalitätsbedingungen

f − ū ∈ ∂(αTV )(ū),

die wir mangels einer expliziten Darstellung des Subdi�erentials nicht weiter ausreizen

können. Für die Diskretisierung

min

uh∈RNM

1

2

‖uh − fh‖
2

2
+ α ‖|∇huh |2‖1

1
Dies entspricht der Finite-Di�erenzen-Approximation von −α∆u + u = f mit homogenen Neumann-

Randbedingungen.

2
nach den Autoren, die diesen Zugang in [Rudin u. a. 1992] vorgeschlagen haben, auch als ROF-Modell
bekannt
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8 entrauschen

können wir jedoch den Satz von Fenchel–Rockafellar für A = ∇h sowie Lemma 3.16

anwenden und erhalten die Existenz eines ȳh ∈ R
2NM

mit{
divh ȳh = ūh − fh,

∇hūh ∈ ∂δ{vh :‖|vh |2‖∞≤α }(ȳh),

wobei wir die nicht o�ensichtliche, aber direkt nachprüfbare, Tatsache verwendet haben,

dass (R2NM, ‖| · |q ‖p)
∗ = (R2NM, ‖| · |q′‖p ′) für 1 ≤ p,p′ ≤ ∞ mit

1

p +
1

p ′ = 1 ist.

Auf (8.2) können wir nun das primal-duale Extragradienten-Verfahren (5.16) anwenden.

Unter Verwendung von Beispiel 4.12 (i) und Lemma 4.10 (i) erhält man für Fh(uh) =
1

2
‖uh −

fh‖
2

2
komponentenweise

[proxτ Fh
(vh)]ij =

1

1 + τ
(vij + τ fij).

Für (αGh)
∗

mit Gh(uh) = ‖|uh |2‖1 entspricht die Proximalpunkt-Abbildung der Projektion

auf {vh : ‖|vh |2‖∞ ≤ α }, ist also – analog zu Beispiel 4.12 (iii) – komponentenweise gegeben

durch

[proxσ (αGh )
∗(vh)]ijk =

αvijk

max{α, |vij |2}
.

Das komplette Verfahren ist im folgenden Algorithmus zusammengefasst, der nach Satz 5.6

für στ < ‖∇h‖
−2 = h2

8
(Lemma 7.1) gegen eine Lösung von (8.2) konvergiert.

3

Algorithmus 8.1 : Primal-duales L2
-TV -Entrauschen

Input : f ∈ RNM
, u0 ∈ RNM

, y0 ∈ R2NM
, στ < h2/8

1 for k = 1 . . . do
2 uk = (uk−1 + τ (f + divh y

k−1))/(1 + τ )

3 ūk = 2uk − uk−1

4 w = yk−1 + σ∇hū
k

5 yk = αw/max{α, |w |2}

Dabei sollten ∇h und divh als Prozeduren implementiert werden, die für gegebene x̄k

und yk−1
die entsprechenden Vektoren komponentenweise durch Di�erenzenquotienten

ausrechnen.

8.3 l
1
-tv-entrauschen

In der Praxis sind nicht alle Störungen normalverteilt: In der digitalen Bildgebung tritt oft

impulsives Rauschen auf, bei dem nur einzelne Pixel selektiv gestört sind. Zum Beispiel

3
Da der Algorithmus für Bilder in BV (Ω) nicht wohlde�niert ist, überrascht es nicht, dass es im Grenzüber-

gang h → 0 ebenfalls versagt.
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8 entrauschen

können einzelne Datenleitungen defekt sein und nur Rauschen übermitteln. Ein Modell

für solche Störungen η ist punktweise gegeben durch

η(x) =

{
ξ mit Wahrscheinlichkeit r ,

0 mit Wahrscheinlichkeit 1 − r ,

wobei r ∈ [0, 1] der Anteil der defekten Leitungen ist und für jede betro�ene Leitung ξ
unabhängig normalverteilt ist mit Mittelwert 0 und Varianz σ . Noch extremer ist Salz-
und-Pfe�er-Rauschen, bei dem die Daten in den betro�enen Pixeln durch 1 (bzw. den

Maximalwert) oder 0 ersetzt werden (z. B. wenn CCD-Sensoren komplett ausfallen oder

durch kosmische Strahlung gesättigt werden). Solch eine Störung ist nicht mehr additiv;

für gegebenes u0
: [0, 1]2 → [0, 1] ist das verrauschte Bild punktweise gegeben durch

f (x) =


0 mit Wahrscheinlichkeit r/2,

1 mit Wahrscheinlichkeit r/2,

u0(x) mit Wahrscheinlichkeit 1 − r .

In beiden Fällen ist die Störung charakterisiert durch Ausreisser, d. h. große Störungen sind

wahrscheinlicher, als sie es bei normalverteiltem Rauschen wären. Hier kann man mit

statistischen Überlegungen begründen, dass die L1
-Norm als Diskrepanzterm robuster ist

als die L2
-Norm. Wir betrachten daher für f ∈ L1(Ω) das Problem

4

min

u∈L1(Ω)
‖ f − u‖L1(Ω) + αTV (u).

Ganz analog wie für L2
-TV -Entrauschen liefert die direkte Methode der Variationsrechnung

die Existenz eines Minimierers ū ∈ BV (Ω) ⊂ L1(Ω); allerdings ist nun weder ‖ f − u‖L1

noch TV (u) strikt konvex, so dass die Lösung nicht mehr eindeutig sein muss.

Hier sind beide Summanden nicht-di�erenzierbar; da F stetig auf L1(Ω) ist, liefert aber die

Summenregel und Lemma 3.8 die Existenz eines p̄ ∈ L∞(Ω) mit{
p̄ ∈ sign(ū − f ),

−p̄ ∈ ∂(αTV )(ū).

Im Diskreten kann man stattdessen wieder den Satz von Fenchel–Rockafellar anwenden

und erhält ein ȳh ∈ R
2NM

mit{
divh ȳh ∈ sign(ūh − fh),

∇hūh ∈ ∂δ{vh :‖|vh |2‖∞≤α }(ȳh).

4
zuerst untersucht in [Chan & Esedoglu 2005], weshalb es manchmal auch Chan–Esedoğlu-Modell genannt

wird
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8 entrauschen

In diesem Fall ist nach Beispiel 4.12 (ii) und Lemma 4.10 (i) die Proximalpunkt-Abbildung

für Fh(uh) = ‖uh − fh‖1 komponentenweise gegeben durch

[proxτ Fh
(vh)]ij = (|vij − fij | − τ )

+
sign(vij − fij) + fij =


fij |vij − fij | ≤ τ ,

vij − τ vij − fij > τ ,

vij + τ vij − fij < −τ .

(Der Proximalpunkt-Schritt wirkt also als „Ausreisser-Detektor“: Ist das Residuum vh − fh
in einem Pixel kleiner als τ , so werden dort die Daten als exakt angesehen; ansonsten liegt

ein Ausreisser vor und die Daten werden verworfen.) Das primal-duale Extragradienten-

Verfahren lautet nun wie folgt.

Algorithmus 8.2 : Primal-duales L1
-TV -Entrauschen

Input : f ∈ RNM
, u0 ∈ RNM

, y0 ∈ R2NM
, στ < h2/8

1 for k = 1 . . . do
2 r = uk−1 − f + τ divh y

k−1

3 uk = (|r | − τ )+ sign(r ) + f

4 ūk = 2uk − uk−1

5 w = yk−1 + σ∇hū
k

6 yk = αw/max{α, |w |2}
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9 ENTFALTEN

Die zweite Standard-Aufgabe in der Bildverarbeitung ist das Schärfen von Bildern. Das

optische System einer Kamera bildet jeden Punkt in der Objektebene auf einen Punkt in der

Bildebene (in der sich der Bildsensor be�ndet) ab. Punkte, die sich näher zu oder weiter weg

von der Kamera be�nden, werden dagegen auf einen Kreis abgebildet, dessen Radius von

der Entfernung des Punktes von der Objektebene abhängt. Umgekehrt überlagern sich an

jedem Bildpunkt alle Kreise von Punkten, die innerhalb dieses Radius liegen. Dies lässt sich

mathematisch wie folgt modellieren: Angenommen, wir sind interessiert an einem Bild u0

eines Gegenstandes, der sich in einer Ebene mit festen Abstand zur Objektebene be�ndet,

und alle Punkte in dieser Ebene werden auf einen Kreis mit Radius r in der Bildebene

abgebildet. De�niere für jeden Punkt x in der Bildebene den Kreis

Br (x) :=
{
y ∈ R2

: |x − y |2 < r
}
.

Das von einem Sensor aufgenommene Bild f ist dann punktweise gegeben durch

f (x) =

∫
Br (x)

u0(y)dy =

∫
R2

u0(y)1Br (x)(y)dy =

∫
R2

u0(y)1Br (0)(x − y)dy

=

∫
R2

u0(x − y)1Br (0)(y)dy,

wobei wir verwendet haben, dass y ∈ Br (x) genau dann gilt, wenn x − y ∈ Br (0) ist,

sowie im letzten Schritt die Variablentransformation y 7→ x − y . Solch eine Operation

bezeichnet man als Faltung (von u0
mit dem Faltungskern 1Br ); das nachträgliche Schärfen

von Bildern entspricht also einer Entfaltung. Andere Faltungskerne tauchen unter dem

Namen Punktantwort (englisch: point spread function) in der optischen Mikroskopie auf;

dort kann man durch Entfalten die e�ektive Au�ösung erhöhen.

Um für solche Probleme einen Diskrepanzterm zu formulieren, ist zunächst etwas Notation

notwendig. Sei Ω ⊂ Rd
das Gebiet, auf dem das gesuchte Bild u0

de�niert ist. Weiterhin sei

ω ⊂ Rd
das Gebiet, auf dem der Faltungskern k de�niert ist (wobei wir ohne Beschränkung

annehmen können, dass suppk = ω ist). Schließlich sei Ω′ ⊂ Rd
das Gebiet, auf dem das

gefaltete Bild f de�niert ist. Damit die Faltung für alle x ∈ Ω′ wohlde�niert ist, nehmen

wir in Folge stets an, dass gilt

Ω′ − ω =
{
x − z ∈ Rd

: x ∈ Ω′, z ∈ ω
}
⊂ Ω.
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9 entfalten

Die Faltung von u mit k , geschrieben k ?u, ist dann de�niert für alle x ∈ Ω′ durch

(k ?u)(x) :=

∫
ω
k(y)u(x − y)dy .

Verwenden wir die Substitution z := x − y ∈ Ω′ − ω ⊂ Ω und setzen k′(z) := k(x − z) auf

Ω \ (Ω′ − ω) durch Null fort, so können wir auch schreiben

(k ?u)(x) =

∫
Ω
k(x − z)u(z)dz = (u ?k)(x),

d. h. die Faltung ist symmetrisch.

Aus der De�nition ist weiterhin sofort ersichtlich, dass durch u 7→ k ? u eine lineare

Abbildung de�niert wird; diese ist sogar stetig.

Lemma 9.1. Für k ∈ L1(ω) und u ∈ Lp(Ω) mit 1 ≤ p ≤ ∞ ist k ?u ∈ Lp(Ω′), und es gilt

‖k ?u‖Lp (Ω′) ≤ ‖k ‖L1(ω)‖u‖Lp (Ω).

Beweis. Für p = ∞ können wir das Supremum über |u(x)| vor das Integral ziehen und

erhalten die gewünschte Abschätzung. Für p = 1 gilt nach dem Satz von Fubini (denn der

Integrand ist nicht-negativ) und wegen Ω′ − {y} ⊂ Ω für alle y ∈ ω nach Annahme∫
Ω′
|(k ?u)(x)| dx =

∫
ω

∫
Ω′
|u(x − y)| dx |k(y)| dy

≤

∫
ω

∫
Ω
|u(z)| dz |k(y)| dy

= ‖k ‖L1(ω)‖u‖L1(Ω).

Insbesondere ist damit k ?u ∈ L1(Ω′).

Für 1 < p < ∞ wenden wir zuerst die Höldersche Ungleichung an (mit 1/p + 1/p′ = 1) und

erhalten wie zuvor∫
Ω′
|(k ?u)(x)|p dx ≤

∫
Ω′

(∫
ω
|u(x − y)|p |k(y)| dy

) (∫
ω
|k(y)| dy

)p/p ′
dx

=

∫
ω

∫
Ω′
|u(x − y)|p dx |k(y)| dy ‖k ‖

p/p ′

L1(ω)

≤ ‖u‖
p
Lp (Ω)
‖k ‖

p/p ′+1

L1(ω)
,

woraus wegen p/p′ + 1 = p nach Ziehen der p-ten Wurzel die Aussage folgt. �
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9 entfalten

Aus der Symmetrie der Faltung folgt also, dass k ?u mindestens so glatt ist wie die glattere

der beiden Funktionen. Ist insbesondere k ∈ C1(ω̄), so ist auch k ?u ∈ C1(Ω̄′).

Für einen gegebenen Faltungskern k ∈ L1(ω) wird also durch

K : Lp(Ω) → Lp(Ω′), u 7→ k ?u,

ein linearer und beschränkter Operator de�niert, dessen Norm gleich ‖k ‖L1(ω) ist. Der

zugehörige adjungierte Operator ist wieder eine Faltung.

Lemma 9.2. Für K : Lp(Ω) → Lp(Ω′), u 7→ k ?u, ist K∗ : Lp
′

(Ω′) → Lp
′

(Ω) gegeben durch
K∗u = ¯k ?u für ¯k(y) = k(−y) für alle y ∈ ω.

Beweis. Für w ∈ Lp
′

(Ω′) gilt nach Fubini

〈w,k ?u〉Lp (Ω′) = 〈w,u ?k〉Lp (Ω′)

=

∫
Ω′
w(x)

∫
Ω
k(x − y)u(y)dy dx

=

∫
Ω
u(y)

∫
Ω′

¯k(y − x)w(x)dx dy

= 〈u, ¯k ?w〉Lp ′(Ω),

wobei wieder k für x − y < ω durch Null fortgesetzt sein soll. �

Für ein gegebenes unscharfes Bild f ∈ Lp(Ω′) mit 1 ≤ p < ∞ und Faltungskern k ∈ L1(ω)
betrachten wir nun den Diskrepanzterm

F : Lp(Ω) → R, F (u) =
1

p
‖k ?u − f ‖

p
Lp (Ω′)

.

Da u 7→ k ? u ein linearer beschränkter Operator ist, ist F nach Lemmata 2.2 und 3.1

eigentlich, konvex und unterhalbstetig. Für die Anwendung der direkten Methode benötigen

wir nur noch die Koerzivität, wofür bei Regularisierung mit Seminormen ausreicht, diese

Eigenschaft nur für konstante Funktionen nachzuweisen. Ist u ≡ c konstant, so ist

(k ?u)(x) =

∫
ω
k(y)u(x − y)dy = c

∫
ω
k(y)dy,

und damit gilt F (u) → ∞ für c →∞, solange

∫
ω
k(y)dy , 0 ist.

Nun haben wir alles zur Hand, um die Existenz von Lösungen von Entfaltungsproblemen

zu beweisen. Wir betrachten exemplarisch den Fall p = 2 mit der totalen Variation als

Regularisierungsterm, d. h. das Problem

(9.1) min

u∈L2

1

2

‖k ?u − f ‖2L2
+ αTV (u).
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9 entfalten

Satz 9.3. Für k ∈ L1(ω) mit
∫
ω
k(y)dy , 0 hat das Problem (9.1) eine Lösung ū ∈ BV (Ω). Ist

u 7→ k ?u injektiv, so ist die Lösung eindeutig.

Beweis. Wir wissen bereits, dass das Funktional eigentlich, konvex und unterhalbstetig

ist, es bleibt also nur noch die Koerzivität zu zeigen. Sei dafür {un}n∈N ⊂ L2(Ω) eine

Folge mit ‖un‖L2(Ω) → ∞. Wir zerlegen nun un ∈ L
2(Ω) in einen Anteil mit Mittelwert 0

und einen konstanten Anteil (der gleich dem Mittelwert ist), d. h. un = Π0un + µ(un). Die

Dreiecksungleichung ergibt dann

‖Π0un‖L2(Ω) + ‖µ(un)‖L2(Ω) ≥ ‖un‖L2(Ω) →∞.

Also muss wenigstens einer der beiden Terme auf der linken Seite auch unbeschränkt sein.

Ist der erste Term unbeschränkt, so existiert eine Teilfolge von {Π0un}n∈N mit ‖Π0unm ‖L2(Ω) →

∞. Wegen 1 ≤ 2 = d/(d − 1) können wir die Poincaré–Wirtinger-Ungleichung (Satz 6.20)

anwenden und erhalten mit ∇µ(u) = 0

TV (unm ) = TV (Π0(unm )) ≥ c−1‖Π0unm ‖L2(Ω) →∞.

Ansonsten muss der zweite Term unbeschränkt sein. Wir �nden also wieder eine Teil-

folge mit ‖µ(unm )‖L2(Ω) → ∞. Da µ(unm ) konstant ist, gilt k ? µ(unm ) = C(k)µ(unm ) mit

C(k) =
∫
ω
k(y)dy . Aus der Linearität der Faltung folgt dann mit Hilfe der umgekehrten

Dreiecksungleichung und Lemma 9.1

‖k ?unm − f ‖L2(Ω′) ≥ |C(k)|‖µ(unm )‖L2(Ω′) − ‖k ‖L1(ω)‖Π0(unm )‖L2(Ω) − ‖ f ‖L2(Ω′) →∞,

da der zweite Term auf der rechten Seite nach Annahme beschränkt ist.

Da wir diese Argumention auf jede Teilfolge von {un}n∈N anwenden können, muss also

‖k ?un − f ‖L2(Ω′) + αTV (un) → ∞

für die gesamte Folge gelten. Daraus folgt die Koerzivität des Funktionals und nach Satz 3.2

die Existenz einer Lösung ū ∈ BV (Ω).

Ist die Faltung injektiv, so ist für u1 , u2 auch k ?u1 , k ?u2. Aus der strikten Konvexität

von v 7→ 1

2
‖v ‖2

L2(Ω′)
folgt dann für alle λ ∈ (0, 1)

1

2

‖k ? (λu1 + (1 − λ)u2) − f ‖2L2(Ω′) =
1

2

‖λ(k ?u1 − f ) + (1 − λ)(k ?u2 − f )‖2L2(Ω′)

<
λ

2

‖k ?u1 − f ‖2L2(Ω′) +
(1 − λ)

2

‖k ?u2 − f ‖2L2(Ω′).

Der Diskrepanzterm und damit das gesamte Funktional ist also strikt konvex, was die

Eindeutigkeit des Minimierers garantiert. �

85



9 entfalten

Aus der Linearität von K und der Fréchet-Di�erenzierbarkeit von v 7→ 1

2
‖v − f ‖2

L2(Ω′)
folgt

mit der Kettenregel aus Satz 2.5 auch die Fréchet-Di�erenzierbarkeit von F mit Gradient

∇F (u) = K∗(Ku − f ) = ¯k ? (k ?u − f ).

Da F stetig ist auf L2(Ω), folgt aus der Summenregel (Satz 3.9), dass ū ∈ BV (Ω) Lösung von

(9.1) ist genau dann, wenn gilt

¯k ? (f − k ? ū) ∈ ∂(αTV (ū)).

Für die numerische Lösung müssen wir zuerst das diskretisierte Problem formulieren,

wofür wir eine diskrete Faltung brauchen. Auch hier müssen wir aufpassen, dass die De�-

nitionsbereiche der verschiedenen diskreten Bilder bzw. Faltungskerne zusammenpassen.

Sei wieder uh ∈ RNM
ein diskretes Bild, und kh ∈ RKL

ein diskreter Faltungskern. In

der Praxis sind üblicherweise K und L ungerade, d. h. K = 2r + 1 und L = 2s + 1, und

die Elemente von kh symmetrisch indiziert: kh = (kij)i=−r ,...r ,j=−s,...,s . Die diskrete Faltung
kh ?uh ∈ R

(N−2r )(M−2s)
(wir schenken uns die Notation ?h) ist dann de�niert durch

[kh ?uh]ij = h
r∑

n=−r

s∑
m=−s

knmui−n,j−m = h
i+r∑

n=i−r

j+s∑
m=j−s

unmki−n,j−m .

Für festes kh wird dadurch ein linearer Operator Kh : RNM → R(N−2r )(M−2s)
mit Norm

‖Kh‖ = ‖kh‖1 de�niert. Analog zur diskreten Divergenz rechnet man nun nach (durch

Vertauschung der Summation und Indexverschiebung), dass K∗
h

: R(N−2r )(M−2s) → RNM

gegeben ist durch

[K∗hwh]ij = h
i+r∑

n=i−r

j+s∑
m=j−s

wnmkn−i,m−j = ¯kh ?wh,

d. h. durch die diskrete Faltung mit dem gespiegelten Kern [¯kh]ij = [kh]−i,−j , wobei auch

hier wh durch Null fortgesetzt wird.

Das diskrete Problem ist also

min

uh∈RNM

1

2

‖Khuh − fh‖
2

2
+ α ‖|∇huh |2‖1.

Hier kommen nun in beiden Termen lineare Operatoren vor. Um zu vermeiden, für den

ersten Term eine Proximalabbildung ausrechnen zu müssen (in der K−1

h
auftauchen würde,

und Kh muss ja genau wie K nicht injektiv sein), wenden wir den Satz von Fenchel–

Rockafellar an auf

Fh : RNM → R, Fh(uh) = 0,

Gh : (R(N−2r )(M−2s) ×R2NM ) → R, Gh(yh, zh) =
1

2

‖yh − fh‖
2

2
+ α ‖|zh |2‖1,

Ah : RNM → (R(N−2r )(M−2s) ×R2NM ), Ahuh =

(
Khuh
∇huh

)
.
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9 entfalten

Nun ist Ah ein beschränkter linearer Operator mit Norm ‖Ah‖
2 ≤ ‖kh‖

2

1
+ 8

h2
und Adjun-

gierter

A∗h : (R(N−2r )(M−2s) ×R2NM ) → RNM, A∗h(yh, zh) = K∗hyh − divh zh .

DaG stetig ist inAh0, erhalten wir die Existenz von (ȳh, z̄h) ∈ (R
(N−2r )(M−2s)×R2NM )mit{

−A∗h(ȳh, z̄h) ∈ ∂F (ūh),

Ahūh ∈ ∂G
∗(ȳh, z̄h).

Um darauf das primal-duale Extragradienten-Verfahren anwenden zu können, brauchen wir

nur noch die entsprechenden Proximalpunktabbildungen. Für Fh ≡ 0 haben wir ∂Fh(uh) =
{0} und damit

proxτ Fh
(uh) = (Id+τ ∂Fh)

−1(uh) = (Id)
−1uh = uh .

Weiter ist

G∗h : (R(N−2r )(M−2s) ×R2NM ) → R,

G∗h(y
∗
h , z
∗
h) =

1

2

‖y∗h ‖
2

2
+ (y∗h , fh) + δ{vh :‖|vh |2‖∞≤α }(z

∗
h),

da das Supremum in yh und zh separat berechnet werden kann. Auch die zugehörige Proxi-

malpunktabbildung können wir nach Lemma 4.10 (iii) separat bezüglich jedem Argument

berechnen. Unter Verwendung der Rechnung in Kapitel 8.2 folgt damit

proxσG∗(yh, zh) =
©­­«

1

1+σ (yh − σ fh)
αzh

max{α, |zh |2}

ª®®¬ .
Damit können wir das Verfahren (5.16) für das Entfaltungsproblem (und analog für beliebige

lineare Operatoren Kh) als konkreten Algorithmus formulieren:

Algorithmus 9.1 : Primal-duales L2
-TV -Entfalten

Input : f ∈ RNM
, k ∈ R(2r+1)(2s+1)

, u0 ∈ RNM
, y0 ∈ R(N−2r )(M−2s)

, z0 ∈ R2NM
,

στ < (‖kh‖
2

1
+ h2/8)−1

1 for k = 1 . . . do
2 uk = uk−1 + τ (divh z

k−1 − K∗
h
yk−1)

3 ūk = 2uk − uk−1

4 yk = (yk−1 + σ (Khū
k − f ))/(1 + σ )

5 w = zk−1 + σ∇hū
k

6 zk = αw/(max{α, |w |2})

Natürlich gibt es nichts geschenkt: Durch diesen Trick wird die zulässige Wahl der Schritt-

weiten στ < (‖kh‖
2

1
+ 8/h2)−1 < h2/8 weiter eingeschränkt.
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10 DEKOMPRESSION

Der große Vorteil des Variationsansatzes in der Bildverarbeitung ist die Flexibilität in der

Wahl der Bild- und Rekonstruktionsmodelle. Um dies zu illustrieren, betrachten wir zum

Abschluss die Reduktion von Artefakten in der jpeg-Dekompression nach [Bredies & Holler

2012].

Bei jpeg handelt es sich um einen Standard für die verlustbehaftete Datenreduktion von

digitalen Bilddaten. Die Kompression eines gegebenen Pixelbildes uh : RNM → [0, 255]

verläuft in groben Zügen wie folgt (wir ignorieren Vorverarbeitungsschritte, die spezi�sch

für Farbbilder sind):

(i) Das Bild wird in Blöcke von 8 × 8 Pixeln unterteilt.

(ii) Jeder Block wird durch eine diskrete Kosinus-Transformation (DCT) in eine Linear-

kombination von 8 × 8 Kosinusfunktionen unterschiedlicher Frequenz zerlegt.

(iii) Jede 8 × 8-Matrix der Koe�zienten wird elementweise durch eine vorgegebene

Quantisierungsmatrix dividiert (die von der gewünschten Datenreduktion abhängt: je

größer die Einträge der Quantisierungsmatrix, desto höher die Kompression, wobei

die Einträge für höhere – und damit für den visuellen Eindruck weniger relevante –

Frequenzen größer sind als die für niedrige).

(iv) Die Ergebnisse der Division werden auf ganze Zahlen gerundet. (Hier tritt der Da-

tenverlust auf.)

(v) Die ganzzahligen Einträge aller Blöcke werden verlustfrei komprimiert und als

Bitstrom gespeichert.

Für die Dekompression werden diese Schritte umgekehrt, was mit Ausnahme von Schritt

4 eindeutig möglich ist. Hier wird in der Standard-Implementierung Schritt 4 einfach

übersprungen, d. h. die Umkehrung von Schritt 3 erhält die ganzzahligen Einträge als exakte

Koe�zienten. Dies führt (bei starker Kompression) zu den bekannten Block-Artefakten.

Alternativ kann man die Dekompression als Variationsproblem formulieren: Gesucht ist

dasjenige Bild u mit (zum Beispiel) minimaler totaler Variation, dessen jpeg-Kompression

den gegebenen Daten entspricht.
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10 dekompression

Um einen passenden Diskrepanzterm zu de�nieren, ist etwas Vorarbeit nötig. Wir beginnen

mit der Block-Kosinus-Transformation, und nehmen dafür an, dass Ω = (0, 8k)×(0, 8l) ⊂ R2

für k, l ∈ N ist. Für 0 ≤ i < k und 0 ≤ j < l

Eij = (8i, 8i + 8) × (8j, 8j + 8) ∩ Ω

mit charakteristischer Funktion

1ij(x) =

{
1 x ∈ Eij,

0 sonst.

Sei weiterhin {bnm}nm≥0 ⊂ L2(Ω) de�niert durch

bnm(x1, x2) = cncm cos(nπ x1) cos(mπ x2)

mit

cs =

{
1 s = 0,
√

2 s , 0.

Man rechnet nun nach, dass dies ein vollständiges Orthonormalsystem auf L2((0, 1)2) ergibt.

Damit ist auch {aijnm}ij,nm, de�niert durch

aijnm(x1, x2) =
1

8

bnm

(
x1 − 8i

8

,
x2 − 8j

8

)
1ij(x1, x2),

ein vollständiges Orthonormalsystem auf L2(Ω). Wir bezeichnen die zugehörige Block-
Kosinus-Transformation mit

A : L2(Ω) → `2, [Au]ijnm = (u,a
ij
nm)L2(Ω),

der wegen der Parseval-Relation ‖Au‖`2 = ‖u‖L2(Ω) erfüllt. Mit etwas Aufwand veri�ziert

man, dass A unitär ist, d. h. A−1 = A∗ gilt mit

A∗ : `2 → L2(Ω), [A∗v](x) =
∑
ij,nm

vijnma
ij
nm(x).

Seien nun {qnm},n≥0 die gegebenen Quantisierungskoe�zienten. Für ein gegebenes Bild

u ∈ L2(Ω) sind die komprimierten Daten dann gegeben durch

zijnm :=

⌊
q−1

nm[Au]
ij
nm +

1

2

⌋
∈

[
[Au]ijnm
qnm

−
1

2

,
[Au]ijnm
qnm

+
1

2

]
.

Die klassische Dekompression wäre nun

(10.1) û := A∗w mit wij
nm = qnmz

ij
nm .
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10 dekompression

Wir suchen stattdessen dasjenige u, dessen quantisierte Block-Kosinus-Transformation

mit den gegebenen Daten übereinstimmt, d. h. für das gilt

[Au]ijnm ∈
[
qnmz

ij
nm −

qnm
2

,qnmz
ij
nm +

qnm
2

]
=: J ijnm,

und das unter allen diesen Bildern minimale totale Variation hat. Wir nehmen an, dass

1 ≤ qnm < ∞ gilt (da sonst keine Kompression statt�ndet oder Koe�zienten komplett

ignoriert werden) und damit alle J ijnm nichtleer und beschränkt sind.

Wir setzen nun

(10.2) F (u) := δU (u), U :=
{
u ∈ L2(Ω) : [Au]ijnm ∈ J

ij
nm

}
.

und betrachten

(10.3) min

u∈U
TV (u) = min

u∈L2(Ω)
F (u) +TV (u).

Wegen der Linearität und Beschränktheit von A ist mit J ijnm auch U nichtleer, konvex und

abgeschlossen. Für die Existenz einer Lösung ist also nur noch zu zeigen, dass dieses

Funktional eigentlich ist, d. h. ein u0 ∈ U ∩ BV (Ω) existiert. Für die spätere Verwendung

zeigen wir gleich, dass dieses u0 im Inneren U o
von U liegt. Da nach Annahme alle J ijnm

nichtleeres Inneres haben, hat U ebenfalls ein nichtleeres Inneres. Sei nun ũ ∈ U o
. Aus der

Dichtheit von C∞
0
(Ω) ⊂ BV (Ω) in L2(Ω) (Satz 6.4) erhalten wir die Existenz einer Folge

{un}n∈N ⊂ BV (Ω) mit

‖Aun −Aũ‖`2 = ‖un − ũ‖L2(Ω) → 0 für n →∞.

Deshalb existiert eine Teilfolge {Aunk }k∈N, die komponentenweise gegen Aũ konvergiert.

Es gibt also einen Index nk∗ groß genug, so dass u0 := unk∗ ∈ U
o ∩BV (Ω) liegt. Aus Satz 3.2

folgt nun die Existenz einer Lösung ū ∈ U ∩ BV (Ω) von (10.3).

Die Existenz von u0 ∈ U o
erlaubt auch die Anwendung der Summenregel sowie der

Kettenregel; ū ist also Lösung genau dann, wenn gilt

0 ∈ ∂TV (ū) +A∗∂δ J (Aū)

mit

(10.4) J :=
{
v ∈ `2 : vijnm ∈ J

ij
nm

}
.

In anderen Worten: Es existiert ein p̄ ∈ `2 mit{
−A∗p̄ ∈ ∂TV (ū),

p̄ ∈ ∂δ J (Aū).
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10 dekompression

Im Diskreten ist nun uh ∈ R8k ·8l
gesucht, und statt der Block-Kosinus-Transformation

A : L2(Ω) → `2 verwenden wir die diskrete Block-Kosinus-Transformation Ah : R8k ·8l →

R8k ·8l
, d. h. 0 ≤ m,n ≤ 7. Für die Quantisierungs-Koe�zienten qnm gibt der jpeg-Standard

[CCIT Study Group VIII & Joint Photographic Experts Group 1992] als Beispiel die Matrix
1

Q50 =


16 11 10 16 124 140 151 161

12 12 14 19 126 158 160 155

14 13 16 24 140 157 169 156

14 17 22 29 151 187 180 162

18 22 37 56 168 109 103 177

24 35 55 64 181 104 113 192

49 64 78 87 103 121 120 101

72 92 95 98 112 100 103 199


für einen mittleren Qualitätswert von 50 an. Für höhere bzw. niedrigere Qualität zwischen

0 und 100 (entsprechend niedrigerer bzw. höherer Kompression) wird diese Matrix mit

einem entsprechenden Faktor kleiner bzw. größer 1 skaliert.
2

Die zulässige MengenUh bzw.

Jh sind dann analog zu (10.2) bzw. (10.4) de�niert.

Der Satz von Fenchel–Rockafellar zusammen mit der Kettenregel liefert dann die Extrema-

litätsbedingungen {
divh ȳh ∈ ∂δUh (ūh) = A∗h∂δ Jh (Ahūh),

∇hūh ∈ ∂δ{vh :‖|vh |2‖∞≤1}(ȳh).

Um hierfür das primal-dualen-Extragradienten-Verfahren anwenden zu können, benötigen

wir noch die Proximalpunkt-Abbildung der ersten Relation. Da Ah ein unitärer linearer

Operator ist (wobeiA∗
h

durch die inverse Block-Kosinus-Transformation gegeben ist), gilt

vh ∈ A
∗
h∂δ Jh (Ahuh) ⇔ Ahvh ∈ ∂δ Jh (Ahuh)

⇔ Ahuh = proxτδ Jh
(Ahuh + τAhvh)

⇔ uh = A∗h proxτδ Jh
(Ah(uh + τvh)).

Schließlich haben wir analog zu Beispiel 4.12 (iii)

[proxτδ Jh
(vh)]

ij
nm =


[vh]

ij
nm [vh]

ij
nm ∈ J

ij
nm

qnm[zh]
ij
nm +

qnm
2
[vh]

ij
nm > qnm[zh]

ij
nm +

qnm
2

qnm[zh]
ij
nm −

qnm
2
[vh]

ij
nm < qnm[zh]

ij
nm −

qnm
2

=: [projJh
(vh)]

ij
nm .

1
„empirisch hergeleitet basierend auf psychovisuellen Schwellenwerten“ – d. h. durch Ausprobieren und

Hinschauen

2
Allerdings kann jedes Kompressionsprogramm eigene – bessere – Quantisierungskoe�zienten festlegen;

damit das Bild auch mit anderen Programmen dekomprimiert werden kann, legt der Standard auch fest,

dass (und wie) die verwendeten Koe�zienten als Teil der Bilddatei zu speichern sind.
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10 dekompression

Der gesamte Algorithmus ist also wie unten angegeben; als Startvektor u0 ∈ Uh kann man

zum Beispiel die Standard-jpeg-Dekompression û der Daten nach (10.1) verwenden.

Algorithmus 10.1 : Primal-duales jpeg-TV -Entrauschen

Input : q ∈ R8·8
, z ∈ R8k ·8l

, u0 ∈ Uh , y0 ∈ R2·8k ·8l
, στ < 1/8

1 for k = 1 . . . do
2 uk = A∗

h
projJh

(Ah(u
k−1 + τ divh y

k−1))

3 ūk = 2uk − uk−1

4 w = yk−1 + σ∇hū
k

5 yk = w/(max{1, |w |2})
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11 STABILITÄT UND FEHLERABSCHÄTZUNGEN

Wie wir in den letzten Kapiteln gesehen haben, haben Aufgaben aus der Bildverarbeitung

oft die Form, ein gesuchtes Bild u0 ∈ X möglichst gut zu rekonstruieren aus gegebenen

Daten f := Ku0 + η ∈ Y für Banachräume X ,Y , einen bekannten linearen Operator

K : X → Y , und unbekannte Störungen η ∈ Y . Das entsprechende Rekonstruktionsmodell

bestimmt dann die Näherung uα ∈ X als Minimierer von

(11.1) Jα (u; f ) := F (Ku; f ) + αR(u)

für F : Y → R, R : X → R eigentlich, konvex und unterhalbstetig und α > 0. In diesem

Kapitel untersuchen wir nun die Abhängigkeit von uα von f und von α ; insbesondere

betrachten wir die Wahl von α .

Wir machen dafür der Einfachheit halber die folgenden Annahmen:

(i) F (Ku; f ) = 1

p ‖Ku − f ‖
p
Y für 1 ≤ p < ∞;

(ii) Jα (u; f ) ist koerziv in u ∈ X für alle f ∈ Y und α > 0 fest;

(iii) X ist re�exiv.

Unter diesen Annahmen hat Jα (u; f ) für alle f ∈ Y und α > 0 nach Satz 2.1 einen (nicht

notwendigerweise eindeutigen) Minimierer ū ∈ dom Jα (·; f ) = domR. Anstelle von (iii)

können wir auch annehmen, dassX Dualraum eines separablen Banachraums ist; in diesem

Fall ist in Folge stets “schwach” durch “schwach-∗” zu ersetzen.

Wir betrachten zuerst die Stabilität bezüglich f . Dafür verwenden wir die folgende “p-

Dreiecksungleichung”.

Lemma 11.1. Sei X ein normierter Raum und 1 ≤ p < ∞. Dann gilt

‖x + y ‖
p
X ≤ 2

p−1

(
‖x ‖

p
X + ‖y ‖

p
X

)
für alle x,y ∈ X .

Beweis. Für alle 1 ≤ p < ∞ ist t 7→ tp auf [0,∞) konvex und monoton steigend. Damit ist

nach Lemma 3.1 auch x 7→ ‖x ‖
p
X konvex, und es gilt insbesondere

1

2
p
‖x + y ‖

p
X = ‖

1

2
x + 1

2
y ‖

p
X ≤

1

2

(
‖x ‖

p
X + ‖y ‖

p
X

)
,

und durch Multiplikation mit 2
p

folgt die Aussage. �
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11 stabilität und fehlerabschätzungen

Satz 11.2. Sei { fn}n∈N ⊂ Y mit fn → f ∈ Y und sei α > 0. Sei weiterhin un ein Minimierer
von Jα (u; fn) für alle n ∈ N. Dann existiert eine schwach konvergente Teilfolge {unk }k∈N, und
der Grenzwert ū jeder schwach konvergenten Teilfolge ist ein Minimierer von Jα (u; f ) mit
R(unk ) → R(ū).

Ist der Minimierer uα eindeutig, so gilt un ⇀ uα und R(un) → R(uα ).

Beweis. Nach De�nition gilt für alle n ∈ N und ein beliebiges u ∈ domR

Jα (un; fn) ≤ Jα (u; fn) =
1

p
‖Ku − fn‖

p
Y + αR(u).

Durch zweimaliges Anwenden von Lemma 11.1 folgt daraus mit 1 ≤ 2
p−1

Jα (un; f ) ≤
1

p
2
p−1(‖Kun − fn‖

p
Y + ‖ fn − f ‖

p
Y ) + αR(un)

≤ 2
p−1Jα (un; fn) + 2

p−1
1

p
‖ fn − f ‖

p
Y

≤ 2
p−1Jα (u; fn) + 2

p−1
1

p
‖ fn − f ‖

p
Y

≤ 2
2(p−1)Jα (u; f ) + 2

2(p−1)+1
1

p
‖ fn − f ‖

p
Y .

Wegen fn → f ist der letzte Term auf der rechten Seite und damit auch die linke Seite

beschränkt in n ∈ N; aus der Koerzivität von Jα (u; f ) folgt damit auch die Beschränktheit

von {un}n∈N. Nach Satz 1.9 existiert daher eine schwach konvergente Teilfolge {unk }k∈N.

Sei nun {unk }k∈N eine beliebige schwach konvergente Teilfolge mit Grenzwert ū ∈ X .

Weil K linear und stetig ist und fn → f konvergiert, gilt auch Kunk − fnk ⇀ Kū − f . Aus

der schwachen Unterhalbstetigkeit der Norm und von R folgt dann zusammen mit der

Minimierungseigenschaft von unk

(11.2) Jα (ū; f ) ≤ lim inf

k→∞

(
1

p
‖Kunk − fnk ‖

p
Y + αR(unk )

)
≤ lim sup

k→∞

(
1

p
‖Kunk − fnk ‖

p
Y + αR(unk )

)
≤ lim sup

k→∞

(
1

p
‖Ku − fnk ‖

p
Y + αR(u)

)
=

1

p
‖Ku − f ‖

p
Y + αR(u) = Jα (u; f )

für beliebige u ∈ X . Also ist ū ∈ domR ein Minimierer von Jα (u; f ). Wählen wir weiter

u = ū in (11.2), so folgt

Jα (ū; f ) = lim

k→∞

(
1

p
‖Kunk − fnk ‖

p
Y + αR(unk )

)
.
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11 stabilität und fehlerabschätzungen

Zusammen mit den Rechenregeln für konvergente Folgen erhalten wir daraus

lim sup

k→∞
αR(unk ) ≤ lim sup

k→∞

(
1

p
‖Kunk − fnk ‖

p
Y + αR(unk )

)
− lim inf

k→∞

1

p
‖Kunk − fnk ‖

p
Y

≤
1

p
‖Kū − f ‖

p
Y + αR(ū) −

1

p
‖Kū − f ‖

p
Y = αR(ū).

Aus der Unterhalbstetigkeit von R folgt nun

R(ū) ≤ lim inf

k→∞
R(unk ) ≤ lim sup

k→∞
R(unk ) ≤ R(ū)

und damit R(ū) = limk→∞ R(unk ).

Hat schließlich Jα (u; f ) einen eindeutigen Minimierer, so muss jede Teilfolge gegen den

selben Grenzwert konvergiereņ und damit konvergiert die gesamte Folge. �

Wir betrachten nun die Abhängigkeit von α . Die Frage ist dabei insbesondere, ob wir für

eine kleine Störung η den Parameter α so wählen können, dass der Minimierer uα nahe bei

dem gesuchten Bild u0
liegt. Wir setzen dafür f 0

:= Ku0
und nehmen an, dass ‖η‖Y ≤ δ

für ein δ > 0 gilt, d. h. unser gegebenes Bild f δ := f 0 + η erfüllt

(11.3) ‖ f δ − f 0‖Y ≤ δ .

Den zugehörigen Minimierer von Jα (u, f
δ ) bezeichnen wir entsprechend mit uδα , den von

Jα (u, f
0) mit uα .

Falls K nicht injektiv ist, gibt es unendlich viele u ∈ X mit Ku = f 0
. In diesem Fall

bezeichnen wir mit u0
eine R-minimale Lösung, d. h.

R(u0) = min

{
R(u) : u ∈ X , Ku = f 0

}
.

Da K linear und stetig ist, ist die Menge

{
u ∈ X : Ku = f 0

}
konvex und abgeschlossen,

so dass nach Satz 2.1 mindestens eine R-minimale Lösung existiert (die aber ebenfalls

nicht eindeutig sein muss, wenn R nicht strikt konvex ist). Wir können dann das folgende

Konvergenzresultat für α, δ → 0 zeigen.

Satz 11.3. Sei f 0 ∈ ranK und { f δn } ⊂ Y mit ‖ f δn − f 0‖Y ≤ δn → 0. Gilt für αn := α(δn)

(i) limn→∞ αn = 0,

(ii) limn→∞ α
−1

n δ
p
n = 0,

so enthält jede Folge {uδnαn }n∈N von Minimierern von Jαn (u; f δn ) eine schwach konvergente
Teilfolge, und der Grenzwert ũ jeder schwach konvergenten Teilfolge ist eine R-minimale
Lösung von Ku = f 0 mit R

(
u
δnk
αnk

)
→ R(ũ).

Ist die R-minimale Lösung u0 eindeutig, so gilt uδnαn ⇀ u0 und R(uδnαn ) → R(u0).

96



11 stabilität und fehlerabschätzungen

Beweis. Sei u0
eine R-minimale Lösung. Aus der Minimierungseigenschaft von un := uδnαn

folgt dann

(11.4) Jαn (un, f
δn ) ≤

1

p
‖Ku0 − f δn ‖

p
Y + αnR(u

0) ≤
δ
p
n

p
+ αnR(u

0).

Wegen αn, δn → 0 folgt daraus mit Lemma 11.1

(11.5)

1

p
‖Kun − f 0‖

p
Y ≤ 2

p−1

(
1

p
‖Kun − f δn ‖

p
Y +

δ
p
n

p

)
≤ 2

p−1Jαn (un, fn) + 2
p−1

δ
p
n

p

≤ 2
p−1αnR(u

0) + 2
2(p−1)+1

δ
p
n

p
→ 0

sowie mit Annahme (ii)

(11.6) R(un) ≤ α
−1

n Jαn (un, f
δn ) ≤

α−1

n δ
p
n

p
+ R(u0) → R(u0).

Also ist {Jα0
(un; f 0)}n∈N für ein beliebiges festes α0 > 0 beschränkt; aus der Koerzivität

von Jα (u; f ) folgt daraus wieder die Beschränktheit von {un}n∈N und damit nach Satz 1.9

die Existenz einer schwach konvergenten Teilfolge {unk }k∈N.

Sei nun {unk }k∈N eine beliebige schwach konvergente Teilfolge mit Grenzwert ū ∈ X . Aus

(11.5) und der Stetigkeit von K folgt dann

Kū − f 0 = lim

k→∞
(Kunk − f 0) = 0,

und aus (11.6) und der Unterhalbstetigkeit von R

R(ū) ≤ lim inf

k→∞
R(unk ) ≤ lim sup

k→∞
R(unk ) = R(u0) ≤ R(ū).

Also ist ū eine R-minimale Lösung von Ku = f 0
.

Die Konvergenz der gesamten Folge bei eindeutiger R-minimaler Lösung folgt wieder mit

einem Teilfolgen–Teilfolgen-Argument. �

Die Konvergenz der Rekonstruktionen für δ → 0 hängt also erheblich von der Wahl

von α in Abhängigkeit von δ ab; man spricht auch von einer Parameterwahlstrategie.
Insbesondere muss garantiert werden, dass α nicht schneller als δp gegen Null geht. Dabei

werden üblicherweise unterschieden

(i) a priori-Strategien, bei denen α nur von δ abhängt; man legt α also fest, bevor man ein

aufgenommenes Bild zu sehen bekommt. Eine nach Satz 11.3 o�ensichtlich zulässige

Strategie ist α(δ ) = cδp−ε für beliebige c, ε > 0.
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(ii) a posteriori-Strategien, bei denen man bei der Wahl von α zusätzlich die tatsächlich

aufgenommenen Daten f δ berücksichtigt. Die am häu�gsten verwendete Strategie

ist das Diskepranzprinzip nach Morozov, bei dem man für gegebene τ1 < 1 < τ2 den

Parameter α = α(δ , f δ ) so bestimmt, dass gilt

τ1δ ≤ ‖Ku
δ
α − f δ ‖Y ≤ τ2δ .

Die Intuition dabei ist, dass selbst für das exakte Bild nur ‖Ku0 − f δ ‖Y = ‖η‖Y ≈ δ
gilt, so dass es unvernünftig wäre, die Diskrepanz kleiner machen zu wollen. Man

kann dann zeigen, dass diese Wahl wegen der oberen Schranke Bedingung (i) und

wegen der unteren Schranke Bedingung (ii) von Satz 11.3 erfüllt, so dass auch hierfür

Konvergenz gilt.

Für die praktische Realisierung wählt man in der Regel eine endliche monoton

fallende Folge {α1,α2, . . . } und akzeptiert dasjenige αk , das das Diskrepanzprinzip

zuerst erfüllt.

(iii) heuristische Strategien, die ohne Verwendung von δ auskommen. Das kann nützlich

sein, wenn in der Praxis keine gute Schätzung der Stärke des Rauschens vorliegt. Ein

Beispiel ist die Hanke–Raus-Regel, die α = α(f δ ) bestimmt als Minimierer von

Ψ(α) =
‖Kuδα − f δ ‖

p
Y

α
.

Hierfür ist allerdings im Allgemeinen keine Konvergenz zu erwarten, wenn K nicht

stetig invertierbar ist. (Das besagt das „Bakushinskii-Veto“.) Unter der Zusatzannahme,

dass die Projektion von η auf das Bild von K klein ist, ist der Zähler von Ψ eine

hinreichend gute Schätzung für δ , so dass man Ψ(α(f δ )) ≈ α−1δp → 0 und damit

wieder wie in Satz 11.3 die Konvergenz zeigen kann.

Auch hier wählt man in der Praxis eine endliche Menge von Parametern und akzep-

tiert dasjenige αk , für das Ψ(αk) den kleinsten Wert ergibt.

Wir betrachten nun Fehlerabschätzungen für den Rekonstruktionsfehler E(uδα ,u
0) in Ab-

hängigkeit von δ . Dies ist aus verschiedenen Gründen kompliziert. Da wir in Satz 11.3 nur

schwache Konvergenz gezeigt haben, kommt für E im Allgemeinen nicht die Norm der

Di�erenz in Frage. Aus dem Beweis von Satz 11.3 sehen wir, dass wir aus der Minimierungs-

eigenschaft von uδα folgern können, dass Kuδα → f 0
und R(uδα ) → R(u0) konvergiert. Wir

benötigen also ein Fehlermaß E, für das gilt

(11.7) βE(u,u0) ≤ R(u) − R(u0) + ‖Ku − Ku0‖Y

für ein β ∈ (0, 1] und alle u ∈ X , die als Minimierer von Jα in Frage kommen. Im Kontext

der Bildverarbeitung wird für E oft die Bregman-Divergenz für R gewählt:

Dξ (u, ū) := R(u) − R(ū) − 〈ξ ,u − ū〉X für ξ ∈ ∂R(ū).
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Da R konvex ist, ist Dξ (u, ū) ≥ 0 für alle u, ū ∈ X , und o�ensichtlich ist Dξ (ū, ū) = 0 für

alle ū ∈ X . Allerdings ist die Bregman-Divergenz nicht symmetrisch, und aus Dξ (u, ū) = 0

folgt in der Regel nicht, dass u = ū ist. Auch kann ∂R(u) = ∅ und damit die Bregman-

Divergenz nicht de�niert sein. Es handelt sich daher um keine Metrik im üblichen Sinn.

(Für R(u) = 1

2
‖u‖2X und X Hilbertraum folgt wegen ∂R(u) = {u} aber aus dem Satz von

Pythagoras Dū(u, ū) =
1

2
‖u − ū‖2X .) Mit dieser Wahl von E folgt aus (11.7)

(11.8) 〈ξ ,u0 − u〉X ≤ β1Dξ (u,u
0) + β2‖Ku − Ku

0‖Y

für β1 = 1 − β ∈ [0, 1) und β2 = 1 ≥ 0. Gilt (11.8) für ein β1 ∈ [0, 1) und ein β2 ≥ 0, so sagt

man, dass u0
eine variationelle Quellbedingung erfüllt. Die Abhängigkeit von u0

entsteht

einmal über die Wahl von ξ ∈ ∂R(u0); man kann diese variationelle Quellbedingung

weiterhin zurückführen auf eine explizite(re) Bedingung an u0
.

Lemma 11.4. Existiert einw0 ∈ Y ∗ mit

(11.9) u0 ∈ ∂R∗(K∗w0),

so ist die variationelle Quellbedingung (11.8) erfüllt für ξ = K∗w0.

Beweis. Nach Lemma 3.16 ist u0 ∈ ∂R∗(ξ ) äquivalent zu ξ ∈ ∂R(u0). Dann folgt aus der

Wahl von ξ sofort

(11.10) 〈ξ ,u0 − u〉X = 〈w
0,Ku0 − Ku〉Y ≤ ‖w

0‖Y ∗ ‖Ku
0 − Ku‖Y ,

d. h. (11.8) mit β1 = 0 und β2 = ‖w
0‖Y ∗ ≥ 0. �

Für R(u) = 1

2
‖u‖2X = R

∗(u) nach Beispiel 3.14 (i) vereinfacht sich (11.9) zu u0 = K∗w0 ∈

ran(K∗). IstK z. B. eine Faltung, so mussu0
nach Lemma 9.1 eine entsprechende Glattheit ha-

ben. DieQuellbedingung (11.9) kann also als eine abstrakte Glattheitsbedingung interpretiert

werden. Die variationelle Quellbedingung (11.8) ist aber schwächer und kann auch erfüllt

sein, wenn diese Glattheitsbedingung verletzt ist. In jedem Fall gilt: Fehlerabschätzungen

sind nur unter Zusatzannahmen möglich.

Satz 11.5. Sei f 0 ∈ ranK und f δ ∈ Y mit ‖ f δ − f 0‖Y ≤ δ . Sei weiterhin (11.8) erfüllt in einer
R-minimalen Lösung u0 für ξ ∈ ∂R(u0) und β1 ∈ [0, 1), β2 ≥ 0.

(i) Ist p = 1 und α = α(δ ) mit

cδ ε ≤ α(δ ) ≤ Cδ ε für c,C > 0 und ε ∈ (0, 1),

dann gilt für δ → 0

Dξ (u
δ
α(δ ),u

0) = O(δ 1−ε),

‖Kuδα(δ ) − Ku
0‖Y = O(δ ).
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(ii) Ist p > 1 und α = α(δ ) mit

cδp−1 ≤ α(δ ) ≤ Cδp−1 für c,C > 0,

dann gilt für δ → 0

Dξ (u
δ
α(δ ),u

0) = O(δ ),

‖Kuδα(δ ) − Ku
0‖Y = O(δ ).

Beweis. Setze α := α(δ ). Aus der Minimierungseigenschaft von uδα und der Annahme an

f δ folgt dann wie zuvor

1

p
‖Kuδα − f δ ‖

p
Y + αR(u

δ
α ) ≤

δp

p
+ αR(u0).

Mit der De�nition der Bregman-Divergenz und der variationellen Quellbedingung können

wir das äquivalent schreiben als

(11.11)

1

p
‖Kuδα − f δ ‖

p
Y + αDξ (u

δ
α ,u

0) ≤
δp

p
+ α 〈ξ ,u0 − uαδ 〉X

≤
δp

p
+ α(β1Dξ (u

δ
α ,u

0) + β2‖Ku
δ
α − Ku

0‖Y )

≤
δp

p
+ α(β1Dξ (u

δ
α ,u

0) + β2‖Ku
δ
α − f δ ‖Y + β2δ ).

Wir machen nun die Fallunterscheidung.

(i) Für p = 1 können wir (11.11) umstellen zu

(1 − αβ2)‖Ku
δ
α − f δ ‖Y + α(1 − β1)Dξ (u

δ
α ,u

0) ≤ δ (1 + αβ2).

Ist nun δ klein genug, dass Cδ εβ2 < 1 gilt, so sind wegen β1 < 1 alle Terme auf der

linken Seite positiv. Durch Weglassen jeweils eines Terms und Au�ösen erhalten wir

daraus

Dξ (u
δ
α ) ≤

δ (1 + αβ2)

α(1 − β1)
≤ δ 1−ε 1 + δ εCβ2

c(1 − β1)

sowie

‖Kuδα − f δ ‖Y ≤
δ (1 + αβ2)

1 − αβ2

≤ δ
1 + δ εCβ2

1 − δ εCβ2

nach Wahl von α(δ ) ∈ [cδ ε,Cδ ε]; in beiden Fällen sind für δ → 0 die Brüche auf der

rechten Seite O(1).
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(ii) Für p > 1 verwenden wir zuerst die verallgemeinerte Youngsche Ungleichung in

der Form ab ≤ εp

p a
p + 1

εp
′
p ′
bp
′

mit p′ =
p
p−1

und ε ∈ (0, 1) für a = ‖Kuδα − f δ ‖Y und

b = αβ2 und sortieren um zu

−
εp

p
‖Kuδα − f δ ‖

p
Y ≤ −αβ2‖Ku

δ
α − f δ ‖Y +

1

εp ′p′
(αβ2)

p ′ .

Diese Ungleichung addieren wir nun zu (11.11) und erhalten nach Umsortieren

1 − εp

p
‖Kuδα − f δ ‖

p
Y + α(1 − β1)Dξ (u

δ
α ,u

0) ≤
δp

p
+ αβ2δ +

1

εp ′p′
(αβ2)

p ′ .

Wieder sind beide Terme auf der linken Seite positiv, so dass wir daraus folgern

können

Dξ (u
δ
α ) ≤

1

pδ
p + αβ2δ +

1

εp
′
p ′
(αβ2)

p ′

α(1 − β1)
≤ δ

1

p +Cβ2 +
(Cβ2)

p ′

εp
′
p ′

c(1 − β1)

wegen (δp−1)p
′

= δp

‖Kuδα − f
δ ‖Y ≤

©­­«
p

(
1

pδ
p + αβ2δ +

1

εp
′
p ′
(αβ2)

p ′
)

1 − εp

ª®®¬
1/p

≤ δ
©­«

1 + pCβ2 + (p − 1)
(Cβ2)

p ′

εp
′

1 − εp
ª®¬

1/p

nach Wahl von α(δ ) ∈ [cδp−1,Cδp−1].

Daraus folgen sofort die behaupteten asymptotischen Abschätzungen für die Bregman-

Divergenz; diejenigen für die Norm des Residuums folgen aus

‖Kuδα − Ku
0‖Y ≤ ‖Ku

δ
α − f δ ‖Y + δ . �

Die „ε-Lücke“ zwischen den Fällenp = 1 undp > 1 kann man tatsächlich weiter schließen.

Folgerung 11.6. Sei f 0 ∈ ranK und f δ ∈ Y mit ‖ f δ − f 0‖Y ≤ δ . Sei weiterhin (11.8) erfüllt in
einer R-minimalen Lösung u0 für ξ ∈ ∂R(u0) und β1 ∈ [0, 1), β2 ≥ 0. Ist p = 1, dann gilt für
alle festen 0 < α < α∗ := β−1

2
und δ ≥ 0

Dξ (u
δ
α ,u

0) ≤ C1(α)δ ,

‖Kuδα − Ku
0‖Y ≤ C2(α)δ .

Insbesondere ist Kuα = f 0 für alle 0 < α < α∗.

Beweis. Aus dem Beweis von Satz 11.3 folgt

(1 − αβ2)‖Ku
δ
α − f δ ‖Y + α(1 − β1)Dξ (u

δ
α ,u

0) ≤ δ (1 + αβ2).
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Nach Voraussetzung ist nun die erste Klammer auf der linken Seite stets positiv, und durch

Umsortieren wie zuvor erhalten wir die behaupteten Abschätzungen mit

C1 :=
1 + αβ2

α(1 − β1)
, C2 := 1 +

1 + αβ2

(1 − β1)
.

Für δ = 0 folgt daraus auch sofort die letzte Behauptung. �

Der Diskrepanzterm fürp = 1 stellt daher eine exakte Penalisierung (der GleichungKu = f 0
)

dar.
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